
 

 

基于模块转移和语义相似性推断的小样本关系
三元组抽取①
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摘　要: 针对现有的小样本关系三元组抽取方法难以解决单句话中存在多个三元组以及未考虑支持集和查询集之

间语义相似性等问题, 提出了一种基于模块转移和语义相似性推断的小样本关系三元组抽取方法. 该方法采用一种

在关系抽取、实体识别和三元组判别这 3个模块不断转移的机制, 高效地提取出查询实例中存在的多个关系三元

组. 在关系抽取部分, 将 BiLSTM和注意力机制相融合, 以更好地捕捉应急预案文本的序列信息. 此外, 在实体识别

部分设计了一种基于语义相似性推断的方法识别句子中存在的应急组织机构实体. 最终, 在应急预案领域数据集

ERPs+上进行了大量的实验. 实验结果显示, 相较于其他基线模型, 所提模型更适应于应急预案领域的关系三元组

抽取任务.
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Abstract: Existing few-shot relational triple extraction methods often struggle with handling multiple triples in a single
sentence and fail to consider the semantic similarity between the support set and the query set. To address these issues,
this study proposes a few-shot relational triple extraction method based on module transfer and semantic similarity
inference. The method uses a mechanism that constantly transfers among three modules, namely relation extraction, entity
recognition, and triple discrimination, to extract multiple relational triples efficiently from a query instance. In the relation
extraction module, BiLSTM and a self-attention mechanism are integrated to better capture the sequence information of
the emergency plan text. In addition, a method based on semantic similarity inference is designed to recognize emergency
organizational entities in sentences. Finally, extensive experiments are conducted on ERPs+, a dataset for emergency
response plans. Experimental results show that the proposed model is more suitable for relational triple extraction in the
field of emergency plans compared with other baseline models.
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关系三元组抽取是自然语言处理和知识图谱信息

抽取中的一项重要任务, 其目的是从非结构化文本中

抽取出一对实体和关系, 即<头实体, 关系, 尾实体>.
在应急预案领域, 应急组织机构作为应急预案的

执行主体, 在应急响应中扮演着至关重要的角色. 因此,
从应急预案文本中挖掘出应急组织机构及其之间的关

系, 即“关系三元组抽取”, 对于应急组织机构快速、准

确地应对突发事件具有极其重要的意义[1].
近年来, 基于深度神经网络的方法如 TPLinker[2]、

CasRel[3]和 PRGC[4]等已广泛应用于关系三元组抽取任

务, 并取得了优异的性能. 然而, 这些方法通常依赖于

大规模带标签的数据集才能展现出较好的性能. 在应

急预案领域, 目前尚未有像 DuIE[3]或 NYT[4]这样的大

规模带标签数据集, 若依赖领域专家进行人工标注将

耗费大量的人力和时间. 为了解决这一问题, 研究人员

提出了远程监督方法[5], 用于自动标注大规模带标签的

数据. 然而, 这种方法生成的数据中往往带有大量的噪

声, 严重影响了模型的性能. 因此, 如何利用少量标注

样本有效地进行应急预案领域的关系三元组抽取任务

仍是一个亟需解决的问题.
小样本学习方法[6]旨在利用少量标记样本使模型

学会解决问题的能力, 以缓解特定领域中标签数据相

对匮乏的问题. Yu 等人[7]提出了一种基于小样本学习

的多原型嵌入网络, 该方法忽略了关系和实体之间的

依赖关系, 最终导致模型性能不佳. 针对这一问题, Fei
等人[8]提出了一种视角转移网络, 采用“先关系后实体”
的方式提取关系三元组, 即独立地提取不同关系所对

应的实体, 最终取得了较为优异的性能. 然而, 该方法

未能充分考虑支持集和查询集之间令牌的语义相似性

问题. 并且在面对语义较为复杂的应急预案文本时, 关
系抽取性能显著下降. 此外, 现有的小样本关系三元组

抽取方法难以处理单句话中存在多个三元组的情况,
而在应急预案文本中可能涉及多个三元组.

针对以上问题, 本文提出了一种基于模块转移和

语义相似性推断的小样本关系三元组抽取方法 (few-
shot relational triple extraction method based on module
transfer and semantic similarity inference, FS-MTS). 该
方法采用一种在关系抽取、实体识别和三元组判别这

3个模块之间不断转移的机制, 解决了单句话中存在多

个三元组难以识别的问题. 在实体识别部分, FS-MTS
模型为了充分考虑支持集和查询集之间令牌语义相似

性的问题, 设计了一种基于语义相似性推断的方法. 具
体而言, 该方法首先计算每个查询标记与相同关系类

型的支持标记之间的相似性得分, 然后将得分的平均

值和最小值相加, 以获得查询标记属于各类实体标签

的概率. 该方法的引入显著提高了实体识别的准确率.
此外, FS-MTS 模型还融合了 BiLSTM 和注意力机制,
以更好地捕获应急预案文本的序列信息, 从而提高模

型关系抽取的准确性. 

1   相关工作 

1.1   关系三元组抽取

关系三元组抽取主要分成两个方向: 流水线抽取

和联合抽取. 流水线抽取[9,10]首先识别出句子中的实体,
然后将实体对之间的关系进行分类. 这种方法忽略了

实体识别和关系抽取两个子任务之间的依赖关系, 并
且在实体识别任务中产生的错误会传递到关系分类任

务中, 导致误差累积的问题. 联合抽取则是将实体识别

和关系抽取任务整合到一个模型中进行联合建模. 尽
管这些方法已经取得了显著的性能提升, 但它们大多

数存在“数据饥渴”的问题, 即通常需要大量的标签数

据进行训练, 才能取得较好的性能. 然而, 在某些特定

领域, 标签数据相对匮乏, 这些方法的性能会受到一定

的限制. 

1.2   小样本关系三元组抽取

小样本关系三元组抽取是指利用小样本学习的方

法来执行关系三元组抽取任务. 相较于传统的关系三

元组抽取方法, 小样本关系三元组抽取旨在利用少量

的标记样本从未标记的数据中提取关系三元组. 此外,
小样本关系三元组抽取可以利用较少的标记样本来处

理未见过的实体类型或关系类别. 近年来, 研究人员开

始广泛探索小样本学习在关系三元组抽取任务中的应

用. Yu 等人[7]首次将小样本学习方法应用于关系三元

组抽取任务, 并提出了一种多原型嵌入网络MPE. 该方

法使用混合原型学习机制将文本和实体、关系的知识

进行关联, 以生成融合实体和关系信息的原型表示. 然
而, 该方法在实体识别方面存在明显的局限性. 因此,
He 等人[11]提出了一种基于最近邻匹配的小样本关系

三元组抽取方法 NNM. 最近, Cong等人[12]提出了一种

关系引导的三元组抽取方法, 该方法利用双重注意力

机制来聚合关系的相关信息, 然后利用对应的关系来

引导模型识别头实体和尾实体. 此外, Fei等人[8]提出了
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一种视角转移网络 PTN. 该方法采用一种在关系、实

体和三元组不同视图之间循环转移的方式, 从局部和

全局上进行验证所提取的关系三元组是否合理. 尽管

上述方法在 FewRel 数据集[13]上表现出了不错的效果,
但这些方法主要专注于解决单个句子中仅包含一个关

系三元组的情况. 在应急预案文本中, 单个句子中可能

会涉及多个关系三元组. 因此, 为了更好地解决应急预

案领域中存在的问题, 本文将深入研究更适应于该领

域的小样本关系三元组抽取方法. 

2   问题定义

N

K N K

在小样本关系三元组抽取任务中 ,  通常采用

episodic[14]的训练方式, 将数据集划分成多个任务进行

训练. 每个任务从数据集中随机选取 种关系类型, 并
从每种关系类型中随机采样 个样本 ,  即 -way  -
shot任务.

T = {Dtrain,Dtest}
Dtrain∩Dtest = ∅ Dtrain

S train = {xs
i ,y

s
i }

s=Ns
i=1 Qtrain = {xq

j ,y
q
j }

q=Nq
j=1

xi yi

Ns = N ×K Nq = N ×K
′

K K
′

Dtest S test = {xs
i ,y

s
i }

s=Ns
i=1

Qtest = {xq
j }

q=Nq
j=1

给定目标数据集 , 训练集和测试

集不相交 ,  即 .  训练集 由支持集

和查询集 组成. 每

个支持集和查询集中都包含实例 和目标标签 . 其
中,  和 . 通常情况下,  和 对应

的数值一般是相等的. 在训练阶段, 模型使用支持集中

少量的标记样本进行学习类别之间的特征和关系. 而
查询集则用于验证模型的性能并用于参数优化. 测试

集 也被划分成两部分: 支持集 和

查询集 . 值得注意的是, 查询集中包含的

测试样本不包含目标标签. 在测试阶段, 模型需要使用

支持集中的少量支持实例标记查询集中的测试实例. 

3   FS-MTS模型

FS-MTS 模型的整体框架如图 1 所示, 主要包括

3 个部分: 关系抽取、实体识别和三元组判别. 该模型

的输入数据为支持集和查询集, 目标是从查询集的句

子中提取关系三元组. 在关系抽取部分, FS-MTS 模型

首先标记支持实例中的实体对, 并将其与查询实例拼接

后进行编码. 接着, 分别将实例的编码表示输入 BiLSTM
和注意力模块, 以更好地捕获应急预案文本的序列信

息. 最终, 将全局编码表示拼接后输入二分类器, 以判

断查询实例是否含有支持实例中的关系类型. 一旦检

测到关系, 模型将进行实体识别任务, 利用基于语义相

似性推断的方法来识别实例中的头实体和尾实体. 然
后, 模型转移到三元组判别部分, 利用识别出的头实体

和尾实体来标记查询实例, 生成带有伪标签的查询实

例. 接着, 将这些查询实例与标记的支持实例拼接后输

入二分类器, 以判别预测的三元组是否合理. 最终, FS-
MTS 模型输出可信的关系三元组, 并返回到关系抽取

部分, 继续检测下一种关系类型. 接下来, 将详细介绍

FS-MTS模型的每个部分. 

3.1   关系抽取

[h] [t]

S ′support

关系抽取的目标是提取出查询实例中潜在的关系

类型. 头实体和尾实体的信息在关系抽取任务中至关

重要[15]. 因此, 本文使用特殊标记 (如:  和 等)将头

实体和尾实体的信息嵌入到支持实例中, 得到包含实

体信息的支持实例 , 如式 (1)所示:

S ′support = {w1, [h] ,whead, [\h] , · · · , [t] ,wtail, [\t] ,wn} (1)

wn n [h] [\h]

[t] [\t]
S ′support

S query

其中,  指的是句中的第 个字,  和 用来标记头

实体的开始和结束位置,  和 用来标记尾实体的开

始和结束位置. 接下来, 将支持实例 和查询实例

进行结合, 如式 (2)所示:

S fusion =
{
[CLS] ,S ′support, [SEP] ,S query, [SEP]

}
(2)

[CLS] [SEP] S fusion其中,  和 是特殊令牌. 然后, 将 输入

到 BERT编码器[16]中, 如式 (3)所示:

H = BERT(S fusion) (3)

H =
[
Hs; Hq

]
Hs Hq其中,  是整个句子的词嵌入矩阵,  和

分别是支持实例和查询实例的编码表示.

Hs

Hs =
(
xs

1, x
s
2, · · ·, x

s
n

)
xt

−−→
hs

t−1
←−−
hs

t+1
−→
hs

t
←−
hs

t
−→
hs

t
←−
hs

t

hs

考虑到应急预案文本语义较为复杂的问题, 为了

更好地捕捉应急预案文本的序列信息, 本文将 BiLSTM[17]

和注意力机制[18]进行融合, 以更全面地捕捉应急预案

文本的上下文语义信息. 以支持实例 为例, 对于给定

的输入序列 , 每个时刻的输入 分别

与前后两个时刻的隐藏状态 和 相结合, 得到两

个方向的隐藏状态向量 和 . 最后, 将 和 进行拼

接, 生成每个词的特征向量表示 , 如式 (4)所示:

−→
hs

t = LSTM
(
xt,
−−→
hs

t−1

)
←−
hs

t = LSTM
(
xt,
←−−
hs

t+1

)
hs =

[−→
hs

t ;
←−
hs

t

] (4)

然后, 再利用注意力机制来计算句子中任意两个
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hs = {hs
i | i = 1,2, · · · ,n} n

hs
i

αs
i

词之间的相关性, 以获取更加全面的上下文信息. 以支

持实例 为例, 其中 为序列长度,
根据式 (5)和式 (6)计算出序列中每个向量 所对应的

权重 .

hs = tanh
(
wshs+bs

)
(5)

αs
i =

exp
(
ushs

i

)∑
i
exp
(
ushs

i

) (6)

tanh us

hs s

其中,  为激活函数,  为可训练参数. 通过利用隐藏

状态向量 和注意力分数得到句子的全局编码表示 ,
如式 (7)所示:

s =
∑

i

αs
i hs

i (7)

s

q Hglobal =
[
s : q
]

Hglobal

最终, 将支持实例和查询实例的全局编码表示 和

进行拼接, 得到 . 将 输入到二分

类器中, 以检测查询实例和支持实例中是否存在相同

的关系类型, 计算公式如式 (8)所示:pr = Softmax
(
MLP

(
Hglobal

))
act = argmax(pr)

(8)

pr

MLP act ∈ {0,1} act

act

其中,  是指从关系抽取模块转移到实体识别模块的

概率,  为多层感知器,  . 若 为 1, 模型

将从关系抽取模块转移到实体识别模块, 并执行实体

识别任务. 若 为 0, 模型仍然处于关系抽取模块, 并

将查询实例与其他关系类型的支持实例对比.

在关系抽取部分, 采用负对数似然损失函数, 如式 (9)

所示:

Lrel = −
N∑

i=1

log(pr(acti = yr
i | S fusion)) (9)

N yr
i ∈ {0,1} i

r

其中,  为训练数据中句子的数量,  是第 个目

标标签, 代表查询实例是否包含关系 . 0 表示“不包

含”, 1表示“包含”.
 
 

1

支持实例 [h]省减灾委[\h]···向[t]省政府[\t]报告··· [h]市应急指挥部办公室[\h]···报告[t]市应急指挥部[\t]···

[h]市应急指挥部办公室[\h]···报告市应急[t]指挥部[\t]···

Hs

h
s

s q

h
q

h
s

h
q

Hq

查询实例 市应急指挥部办公室···报告市应急指挥部···

关系抽取 3 三元组判别

2 实体识别

output
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图 1    FS-MTS模型框架

 
 

3.2   实体识别

在实体识别部分, 本文采用基于条件随机场的方

法来识别查询实例中的头实体和尾实体 . 条件随机

场由发射概率和转移概率组成 , 发射概率通常代表
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一个标记属于各类实体标签的概率 . 本文使用基于

语义相似性方法的输出结果来代替条件随机场的发

射概率. 图 2展示了查询实例的发射概率矩阵的计算

结果.
 
 

“省”与同关系类型的支持标记计算语义相似性
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图 2    发射概率矩阵

 

xq
j

xs sim(xq
j , x

s)

发射概率的计算过程如下, 首先从支持集中筛选

出与查询实例具有相同关系类型的所有支持实例. 然

后, 将查询实例中的每个标记 与所选支持实例的所

有标记 计算相似性得分 , 计算公式如式 (10)

所示:

sim(xq
j , x

s) = d
(
xq

j , x
s
)
=∥ xq

j − xs ∥22 (10)

d(·, ·)其中,  代表欧氏距离函数, 距离越小相似性越高. 在

使用距离函数之前对句子的特征使用了 L2 正则化. 根

据预定义的实体标签 (I-Head、I-Tail 和 O), 将每个标

记的相似性得分划分成 3组, 相同实体标签的相似性得

分被归为同一组[19]. 然后, 计算出每一组相似性得分的

平均值和最小值. 最终, 将每一组内的平均值和最小值

相加, 该结果被视为每个查询标记属于各类实体标签的

概率, 即“发射概率”. 计算公式如式 (11)和式 (12)所示:

m j,c =

 sim(xq
j , xs), if Y j = c

0 , 其他
(11)

P(y = c | xq
j ) =min(m j,c)+ avg(m j,c) (12)

Y j c

P(y = c | xq
j )

xq
i c

其中,  为所选支持实例中每个标记的实体标签,  代

表实体标签类别 (I-Head、I-Tail、O),  为查

询标记 属于类别 的概率.

转移概率代表的是标签与标签之间的转移分数.

在有监督学习的实体识别任务中, 转移概率通常根据

BIO 标注法进行构建. 然而, 在小样本学习中, 通常采

用 IO标注法. Yang等人[20]根据 IO标注法来构建维特

比解码器, 以捕捉实体的转移概率分布. 然而, 现有方

法中并未引入维特比解码器. 为了获得更优异的序列

标注结果, 本文在实体识别任务的输出端引入维特比

解码器. 通过统计 O、I 和 I-Other 标签之间的转移次

数来估算源数据集中的抽象转移矩阵.

图 3描述了如何从源数据集的抽象转移矩阵扩张

到目标领域的转移矩阵. 在源数据集的抽象转移矩阵

中, O代表非实体, I代表某个类型的实体, I-Other代表

除该类型实体外的其他类型实体. 通过将源数据集的

抽象转移矩阵均匀地分割, 最终得到目标数据集的转

移矩阵. 例如, 将 O 转移为 I 的概率均匀地分配到 I-

Head 和 I-Tail 这两个类型. 通过将抽象转移矩阵扩展

到目标测试集中, 使得最终标签序列的输出概率达到

最优. 抽象转移矩阵的计算方法如式 (13)所示:

P(Y | X) =
N (X→ Y)
N (· → Y)

(13)

N (X→ Y) N (· → Y) X Y

Y

其中,  和 分别代表 转化为 的频率

和任何标签转化为 的频率.
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图 3    抽象矩阵扩张

 

维特比解码器充分考虑了标签之间的转移概率和

发射概率, 以得出最优的标签预测结果. 最终, 模型对

每个标签概率的计算方法如式 (14)所示:

y∗ = argmax
y

T∏
t=1

P(yt | xq
i )×P(yt | yt−1) (14)

P(yt | xq
i ) P(yt | yt−1)其中,  为发射概率,  为转移概率.

实体识别部分的损失函数如式 (15)所示:

Lentity =
e(P(yt |xq

i )+P(yt |yt−1))∑
Y′
y′ e

(P(yt |xq
i )+P(y′t |y′t−1))

(15)

P(yt | xq
i ) i

xq
i yt P(yt | yt−1)

yt−1 yt

其中,  为发射概率, 表示在查询实例中第 个标

记 的情况下, 预测标签为 的概率.  为转移

概率, 表示在前一个标签 的情况下, 当前标签为

的概率. 

3.3   三元组判别

S query

S ′query

三元组判别部分主要用来验证预测的三元组是否

合理. 为此, 本文对查询实例 预测出的实体对使

用 4 个特殊令牌进行标记, 以生成带有伪标记的查询

实例表示 . 标记方法如式 (16)所示:

S ′query = {w1, [h] ,whead, [\h] , · · ·, [t] ,wtail, [\t] ,wm} (16)

S ′support

S ′query

然后, 将支持实例 和带有伪标记的查询实

例 进行拼接, 如式 (17)所示:

S ′′fusion =
{
[CLS] ,S ′support, [SEP] ,S ′query, [SEP]

}
(17)

S ′′fusion H = BERT(
S ′′fusion

)
H

使用编码器 BERT 将 进行编码, 

. 然后, 将编码结果 输入二分类器, 用于验证

预测的关系三元组是否合理, 计算公式如式 (18)所示:pt = Softmax(MLP(H))

pla = argmax(pt)
(18)

pt MLP

pla ∈ {0,1} pla

pla

其中,  指的是三元组是否合理的概率值,  为多

层感知器,  . 若 为 1, 则预测的关系三元组

合理, 并将其保留. 若 为 0, 则关系三元组不合理, 将
其删除.

通过结合关系抽取和实体识别任务的损失函数,

Ltriple得到三元组判别部分的损失函数 ,  如式 (19 )
所示.

Ltriple = −
M∑
j=1

Nt∑
i=1

log(pt(plai = yt
i | S ′′fusion)) (19)

yt
i ∈ {0,1} i M

N

其中,  是第 个句子的目标标签,  为查询集中

关系类别的数量,  为训练数据中句子的数量. 

3.4   损失函数

在关系三元组抽取任务中, 关系抽取的目标是提

取出查询实例中的关系类型. 如果正确识别出查询实

例中的关系类型, 将大大地降低实体识别任务的难度.
为了更好地平衡关系抽取和实体识别任务, 设计了一

种多任务动态学习的损失函数, 使模型可以自动调整

权重系数以优化整体损失, 如式 (20)所示:

Ltotal = eλ1 Lrel+ eλ2 Lentity+ eλ3 Ltriple (20)

λ1 λ2 λ3其中,  、 和 是可学习参数, 初始值都设置为 0. 

4   实验结果与分析 

4.1   实验数据集

实验数据全部来源于中国各级政府官方网站, 确
保了数据来源的真实性与可靠性 .  本文成功爬取了

31个省份, 共计 902份应急预案文件. 在获取到原始应

急预案文本后, 首先采用多个正则表达式对原始文本

进行数据清洗, 将原始文本中包含的 HTML 标签和其

他无关标签进行去除. 随后, 对处理好的文本进行句子

级别的分割, 以句号“。”为分隔符. 根据专家的建议,
定义了 20种应急组织机构之间的关系类型, 关系类型

对应的数据分布如图 4所示.
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图 4    ERPs+数据集中各种关系类型句子数量分布图

 

本文利用“阿里 NLP自学习平台”对每个句子中的

应急组织机构实体及其之间的关系进行标注. 在公开

数据集 FewRel 中, 单个句子仅包含了一个三元组. 为

计 算 机 系 统 应 用 http://www.c-s-a.org.cn **** 年 第 ** 卷 第 * 期

6

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


了更贴近应急预案领域的实际情境, 本文在 FewRel数
据集标注规范的基础上进行了扩展. 在所标注的样本

数据中, 单个句子可能涉及 1个、2个甚至更多个三元

组, 这大大增加了模型进行关系三元组抽取的难度. 在
实验中, 本文从 ERPs+数据集随机选择 11 种关系类型

的数据作为训练集, 3 种关系类型的数据作为验证集,
剩下的 6种关系类型作为测试集. 

4.2   评价指标

本文采用 F1 值作为评价指标, 如式 (21) 所示. 定
义模型预测的三元组与目标三元组完全相同时才被视

为正确结果.

F1 = 2 · Precision ·Recall
Precision+Recall

(21)
 

4.3   实验参数设置

FS-MTS模型使用 AdamW优化器, 初始学习率被

设置为 1E–5, 使用 Linear Warmup 在 200 个预热步骤

内调整学习率. 批次大小设置为 2, 最大句子长度设置

为 128.

N K

N K

N K

本文遵循广泛使用的小样本训练范式, 在训练阶

段模拟 -way  -shot场景. 在每个任务中, 从训练集中

随机抽取 种关系类型, 每种关系类型随机抽取 个实

例. 将 和 设置为 3 和 5, 从而生成两种类型的小样

本关系三元组抽取任务: 3-way 3-shot 和 5-way 5-shot.
经实验验证, 本文确定在训练集上进行 18 000 次迭代

用于训练, 在测试集上进行 600次迭代用于评估. 所有

实验使用不同的随机种子重复 5 次, 以提供可靠的实

验结果.
FS-MTS 模型在服务器 Ubuntu 18.04 操作系统上

运行, 处理器为 Intel(R) Xeon(R) Platinum 8255C CPU@
2.50 GHz, 显卡为 NVIDIA GeForce RTX 2080 Ti. 

4.4   模型对比及结果分析

为了验证 FS-MTS 模型的有效性, 将其与监督学

习方法和小样本学习方法的基线模型进行比较.
(1) CasRel[3]: 该方法设计了一种新型级联二进制

标记框架用于关系三元组抽取任务.
(2) PRGC[4]: 该方法从全新的视角将关系三元组抽

取任务分解为关系判断、实体抽取和主客体对齐.
(3) MPE[7]: 该方法通过使用混合原型学习机制将

文本和实体、关系的知识进行关联, 并且还通过使用

原型感知正则化来学习更具有代表性的原型表示.
(4) NNM[11]: 一种基于最近邻匹配的小样本关系三

元组抽取模型.
(5) PTN[8]: 该方法通过在关系视角、实体视角和

三元组视角之间不断转移, 最终完成关系三元组抽取

任务. 此外, 该方法还利用关系三元组信息来验证所提

取的三元组是否合理.
(6) RelATE[12]: 该方法是一种利用关系引导的小样

本关系三元组抽取模型, 通过引入一种新的任务分解

策略来提高模型性能.
(7) FS-MTS: 本文所提出的模型.
表 1显示了 FS-MTS模型与其他对比模型在 ERPs+

测试集上的实验结果.
 
 

表 1    各模型在 ERPs+数据集上的 F1分数 (%)
 

类别 模型
3-way 3-shot 5-way 5-shot

Relation Entity Triple Relation Entity Triple

监督学习
CasRel 54.9±1.5 6.4±0.9 1.3±0.8 58.2±1.0 7.6±0.6 1.9±0.7
PRGC 56.2±0.7 6.8±0.6 1.5±0.6 58.3±0.6 8.1±0.5 2.1±1.1

小样本学习

MPE 64.3±0.3 21.8±1.1 14.8±1.2 66.0±0.6 24.2±0.7 16.2±0.9
NNM 63.7±0.3 23.2±0.8 15.2±0.7 65.6±1.7 28.5±0.5 18.7±0.6
RelATE 67.2±0.6 29.1±0.9 19.2±0.6 68.3±0.4 33.7±0.6 23.5±1.1
PTN 67.8±0.5 29.4±0.4 19.6±0.7 69.1±0.8 34.3±0.7 24.6±0.4

FS-MTS 69.1±0.7 30.2±0.9 22.4±0.8 71.6±0.8 36.5±0.8 26.9±0.9
 

接下来, 将对表 1中的实验结果进行深入分析.
(1) 在 ERPs+数据集的两种设置下, 监督学习方法

CasRel 和 PRGC 的性能较差, F1 值相对较低. 下面将

从两个方面分析造成性能较差的原因. 一方面, 这两种

方法通常为每种关系类型维护一个令牌表, 表中的数

据表示具有特定关系的两个实体的起始和结束标记的

位置. 这意味着模型需要利用相关的关系感知表来进

行三元组提取. 然而, 在小样本学习中, 训练集和测试

集中的关系类型是不相交的. 因此, 在这种情况下使用

这些关系感知表进行关系三元组抽取是无效的. 另一

方面, 这两个模型存在不可转移性的问题. 尽管它们在

训练集上进行了相应的训练, 但由于在测试集上仅使

用了少量的标记实例进行微调, 模型仍然无法准确地

提取句子中的关系三元组.
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(2) 在 3-way 3-shot 和 5-way 5-shot 设置下, MPE
模型在关系抽取上的 F1值均高于 NNM模型, 但在三

元组抽取上的 F1值均低于 NNM. 这主要因为MPE模

型通过混合原型学习将文本和实体、关系的相关知识

进行关联, 生成了更具有代表性的原型表示, 从而在关

系抽取任务中表现更优. NNM模型通过利用最近邻匹

配算法, 优化MPE模型在实体识别任务中存在的局限

性, 从而在该任务中表现出更优异的性能.
(3) RelATE 模型在三元组抽取任务上的 F1 值比

NNM 模型高约 4%, 证明了“先关系后实体”方式的有

效性. MPE、NNM 和 RelATE 模型在 FewRel 数据集

中均表现出较为优异的性能, 但 FewRel数据集中每句

话仅包含一个三元组. 在单句话涉及多个三元组的应

急预案文本中, 以上 3个模型的性能均有所下降.
(4) PTN模型在所有的对比模型中性能最佳, 但在

关系抽取、实体识别和三元组抽取任务上的 F1 值仍

低于 FS-MTS 模型. 这主要因为 PTN 模型在关系抽取

部分仅将实体信息嵌入到支持实例和查询实例中, 并
利用简单的 MLP 层来判断查询实例中存在的关系类

型. 当处理语义较为复杂的应急预案文本时, 模型在关

系抽取任务上的性能大大下降. 此外, PTN模型并没有

考虑支持集和查询集之间的令牌语义相似性问题, 这
导致模型在实体识别任务中存在一定的局限性. FS-
MTS 模型在关系抽取部分将 BiLSTM 与注意力机制

融合, 可以更全面的捕获应急预案文本的序列信息. 此
外, FS-MTS模型在实体识别部分设计了一种基于语义

相似性推断的方法进行识别句子中存在的头实体和尾

实体. 与 PTN模型相比, FS-MTS模型在关系、实体和

三元组抽取的 F1值上展现出巨大的优势. 

4.5   消融实验及结果分析

本节旨在通过消融实验来评估 FS-MTS模型中不

同组件的有效性. 以下是 FS-MTS模型的 3个变体.
(1) –BiLSTM+Attention: 移除关系抽取部分的

BiLSTM和 Attention组合.
(2) –Semantic similarity inference: 用基于原型网络

的方法代替基于语义相似性推断的实体识别方法.
(3) –Multi-task dynamically learning loss: 删除多任

务动态学习的损失函数, 将各权重设置为相同的值.
从表 2 的实验结果可以看出, 上述 3 个非完整模

型在关系、实体和三元组抽取任务上的性能均低于完

整的 FS-MTS模型. 下面将深入分析消融实验结果.

 

表 2    消融实验结果 (5-way 5-shot, F1值) (%)
 

模型 Relation Entity Triple
–BiLSTM+Attention 69.5 35.2 24.9

–Semantic similarity inference 67.6 30.2 19.7
–Multi-task dynamically learning loss 68.6 34.1 25.6

FS-MTS 71.6 36.5 26.9
 

(1) 当移除关系抽取部分中的 BiLSTM 和 Atten-
tion 的组合模块时, 关系抽取的 F1 值下降了 2.1%, 三
元组抽取的 F1值降低了 0.9%. 这一结果表明, 通过引

入 BiLSTM 和 Attention 组合模块, FS-MTS 模型能够

更有效地捕捉应急预案文本的序列信息, 并增强了词

与词之间的关联性, 从而提高了模型在关系抽取任务

上的性能.
(2) 将基于语义相似性推断的方法替换为基于原

型网络的方法后, 实体识别任务上的 F1值下降了 6.3%.
这证明了语义相似性推断方法在应急预案领域实体识

别任务中的有效性. 此外, 相较于普通的原型网络方法,
基于语义相似性推断的方法更好地考虑了支持集和查

询集令牌之间的语义相似性, 提升了实体识别任务的

性能.
(3) 当多任务动态学习损失函数被移除后, 实体、

关系和三元组这 3 个任务的权重被设置成相等的值.
由表 2中的结果显示, 三元组抽取的 F1值下降了 1.3%.
这证明了动态学习损失函数在 FS-MTS模型中起到了

一定的效果. 

4.6   不同数量关系三元组的分析

N = 1 N = 2

N = 3 N ⩾ 4 N

为了进一步验证 FS-MTS模型从单个句子中抽取

多个关系三元组的能力, 本节选用监督学习模型 PRGC
和小样本学习模型 PTN 作为对比方法. 根据句子中包

含三元组的数量 ,  将句子分成 4 类 :   、 、

和 , 其中 代表单个句子中包含关系三元组

的数量. 实验结果如表 3所示.
  

表 3    句子中不同数量三元组的 F1值分析 (%)
 

模型 N = 1 N = 2 N = 3 N ⩾ 4
PRGC 1.2 0.6 0.5 0.3
PTN 25.9 26.3 22.5 18.9

FS-MTS 30.1 30.6 27.8 24.4
 

从表 3 中的数据可以看出, 本文提出的 FS-MTS
模型在 4 种情况下均表现出了较为优异的性能. 虽然

PRGC、PTN 和 FS-MTS 模型的性能都随着关系三元

组数量的增加而下降, 但仍然可以从不同模型的性能

变化中得出一些结论. 与其他对比方法相比, FS-MTS
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N ⩾ 4

模型在句子复杂性不断增加时, 其性能影响最小. 在以

上 4 种情况中, F1 值的最大差值来自于句子最复杂的

情况 ( ), 这充分证明了本文所提模型在处理单个

句子中存在多个三元组情况下的有效性. 

5   结束语

本文提出了一种基于模块转移和语义相似度推断

的小样本关系三元组抽取方法. 针对现有的小样本关

系三元组抽取方法难以处理单句话中存在多个三元组

的问题, 采用了一种在关系抽取、实体识别和三元组

判别 3 个模块之间不断转移的机制, 能够高效地识别

出查询实例中存在的多个三元组. 其次, 针对应急预案

文本语义复杂的问题, 在关系抽取部分将 BiLSTM 和

注意机制融合, 以更好地捕捉应急预案文本的序列信

息. 然后, 针对现有小样本关系三元组抽取方法未考虑

支持集和查询集之间令牌语义相似性的问题, 设计了

一种基于语义相似性推断的方法来识别句子中的实体.
此外, 在 ERPs+数据集上的实验结果验证了 FS-MTS模

型的有效性.
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