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摘　要: 基于深度学习的人工智能诊断模型严重依赖于高质量的详尽注释数据进行算法训练, 但受到噪声标签信息

的影响. 为了增强模型的鲁棒性并防止有噪声的标签记忆, 本文提出了一种基于多维度对比学习的噪声标签图像分

类方法, 该方法可以有效地融合多维度对比学习和半监督学习来对抗标签噪声. 具体来说, 提出的方法由 3个精心

设计的组件组成: 以混合增强图像为输入, 设计了具有动量更新机制的混合特征嵌入模块来挖掘抽象的分布式特征

表示. 同时, 通过使用多维度对比学习模块, 结合实例对比学习和类间对比学习, 从不同维度对特征空间中的特征进

行调整. 此外, 还利用噪声鲁棒损失函数来确保具有正确标签的样本在学习过程中占主导地位. 在 CIFAR-10 和

CIFAR-100数据集上进行的实验表明, 我们的方法取得了比现有方法更好的结果.
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Abstract: Deep learning-based artificial intelligence diagnostic models rely heavily on high-quality and exhaustively
annotated data for algorithm training, but they are affected by noise label information. To enhance the robustness of the
model and prevent memorization of noise labels, this study proposes a noise label image classification method based on
multi-dimensional contrastive learning. This method can effectively integrate multi-dimensional contrastive learning and
semi-supervised learning to combat label noise. Specifically, the proposed method consists of three carefully designed
components. A mixed feature embedding module with a momentum update mechanism is designed to extract abstract
distributed feature representations using mixed augmented images as input. Simultaneously, the study adjusts the features
in the feature space from different dimensions by employing a multi-dimensional contrastive learning module, which
combines instance contrastive learning and inter-class contrastive learning. Additionally, a noise-robust loss function is
utilized to ensure that samples with correct labels dominate the learning process. Experiments conducted on CIFAR-10
and CIFAR-100 datasets demonstrate that the proposed method achieves better results than existing methods.
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1   引言

深度神经网络[1,2]作为一种引领人工智能领域前沿

的技术, 在各种任务中取得了显著的进展. 然而, 这种

进展的实现严重依赖于拥有大规模高质量人工标注标

签的数据集. 但是现实世界中获得准确标注的过程却

异常昂贵且耗费时间. 这一问题引发了一个看似矛盾

的困境: 尽管大规模数据集是推动深度学习的引擎, 但
获取准确标签的难题却成为其发展的瓶颈. 为填补这

一鸿沟, 基于网络搜索和用户标签的自动数据标注方

法应运而生, 不可避免地也引入了标签噪声[3,4]. 在监督

学习的框架下, 标签噪声的存在严重威胁了模型的泛

化性能和鲁棒性, 从而对所得到的学习表示和分类边

界的正确性造成了不可忽视的影响[5,6] .
近年来, 学术界和工业界开始密切关注如何有效

解决噪声标签的问题, 以进一步提升深度学习技术的

性能和可靠性. 虽然已有的方法虽然取得了一定的进

展, 但仍然面临一系列的挑战. (1) 区分噪声标签和干

净标签: 如果模型无法准确地区分噪声标签和干净标

签, 那么噪声标签可能会被错误地用于训练, 导致模型

学到错误的知识, 影响模型的泛化性能和鲁棒性. 所以

需要开发有效的噪声标签检测算法用来辅助区分噪声

标签和干净标签. (2) 降低噪声标签带来的分布偏移:
分布偏移可能导致模型在真实场景中的表现不佳, 甚
至在一些未知领域中失效. 通过降低分布偏移, 可以提

高模型的泛化性能, 并使其更好地适应实际应用场景.
(3)解决噪声标签带来的分类边界破坏: 噪声标签可能

导致模型学到过于复杂或者不稳定的决策边界, 降低

了模型的鲁棒性. 通过解决这个问题, 可以提高模型在

面对噪声标签时的性能, 并增加模型对输入数据的稳

健性.
最初, 先前的研究[7,8]表明修改有噪声数据的损失

函数可以使深度神经网络接近贝叶斯最优分类器, 从
而在干净数据上获得更好的性能[9,10]. 在此理论基础上,
Zhang等[9]提出了广义交叉熵损失, 它结合了平均绝对

误差和分类交叉熵损失的优点, 收敛速度更快, 泛化能

力更高. Amid等人[11]通过引入基于 Tsallis散度的两个

温度进一步扩大了 GCE损失, 从而提高了对标签噪声

的鲁棒性. 受 Kullback-Leibler散度的对称性质的启发,
Wang等[12]提出了一种噪声鲁棒对称交叉熵损失, 利用

对应的反向交叉熵损失来解决困难类学习和噪声标签

过拟合的问题.
转移矩阵估计已经被证明是一种有效的技术来减

轻噪声标签的不利影响, 它涉及利用学习到的转移概

率来修改每个例子的影响. 例如, Hendrycks 等[13]直接

使用了汇总噪声下一个类被翻转到另一个类的概率的

矩阵. Cheng等[14]引入了流形嵌入方法, 纳入平滑假设,
目的是保持特征空间中实例之间的邻接关系与过渡矩

阵空间中的邻接关系一致. 为了解决训练数据中实例

依赖的噪声问题, Yang等[15]提出利用从提取的示例中

估计出的 Bayes最优转移矩阵作为实例依赖的噪声转

移矩阵. 然而, 这些方法的泛化性能高度依赖于估计转

移矩阵和先验知识的准确性[16].
与上述有监督学习方法相比, 半监督学习最近被

认为是解决有噪声标签问题的一种有效技术[17–19]. 变
换后的标签可以逐步规范有噪声标签的记忆效果, 这
给记忆带来了很大的好处. 例如, Nguyen 等[20]提出了

一种自相似的半监督学习框架, 该框架通过结合基于

置信度的阈值来逐步从噪声数据中过滤出错误标记的

示例, 从而改变了从噪声标签中学习的问题. Li 等[21]

提出了 DivideMix, 这是一个噪声鲁棒框架, 利用高斯

混合模型基于半监督原则动态选择样本. 同样, Zhou
等[22]提出了两阶段学习策略之间的平滑过渡和相互作

用, 两阶段学习策略动态选择具有监督训练的干净训

练样本和基于半监督学习的重新标记的噪声样本. 如
上所述, 现实世界数据中存在的噪声可能是复杂而多

样的, 从随机的标签翻转到系统的错误标记. 因此, 为
了设计一种有效的半监督学习方法, 对噪声特性的详

细理解仍然值得探索.
通过优化正样本和负样本之间的距离或相似性度

量, 对比学习的能力已经得到证实, 有助于以无监督学

习方式学习鲁棒性和判别性表征[23]. 有监督对比学习

作为对比学习的一种变体, 通过强化标记数据提供的

监督约束, 在提高学习表征的可分性方面具有更强的

判别能力[24]. 最近, 许多研究都提出充分利用对比学习

来对抗标签噪声[25,26]. 例如, Ortego等[26]提出了一种多

目标插值训练方法MOIT, 该方法联合利用对比学习和

半监督学习来提高对标签噪声的分类性能. Li 等[25]提

出了 Sel-CL, 这是一种选择性监督的对比学习机制, 通
过引入自信对的概念并使用新的检测策略, 提高了过

滤噪声标签的能力.
针对上述研究内容, 目前对于噪声标签问题的研
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究还存在以下两个挑战: 1) 半监督学习技术的主要限

制是它们假设噪声标签的分布类似于干净标签的分布.
不可避免地, 数据集中各种类型和水平的噪声的存在

可以对半监督学习方法的性能构成重大挑战. 2) 此外,
在有噪声标签的情况下, 有监督对比学习技术的性能

也受到监督信息质量的限制. 标签噪声会在实例之间

的相似性关系中引入不一致, 导致不正确的配对和失

真的表示.
在这样的背景下, 我们的研究旨在探究将半监督

学习与对比学习相结合的潜在优势, 以更加有效地应

对噪声标签所带来的挑战, 提出了一个基于多维度对

比学习和半监督学习的噪声标签分类方法. 本文的主

要创新点总结如下: 1) 本文提出了一个新的噪声标签

学习框架, 该框架结合了多维度对比学习和半监督学

习, 为在标签噪声存在的情况下实现鲁棒的特征表示

提供了一个有前途的解决方案. 2) 我们提出了多维度

对比学习方法, 通过结合实例对比学习和类间对比学

习来缓解混合特征域之间的语义差异. 3) 引入了一个

鲁棒的对比损失, 确保在对比学习损失中始终由正确

的样本对主导损失, 减少错误的样本对产生的梯度更

新, 为模型框架提供更进一步的鲁棒性. 

2   基于多维度对比学习和半监督学习的方法 

2.1   概述

为了能够减少或消除噪声标签对模型和分类器产

生的影响, 增强模型学习判别特征的能力和分类边界

的鲁棒性, 本文提出了一种鲁棒的对比学习和半监督

结合的方法, 该方法同时受益于半监督学习和对比学

习, 用于对抗噪声标签并提高模型的稳定性和鲁棒性.
本文总体方法框架如图 1 所示. 在框架中主要包括 3
个方面: 1) 通过建立具有动量更新机制的多分支架构,
可以有效地从不同数据增强级别的增强图像中捕获抽

象的特征表示. 2)通过使用多维度对比学习模块, 结合

实例对比学习和类间对比学习, 从不同维度对特征空

间中的特征进行调整, 并且通过改进的损失函数, 进一

步削弱错误的样本对在梯度回传中产生的损失和梯度

更新. 3)基于初始分类器提供的置信度得分, 引入灵活

的伪标签替换策略, 以有效地选择置信度样本并生成

伪标签, 从而实现更准确地监督信号重构. 在这一节中,
我们将会对 3个重要方面分别进行全面的解释.
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图 1    网络框架图

 
 

2.2   数据增强

数据增强是一项重要的技术, 已经在各种机器学

习和深度学习任务中得到广泛应用. 无论在有监督学

习还是半监督学习中, 数据增强都有着重要的作用. 它

可以对原始数据进行扩充, 从而生成更加多样性的训

练样本, 也可以帮助模型学习到数据本身的特征, 从而

提高任务的性能和模型的泛化能力. 使用数据增强提

供了显著的好处: 它通过在更广泛的增强样本上进行
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训练来提高泛化, 这有助于模型更好地泛化到未见过

的数据并减少过拟合. 它增强了鲁棒性, 使模型更能抵

抗噪声和对抗性示例, 因为它适应了连续的数据变化.
它作为一种正则化形式, 平滑模型的决策边界, 防止它

对任何单个训练样本做出过于绝对的预测.
本文所提出的框架使用 Mixup、空间翻转和颜色

空间变化的数据增强技术, 其中 Mixup 数据增强技术

是从每个小批中随机选择两个训练样本, 通过在所选

样本间进行线性插值来创建混合增强样本. Mixup 的

原理可以定义为:

x̃i = λxi+ (1−λ)x j (1)

x̃i

xi x j

λ

λ ∈ [0,1] x

xs xm xw xs xm

xw

其中,  是经过 Mixup 数据增强后的增强样本, 其中

和 是从同一个 mini-batch 中随机抽取的训练样本,
是一个用于控制混合比例的超参数 ,  它的范围是

. 如图 1所示, 对于输入的图像 通过数据增强

得到 3张图像 、 和 , 其中 和 是经过Mixup、
空间翻转和颜色空间变化数据增强后得到的强数据增

强的图像,  则没有经过Mixup数据增强, 只使用空间

翻转和颜色空间变化的数据增强技术得到的弱数据增

强图像. 

2.3   多维度对比学习

为了减少标签噪声引起的标签分布偏移, 构建了

多维度对比学习模块, 通过结合实例对比学习和类间

对比学习来缓解混合特征域之间的语义差异. 对比学

习通过强制模型区分相似和不相似的样本, 对比学习

可以更有效地捕获底层数据分布. 这使得提取的特征

更具辨别性和泛化性, 这对模型后续将特征用于分类

起到了至关重要的作用. 这种技术鼓励模型对相同输

入的扰动版本产生稳定的预测.

xs xm xw

zs zm zw

zs zm

q zs

q

zs q q

我们所提出的框架使用 PreAct ResNet-18 作为骨

干网络进行特征提取. 图像 、 和 经过骨干网络

提取特征后得到特征 、 和 . 为了能够使对图像

的表达能力更强 ,  即使用于实例间对比学习的特征

和 尽可能的相似, 通过加入映射头得到一个新的

特征 . 映射头将 128维度的特征 先经过一个线性层

变为 512 维度的, 再对当前 mini-batch 内进行批量标

准化操作, 得到一个经过正则化的特征, 再经过一个线

性层将 512维度的特征转换为 128维度的特征 . 因此

特征 和 有着相同的空间大小和维度, 但 有着更加

判别的特征.

整个框架由 3条分支组成, 包括两个骨干网络, 其
中一个骨干网络的权重更新是通过另一个骨干网络动

量更新. 动量更新机制可以定义为:

θ f2 = mθ f2 + (1−m)θ f1 (2)

θ m ∈ [0,1]其中,  表示的是骨干网络的网络权重,  是用

于控制每次动量更新变化大小的权重.

zw

p

在得到特征后就需要选择可靠的正样本对用于计

算对比学习的损失. 特征 经过分类器得到图像的分

类置信度 , 我们可以计算两个图像的相似度分布情

况 ,  于是就可以在不知道噪声率的情况下得到一个

mini-batch中的可靠正样本对集合, 具体公式如下:

G =
{
(i, j)
∣∣∣pi · p j ⩾ γ

}
(3)

γ

(i, j)

其中,  是一个相似度匹配阈值, 用于控制可靠正样本

对的数量. 得到正样本对集合后, 正样本对 的损失

计算公式如下:

Licl =
∑

log(1− (qi · zm)) ∥ {(i, j) ∈G} (4)

通过设计该损失函数能够避免错误的样本对所产

生的负面影响.
类间对比学习策略是在最大边际聚类的原则基础

上精心设计的[27], 为了最大限度地减少对标签的依赖,
以促进模型的预测输出与语义标签的边际分布对齐.
它侧重于对齐同一类中实例的特征表示, 同时增加模

型对于预测结果的自信程度. 并且设计了一个类内损

失, 使属于同一类的实例在潜在嵌入空间中更接近, 从
而有助于为每个特定类形成更紧凑和定义良好的聚类.
类内损失表示为:

Lccl =

C∑
c=1

 Pc∥∥∥∥∑P
∥∥∥∥

1

× log
Pc∥∥∥∥∑P
∥∥∥∥

1

+δ (5)

C δ其中,  是数据集的类别数量,  是防止损失函数为负

值的正则项, 为了鼓励类间特征的稀疏性, 我们使用

L1 归一化来去除不相关或者稀疏的特征, 从而强调每

个类特征中最具有区分的特征. 

2.4   半监督学习

我们在半监督学习中使用伪标签策略对噪声标签

所带来的错误监督信号进行重新校准, 并且实现在数

据中找到正确标注的样本. 通过关注预测结果的一致

性, 半监督学习减少了噪声标签的影响, 因为模型被对

输入的微小变化具有鲁棒性. 通过设置置信度阈值, 半
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监督学习可以过滤掉低置信度的预测, 从而减少噪声

的传播. 仅使用高置信度伪标签进行进一步训练, 这有

助于减轻噪声标签的影响. 为了实现该目的, 我们基于

初始分类器提供的置信度得分对数据标签分类为干净

数据集和噪声数据集:

Rc = {xi |pi · yi ⩾ σ} (6)

Rn = {xi |pi · yi < σ} (7)

yi yi σ

Rc Rn

其中,  是 的原始标签,  是一个置信度分数阈值用

于筛选出干净数据集 和噪声数据集 .

p

在得到了噪声数据集后, 我们对噪声数据集中的

标签进行重新标注, 通过选择分类器得到的分类置信

度 中预测概率最高的类别作为伪标签, 起到重新校准

监督信号的作用:

ŷi = {max(pi) |xi ∈ Rn} (8)

通过基于当前模型的预测将伪标签分配给有噪声

标签, 我们有效地扩展了干净标签的数据集. 并提供了

具有精确监督标签的额外训练样本. 使用半监督学习

的噪声稳健分类目标函数来稳定收敛并实现训练样本

的更好表示, 其定义为:

Lgce =
∑
xi∈Rc

(
1− (pi · yi)µ

)
/µ+

∑
xi∈Rn

(
1− (pi · ŷi)µ

)
/µ (9)

µ其中,  是一个超参数用于对损失进行归一化处理.
综上所述, 将对比学习和半监督学习两个方法结

合在一起, 可以同时学习到更加判别的特征和获得更

加准确的监督信号, 从而取得更好的性能表现. 最终框

架的损失函数定义如下:

L = ω1 (Licl+Lccl)+ω2Lgce (10)

ω1 ω2其中, 超参数 和 是平衡因子, 用于调整两个损失

在训练过程中的比重. 

3   实验结果和分析 

3.1   数据集和实验设置

为验证评估框架的性能 ,  我们在 CIFAR-10 和

CIFAR-100 两个基准数据集上进行了图像分类任务,
并且设置了不同的噪声率来验证模型在不同噪声率破

坏下的性能表现.
CIFAR-10数据集是 Tiny Images数据集的一个子

集, 由 60 000张 32×32彩色图像组成. 这些图像被标记

为 10 个相互排斥的类别: 飞机、汽车、鸟、猫、鹿、

狗、青蛙、马、船和卡车. 每个类有 6 000 个图像, 每
个类有 5 000个训练图像和 1 000个测试图像. CIFAR-
100数据集则包含了 100个相互排斥的类, 每个图像都

带有一个精细标签 ,  每个类有 500 个训练图像和

100 个测试图像. 遵循之前论文中使用的噪声模拟标

准, 噪声设置用具有预定义的百分比概率对真实标签

进行随机替换为噪声标签, 我们分别在噪声率 20%、

50%和 80%下进行了实验. 

3.2   实验参数与评价指标

m γ

σ µ

ω1 ω2

在我们的实验中, 我们利用 PreAct ResNet-18[28]作
为我们模型的主干架构. 训练过程包括 550个周期, 其
中包括 150 个周期的热身阶段. 使用随机梯度下降训

练模型, 动量为 0.9, 权重衰减为 10−4, 批量为 256. 为了

优化学习过程, 我们采用余弦退火策略调整学习速率.
初始学习率设置为 0.02, 并根据余弦退火逐渐降低. 动
量更新的超参数 设置为 0.99. 相似度匹配阈值 设置

为 0.5. 置信度分数阈值 设置为 0.5. 将超参数 设置

为 0.8. 损失函数的权值 和 分别设为 0.8和 0.2.
在本文中, 我们采用准确率 (accuracy, Acc)来评估

针对噪声标签分类问题的方法. 对于本文涉及的多分

类问题, 我们使用以下 4 个指标来定义分类结果: TP
(true positive): 实际属于该类别且被正确分类为该类别

的实例数量. TN (true negative): 实际不属于该类别且

被正确识别为非该类别的实例数量. FP (false positive):
实际不属于该类别但被错误分类为该类别的实例数量.
FN (false negative): 实际属于该类别但被错误分类为其

他类别的实例数量. 基于这些指标, 准确率的计算方法

如下所示:

Acc =
T P+T N

T P+T N +FP+FN
(11)

 

3.3   基线方法

为了验证我们框架方法的优越性, 将本文方法和

其他现有噪声标签分类问题方法分别在 CIFAR-10 和

CIFAR-100上进行性能分析.
Mixup[29]: 论文提出了一个简单的数据处理方法,

是第 1篇使用Mixup想法的文章.
GCE[9]: 论文提出了一组理论基础的噪声鲁棒损失

函数, 可以看作是MAE和 CCE的推广. 所提出的损失

函数可以很容易地应用于任何现有的深度神经网络结

构和算法.
P-correction[30]: 模型利用反向传播来概率地更新
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和纠正图像标签, 而不是更新网络参数. 并且不需要辅

助的干净数据集或噪声的先验信息.
M-correction[31]: 提出了一个 beta混合来估计这个

概率, 并通过依赖网络预测 (所谓的自举损失) 来纠正

损失. 还进一步调整了混合增强, 以进一步推动我们的

方法.
ELR[32]: 方法利用半监督学习技术根据模型输出

产生目标概率, 并设计了一个正则化项, 将模型引导到

这些目标, 隐式地防止错误标签的记忆.
MOIT[26]: 进一步提出了一种新的标签噪声检测方

法, 通过对比学习获得的鲁棒特征表示来估计与原始

标签不一致的每样本软标签, 从而准确地识别噪声样

本. 这种检测允许将有噪声的样本作为未标记的样本,
并以半监督的方式训练分类器, 以防止噪声记忆并改

善表征学习.
CTRR[33]: 提出了一种新的对比正则化函数, 用于

防止标签噪声主导表征学习的过程. 通过对正则化函

数诱导的表征进行理论研究, 我们发现学习到的表征

保留了与真实标签相关的信息, 并丢弃了与错误标签

相关的信息.
Sel-CL[25]: 核心思想是从嘈杂的对偶中选择自信

对偶, 使用自信对偶来学习鲁棒的隐含表示. 需要注意

的是, 对于表示学习来说, 直接识别自信对偶是比较困

难的. 

3.4   实验结果

其他现有方法的实验结果均来自原论文的实验结

果, 结果如表 1 所示. 从实验结果中, 我们可以观察到:
1)我们提出的方法在大多数实验设置中始终优于基线

方法. 具体来说, 与目前表现最好的方法相比, 本文方

法可以观察到分类准确率的显著提高, 在 CIFAR-10
上平均提高 1.9%, 在 CIFAR-100上平均提高 3.0%. 这
一改进表明了本文方法在处理标签噪声和提高分类任

务的整体性能方面的优越性和鲁棒性. 2) 需要注意的

是, 处理高水平的标签噪声是一项特别具有挑战性的

任务, 因为错误标签的存在会严重破坏分类模型的性

能. 然而, 我们的方法证明了它能够在这些具有挑战性

的场景中有效地实现实质性的性能提升. 特别是当噪

声水平为 80% 时, 本文方法在 CIFAR-10 上的分类准

确率提高了 4.6%, 在 CIFAR-100上的分类准确率提高

了 6.3% .
总的来说, 与目前现有的方法相比, 在不同实验设

置下的性能改进可以作为我们方法有效性和优越性的

有力证据.
  

表 1    实验结果 (%)
 

Methods
CIFAR-10 CIFAR-100

20% 50% 80% Mean 20% 50% 80% Mean
CE 82.7 57.9 26.1 55.6 61.8 37.3 8.8 35.9

Mixup[29] 92.3 77.6 46.7 72.2 66.0 46.6 17.6 43.4
GCE[9] 90.0 89.3 73.9 84.4 68.1 53.3 22.1 47.8

P-correction[30] 92.0 88.7 76.5 85.7 68.1 56.4 20.7 48.4
M-correction[31] 93.8 91.9 86.6 90.7 73.4 65.4 47.6 62.1

ELR[32] 93.8 92.6 88.0 91.4 74.5 70.2 45.2 63.3
MOIT[26] 94.1 91.8 81.1 89.0 75.9 70.6 47.6 64.7
CTRR[33] 93.9 93.1 90.3 92.4 73.8 72.2 43.7 63.2
Sel-CL[25] 95.5 93.9 89.2 92.8 76.5 72.4 59.6 69.5
Ours 95.7 94.8 93.8 94.7 77.5 74.3 65.9 72.5

  

3.5   消融实验

在消融研究中, 我们的目标是通过系统地分析改

进模型配置的性能来分析我们提出的方法的性能. 具
体来说, 我们将完整模型的结果与通过删除特定组件

或修改模型体系结构的某些方面获得的结果进行比较.
比较结果见表 2 我们的比较结果表明, 去除我们

的框架中任何一个模块都会显著降低模型的性能. 这
一发现强调了模块在增强模型处理标签噪声和提高分

类精度方面的关键作用. 当图像增强模块 Mixup 被去

除时, 在 CIFAR-100 上平均降低了 3.4%, 这就说明了

图像增强能够通过对输入图像进行模糊, 从而增强模

型学习特征的鲁棒性. 当对比学习模块被去除时, 模型

对标签噪声的鲁棒性降低, 并且难以有效地学习判别

表示. 这一分析重申了结合对比学习的必要性, 以增强

模型学习鲁棒性和判别性表征的能力, 以进行噪声标

签校正. 当半监督学习模块被去除时, 可以看到效果是

降低最严重的, 特别是在 CIFAR-100数据集上 80%噪

声率的情况下, 效果降低了 7.6%. 上述观察结果强调

了去除成分在减轻标签噪声的负面影响方面的重要性,
并且它的缺失阻碍了模型有效处理噪声标签的能力.
总的来说, 这些消融研究为每个组件的单独贡献提供

了有价值的见解, 并强调了它们在方法中集成的重要

性, 最终提高了处理标签噪声挑战的性能.
 
 

表 2    消融实验结果 (%)
 

Methods
CIFAR-10 CIFAR-100

20% 50% 80% Mean 20% 50% 80% Mean
w/o Mixup 94.8 93.1 91.3 93.1 73.5 72.2 61.7 69.1
w/o CL 93.1 91.5 89.2 91.2 72.6 69.5 57.5 66.5
w/o SSL 93.7 90.7 89.5 91.3 72.3 68.4 54.1 64.9
Ours 95.7 94.8 93.8 94.7 77.5 74.3 65.9 72.5
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4   结论与展望

我们提出了一个新的对比学习框架, 该框架有效

地结合了半监督学习和多维度对比学习方法, 用于在

困难的噪声标签环境下学习特征. 为了处理噪声标签

和噪声对, 我们提出了两种选择策略, 包括伪标签提升

和置信度对选择. 这些策略有效地重新校准监督信号,
并过滤错误的正样本. 在基准数据集上的大量实验验

证了我们的方法优于基线. 此外我们的方法还存在很

多需要改进的地方, 接下来我们将会继续对框架进行

改进, 包括尝试不同的对比学习框架, 设计新的半监督

学习方法和设计更加鲁棒的损失函数, 并且在现实数

据集上进行实验, 从而增强框架的可靠性和性能表现.
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