
 

 

基于 Transformer 和门控融合机制的图像去雾
算法①
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摘　要: 针对现有的图像去雾算法仍然存在去雾不彻底、去雾后的图像边缘模糊、细节信息丢失等问题, 本文提出

了一种基于 Transformer和门控融合机制的图像去雾算法. 通过改进的通道自注意力机制提取图像的全局特征, 提
高模型处理图像的效率, 设计多尺度门控融合块捕获不同尺度的特征, 门控融合机制通过动态调整权重, 提高模型

对不同雾化程度的适应能力, 同时更好地保留图像边缘及细节信息, 并使用残差连接增强特征的重用性, 提高模型

泛化能力. 经实验验证, 所提出的去雾算法可以有效恢复真实有雾图像中的内容信息, 在合成的有雾图像数据集

SOTS上的峰值信噪比达到了 34.841 dB, 结构相似性达到了 0.984, 去雾后的图像内容信息完整且没有出现细节信

息模糊和去雾不彻底等现象.

关键词: 图像去雾; Transformer; 自注意力机制; 门控融合机制; 多尺度特征融合

引用格式:  王燕,陈燕燕,刘晶晶,胡津源.基于 Transformer和门控融合机制的图像去雾算法.计算机系统应用,2025,34(2):1–10. http://www.c-s-a.
org.cn/1003-3254/9780.html

Image Dehazing Algorithm Based on Transformer and Gated Fusion Mechanism
WANG Yan, CHEN Yan-Yan, LIU Jing-Jing, HU Jin-Yuan
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Abstract: Aiming at the existing image dehazing algorithms which still have problems such as incomplete dehazing,
blurred edges of dehazed images, and detail information loss, this study presents an image dehazing algorithm based on

Transformer and gated fusion mechanism. Global features of the image are extracted by the improved channel self-

attention mechanism to improve the efficiency of the model in processing images. A multi-scale gated fusion block is

designed to capture features of different scales. The gated fusion mechanism improves the adaptability of the model to

different degrees of dehazing by dynamically adjusting weights while better preserving the image edges and detail

information. Residual connections are used to enhance the reusability of features and improve the generalization ability of

the model. Experimental verification shows that the proposed dehazing algorithm can effectively restore the content

information in real hazy images. On the synthesized hazy image dataset SOTS, the peak signal-to-noise ratio reaches

34.841 dB, and the structural similarity reaches 0.984. The dehazed image has complete content information without

blurred detail information and incomplete dehazing.
Key words: image dehazing; Transformer; self-attention mechanism; gated fusion mechanism; multi-scale feature fusion
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雾霾主要由悬浮在空气中的颗粒物和化学物质组

成, 它们通过吸收或散射大气光, 最终导致采集到的图

像质量下降. 退化的图像对后续视觉任务带来了巨大

挑战, 因此, 对图像去雾技术的研究具有重要的现实意

义. 图像去雾算法的目的是从降质图像中去除雾霾噪

声, 提高图像对比度、改善图像细节和提升图像质量,
以满足特定应用场景的需求[1]. 传统的去雾算法通常需

要依赖物理模型, 但这类方法很容易引入误差. 主流的

基于卷积神经网络 (convolutional neural network, CNN)
的算法虽然取得了比较好的效果, 但其对图像的全局

关系建模存在局限性, 使得去雾图像的局部特征间缺

乏连续性, 从而出现边缘模糊、细节信息丢失、去雾

不彻底等现象. 近年来, 随着 Transformer 模型被引入

图像分类任务中, 其优秀的远程建模能力被运用到了

各种视觉任务中[2–4]. 虽然 Transformer 的自注意力机

制可以有效捕获图像的全局特征, 但巨大的计算复杂

度限制了其在视觉任务中的发展. 本文通过分析这些

问题产生的原因, 提出了一种基于 Transformer和门控

融合机制的图像去雾算法.
本文主要贡献如下.
(1) 为了降低标准 Transformer在空间自注意力上

的高计算复杂度, 本文改进了其结构, 引入了跨通道的

自注意力机制, 通过计算通道间的互协方差, 以较低的

计算复杂度捕获全局特征, 提高了模型对图像的处理

效率.
(2) 针对去雾后的图像存在边缘模糊和细节信息

丢失问题, 本文设计了门控融合机制, 通过动态地学习

和调整输入特征的权重, 使网络更精确地关注和保留

重要的边缘和细节信息, 从而提高去雾模型对细节的

捕获和保留能力.
(3) 针对图像去雾不彻底问题, 本文通过对输入图

像的不同尺度特征进行选择与融合, 增强特征之间的

互补性, 突出差异性特征. 提高了模型对图像中各种尺

度信息的捕获和融合能力, 提升了去雾的彻底性和准

确性. 

1   相关工作 

1.1   传统的图像去雾算法

传统去雾算法主要通过消除图像噪声和增强图像

对比度来改善雾图, 如直方图均衡化[5]、同态滤波[6]和

基于 Retinex 理论[7]的算法等, 但此类方法没有考虑图

像退化的根本原因, 可能导致图像的视觉效果失真, 应
用范围受限. 随着大气散射模型[8]的提出, 图像去雾算

法有了较大的突破性进展, 通过应用物理模型从退化

图像中估计透射图和全球大气光值来恢复无雾的清晰

图像. 例如, He等人[9]提出了基于暗通道先验的去雾算

法, Zhu 等人[10]提出了基于颜色衰减先验的去雾算法

等, 但这类算法通常依赖于特定的先验假设, 可能导致

在多变的实际环境中, 图像恢复效果不理想. 

1.2   基于 CNN 的图像去雾算法

目前, 基于 CNN的图像去雾算法主导了图像去雾

研究领域, 去雾效果迎来了质的提升, 经过处理的图像

在对比度、颜色饱和度和细节处理方面更完善, 雾霾

去除更彻底[11,12]. 其按照是否估计中间参数可分为两

类: 第 1类基于物理模型, 首先利用深度卷积模型估计

介质传输图和大气光图像, 然后通过大气散射模型重

建清晰图像. Cai等人[13]通过构建卷积网络模型 Dehaze-
Net来估计介质传输图, 根据大气散射模型完成清晰图

像的重构. Ren 等人[14]设计了一种逐步细化的多尺度

卷积神经网络 MSCNN 来估计介质传输图, 然后再进

行局部的细化. Li 等人[15]提出了一种一体化去雾网络

AOD-Net, 将介质传输图和大气光图像统一成一个变

量 K, 然后对其进行估计, 省去中间步骤从而减小参数

预估中的累计误差. 但这类方法受限于参数估计不准

确问题, 这种不准确的结果会在训练过程中不断累积,
最终导致模型的去雾效果变差. 第 2 类不需要估计中

间参数, 利用端到端的卷积神经网络建立有雾图像到

清晰图像的直接映射. Ren 等人[16]提出了一种门控融

合网络 GFN, 通过学习门控机制来融合不同尺度的图

像特征, 有效提升模型的细节恢复能力. Liu 等人[17]提

出了 GridDehazeNet, 将基于网格的多尺度提取与注意

力机制相结合, 在图像的细节和纹理恢复方面显示出

了优异能力. Li 等人[18]提出一种独立的细节恢复网络

Dehazing-DRN, 有效提升去雾图像的细节清晰度和视

觉质量. Yi等人[19]提出了高效的多尺度拓扑网络MSTN,
显著提高了去雾模型的处理效率和去雾结果的精确度.
然而, 由于局部感受野和卷积的相互作用, 卷积神经网

络建模远程依赖信息的能力有限[20,21]. 

1.3   基于 Transformer 的图像去雾算法

不同于卷积操作缺乏获取图像全局信息的能力,
Transformer能够通过全局计算建模特征之间的依赖关

系[22]. Chen 等人[23]将 Transformer 引入图像复原任务,
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提出一种图像处理 Transformer, 采用多头和多尾的结

构处理多种图像复原任务. 为解决 Transformer自注意

力操作导致的计算成本高的问题, Swin Transformer[24]

在窗口内执行局部注意, 并为跨窗口连接引入位移窗

口技术. SwinIR[25]做了进一步的改进, 通过将卷积与

Transformer 结合, 有效降低计算量. 此外, UFormer[26]

和 Restormer[27]均基于 Transformer构建了编解码结构

实现图像复原. Zhao 等人[28]提出一种结合特征增强网

络和 vision Transformer 的网络 CFEN-ViT, 有效增强

图像细节和颜色真实性. Song等人[29]基于 Swin Trans-
former, 针对图像去雾任务的特性改进归一化层、激活

函数和空间信息聚合方案, 提出 Dehaze-Former并取得

了良好的去雾性能. 

2   模型设计

本文设计了一种基于 Transformer 和门控融合机

制的图像去雾算法, 总体架构如图 1所示. 该网络包含

3个模块: 浅层特征提取、深层特征提取和特征重建模

块. 其中, 浅层特征提取模块通过简单的卷积层将输入

图像转换为特征图; 深层特征提取模块通过堆叠多个

残差 Transformer 块 (residual Transformer block,
RTB) 和一个卷积层提取深层特征; 特征重建模块采用

卷积层和像素洗牌上采样重构清晰图像. 对于 RTB, 则
是由多个通道注意 Transformer 块 (channel attention
Transformer block, CATB)和一个卷积层通过残差连接

进行构建. 每个 CATB 由层归一化 (layer normalization,
LN)、多头通道自注意力 (multi-head channel self-
attention, MCSA) 和多尺度门控融合块 (multi-scale
gating fusion block, MGFB)组成. MCSA采用通道自注

意力机制, 通过跨通道的互协方差计算降低计算复杂

度, 提高模型效率. MGFB通过提取和融合不同尺度的

特征, 进一步提高模型的表示能力.
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图 1    网络架构图

 
 

2.1   浅层特征提取

I ∈ RH×W×3 H×W

F0 ∈ RH×W×C

给定一个有雾图像 , 其中,  表示

输入图像的空间分辨率. 首先使用 1 个 3×3 的卷积层

提取浅层特征 , 如式 (1)所示:

F0 =Conv3×3 (I) (1)

Conv3×3 (·)其中,  表示卷积操作. 通过该卷积层, 将输入

图像映射到更高维的特征空间, 为后续的深层特征处

理提供简单而有效的手段. 

2.2   深层特征提取

F0

F1 F2, · · · ,FK

Fd

浅层特征图 经过 K 个 RTB 和 1 个 3×3 卷积层

提取深层特征. 中间特征 ,  和输出的深层

特征 的提取过程如式 (2)和式 (3)所示:

Fi = RTBi (Fi−1) , i = 1,2, · · · ,K (2)

Fd =Conv (FK) (3)

RTBi (·)
F1

i ,F
2
i , · · · ,FL

i

其中,  表示第 i 个 RTB. 对于第 i 个 RTB, 由 L 个

CATB 和 1个 3×3卷积层组成. 中间特征
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和第 i 个 RTB 的提取过程如式 (4)和式 (5)所示:

F( j)
i = CATBi, j

(
F( j−1)

i

)
+F( j−1)

i , j = 1,2, · · · ,L (4)

RTBi (Fi) =Conv3×3
(
FL

i

)
(5)

CATBi, j (·)其中,  表示第 i 个 RTB 内的第 j 个 CATB. 

2.2.1    多头通道自注意力

H×W

O((WH)2 ·d)

O(WH ·d2)

Transformer 中的计算开销主要来自于自注意力

层, 在标准的多头自注意力[30]中, Q (查询)和 K (键)之
间点积操作的时间和内存复杂度随着输入空间分辨率

的增加呈二次方增长. 即对于空间分辨率为 , 通
道数为 d 图像, 计算复杂度为 , 这使得它对

计算资源的要求非常高. 为了解决这一问题, 提出了

MCSA, 如图 2所示. MCSA的关键在于在通道之间运

用自注意力, 通过计算跨通道的互协方差代替空间维

度的注意力计算, 生成编码全局上下文的转置注意力

图 A. 这一改进使得计算复杂度降为 , 减少

了自注意力层的计算负担, 尤其在高分辨率图像处理

任务中, 显著降低了时间和内存消耗, 可以有效提高模

型处理图像的效率. 此外, MCSA的另一个关键设计是

引入深度可分离卷积, 能够突显更丰富的局部上下文

信息. 这一设计使得模型能够在学习远程建模能力的

同时增强局部表征能力, 进一步优化模型去雾性能, 使
得模型在保持优异性能的同时, 具备更高的计算效率.
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图 2    多头通道自注意力

 

输入特征 X 经过层归一化后, 通过 MCSA 将通道

数划分为多个“头”, 并行学习每个“头”的注意力图. 具
体来说, 首先通过 1×1逐点卷积降低输入特征维度, 然
后使用 3×3 深度可分离卷积捕获多尺度信息, 生成

Q、K、V 投影. 其中, 深度可分离卷积的操作被分解为

深度卷积和逐点卷积两步, 深度卷积在通道之间进行

特征提取, 逐点卷积引入跨通道的交互信息, 这使得网

络能够更好地聚合不同尺度的信息, 同时减少模型参

数量, 降低计算复杂度, 为去雾任务提供更好的性能.
Q、K、V 的生成过程如式 (6)所示:

Q = DwConvQ
3×3

(
PwConvQ

1×1 (X)
)

K = DwConvK
3×3

(
PwConvK

1×1 (X)
)

V = DwConvV
3×3

(
PwConvV

1×1 (X)
) (6)

DwConv(·)
3×3

PwConv(·)
1×1

RC×C

RHW×HW

其中 ,  X 是输入特征 ,   是 3×3 深度卷积 ,

是 1×1逐点卷积. 接着对 Q 和 K 重塑, 并计

算它们的点积, 生成大小为 的转置注意力图 A, 避
免大小为 的注意力图带来的巨大计算开销. 最
后将注意力图 A 的值与 V 进行点积操作, 得到的特征

经过 1×1卷积进行线性映射并与输入的特征进行加和

得到最终输出. 这一过程如式 (7)所示:X̂ =Conv1×1 (Attention (Q,K,V))+X

Attention (Q,K,V) = V ·Softmax
(
K ·Q

/√
dk

) (7)

X̂
√

dk其中, X 和 是输入和输出特征图,  是一个可学习

的缩放参数, 用于控制点积的程度. 

2.2.2    多尺度门控融合块

门控单元的核心是通过一个或多个神经网络来学

习输入特征的重要性权重, 并动态地对这些特征进行

加权, 以适应不同的去雾场景. 首先, 门控单元使用 1个
Sigmoid函数来生成门控信号, 将每个特征通道的权重

值限制在 0–1之间, 表示特征被抑制或增强的程度. 通
过门控单元生成的权重 (或门控信号)应用于输入特征

中. 门控机制通过逐元素相乘的方式, 将门控信号与输

入特征相结合, 从而实现对不同特征通道的加权调控,
通过这种加权机制, 不同特征通道根据任务需求得到

不同的权重, 这使得模型能够适应不同的去雾情况. 对
于严重的雾气区域, 模型可能会对全局信息给予更高

的权重, 而在细节丰富的区域, 模型则倾向于加强局部

细节特征.
本文为了更好地处理不同程度的雾霾分布, 有效

解决去雾不彻底和细节信息丢失问题, 设计了 MGFB,
如图 3 所示. 通过在传输过程中插入两个不同尺度的

深度可分离卷积路径提取和融合更加丰富的特征信息.
同时设计了一种混合门控机制, 通过引入具有可学习

参数的门控单元, 动态地学习和调整两个分支的权重,
使网络更加关注有雾图像中需要更多处理的区域, 从
而更有效地去除雾霾, 解决去雾不彻底问题; 引入门控
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机制也能使网络更精确地关注和保留重要的边缘和细

节信息, 从而提高去雾质量和去雾准确性.
 
 

DwConv

C

Element‐wise
summation Concatenation

Conv

Element‐wise
subtraction

Element‐wise
multiplication

C
X

Xp1

Xs1

Xp2

Xs2

G(p)

G(s)

X

Multi-scale gating fusion block (MGFB)

GELU

 
图 3    多尺度门控融合块

 

X ∈ RH×W×C

Xp1 Xs1 Xs1

Xp1

Xp2 Xp1

Xs1 Xs2

Xp2

Xs2

X̂ ∈ RH×W×C

具体地, 给定 1个输入特征 , 经过层归

一化之后, 首先应用 1×1 的逐点卷积实现跨通道的特

征交互 ,  然后将其输入两个并行分支 ,  其中 3×3 和

5×5的深度可分离卷积用来捕获不同尺度的局部特征.

之后两个分支进行逐元素乘积 ,  其中一个分支通过

GELU 非线性激活, 形成门控 G(p) 和 G(s), 构成一种

混合门控单元. 通过门控单元动态地调整权重从而生

成特征 和 . 然后将特征 与 X 逐元素相加来增

强特征的互补性, 再和特征 逐元素相减来突出差异

性特征, 从而得到特征 . 同样将特征 与 X 逐元素

相加后, 和特征 逐元素相减得到 , 通过这种特征

之间的相加减操作来更好的恢复图像 .  最后 和

进行通道拼接, 经过 1×1 逐点卷积得到输出特征

. MGFB 的特征提取和融合过程如式 (8)

所示:

G(Xp1 ) = σ(DwConv3×3Conv(X))⊙DwConv5×5Conv(X),
G(Xs1 ) = σ(DwConv5×5Conv(X))⊙DwConv3×3Conv(X)
Xp2 =G(Xs1 )+X−G(Xp1 )
Xs2 =G(Xp1 )+X−G(Xs1 )

X̂ =Conv[Xp2 ,Xs2 ]
(8)

σ(·) G(·) ⊙
[·]

其中,  是 GELU 激活,  表示门控单元,  表示哈

达玛积,  表示通道级联. 

2.3   特征重建模块

在特征重建模块, 为了重建去雾后的图像 J, 采用

了卷积和像素洗牌上采样操作来聚合浅层特征和深层

特征. 这一操作如式 (9)所示:

J =Conv
(
PixelShuffler (Conv (F0+Fd))

)
(9)

PixelShuffler(·)其中,  是像素洗牌上采样操作. 浅层特

征 F0 主要包含图像低频信息, 这些信息对于保持图像

的基本结构和纹理细节至关重要. 相比之下, 深层特

Fd 侧重于补充在去雾过程中可能丢失的高频信息, 这
些信息对于恢复图像的清晰度和细节精度非常重要.
为了进一步提升重建质量和模型的稳定性, 网络采用

了残差连接策略, 将低频信息直接传输到重建模块, 保
证了图像基本内容的完整性和连续性, 同时帮助深层

特征提取模块专注于处理高频信息 ,  确保训练的稳

定性. 

2.4   损失函数

在训练过程中, 使用 Charbonnier损失来计算去雾

后的图像与标签图像之间的损失. 如式 (10)所示:

L =
√
∥ J− J′∥2+ε2 (10)

ε

10−3

其中, J'是标签图像, J 是去雾后的图像,  在实验中设

置为 的常数, 用来保持训练的稳定性. Charbonnier
损失又被称为损失的平方根 ,  相较于和损失函数 ,
Charbonnier损失在梯度较小的区域采用平方根函数替

代平方函数, 能够在保持平滑性的同时减少对噪声的

敏感性, 有效避免过拟合问题. 并且 Charbonnier 损失

函数中的常数是可调节的, 可以根据实际情况进行调

整, 从而达到更好的鲁棒性. 

3   实验分析 

3.1   实验设置

为了验证所提出的图像去雾算法的有效性, 设计

并进行了一系列实验. 本文使用 Python 3.8和 PyTorch
1.11.0 搭建深度学习环境, 所有实验 (训练和测试) 均
在 NVIDIA GeForce RTX 3090 (24 GB) GPU 上开展.
训练图像被随机裁剪为 224×224大小作为网络的输入,
网络模型训练使用 Adam优化器, 批量大小为 16, 初始

学习率设为 0.000 1, 整个网络的迭代次数为 500. 

3.2   数据集

本文使用合成数据集 RESIDE的子集 ITS (indoor
training set)、OTS (outdoor training set)、SOTS (synthetic
objective testing set)和真实世界数据集 O-HAZE、NH-
HAZE、Dense-HAZE评估所提出的模型. 其中, ITS包
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含由 1 399张清晰图像生成的 13 990张室内有雾图像;
OTS 包含由 2 061 张清晰图像生成的 72 135 张室外有

雾图像 .  为了加快模型的收敛速度 ,  本文选取整个

ITS数据集和 OTS数据集中的 24 045张合成图像进行

训练. SOTS测试集包含 500对室内图像和 500对室外

图像. 真实世界数据集 O-HAZE包含 45张户外场景图

像对、NH-HAZE包含 45张户外不均匀图像对、Dense-
HAZE 包含 55 张高浓度雾霾图像对, 本文随机选取每

个真实图像数据集的 5 张图像作为测试集, 其余图像

作为训练集. 

3.3   评价指标

为了客观评价本文算法的优劣, 采用峰值信噪比

(peak signal-to-noise ratio, PSNR)和结构相似性 (struc-
tural similarity, SSIM)作为去雾图像质量评价的客观指

标 .  其中 ,  PSNR 用于衡量图像重构或恢复的质量 ,
PSNR 越大, 表示图像恢复的误差越小. 其计算过程如

式 (11)所示:

PSNR = 10log
(

MAX2

MSE

)
(11)

其中, MAX 表示图像的最大像素值, MSE 表示图像处

理前后的均方误差, 其计算过程如式 (12)所示:

MSE =
1

mn

m−1∑
i=0

n−1∑
j=0

[
I (i, j)− J (i, j)

]2 (12)

m×n

其中, I 表示处理前的图像, J 表示处理后的图像, 图像

大小为 .
SSIM 用于衡量两幅图像的视觉相似度, 它考量了

图像的亮度、对比度和结构信息, SSIM 越大, 表示处

理后的图像与原始图像更相似. 其计算过程如式 (13)
所示:

SSIM (x,y) =

(
2µxµy+ c1

) (
2σxy+ c2

)(
µ2

x +µ
2
y + c1

) (
σ2

x +σ
2
y + c2

) (13)

µx µy σ2
x

σ2
y σxy

其中,  和 分别表示图像 x 和 y 的像素均值,  和

分别表示图像 x 和 y 的方差,  表示图像 x 和 y 的

协方差, c1、c2 为常数. 

3.4   实验结果及对比分析 

3.4.1    合成有雾图像数据集上的结果

将所提出方法的实验结果与基于物理的方法

DCP[9]、基于 CNN的方法 GFN[16]、GridDehazeNet[17]、
Dehazing-DRN[18]、MSTN[19]和基于 Transformer 的方

法 SwinIR[25]、CFEN-ViT[28]、DehazeFormer-T (Dehaze-
Former[29]的变体)等的实验结果在 PSNR 和 SSIM 上进

行了比较, 表 1 显示了不同图像去雾方法在合成有雾

图像数据集 SOTS-indoor、SOTS-outdoor 上的定量结

果. 表 1中数据为所有测试结果均值, 最优结果使用粗

体字表示, 次优结果用下划线表示.
 
 

表 1    不同方法在 SOTS数据集上的定量结果
 

Methods
SOTS-indoor SOTS-outdoor #Params

(M)PSNR (dB) SSIM PSNR (dB) SSIM

DCP[9] 16.369 0.803 19.016 0.819 —
GFN[16] 22.156 0.810 21.089 0.802 0.51

GridDehazeNet[17] 32.026 0.971 30.710 0.963 0.96

Dehazing-DRN[18] 34.235 0.971 33.036 0.980 12.60

MSTN[19] 34.634 0.978 32.523 0.981 18.91

SwinIR[25] 33.026 0.869 32.521 0.901 0.88

CFEN-ViT[28] 32.150 0.966 31.036 0.969 —

DehazeFormer-T[29] 34.983 0.976 33.974 0.963 0.68
Ours 34.841 0.984 34.074 0.982 1.31

 

通过表 1 的实验数据可见, 在所有的比较方法中,
本文方法的 SSIM 值在 SOTS-indoor 和 SOTS-outdoor
数据集上均取得最优值; PSNR 值在 SOTS-outdoor 数
据集上取得最优值, 在 SOTS-indoor 数据集上仅比

DehazeFormer-T低 0.142 dB. 这是由于 DehazeFormer-T
方法是基于 Swin Transformer构建的, 其滑动窗口机制

在局部信息提取方面表现较好, 而本文所提出方法的

目的在于融合全局和局部信息, 并以较低的计算资源

消耗实现较好的图像处理效果; 同时通过门控单元对

不同的图像区域进行更灵活的权重分配, 使模型对复

杂场景有更好的适应能力. 因此, 本文所提方法在局部

信息提取方面相比 Swin Transformer 稍显逊色, 导致

在 SOTS-indoor数据集上的 PSNR 值比 DehazeFormer-T
略低. 此外, 为了更全面地评价所提出的模型, 将所提

出模型与其他去雾模型的参数量进行比较. 由对比结

果可知, 所提出的模型在参数量上与其他基于深度学

习的方法相当或更好.
图 4 展示了不同方法在合成有雾数据集 SOTS 上

的定性结果, 第 (1)–(3) 行为 SOTS-indoor 上的定性结

果, 第 (4)–(6) 行为 SOTS-outdoor 上的定性结果. 可以

看出, DCP的复原效果较为彻底, 这是由于暗通道先验

存在局限性, 导致去雾后的图像整体发暗, 并且存在颜

色失真现象, 如图 4(b); GridDehazeNet 存在一定的颜

色偏移, 如图 4(c); SwinIR和 CFEN-ViT存在边缘模糊
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和去雾不彻底现象, 如图 4(f)和 (g); 与真实图像 GT相

比, Dehazing-DRN、MSTN和 DehazeFormer-T的去雾

效果与本文提出方法的结果较为接近, 但 Dehazing-DRN
和MSTN方法在边缘细节上恢复效果略差.

 
 

(a) Hazy

(1)

(2)

(3)

(4)

(5)

(6)

(b) DCP (c) Grid-

DehazeNet

(e) MSTN (f) SwinIR (g) CFEN-ViT (h) Dehaze-

Former-T

(i) Ours (j) GT(d) Dehazing-

DRN 
图 4    不同算法在 SOTS数据集上的定性结果

 
 

3.4.2    真实有雾图像数据集上的结果

表 2 显示了不同方法在真实有雾图像数据集 O-
HAZE、NH-HAZE和 Dense-HAZE上的定量结果. 表 2
中数据为所有测试结果均值, 最优结果使用粗体字表

示, 次优结果用下划线表示.
 
 

表 2    不同方法在真实有雾图像数据集上的定量结果
 

Methods
O-HAZE NH-HAZE Dense-HAZE

PSNR
(dB)

SSIM
PSNR
(dB)

SSIM
PSNR
(dB)

SSIM

DCP[9] 16.364 0.631 18.269 0.513 12.325 0.439
GFN[16] 18.136 0.616 11.231 0.512 10.465 0.248

GridDehazeNet[17] 25.377 0.844 17.364 0.723 13.169 0.441
Dehazing-DRN[18] 27.369 0.826 19.023 6 0.730 14.391 0.431

MSTN[19] 26.259 0.762 18.452 0.630 13.259 0.420
SwinIR[25] 26.532 0.765 18.369 0.691 13.897 0.406

CFEN-ViT[28] 27.871 0.758 17.562 0.721 13.268 0.410
DehazeFormer-T[29] 28.032 0.861 20.026 0.713 15.126 0.438

Ours 28.193 0.864 20.207 0.733 15.227 0.452
 

通过实验数据可以看出, 本文方法的 PSNR 和 SSIM
值在所有的比较方法中都是最高的. 证明了所提出的

模型在复杂多样的真实雾霾场景中有更好的适应性和

去雾性能. 相比之下, 在 O-HAZE和 Dense-HAZE数据

集上, DehazeFormer-T的 PSNR 和 SSIM 仅次于本文方

法; 在 NH-HAZE 数据集上, DehazeFormer-T 的 PSNR
取得次优值, Dehazing-DRN的 SSIM 取得次优值.

图 5展示了不同方法在真实的有雾图像数据集 O-
HAZE上的定性结果, 可以看出, DCP存在图像偏暗等

颜色失真问题, 如图 5(b); GridDehazeNet 存在边缘模

糊和去雾不彻底现象, 如图 5(c); MSTN 和 SwinIR 存

在一定的雾霾残留现象, 如图 5(e) 和 (f) 的第 2、第 3
幅图; Dehazing-DRN和 CFEN-ViT存在一定的颜色偏

移, 如图 5(d)和 (g)的第 2幅图; 与真实图像 GT相比,
DehazeFormer-T去雾效果与本文提出方法的结果较为

接近, 但在边缘细节上恢复效果略差.
图 6 展示了不同方法在真实的有雾图像数据集

NH-HAZE 上的定性结果, 可见 DCP 存在图像偏暗等

颜色失真问题以及严重的雾霾残留现象, 如图 6(b);
GridDehazeNet 存在颜色失真和显著的雾霾残留现象,
如图 6(c); MSTN、SwinIR 和 CFEN-ViT 存在一定的

颜色偏移和去雾不彻底现象, 如图 6(e)、(f) 和 (g);
Dehazing-DRN 存在一定的颜色偏移, 如图 6(d) 的第

2 幅图; 与真实图像 GT 相比, DehazeFormer-T 去雾效

果与本文提出方法的结果较为接近, 但仍然存在边缘

2025 年 第 34 卷 第 2 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Special Issue 专论•综述 7

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


细节模糊的问题, 如图 6(h)的第 2、3幅图.
综上比较, 本文方法的处理效果对颜色失真、细

节模糊、去雾不彻底等现象有一定的改善, 在色彩细

节方面与真实图像最为接近, 取得了最佳视觉体验.
 
 

(a) Hazy (b) DCP (c) Grid-

DehazeNet

(d) Dehazing-

DRN

(e) MSTN (f) SwinIR (g) CFEN-ViT (h) Dehaze-

Former-T

(i) Ours (j) GT

 
图 5    不同方法在 O-HAZE数据集上的定性结果

 
 

(a) Hazy (b) DCP (c) Grid-

DehazeNet

(d) Dehazing-

DRN

(e) MSTN (f) SwinIR (g) CFEN-ViT (h) Dehaze-

Former-T

(i) Ours (j) GT

 
图 6    不同方法在 NH-HAZE数据集上的定性结果

 
 

3.5   消融实验

为了验证 Transformer 内部 MCSA、MGFB 的有

效性, 设计了如表 3 所示的具有不同模块组合的消融

实验. 在实验中需要保持其余结构和参数不变, 以 NH-
HAZE数据集为例给出证明. 其中M1表示模型中其他

部分保留, 删除MGFB; M2表示模型中其他部分保留,
删除MCSA; M3为本文所提出模型.
 
 

表 3    Transformer内部各模块的消融实验结果
 

Module MCSA MGFB PSNR (dB) SSIM
M1 √ — 19.691 0.721
M2 — √ 19.453 0.696
M3 √ √ 20.207 0.733

 

从表 3 可以看出, 本文所提模型的 PSNR 和 SSIM
取得了最优结果. 删除 MGFB 后, PSNR 和 SSIM 值分

别降低了 0.561 dB 和 0.012; 删除 MCSA 后, PSNR
和 SSIM 值分别降低了 0.754 dB和 0.037. 证明了MCSA

和MGFB的有效性.

为了验证 RTB 数量对网络性能的影响, 设计了如

表 4 所示的消融实验. 以 NH-HAZE 数据集为例给出

证明. 从实验数据可以看出, 对于 RTB 的数量, 性能增

益逐渐饱和, 本文选择 RTB 数量为 6 以获得相对较小

的模型.
 
 

表 4    RTB数量对网络性能的影响
 

Number PSNR (dB) SSIM #Params (M)
×2 18.903 0.685 0.96
×4 19.102 0.702 1.10
×6 20.207 0.733 1.31
×8 20.210 0.733 2.49

  

3.6   网络收敛性分析

所提出网络的收敛性分析结果如图 7所示, 图 7(a)

和 (b) 分别展示了在 O-HAZE 数据集上训练网络的

PSNR 和 SSIM 随迭代次数的收敛过程, 图 7(c)展示了

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2025 年 第 34 卷 第 2 期

8 专论•综述 Special Issue

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


损失函数随迭代次数的收敛过程. 网络训练的总迭代

次数为 500, 从图中可以看出, 随着迭代次数增加, Loss
曲线随着迭代次数的增加逐渐下降, 在 400 次之后,
Loss曲线趋于平缓, 训练模型逐渐收敛.

 
 

28

26

24

22

20

18

0 100 200

Epochs

300 400 500

0.9

0.8

0.7

0.6

0.5

0.4

0 100 200

Epochs

300 400 500

0.35

0.30

0.25

0.20

0.15

0.05

0.10

0 100 200

Epochs

(c) 损失函数收敛过程

300 400 500

(a) PSNR的收敛过程 (b) SSIM的收敛过程

PS
N
R 

(d
B

)

SS
IM

Lo
ss

 
图 7    网络收敛性分析

 
 

4   结论

本文提出了一种基于 Transformer 和门控融合机

制的图像去雾算法, 通过改进标准 Transformer的空间

自注意力, 降低计算复杂度, 同时设计了一种多尺度门

控融合块来有效聚合不同尺度的特征, 使网络在学习

远程建模能力的同时关注局部特征; 门控融合机制通

过动态调整权重, 使网络更好地适应不同的雾霾分布

情况, 有效解决了图像边缘模糊、细节信息丢失和去

雾不彻底等问题. 实验结果表明, 所提出的算法在合成

有雾数据集和真实世界有雾数据集上均取得了较为理

想的性能. 然而, 如何在多变的雾霾环境下有效处理不

同浓度和分布的雾霾, 实现更高质量的图像恢复性能

仍有待研究. 因此, 在后续工作中, 将继续研究有效应

对不同雾霾环境的去雾算法, 优化去雾性能, 提高泛化

能力.
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