
 

 

多层次图间对比增强的知识感知传播推荐算法①
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摘　要: 传统的知识感知传播推荐算法中存在高阶特征相关度低、信息利用不平衡以及噪声引入问题. 提出一种多

层次图间知识增强对比学习的知识感知传播推荐算法 (MCLK-KE), 通过构建增强视图, 并利用自监督掩码重建预

训练技术, 提取关键三元组的更深层信息, 有效抑制了噪声信号. 算法实现了知识与交互信号的均衡利用, 并以图间

对比强化了特征表达, 捕捉到全局范围内的有效节点属性. 多任务训练通过联合训练推荐预测、对比学习和掩码重

建任务, 提升模型性能. 在 3 个公开数据集上, MCLK-KE 与最佳基线模型对比 AUC 指标最大提升了 3.3%, F1 值

最高增长了 5.3%.
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Abstract: Traditional algorithms for knowledge-aware propagation recommendation face challenges including low

correlation of higher-order features, unbalanced information utilization, and noise introduction. To address these

challenges, this study proposes a multi-level contrastive learning for knowledge-aware propagation recommender

algorithm utilizing knowledge enhancement (MCLK-KE). By constructing enhanced views and utilizing mask

reconstruction-based self-supervised pre-training, the algorithm extracts deeper information from key triples to effectively

suppress noise signals. It achieves a balanced utilization of knowledge and interactive signals while enhancing feature

representation by comparing graphs to capture effective node attributes globally. Multi-task training significantly

improves model performance by incorporating recommendation prediction, contrastive learning, and mask reconstruction

tasks. In tests on three publicly available datasets, MCLK-KE demonstrates a maximum increase of 3.3% in AUC and

5.3% in F1 scores compared to the best baseline model.
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知识感知推荐是通过将知识图谱作为辅助信息引

入推荐模型[1], 利用其丰富的语义和结构信息, 增强嵌

入表示学习能力. 特别是, 知识感知传播推荐具备高阶

关系学习能力, 能够探索和利用知识图谱中的多跳实
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体关系和属性信息. 这类算法不仅能捕获局部的实体

属性, 还能整合更广泛的上下文信息, 加深对整个知识

图谱的理解.
传统知识感知推荐是基于深度神经网络, 主要关

注用户与项目的直接交互, 未充分挖掘高阶交互信息.
此后众多学者提出基于传播的知识感知推荐方法, 借
助图神经网络探索高阶交互模式, 处理结构化交互信

息, 分析多跳邻居关系以挖掘潜在联系, 更准确地描述

了用户偏好和项目特征, 但存在异构信息结构不平衡

问题, 导致模型过度关注噪声而忽略关键信息.
知识感知推荐算法引入对比学习这一自监督学习

范式, 从无标签样本数据学习目标, 虽然在监督信号稀

疏问题[2]方面有一定进展, 但还存在 3方面不足: (1)高
阶特征的语义相关性低. 随着传播层数增多, 实体间的

语义关联减弱[3], 应高效提取高阶特征[4], 防止信息传

播中丢失. (2) 噪声引入问题. 知识图谱虽提供丰富信

息, 但引入的噪声使模型学习到的特征表示偏离真实

情况. (3)信息利用不平衡问题[4]. 模型处理用户项目交

互与知识信息时, 因异构结构不平衡, 降低了对关键交

互信号的关注, 放大了噪声影响[5].

综上, 本文提出多层次图间知识增强对比学习的

知识感知传播推荐算法 (multi-level contrastive learning

for knowledge-aware propagation recommender algorithm

utilizing knowledge enhancement, MCLK-KE). 算法引

入自监督的掩码重建范式预训练自编码器, 可使其关

注重要的三元组高阶信息, 忽略噪声信号. 另外, 还引

入多层对比学习范式, 其中通过图内对比学习平衡利

用知识信号与交互信号, 通过图间对比学习捕获全局

范围内的有效节点特征, 从而增强特征表示能力. 在

3个公开数据集中开展了对比实验, 验证了该模型的有

效性. 

1   相关研究 

1.1   知识感知推荐研究现状

知识感知推荐模型按数据处理策略分基于嵌入、

连接、传播这 3种.
基于嵌入的推荐算法将知识图谱的实体和关系映

射至低维向量空间, 为下游应用给予支撑. Zhang 等[6]

提出的 CKE融合多种描述来增强用户偏好, 但难以有

效捕捉复杂交互, 推荐性能不佳. Wang等[7]提出的MKR

利用交叉压缩单元结合任务来实现特征共享和高阶交

互建模, 强化个性化, 然而交叉压缩单元限制了处理复

杂交互的灵活性与效率.
基于路径的推荐算法构建多跳路径规则, 分析路

径偏好以揭示项目和用户的状况. Chen等[8]提出的 TMER
模型动态利用时间维度模拟交互关系, 用注意力机制

评估路径重要性, 但在时间信息少的环境应用中受限.
Wang 等[9]提出的 KPRN 模型挖掘路径顺序依赖并用

长短期记忆神经网络编码, 用加权池化区分路径重要

性, 但在处理大规模知识图谱时计算效率和资源消耗

方面待优化.
基于传播的推荐算法借鉴图神经网络的概念, 采

用广度优先搜索策略, 通过限制跳数或采样邻居节点

关系来提取知识图谱的特征. Wang等[10]提出的 KGAT
模型用递归传播邻居节点嵌入优化节点嵌入, 引入注

意力机制区分邻居贡献度, 但在处理大规模图数据时

计算复杂, 处理长尾节点存在挑战. Wang 等[11]提出的

KGIN模型考虑用户意图与物品相互作用, 引入关系路

径感知聚合策略提升性能和可解释性. 

1.2   图对比学习研究现状

图对比学习主要分为节点级、边级、图级这 3类.
节点级方面: Qiu等[12]提出了图神经网络预训练框

架 GCC, 通过将图表示学习构建为跨网络子图识别任

务, 并采用对比学习技术, 增强图神经网络对可迁移的

结构性表示学习能力. Hassani等[13]提出多视图对比表

示学习方法 CMVG, 该方法通过对比一阶邻居和图扩

散的编码获得最优性能.

边级方面: Hu 等[14]提出的 GPT-GNN 模型通过自

监督式属性图生成任务对 GNN进行预训练, 旨在综合

捕获图的结构特征与节点属性. Pan等[15]提出一种对抗

图正则化图编码器 ARGE. 其结合了图卷积网络和对

抗训练机制, 旨在为图数据生成稳健的嵌入表示.
图级方面: You 等[16]提出一种联合增强优化方法

JOAO. 通过双层优化自动选择数据增强方法, 提升了

GraphCL 的通用性与易用性. Sun 等[17]提出基于图神

经网络的方法 SUGAR. 它通过子图神经网络重构“骨
架图”, 采用三级结构保留图信息, 借助强化池化模块

选择显著子图以提高泛化能力. 利用自监督互信息机

制区分子图表示并关注全局结构. 这些机制使该方法

既能捕捉局部也能理解全局属性, 自适应识别关键子
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图, 并提供解释性分析. 

2   MCLK-KE算法 

2.1   设计思路

Gk

Gu

基于对比学习的知识感知推荐, 性能依赖于图的

质量[18]. 为此算法引入知识增强模块, 通过评估三元组

的相关性得分, 筛选出知识图谱 和用户项目交互图

中的高质量信息, 构造增强的知识视图和用户项目

交互视图, 降低噪声干扰.
传统算法中存在信息利用不平衡和高阶信号相关

度低的问题, 算法设计了多层次对比学习模块. 采用自

监督掩码重建范式和预训练编码器重建高相关三元组,
强化深层信息的提取, 减少对噪声信号的关注. 通过图

内外交互对比学习, 实现信号协同利用, 确保全局关键

信息的捕获, 有效平衡信息的使用, 避免多跳传播引发

的语义弱化问题.
算法设计多任务训练模块, 联合训练推荐预测任

务、多层次对比学习任务以及掩码重建任务, 协同优

化整个模型.
综上, 多层次图间对比增强的知识感知传播推荐

算法由知识增强、多层次信号对比学习及多任务训练

3个模块构成. 

2.2   知识增强模块

Gc
k

Gc
u

知识图谱中的噪声和弱相关关系降低了推荐模型

的性能, 尤其是在融合用户偏好与项目特征的场景中[19].
知识增强模块计算知识图谱中三元组的局部与全局相

关性得分, 通过排序全局得分并筛除潜在噪声三元组

和弱相关交互, 构造增强的知识视图 与用户项目交

互视图 , 降低噪音干扰.
(1)计算局部相关性得分

Gk (h,r, t)

h

为了能从复杂知识图谱中提取用于推荐的关键语

义, 该模块计算局部相关性得分, 其能够学习知识三元

组成为协同交互潜在依据的概率. 这一局部相关性得

分基于一个可学习的图注意力机制, 为每个知识三元

组进行权重分配, 局部相关性得分的计算如式 (1) 所
示. 在知识图谱 中, 三元组 的局部相关性得分

h 反映了该三元组与头实体 的相关程度, 计算过程如

图 1所示.

f (h,r, t) =
ehWQ · (etWK ⊙ er)T

√
d

(1)

eh er et

WQ WK WQ WK ∈ Rd×d

d

其中,  、 和 分别是头实体、关系和尾实体的嵌入

表示;  和 是可学习权重矩阵,  、 ,

为隐藏维数.
 
 

× ×

×

f (h, r, t)

ω (h, r, t)

归一化

h t

W W

t

h t

t

r

exp(f (h, r, t))
Σ exp(f (h, r', t'))

 
图 1    局部相关性得分计算原理图

 

为了保证头实体一阶邻域节点的相关性得分具有

可比性, 对局部相关性得分进行归一化处理, 如式 (2)
所示:

ω (h,r, t) =
exp( f (h,r, t))∑

(h,r′,t′)∈Nh

exp
(
f
(
h,r′, t′

)) (2)

Nh h其中,  是头实体节点 的一阶邻域子图.
(2)计算全局相关性得分

eh

局部相关性得分仅在头实体的一阶邻域范围内具

有可比性, 为衡量三元组的全局重要性, 算法将局部相

关性得分与知识图谱中以 为头实体的三元组数量相

乘, 得到全局相关性得分. 全局相关性得分计算如式 (3)
所示:

γ (h,r, t) = |Nh| ·ω (h,r, t) =
|Nh| · exp( f (h,r, t))∑

(h,r′,t′)∈Nh

exp
(
f
(
h,r′, t′

)) (3)

Nh h |Nh|
h

其中,  是头实体节点 的一阶邻域子图;  代表头

实体节点 的相邻实体数量.
(3)构造知识图谱增强视图

Sk Gk Sk

Gc
k Sk Gc

k

对所有三元组的全局相关性得分进行排序, 取低

分三元组构造弱相关边集 , 从知识图谱 中删除 ,
得到增强的知识图谱 .  与 定义如式 (4)、式 (5)

所示:

Sk = {(h,r, t) |γ (h,r, t) ∈ topk(−Γ;ρm)} (4)

Gc
k = Gk\Sk (5)

γ (h,r, t) Γ

γ (h,r, t)

其中,  为三元组全局相关性得分;  表示所有

的分布.
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(4)构造用户项目交互图的增强视图

Gu Y ∈
R|U|×|I| Y yu,i = 1 u i

yu,i = 0 Gu

Gc
u

v (h,r, t)

ϕv

用户项目交互图 定义用户-项目交互矩阵

, 在矩阵 中,  表示用户 对项目 有历史

隐式反馈, 否则 . 算法过滤用户项目交互图 中

的低相关交互, 构造增强的用户项目交互视图 . 对于

项目 ,  计算对应实体节点相关联所有三元组

的全局相关性得分平均值, 得到相关性得分 , 如式 (6)
所示:

ϕv = mean({γ (h,r, t) | h = v ∨ t = v}) (6)

ϕ′v Su

Su Gc
u

为防止过拟合, 采用多项分布抽样策略[20]对归一

化的得分 进行随机抽样, 获取噪声交互集合 , 计算

过程如式 (7)、式 (8) 所示. 从用户项目交互图中减去

噪声交互集合 , 得到增强的用户项目交互图 , 如
式 (9)所示:

ϕ′v =
exp(ϕv)∑

v

exp(ϕv)
(7)

Su ∼ multinomialNR
(
Φ′;ρu

)
(8)

Gc
u = Gu\Su (9)

ρu其中,  表示抽样候选样本的大小. 

2.3   多层次对比学习模块

(1)构建局部图和非局部图

传统图神经网络推荐模型融合邻近节点信息, 忽
视了全局相似节点的价值. 为此, 算法构建局部与非局

部图结构, 以捕获更丰富的信息.

A = {(v,e) |v ∈ I,e ∈ E}
I Gu E
Gk (v,e) v e

首先, 算法通过协同处理知识信号与用户项目信

号, 实现两者在知识图谱上对齐, 以此增强项目特征表

示. 建立项目-实体对齐集合 , 其
中,  表示用户项目交互图 中的项目集合,  表示知

识图谱 中的实体集,  表示项目 可以与实体 对齐.
其次, 分 3步构建用户/项目局部图.

Gc
u第 1步, 在用户项目交互增强视图 中, 获取用户/

项目一阶邻域节点.
A

Gc
k

第 2 步, 基于项目-实体对齐集合 , 按照式 (10)、
式 (11)获取知识增强视图 中对应的实体集合.

E0
u,L = {e| (v,e) ∈ A∧ v ∈ {v|yuv = 1}} (10)

E0
v,L = {e| (v,e) ∈ A} (11)

E0
u,L E0

v,L其中,  、 分别表示初始用户/项目局部图中的一

阶邻域实体集合.

Gc
k L

l

第 3 步, 基于 中的信号传播, 迭代获取 层内实

体及三元组, 构成的知识子图作为用户/项目局部图. 第
层三元组迭代机制如式 (12)所示:

Sl
o,L =

{
(h,r, t) | (h,r, t) ∈ Gc

k ∧h ∈ El−1
o,L

}
, l = 1, · · · ,L (12)

o u v Sl
o,L l其中,  为用户 或项目 ;  为第 层用户/项目局部图

中包含的三元组集合.
Gc

u Gc
k最后, 将 中高阶交互项目节点与 中实体节点

对齐, 构建非局部图.
Gc

u第 1 步, 在 中, 通过多阶传播获取指定用户/项
目的高阶交互项目. 高阶项目定义式如式 (13)–式 (15)
所示.

Usim = {usim|v ∈ v|yuv = 1∧ yusimv = 1} (13)

Vp = {vp|u ∈ Usim∧ yuvp = 1} (14)

Vu = {vu | u ∈ u | yuv = 1 ∧ yuvu = 1} (15)

A
第 2 步, 依据式 (16) 和式 (17), 从项目-实体对齐

集合 中选取与指定用户/项目高度相关的实体, 形成

非局部图的初始实体集.

E0
u,N =

{
e|
(
vp,e
)
∈ A∧ vp ∈ Vp

}
(16)

E0
v,N = {e| (vu,e) ∈ A∧ vu ∈ Vu} (17)

E0
u,N E0

v,N其中,  、 分别指初始用户/项目非局部图中的

实体集合.
Gc

k l第 3 步, 根据 中的信息传播, 迭代获取 层的实

体及三元组, 形成用户/项目非局部图. 迭代机制如式 (18)
所示:

Sl
o,N =

{
(h,r, t) | (h,r, t) ∈ Gc

k ∧ h ∈ El−1
o,N

}
, l = 1, · · · ,L (18)

Sl
o,N l其中,  为第 层用户/项目非局部图中的三元组集合.

(2)学习对比嵌入表示

er

ω (h,r, t)

l e(l)
v

第 1步, 引入知识感知的异构图神经网络[21]. 考虑

到知识图谱中三元组关系的异构性[18], 网络在聚合阶

段将关系上下文 引入实体嵌入表示中, 并根据局部

相关性得分 赋予不同权重, 以加强关键信息捕

捉. 第 层的项目嵌入表示 如式 (19)所示:

e(l)
v = e(l)

h =
1
|Nh|

∑
(h,r,t)∈Nh

ω (h,r, t)er ⊙ e(l−1)
t (19)

v Gc
u h Gc

u v

l Nh h

其中,  是 中的项目节点;  是 中与 对应的实体;
是聚合的层数;  是以实体节点 为中心的一阶邻域
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Nh ⊆ Gc
k Gc

u子图,  . 通过聚合 中与当前用户有历史交互

的所有项目的嵌入表示, 得到用户偏好嵌入表示如式 (20)
所示:

e(l)
u =

1
|Nu|

∑
v∈Nu

e(l−1)
v (20)

Nu eu ev

eh eu

其中,  为用户的邻接项目集合.  和 分别表示用户

嵌入和项目嵌入. 通过叠加各层次的聚合嵌入表示, 得到

项目特征嵌入 和用户偏好嵌入 , 如式 (21)、式 (22)
所示:

eh = fk
(
Gc

k;h
)
=

L∑
l

e(l)
h (21)

eu = fu
(Gc

u;u
)
=

L∑
l

e(l)
u (22)

L fo(·, ·)
o

其中,  表示层数;  是聚合计算得到实体嵌入表示

的函数;  为统一占位符.
第 2步, 实现编码器预训练. 生成式自监督任务能

更高效地利用无标签数据, 它不需要负采样或数据增

强策略[22], 并且能让模型学到隐式信息[23,24]. 因此, 算
法采自监督的掩码重建范式, 用高相关的掩码三元组

作为自监督标签, 来预训练知识感知的自编码器[25].
Gc

k

Mk Gc
k Mk

Gm
k Γ γ (h,r, t)

对 中各三元组全局相关性得分排序, 得到高相

关三元组集合 , 如式 (23)所示.  边集中减去 得

到 , 如式 (24)所示. 其中,  表示所有 的分布.

Mk = {(h,r, t) |γ (h,r, t) ∈ topk(Γ;km)} (23)

Gm
k = G

c
k\Mk (24)

Gm
k

eh et

在掩码知识图谱 重建中, 训练得到头尾实体的

嵌入表示 、 如式 (25)、式 (26)所示:

eh = fk
(
Gm

k ;h
)
=

L∑
l

e(l)
h (25)

et = fk
(
Gm

k ; t
)
=

L∑
l

e(l)
t (26)

σ (·)式 (27)为掩码重建的损失函数,  表示 Sigmoid
激活函数. 自监督的掩码重建工作机制如图 2.

Lm =
∑

(h,r,t)∈Mk

− logσ(eT
h · (et ⊙ er)) (27)

Sl
o,L Sl

o,N

第 3 步, 学习用户/项目嵌入表示. 基于用户/项目

局部与非局部图中各层三元组集合 、 , 利用编

et

γ (h,r, t)

l

码器学习每组三元组中尾实体的嵌入表示 , 并根据全

局相关性得分 进行聚合, 获得用户/项目在第

层的嵌入表示, 计算过程如式 (28)所示:

El
o,D =

∑
(h,r,t)∈Sl

o,D

γ (h,r, t)et (28)

Sl
o,D l

o u v

D L

N

其中,  表示局部图/非局部图中第 层的三元组集

合;  为统一占位符, 若为 , 则指用户偏好表示, 若为 ,

则指项目特征表示;  为统一占位符, 若为 , 则指局部

视图中的特征向量, 若为 , 则指非局部视图中的特征

向量.
 
 

掩码重建

KG

掩码高相关三元组

γ (h, r, t)

ω (h, r, t)×Nh

r

Lm

 
图 2    自监督掩码重建机制示意图

 

(3)图内交互式对比学习

为均衡融合历史交互信号与知识信号, 算法在局

部与非局部图中对用户及项目嵌入表示实施双向对比

学习, 以此互相监督, 协同提取两独立部分信息.

Gc
u

L

L

在局部/非局部图中, 图内交互式对比学习将 中

获取的项目节点设定为锚点, 嵌入聚合过程中涉及 层

内的知识表示作为正样本,  层之外的实体表示作为负

样本, 执行对比学习. 图内交互式对比学习结构如图 3

所示.

LU
Intra

根据定义的正样本和负样本, 得到用户图内交互

式对比学习的损失函数 如式 (29)所示:

LU
Intra =

∑
u∈U
− log


∑
k∈L

e
(
E(0)

u,L·E
(k)
u,Lτ
)

∑
k∈L

e
(
E(0)

u,L·E
(k)
u,Lτ
)
+
∑
k′>L

e
(
E(0)

u,L·E
(k′)
u,L τ
)


+
∑
u∈U
− log


∑
k∈L

e
(
E(0)

u,N ·E
(k)
u,Nτ
)

∑
k∈L

e
(
E(0)

u,N ·E
(k)
u,Nτ
)
+
∑
k′>L

e
(
E(0)

u,N ·E
(k′)
u,N τ
)


(29)

τ Softmax(·)其中,  为 中的一个温度参数. 由式 (29) 可得
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LI
Intra项目图内交互式对比学习损失函数 ,  如式 (30)

所示:

LIntra = LU
Intra+LI

Intra (30)

通过这种方式, 协同过滤和知识图谱能够相互监

督, 进而实现一致且充分的表示学习.
 
 

Layer=0

Layer=n

…

CF

KG

Layer=1

KG

正样本 负样本 
图 3    图内交互式对比学习机制结构图

 

(4)图间交互式对比学习

为了引入全局范围内的高相关信息并减少噪声影

响, 采用图间交互式对比学习机制. 图间交互式对比学

习机制结构图如图 4所示.

LU
Inter

根据定义的正样本和负样本, 得到用户图间交互

式对比学习的损失函数 如式 (31)所示:

LU
Inter =

∑
u∈U

∑
k∈L
− log


e
(
E(k)

u,L·E
(k)
u,Nτ
)

e
(
E(k)

u,L·E
(k)
u,Nτ
)
+
∑
k′,k

e
(
E(k)

u,L·E
(k′)
u,N τ
)
 (31)

LI
Inter

由式 (31)可得项目图间交互式对比学习的损失函

数 , 如式 (32)所示:

LInter = LU
Inter+LI

Inter (32)

通过定义用户和物品的对比损失, 来平衡和优化

模型的表示学习, 从而提高推荐系统的性能.

LIntra

LInter

综上, 多层次对比学习涵盖图内交互式对比学习

与图间交互式对比学习两个部分 . 多层次对比学习

机制的损失函数为图内对比学习损失函数 和图

间交互式对比学习损失函数 的加权和 , 如图 5
所示.

凭借这种多层次对比学习机制, 模型能够有效地

利用协同过滤和知识图谱信息, 从而进一步提升用户

和物品的表示学习效果.
  

CF

KG

KG

局部视图 非局部视图

CF

KG

KG

Layer=0

Layer=2

Layer=1

正样本 负样本 
图 4    图间交互式对比学习机制结构图

 

  

exp (         )

(         )

(         )

(         )

(         )

(         )
=−log

∑exp

exp
=−log

∑exp

exp
=−log

∑exp

局部视图 (L)

非局部视图 (N)

LIntra

LInter

LIntra

L

L N

L

 
图 5    多层次对比学习机制结构图

  

2.4   多任务训练模块

(1)推荐预测

eu ev

经过多层次的对比学习, 优化了用户和项目在各

层的嵌入表示. 不同层次的嵌入反映了用户和项目的

不同特征, 通过将每一层的局部和非局部表示向量拼

接, 得到最终的用户嵌入 和项目嵌入 . 如式 (33)、
式 (34)所示:

eu =
[
E(0)

u,L; · · · ; E(L)
u,L; E(0)

u,N ; · · · ; E(L)
u,N

]
(33)

ev =
[
E(0)

v,L; · · · ; E(L)
v,L; E(0)

v,N ; · · · ; E(L)
v,N

]
(34)

计算用户项目嵌入表示内积, 如式 (35)所示:

ŷ (u,v) = eT
u ev (35)
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推荐任务训练采用成对的 BPR 损失函数[26], 使得

用户对历史交互项目的预测得分高于未交互的项目,
损失函数如式 (36)所示:

LBPR =
∑

(u,i, j)∈O
− lnσ

(
ŷui− ŷu j

)
(36)

O = {(u, i, j) |(u, i) ∈ O+, (u, j) ∈ O−}
O+ =

{
(u, i) |yu,i = 1

}
O− = {(u, j)|yu, j

= 0} σ

其中 ,   是由已交互边

和未观察到的交互边

组成的训练数据集;  代表 Sigmoid函数.
(2)多任务训练

为增强推荐预测、掩码重建及对比学习自监督任

务的效果, 模型采用多任务训练策略, 将推荐任务与自

监督任务结合起来, 通过联合训练知识图谱感知的推

荐损失和对比损失来提高模型的表现. 总体损失函数

如式 (37)所示:

L = LBPR+λ1 (αLIntra+LInter)+λ2Lm+λ3 ||Θ||22 (37)

Θ λ1

λ2 λ3

L2 α

其中,  为模型参数集;  表示对比损失权重的超参数;
是控制自编码器掩码重建学习任务的超参数;  是

控制 正则化项的超参数;  为平衡图内和图间对比损

失权值的超参数. 

3   实验分析

为验证 MCLK-KE 算法效果, 我们在 MovieLens-
1M[27]、Last.FM[28]、Book-Crossing[29]上进行了对比实

验. 通过消融实验评估关键模块对整体性能的贡献, 并
执行超参数实验分析指定参数对算法性能的影响. 

3.1   实验环境与参数设置

本节实验在 64位Windows 10系统上的 Anaconda
环境中运行, 采用 PyTorch 1.8和 Python 3.9实现 NNER-
SG及所有基准实验, 环境配置见表 1.
 
 

表 1    实验环境
 

配置 参数

系统环境 Windows 10
编程语言 Python 3.9

PyTorch版本 PyTorch 1.8
Anaconda版本 Anaconda 4.9.2
CUDA版本 CUDA 10.0

TensorFlow版本 TensorFlow 1.8
 

模型参数采用 Xavier 初始化, 并以 Adam 优化器

进行优化. 在MCLK-KE算法中, 局部与非局部图中的

三元组集规模分别限定为 40 和 128. 对比实验中各个

模型的部分训练参数设置如表 2所示.

 

表 2    对比实验部分训练参数设置
 

参数类型 MovieLens-1M Last.FM Book-Crossing
嵌入向量维度d 64 64 64
网络层数L 2 2 1

对比学习权重λ1 1×10−6 1×10−6 1×10−7

掩码重建权重λ2 1×10−6 1×10−6 1×10−6

正则化权重λ3 1×10−4 1×10−4 1×10−5

迭代次数 200 200 200
掩码数量 256 256 256
批处理大小 2 048 2 048 2 048

  

3.2   数据集与评价指标

为验证算法的有效性, 选取了涵盖电影 (Movie-
Lens-1M)、音乐 (Last.FM)及图书 (Book-Crossing)这
3大领域的公开数据集进行实证分析. 这些数据集规模

各异, 稀疏程度不一, 充分展现了推荐系统跨领域的适

用性. 实验中, 统一划分所有数据集比例, 即 70% 用于

训练, 10%作验证, 余下 20%为测试集, 具体数据统计

见表 3.
  

表 3    数据集统计信息
 

数据类型 MovieLens-1M Last.FM Book-Crossing

交互图

用户数 6 036 1 872 17 860
项目数 2 445 3 846 14 967

交互信号数 753 772 42 346 139 746
稀疏性 (%) 94.89 99.41 99.94

知识图谱

实体数 182 011 9 366 77 903
关系数量 12 60 25
三元组数 1 241 996 15 518 151 500

 

在实验中, 我们对数据执行如下预处理.
(1) 在 3 个数据集中, 我们将显式反馈转化为隐式

反馈. 借鉴 RippleNet算法[30]的方法, 以 1标记正样本,
同时为每位用户随机选取与正样本等量的未交互项目

作为负样本.
(2) 构建子知识图谱. 借鉴 RippleNet 和 KGCN 模

型[31]的方法, 采用微软的 Satori4 平台处理各数据集.
子知识图谱仅保留置信度大于 0.9的三元组. 有效的电

影、音乐或书籍名称与三元组尾实体对齐, 提取相应

项目 ID. 并将项目 ID与三元组头实体匹配.
为全面评估推荐算法, 我们在点击率预测与 Top-K

推荐两大场景下开展实验 .  点击率预测中 ,  以 AUC
值和 F1 值衡量算法性能. AUC 值接近 1 表明模型准

确性高, 而 F1 值则平衡了准确率与召回率, 反映算法

的整体效能. 在 Top-K 推荐场景, 通过 Recall@K (K 取

值为{5, 10, 20, 50, 100})评估算法表现, 考察不同情境

下推荐系统的精准度. 
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3.3   对比实验

(1)基线实验

为验证 MCLK-KE 模型的有效性, 我们选取了一

系列基线算法进行对比实验 ,  包括 :  协同过滤模型

(BPRMF[14])、知识感知推荐算法中嵌入法 (Ripple-
Net [ 3 0 ])、基于路径的方法 (PER [ 3 2 ]) 和图神经网络

KGCN[31]、KGAT[10]、KGIN[11]、CG-KGR[33]以及自监

督的模型MCCLK[25]. 以下是对各基线算法的描述.
BPRMF: 结合了贝叶斯个性化排名和因子分解机,

通过矩阵分解学习用户和项目的潜在表示, 提高推荐

准确度.
RippleNet: 通过迭代利用知识图谱中的链接传播

用户偏好, 以此拓展用户的潜在兴趣范围.
PER: 利用元路径特征描绘用户与项目间的关联

路径.
KGCN: 通过迭代聚合节点间的高阶邻域信息, 项

目的特征表示得以增强.
KGAT: 集成注意力网络, 通过量化实体与关系的

重要程度, 为图中的邻域结构和语义信息赋予权重, 进
而聚合形成用户和项目的嵌入表示.

KGIN: 模型针对用户意图建模, 设计了信息聚合

机制, 应用于用户-意图-项目及知识三元组上.

CG-KGR: 模型使用 GNN将协作信号融合为知识

聚合.
MCCLK: 模型利用基于局部语义视图和全局语义

视图的多层次对比学习机制来学习更丰富的特征信息.
(2)实验结果与分析

表 4、图 6 和图 7 展示了点击率预测和 Top-K 推

荐两种实验场景下, MCLK-KE与多种基线模型性能对

比结果. MCLK-KE在 3个不同数据集上 AUC、F1和
Recall@K 指标上均优于大部分基线模型, 表现出优异

的性能. 在 Top-K 推荐场景中, 随着 K 值增加 Recall@K
指标也随之上升. 这是因为 K 值增加意味着推荐列表

容纳更多项目, 从而提高了命中目标项目的机会, 直接

推动 Recall值的提升.
  

表 4    击率预测场景下各模型实验结果对比结果
 

Model
MovieLens-1M Last.FM Book-Crossing
AUC F1 AUC F1 AUC F1

BPRMF 0.892 0 0.792 1 0.756 3 0.701 0 0.658 3 0.611 7
RippleNet 0.919 0 0.842 2 0.776 2 0.702 5 0.721 1 0.647 2

PER 0.712 4 0.667 0 0.641 4 0.603 3 0.604 8 0.572 6
KGCN 0.909 1 0.836 6 0.802 7 0.708 6 0.684 0 0.631 4
KGAT 0.914 0 0.844 0 0.829 4 0.742 5 0.731 4 0.654 4
KGIN 0.919 0 0.844 1 0.848 6 0.760 2 0.727 3 0.661 4

CG-KGR 0.911 0 0.835 9 0.833 6 0.743 3 0.749 8 0.667 8
MCCLK 0.935 1 0.863 1 0.876 3 0.800 8 0.762 5 0.677 7
MCLK-KE 0.937 7 0.867 2 0.878 6 0.800 5 0.735 8 0.674 0
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图 6    各模型在 3个数据集中的 AUC值和 F1值对比

 

在点击率预测任务中, MCLK-KE相较于基于图神

经网络的推荐模型如 KGCN、KGAT、KGIN、CG-

KGR, 在各指标上均有提升. 具体而言, 相较于 KGIN

和 CG-KGR在MovieLens-1M和 Last.FM两个数据集

上, MCLK-KE使 AUC指标分别提高了 2.0%和 3.3%,

F1 指标在 MovieLens-1M、Last.FM、Book-Crossing

这 3 个数据集上分别提升了 2.7%、5.3% 和 0.7%. 这

是因为基于 GNN的模型虽然能学习丰富信息, 但也引

入了噪声, 影响了模型效果. 而MCLK-KE通过知识增

强过滤噪声信息, 关注高相关信号, 改善了推荐性能.

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2025 年 第 34 卷 第 2 期

56 系统建设 System Construction

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


MCLK-KE还通过掩码重建的预训练机制, 增强对重要

信息的关注, 抑制噪声影响, 并利用多层次对比学习平

衡交互信号和知识信号, 生成更强的节点表示, 提升了

推荐算法性能.
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图 7    各模型在 3个数据集中的 Recall@K 值对比

 

相较于传统协同过滤模型 BPRMF, MCLK-KE 及

多数知识感知推荐模型在各项指标上表现出色, 这归

功于它们利用知识图谱, 为用户和项目引入丰富的辅

助信息, 通过挖掘知识图谱中的深层次关联, 有效缓解

信号稀疏与冷启动问题, 提升了推荐性能. 然而, 基于

路径的 PER模型却未见提升, 甚至逊于 BPRMF, 原因

在于现实世界中难以界定用户最优元路径.
通过对数据集特性的分析, 我们发现 MCLK-KE

在 Book-Crossing 数据集上表现略逊于最佳基线模型,
主要归因于该数据集信息质量较高, 直接聚合所有信

息反而更利于性能提升, 且在稀疏数据集上不会显著

增加计算负担. 而在数据更为密集的 MovieLens-1M
和 Last.FM数据集上, MCLK-KE的知识增强机制能够

精挑细选邻居节点信息, 有效剔除无关噪声, 因此展现

出更显著的性能优势. 

3.4   消融实验

通过消融实验, 对比了 MCLK-KE 及其 3 个关键

组件变体在各数据集上的 AUC 和 F1 指标, 以量化这

些组件对整体性能的具体贡献.
(1)算法变体

MCLK-KE w/o MEA: 算法变体禁用基于掩码重构

得到的知识感知编码器.
MCLK-KE w/o Intra: 算法变体在对比学习阶段禁

用图内交互式对比学习模块, 仅保留并执行局部图与

非局部图之间的图间交互式对比学习过程.
MCLK-KE w/o Inter: 算法变体禁用图间交互式对

比学习模块, 对比学习过程仅限于局部图和非局部图

内部的交互学习, 不再进行跨图对比.
(2)实验结果与分析

图 8 展示了 MCLK-KE 与其变体的实验结果, 分
析如下: MCLK-KE的 3个变体 (MCLK-KE w/o MEA、
w/o Intra、w/o Inter) 在各项指标上均有下降, 表明掩

码自编码器预训练、图内对比学习及图间对比学习模

块对性能提升都有贡献. 其中, MCLK-KE w/o MEA表

现最差, 说明知识感知掩码自编码器在增强实体表示

中的核心作用, 尤其是在筛选有效信息和抑制噪声方

面. 多层次对比学习的缺失导致算法变体性能下滑, 验
证了该模块在缓解稀疏性问题和增强用户/项目表示上

的有效性. 此外, MCLK-KE w/o Intra与MCLK-KE w/o
Inter的对比显示, 图间对比学习更有利于性能提升, 表
明了跨图交互的重要性. 

3.5   超参实验

通过超参数实验, 研究网络层数 L 与图内交互式

对比学习权重 α 对算法性能的影响, 并确定了它们的

最优设置.
网络层数 L, 即局部/非局部图中的聚合层数, 对算

法效果至关重要. 在{1, 2, 3}的范围内取 L 的值, 实验

结果如表 5 所示. 分析结果可知, 在 MovieLens-1M、

Last.FM 和 Book-Crossing 数据集上, L 分别取值为 2、
2、1 时, 算法表现最优. 这表明, L 值过小或过大都会

降低算法性能. 聚合层太少无法充分挖掘高阶信息, 而
过多的聚合层又会引入过多的噪声, 两者都不利于提
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升推荐效果.
图内交互式对比权重 α 的影响. 对 α 取{0.1, 0.5, 1,

1.5, 2}进行实验, 结果如图 9、图 10 所示. 结果表明:
α 值会对算法性能产生影响. 尤其 α=1 时, 图内外对比

学习等重, 算法表现最优, 说明图内和图间对比学习具

有同等的重要性. 同时, 无论 α 如何变化, MCLK-KE
始终优于其他基线, 证实了采用多层次交互式对比学

习机制的有效性.
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图 8    各算法变体的 AUC值和 F1值对比

 
 

表 5    L取不同值时结果对比结果
 

L
MovieLens-1M Last.FM Book-Crossing

AUC F1 AUC F1 AUC F1
1 0.924 1 0.855 1 0.848 2 0.789 0.735 8 0.674 0
2 0.937 7 0.867 2 0.878 6 0.800 5 0.731 9 0.670 5
3 0.920 3 0.852 1 0.851 1 0.779 4 0.731 3 0.671 8
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图 9    α 取不同值时 3个数据集中 AUC值对比
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图 10    α 取不同值时 3个数据集中 F1值对比
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4   结论与展望

针对传统的基于对比学习的知识感知传播推荐算

法中存在的高阶特征相关度低、信息利用不平衡以及

噪声引入等问题, 本文提出了多层次图间对比增强的

知识感知传播推荐算法 (MCLK-KE), 此算法由知识增

强、多层次对比学习和多任务训练这 3个模块组成.
算法通过滤除协同信号和知识信号中的噪声信息,

构建增强的知识视图和用户项目交互视图, 进而减少

了后续建模过程中的噪声引入. 引入多层次对比学习

机制, 借助图内交互式对比学习实现对冗余的知识信

号和稀疏的交互信号的平衡利用, 依靠图间交互式对

比学习捕获全局范围内的高相关信息, 增强了高阶特

征的有效建模能力. 采用多任务学习策略, 实现了推荐

预测任务、对比学习任务以及掩码重建任务的联合训

练, 优化了模型性能.
实验结果显示, 与 KGIN 和 CG-KGR 这两个基准

模型相比, MCLK-KE 在 MovieLens-1M、Last.FM 两

个数据集上, AUC指标提升了 2.0%、3.3%; 在Movie-
Lens-1M、Last.FM、Book-Crossing 这 3 个数据集上,
F1指标分别提升了 2.7%、5.3%和 0.7%, 充分验证了

MCLK-KE在提升推荐算法性能方面的有效性.
当前知识感知推荐算法依赖静态知识图谱, 无法

反映实体属性及关系随时间的变化, 因此难以适应实

时性需求高的场景. 下一步考虑利用时态知识图谱与

时间图注意力网络技术, 依据用户的即时反馈动态调

整推荐, 以此优化用户体验.
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