
 

 

基于双粒度序列融合的下一个兴趣点推荐①
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摘　要: 针对现有方法无法有效利用签到信息为用户提供更精准的位置推荐服务的问题, 提出一种基于双粒度序列

融合的下一个兴趣点推荐模型. 首先, 该模型综合考虑了细粒度的时空序列信息和现实生活中天然存在的粗粒度类

别序列信息, 并通过门控循环单元有效捕捉长期依赖关系, 从而丰富签到上下文信息. 然后, 利用提取到的信息将固

定划分签到长序列的“硬”划分方式转变为能有效提取完整局部子序列语义信息的“软”划分方式. 最后, 通过对各局

部子序列的显著信息进行聚合来构建推荐模型. 提出的模型在 Foursquare数据集上召回率、归一化折损累计增益

分别平均提升 9.07%、9.72%, 在 Gowalla数据集上分别平均提升 9.37%、10.24%, 实验结果表明该模型具有更优

的推荐性能.
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Abstract: Existing methods fail to effectively leverage check-in information to provide precise location recommendation
services. To address this problem, this study introduces a novel model for the next point-of-interest (POI)
recommendation based on dual-granularity sequence fusion. Firstly, the model integrates fine-grained spatio-temporal
sequence information with naturally occurring coarse-grained categorical sequence information in real life. It effectively
captures long-term dependency relationships using gated recurrent units to enrich the context of check-ins. Subsequently,
the model uses the extracted information to transform the “hard” segmentation of long sequences into a “soft”
segmentation, enabling the extraction of complete semantic information from local sub-sequences. Finally, the
recommendation model aggregates salient information from each local sub-sequence. Experimental results on the
Foursquare and Gowalla datasets show that the proposed model improves the recall by 9.07% and 9.37%, respectively,
and enhances the normalized discounted cumulative gain by 9.72% and 10.24%, respectively. These results indicate that
the proposed model exhibits superior recommendation performance.
Key words: point-of-interest (POI) recommendation; bi-granular sequence; check-in context; sequence partitioning; 
gated recurrent unit (GRU)

随着可定位电子移动设备的大量普及, 基于位置

的社交网络 (location based social network, LBSN)应用

逐渐走进人们的生活[1], 典型的如 Foursquare、Twitter

等. 用户不仅可以使用智能移动设备签到自己感兴趣
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的地点, 还能与家人或好友分享自己的签到信息. 因而

产生了大量极具个人特色的签到数据, 并引起了学者

们对兴趣点 (point-of-interest, POI)研究领域的关注.
在传统的兴趣点推荐中, 典型的方法是融合用户

的自身偏好、地理位置、社交关系、时间信息等因素

以实现精准的兴趣点推荐. 现有研究考虑的因素越来

越多, 但大多数模型把用户的签到信息按照静态特征

处理. 在实际的生活场景中, 用户的签到行为通常具有

移动性、复杂性、周期性等特征. 此外, 用户的移动行

为很大程度上受其之前签到序列的影响.因此, 众多学

者开始探索下一个兴趣点推荐领域, 并研究用户访问

不同地点之间的顺序关系对推荐下一个兴趣点所产生

的影响.
下一个兴趣点推荐更多地利用签到序列、时间、

地理位置等信息来辅助预测用户下一个可能移动的地

点. 在早期的研究中, 它采用序列推荐任务中的常用方

法进行预测, 如马尔可夫链[2,3]、矩阵分解[3]、度量嵌

入[4]等. 如今, 鉴于注意力机制在序列推荐领域的成功

应用, 双层注意力模型、改进的 Transformer、循环神

经网络 (recurrent neural network, RNN) 及其变体长短

期记忆网络 (long short-term memory, LSTM)等方法被

引入到下一个兴趣点推荐领域中. 尽管这些方法相较

于早期模型能够更有效地提升推荐的准确性, 但仍存

在一些局限: 一方面, 研究者们仅依靠签到长序列本身

的信息对用户移动行为建模, 不注重结合用户轨迹序

列的全局上下文信息. 另一方面, 虽然从签到长序列中

推断出用户的潜在移动模式, 并提取其中丰富的语义

信息十分关键, 但大多数模型忽略了局部子序列完整

信息的重要性.
综上, 本文将签到的全局上下文信息引入下一个

兴趣点推荐研究中, 提出了一种基于双粒度序列融合

的下一个兴趣点推荐模型 DGSF (next point-of-interest
recommendation based on dual-granularity sequence
fusion), 主要贡献如下.

(1) 在细粒度时空序列的基础上, 结合天然存在的

粗粒度类别序列, 对现有用户签到行为建模, 提取序列

全局上下文信息, 获取更丰富的特征表示.
(2) 引入序列“软划分”的概念, 利用全局上下文信

息把需要划分子序列的相关量转变为可预测的参数,
从而实现自适应序列划分, 最终可以获得局部子序列

的完整语义信息.

(3) 提出一种基于双粒度序列融合的算法模型, 学
习序列中更突出、更全面的嵌入表示, 提升推荐的准

确性. 

1   相关工作 

1.1   传统兴趣点推荐

近年来, 由于兴趣点推荐具有广阔的应用前景而

引起了学者们的关注. Ding 等人[5]提出了一种时空距

离度量嵌入模型, 它利用签入时间和地理序列属性有

效捕获用户的特定时间偏好, 进而提升推荐性能. 申晋

祥等人[6]深度提取评论文本中的信息, 同时结合用户偏

好及位置偏好建模, 以此获得更准确的兴趣点推荐. 安
敬民等人[7]通过建模用户社会关系和 POI 地理特征重

构上下文信息模型, 并将其与用户自身偏好模型进行

有效融合, 提升个性化兴趣点推荐的准确性. 王兴源[8]

基于图嵌入的方法提取更深层次的兴趣点及辅助信息,
再利用神经网络建模用户近期偏好建模, 以应对数据

稀疏性和冷启动问题. 

1.2   下一个兴趣点推荐

随着兴趣点研究领域的扩展, 下一个兴趣点推荐

正逐渐成为新的研究热点. Liu 等人[9]结合不同时间间

隔和地理间隔的特异性过渡矩阵捕获时空背景信息,
并利用循环结构捕获周期性的时间上下文, 最终提出

一种新的时空递归神经网络模型 ST-RNN. Luo等人[10]

设计了一种时空双注意力模型 STAN, 该模型充分考

虑位置聚合的时空效应, 并结合时空相关性来学习非

相邻位置和非连续访问之间的规律. Yang等人[11]提出

了一种基于 Transformer的框架, 利用签到顺序转换信

息生成一个全局轨迹流图, 接着将用户短期轨迹、用

户一般偏好、时空上下文融合为最终签到表示以辅助

预测下一个兴趣点. 石美惠等人[12]将全局静态特征和

用户签到之间的顺序依赖相结合来预测用户下一个可

能移动的地点. 

2   问题定义及 GRU模型描述 

2.1   问题定义及相关描述

U = {u1, · · · ,ui, · · · ,u|U |} P = {p1, · · · , p j, · · · , p|P|}
|U |

|P|

和 分

别表示用户和兴趣点集合, 其中 表示用户的数量,
表示兴趣点的数量.

Q = {S u1 ,S u2 , · · · ,S u|U | }用户的签到序列:  表示所有

用户的历史签到序列. 那么, 用户 u 的签到序列表示为
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S u = (csu
t1 , · · · ,csu

tk , · · · ,csu
ti ) csu

ti,  为签到相关因素组成的

多元组, 表示为用户 u 在时间 ti 的一次签到活动.

ti+1 pt+1 ∈ p

DGSF 模型的推荐任务是为用户在下一时刻推荐

其最有可能访问的地点, 即给定用户 u 和其签到序列

Su, 预测用户在 访问的 POI ( ). 

2.2   GRU 模型

门控循环单元 (gated recurrent unit, GRU) 通过门

机制选择性遗忘之前不重要的信息, 最终达到控制信

息流动的目的. 这种特点决定它既可以处理序列中的

长期依赖关系, 也可以及时忽略掉可能对当前输出产

生误导的信息, 进而提高对下一个兴趣点推荐的准确

性及可解释性[13]. 因此, 本文采用 GRU 作为细粒度时

空序列与粗粒度类别序列融合后提取信息的深度学习

模型.
GRU模型的基本计算公式如下:

zt = σ(Wzxxt +Wzhht−1+bz) (1)

rt = σ(Wrxxt +Wrhht−1+br) (2)

h̃ = tanh(Whxxt +Whr(rt ⊙ht−1)+bh) (3)

ht = zt ⊙ h̃t + (1− zt)⊙ht−1 (4)

⊙ σ

zt rt

xt ht−1

h̃t rt ⊙ht−1

rt ht

zt

1− zt

其中,  是哈达玛积运算;  是 Sigmoid激活函数; 更新

门 、重置门 控制每个隐层的信息更新; Wzx、Wzh、

Wrx、Wrh、Whx、Whr 均表示权重系数矩阵; bz、br、

bh 均是偏置参数;  和 分别表示当前时间 t 的输入

向量和上一时间 t–1 的输入向量;  中的 表示

通过重置门 控制上一时间的输入需保留信息量;  的

前半部分通过更新门 控制当前时间输入的信息量, 后
半部分通过 控制上一时间输入的信息量. 

3   算法描述 

3.1   模型框架描述

针对现有模型无法精准为用户进行下一个兴趣点

推荐的问题, 因此本文采取双粒度序列融合的方式进

行推荐. DGSF模型主要包括嵌入层、全局上下文信息

融合层、序列自适应划分层、子序列聚合层及预测层.
其中, 嵌入层将天然存在的粗粒度类别序列及与用户

签到序列密切相关的细粒度时空序列分别转换为对应

嵌入向量; 全局上下文信息融合层将二者的对应向量

输入 GRU中得到融合后的全局上下文信息; 序列自适

应划分层利用前一层得到的信息动态地调整预测变化

中心的偏移距离与子序列偏移长度, 最终降低固定划

分方式所带来的信息损失, 提高对完整语义信息的提

取能力; 子序列聚合层为了突出完整语义信息对用户

行为建模的影响, 采用子序列最大聚合增强相关特征

表示; 预测层最后对下一个签到的兴趣点进行预测.
DGSF的总体框架图如图 1所示.
 
 

粗粒度类别序列 细粒度时空序列

... 签到 POI

e
s

GRU GRU GRU GRU GRU...

scales

offsets

GRU 各
隐藏状态

...

Add & Norm

Softmax

输出

嵌入层

全局上
下文信
息融合
层

序列自
适应划
分层

子序列
聚合层

预测层

Max pooling FC layers

 
图 1    总体框架图

  

3.2   嵌入层 

3.2.1    粗粒度类别序列嵌入

用户类别序列是在语义层面对其历史签到序列的

表示, 它能够揭示用户的移动趋势和行为模式偏好[14].
同时, 类别序列内部的语义相关性程度越高, 则代表用

户做出类似选择的可能性越大. 但是, 需要注意的是这

种相关性具有高度的顺序依赖性、随时空变化性. 例
如, 用户更倾向于从“餐饮”类别转向“运动”类别, 但这

种模式会受到之前访问过的 POI 类别的影响, 从而导

致访问顺序出现变化. 由此可见, 类别信息对于预测用

户下一个要访问的地点具有重要意义.
现有的大多数研究常建立在用户签到地点的细

粒度类别序列上, 例如, 用户 A 的类别序列为“家→公

司→披萨店→羽毛球馆→家”. 然而, 忽略了其中天然

存在的粗粒度类别序列. 因为在本文所使用的数据集

中, 众多用户所访问的地点涉及上百个细粒度类别, 这
种情况使得信息提取较为困难, 不利于提高预测的准

确性. 所以, 本文在此基础上将细粒度类别序列归纳成

更高级别且语义涵盖范围更大的粗粒度类别序列. 此
时, 用户 A 的类别序列将转变为“住宅→办公地→餐

饮→运动→住宅”, 如图 2所示.
Cu =因此 ,  本文将用户 u 的类别序列表示为
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(cu
t1 , · · · ,c

u
tk , · · · ,c

u
ti )

ec
tk

, 序列长度为 i, 其为经过处理过后所

确定的固定值. 最终, 定义在 tk 时刻输入的类别嵌入向

量为 .
 
 

住宅 餐饮办公地 住宅运动

家

公司

披萨店

羽毛
球馆

家

 
图 2    粗粒度类别序列

  

3.2.2    细粒度时空序列嵌入

对于下一个兴趣点推荐的特点而言, 与 POI 最直

接相关的信息即为时间、地理位置信息. 然而, 过去的

推荐研究方法通常将用户访问 POI的时间看作是固定

不变的时间点, 地理位置信息则直接采用 POI 的经

度、纬度来表示. 然而, 固定时间点无法表现用户访问

POI与 POI之间的时间连续性, 这与真实情况相悖. 经
纬度信息虽能精确定位一个 POI, 但忽略了 POI 之间

的关联性, 即距离近的 POI比距离远的 POI更相关, 表
现出较强的地理影响[15].

Ts = (tt1 , · · · , ttk , · · · , tti ) S u

csu
ti csu

t j
t∆i, j = |ti− t j|

et
tk

因此, 本文为了利用用户签到序列的时间背景信

息, 计算用户访问过的每两个兴趣点之间的时间间隔,
用以构建相应的时间间隔嵌入向量. 其中, 用户签到序

列 Su 对应的时间戳序列为 .  内

两地 和 的时间间隔为 . 最终, 定义在

tk 时刻输入的空间间隔嵌入向量为 .

Ds = (dt1 ,

· · · ,dtk , · · · ,dti ) csu
ti csu

t j
d∆i, j =

Haversine(di,d j)

ed
tk

为了利用用户签到序列的空间背景信息, 计算用

户访问过的每两个兴趣点之间的空间间隔, 用以构建

相应的空间间隔嵌入向量. 其中, 两个地点之间距离间

隔 di 可以通过两个地点经纬度坐标的 Haversine 公式

计算得到. 签到序列 Su 对应的地理位置序列为

, Su 内两地 和 的距离间隔为

. 最终, 定义在 tk 时刻输入的空间间隔

嵌入向量为 .
 

3.3   全局上下文信息融合层

用户的访问行为往往具有时空依赖性, 但值得注

意的是, 探索单个 POI 上的时空模式远不如研究融合

类别因素的时空-类别模式清晰和稳定. 因此, 本文将

细粒度时空序列信息与粗粒度类别序列信息进行有效

融合. 鉴于签到序列本身对挖掘移动模式信息的重要

es
tk

影响, 本文还将用户在 tk 时刻输入的签到序列信息的

嵌入向量 也加入其中. 最终经过 GRU基础模型形成

基于双粒度序列融合的全局上下文信息.
计算公式如下:

etk =Wcec
tk +Wtet

tk +Wded
tk +Wses

tk +bG (5)

hu
tk = GRU(etk ,h

u
tk−1

) (6)

GRU(·)
hu

tk−1
(1 ⩽ k ⩽ i)

其中, Wc、Wt、Wd、Ws 分别为对应向量的可学习的权

重, bG 为相应偏置,  是 GRU 基础模型的公式的

集合, 如式 (1)–式 (4)所示.  表示第 ti–1 时

刻的隐藏状态.
(tt1 , · · · , ttk , · · · , tti )

EGAL(u) = (hu
t1 , · · · ,h

u
tk , · · · ,h

u
ti )

最终可得到所有时刻 的所有隐藏

状态 . 

3.4   序列自适应划分层

从局部子序列中提取完整的语义信息为推荐下一

个兴趣点提供了巨大的帮助[16], 然而现有的方法通常

把一段长序列划分为固定大小的子序列, 这种“硬”划
分方式可能会带来两个问题, 从而影响推荐的准确性.
第 1, 可能会捕获到同一用户偏好的不一致信息, 降低

推荐的准确性. 第 2, 序列中不容易捕捉到完整的与用

户常见移动模式相关的局部信息. 例如在工作日, 用户

的签到长序列中可能多次出现家、公司以及公司附近

的餐厅这 3 个签到地点形成的局部子序列, 但序列的

“硬”划分方式可能割裂这 3 个地点的连贯模式, 导致

完整语义信息的丢失. 考虑到这类子序列蕴含的完整

语义信息对用户决策的影响, 从而在工作日用餐时间

为用户推荐公司附近更符合其喜好的餐厅, 而不是更

远处的其他类型的地点.

⌈ L
len

⌉

(ci− len/2,ci+ len/2)

(ci+∆ci−∆leni/2,ci+∆ci+

∆leni/2)

为了清晰、规范地描述“软”划分方法的实现过程,

首先按照传统方法将一段长序列划分成 段不重叠

的子序列[17,18]. 其次, 将长序列 L 中第 i 个子序列的中

点设为 c i ,  且划分后每一段子序列的范围可表示为

. 其次, 根据上一层输出的全局上

下文信息, 本文将围绕变化中心的偏移距离与重新确

定的子序列偏移长度转变为可预测的参数, 并将变化

后每段子序列的范围确定为

, 最终降低“硬”划分方式所带来的信息损失.
基于输入序列的全局上下文信息, 第 i 个子序列

中 ci 与 leni 的变化如式 (7)和式 (8)所示:

∆ci = tanh(Woff · f (EGAL(u)i)) (7)
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∆leni = ReLU(tanh(Wscale · f (EGAL(u)i)+bscale)) (8)

EGAL(u)i

f (·)

其中, Woff、Wscale、bscale 分别为控制中心坐标偏移权

重、有效移动距离的权重和移动偏置, 它们可以用来

更新子序列的位置.  是经过上下文层得到的

第 i 个子序列的矩阵表示.  表示从子序列表示中学

习偏移量和长度的特征提取器.

{â[x j], j = 1,2, · · · ,n}

综上, 理论上得到了符合预期的变长子序列. 但在

实现过程中仍然存在两个必须要解决的问题: (1) 多个

变长序列的编码难以实现且预测的活动中心坐标表示

大概率不是整数. (2)如何把得到的序列合理表示出来.
为了解决问题 (1), 本文采取均匀采样策略, 利用大量

的采样数据推断出最接近划分长度的定长序列, 并选

择线性插值以及最邻近采样的方法来调整坐标表示.
为了解决问题 (2) ,  本文将调整后的采样点表示为

, 最终得到的序列表示如下所示:

ELP(u)i =Concat
([

â[x1]; â[x2]; · · · ; â[xn]
])

(9)
 

3.5   子序列聚合层

为了加强每一段子序列中的每个签到地点所表示

的语义信息对用户移动行为建模的影响, 同时精确构

建用户偏好表示, 本文对子序列进行最大池化聚合, 计
算公式如式 (10)所示:

E(S )i = Aggregate(ELP(u)i) (10)

E(S )

最后, 为了解决训练过程不稳定与模型过拟合等

问题, 本文在计算后加入前馈神经网络, 以及 dropout
正则化等技术, 得到聚合后的最终输出序列的整体表

示 . 

3.6   预测层

E(S )

为了预测下一个签到的兴趣点, 本文需要获得用

户个性化移动的特征表示, 即第 3.5 节中得到的 ,
在预测层中表示为 Uu. 本文直接使用 Softmax 函数将

输出转换为可预测的概率, 其公式表达如下:

ŷu = Softmax(UuWPre) (11)

ŷu其中, WPre 是可学习的权重矩阵,  是用户 u 访问下一

个兴趣点的预测分数的集合.
最后 ,  本文使用交叉熵损失函数来量化模型的

POI预测任务的误差:

Loss = −
∑

S u∈S Train

∑
j∈P

log(1− ŷu, j)+ log ŷu,i

 (12)

S Train其中,  代表用户签到轨迹序列的训练集, 而 P 则

表示所有 POI签到地点的集合. 

4   实验与分析 

4.1   数据集

为了验证基于双粒度序列融合的下一个兴趣点推

荐模型的有效性, 本文在 Foursquare 和 Gowalla 两个

公开数据集上进行实验. Foursquare数据集中包含了用

户在纽约的移动签到数据. Gowalla数据集收集了用户

在加州和内华达州进行签到的移动数据. 经过处理后

的两个数据集均包含用户 ID、POI ID、POI粗粒度类

别、签到地点的经纬度以及时间戳等信息.
本文在实验开始前对数据集进行预处理, 首先是

在每个数据集中剔除掉签到次数小于 10 次的用户及

其 POI 相关信息; 接着本文考虑到编码不等长序列的

复杂程度, 对不同长度的签到序列统一进行处理. 最后

为了模拟真实世界的下一个 POI 推荐场景, 按时间顺

序对每个用户的签到进行排序, 并将数据集分为训练

集 (80%)、验证集 (10%)和测试集 (10%). 

4.2   评价指标

为了评估推荐 DGSF 模型的性能优劣, 本文使用

召回率 Recall 和归一化折损累计增益 NDCG 作为评

价指标. 这两个评价指标被广泛应用于下一个兴趣点

推荐的研究领域中.

∈
(1) 召回率 (Recall@K), 衡量模型推荐结果中正确

识别用户访问占将访问兴趣点的比例, K {5, 10}.

∈

(2) 归一化折损累计增益 (NDCG@K), 通过给排名

靠前的命中分配更高的权重来进一步强调命中的位置,
K {5, 10}. 计算公式如下所示:

DCG@K = rrel,1+

n∑
y=2

rrel,y

log2y
(13)

NDCG@K =
DCG@K
IDCG@K

(14)

rrel,y

其中, IDCG@K 是当推荐的 POI 被排在理想位置时的

DCG@K 值.  是指排名在第 y 位的结果的相关性.
NDCG@K 的范围是 0–1, 数值越大意味着推荐结果越好. 

4.3   实验环境及参数设置

本文实验是在 Intel Xeon E5-2667 v4 CPU 以及

NVIDIA RTX 3070 GPU 的硬件基础平台上, 使用

Python 3.9.16 及 PyTorch 1.10.0 学习框架实现. 同时,
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将模型的丢弃率 dropout设为 0.2, 学习率采取与文献[19]
中相同的动态调整方法, 隐藏维度 hidden size 设为

128, 并且使用 Adam优化器优化模型的相关参数. 

4.4   对比模型

本文将提出的基于双粒度序列融合的下一个兴趣

点推荐模型与以下 7 个典型模型进行对比, 对比结果

如图 3、图 4所示.
  

0.4
FPMC
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Time-LSTM
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STSASP
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(a) Recall

(b) NDCG 
图 3    在 Foursquare数据集上的性能比较

 

(1) FPMC[3]: 扩展 BPR框架, 将用户偏好与马尔可

夫链结合起来.
(2) ST-RNN[9]: 该方法考虑每一层 RNN 中的时空

背景, 利用时间特异性转移矩阵和距离特异性转移矩

阵分别表征连续时间间隔的动态性和距离地理特性.
(3) Time-LSTM[20]: 提出 LSTM 的一种新变体, 设

计时间门和距离门来捕获签到之间的时空间隔信息.
(4) STGN[21]: 利用时空门控网络扩展了 LSTM 的

门控机制, 通过 4 个时空门来捕捉用户的长期和短期

的空间、时间偏好.
(5) TADSAM[22]: 使用扩展的自关注机制来处理复

杂的用户签到记录, 并在考虑时间影响的基础上采用

个性化的权重计算方法挖掘用户签到行为中蕴含的时

间模式信息.
(6) MPGI[23]: 针对用户的长短期偏好建模, 设计了

一种 POI 关联建模层, 并将高度相关的 POI 与目标

POI相融合, 以动态选择签到轨迹中最有价值的信息.
(7) STSASP[24]: 该模型将时空网络与自注意力机

制结合, 通过签到地点与候选地点的时空信息为用户

推荐感兴趣的地点序列.
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(a) Recall

(b) NDCG 
图 4    在 Gowalla数据集上的性能比较

 

从图 3、图 4 中的对比数据可见 ,  本文提出的

DGSF 模型在两个数据集的相关指标均高于所对比基

线模型. 在 Foursquare 数据集上, 与最佳基线 STSASP
相比, Recall@5、Recall@10 分别提升了 11.26%、

6.88%, NDCG@5、NDCG@10 分别提升了 8.53%、

10.91%. 同时, 在另一个数据集 Gowalla上, Recall@5、
Recall@10 分别提升了 12.61%、6.14%, NDCG@5、
NDCG@10分别提升了 12.95%、7.54%. 此外, 基于非

神经网络的模型 FPMC的各项指标均低于基于神经网
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络的模型. 由此可见, 神经网络模型对序列建模能力有

显著提升 .  而基于 RNN 变体的模型 (Time-LSTM、

STGN、STSASP) 指标表现比基于 RNN 模型的更好.
因此, RNN 的变体普遍在长序列建模方面优于 RNN,
并且对整个签到序列的建模能力更优秀. 其中, 嵌入至

少一种时空信息模型 (ST-RNN、Time-LSTM、STGN、
TADSAM、MPGI、STSASP) 的指标表现低于本文提

出的模型, 这原因可能是本模型在考虑时空信息的基

础上还引入了粗粒度类别信息, 证明丰富的签到上下文

信息能对用户的移动行为进行更全面、更准确地建模. 

4.5   消融实验

为了验证本文提出的模型的各个组件的有效性,
因此主要将 3 种变体与整体模型的结果进行对比, 结
果如表 1所示.

 
 

表 1    变体与整体模型对比结果
 

变体
Foursquare Gowalla

Recall@5 Recall@10 NDCG@5 NDCG@10 Recall@5 Recall@10 NDCG@5 NDCG@10
DGSF-c 0.221 5 0.337 1 0.172 3 0.197 7 0.182 8 0.268 9 0.135 4 0.156 1
DGSF-st 0.123 6 0.214 5 0.087 3 0.113 2 0.097 5 0.173 8 0.082 1 0.105 6
DGSF-ss 0.172 1 0.271 2 0.137 5 0.164 1 0.131 7 0.210 3 0.113 2 0.137 9
DGSF 0.248 9 0.358 7 0.197 2 0.224 6 0.217 8 0.283 5 0.176 1 0.195 3

 

(1) DGSF-c: 在模型构建时, 忽略粗粒度类别序列,
故不涉及双粒度序列信息的融合.

(2) DGSF-st: 在模型构建时, 忽略细粒度时空序列,
故不涉及双粒度序列信息的融合.

(3) DGSF-ss: 在模型构建时, 忽略序列的自适应划

分和子序列聚合, 采取固定划分方式提取序列信息.
表 1展示了本文提出的模型 DGSF以及几种变体

的性能差异, 同样采用 Recall 与 NDCG 作为评价指标

进行评估. 从实验数据中可以观察到: 在两个数据集上,
本文所提出模型的推荐性能均高于所提出的 3种变体.
其中, DGSF-c 忽略粗粒度类别信息后, 性能指标虽不

如 DGSF, 但相对接近. 这是因为粗粒度类别序列是作

为辅助信息融入全局上下文签到信息中的, 粗粒度类

别序列本身可挖掘的信息量与细粒度时空序列的相比

也存在差距, 因此模型性能最接近 DGSF. DGSF-st 忽
略用户签到的细粒度时空序列信息, 导致性能急剧下

降, 从而导致之后所设计的模块最大限度地发挥作用,
这充分表明时空上下文信息与下一个兴趣点推荐任务

息息相关, 利用时空信息能提升模型的推荐性能. 而
DGSF-ss忽略序列的自适应划分和相关子序列的聚合,
性能也出现一定程度的下降, 这表明这部分组件能充

分学习用户签到长序列中所蕴含的更丰富的语义信息. 

4.6   不同超参数对性能的影响及分析

子序列初始长度、嵌入维度是本模型中两个至关

重要的参数, 能够明显影响模型的性能表现. 本文将在

两个数据集上对这两个参数进行实验, 以此探究对模

型性能产生的影响. 

4.6.1    子序列初始长度

本文为探究初始设置的不同子序列长度对模型产

生的影响, 故将子序列的初始长度 s 在{2, 4, 6, 8, 10,

12}中进行取值, 实验结果如图 5所示.
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图 5    DGSF在不同初始长度 s 下的性能变化
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图 5 显示了模型性能会随着 s 的增大, 先上升后

下降. 可见, 子序列初始长度过短将无法提取子序列中

蕴含的完整语义信息; 子序列初始长度过长则可能导

致模型处理数据的成本上升且引入不必要的噪声, 从
而带来性能上的下降. 实验结果显示, 在达到最优值之

前, 增加 s 的值, 可以使模型取得更好的效果. 其中, 在
s 的值取 6时, 效果最好. 所以, 本文默认将子序列的初

始长度设为 6. 

4.6.2    嵌入维度

本文将全局上下文信息融合层中的粗粒度类别序

列模块与细粒度时空序列模块中的嵌入维度 d 的大小

进行统一, 并在{16, 32, 64, 96, 128}中取值进行实验,
实验结果如图 6所示.
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图 6    DGSF在不同嵌入维度 d 下的性能变化

 

图 6 显示了嵌入维度 d 较小时, 模型性能表现较

差. 随着 d 的逐步增加, 模型的推荐性能急剧上升, 之
后逐渐趋于稳定. 出现此现象的原因, 可能是初始设置

的嵌入维度 d 过小, 提取信息特征的能力较弱, 从而导

致推荐效果不佳. 随着嵌入维度 d 变大, 模型表达能力

加强, 拥有更优的学习能力, 从而效果更好. 但随着 d
的增大, 综合考虑模型性能增益多少与时间成本、计

算资源消耗之间的冲突问题, 最终, 本文默认嵌入维度

d 的大小取 64. 

5   结论与展望

本文提出一种基于双粒度序列融合的下一个兴趣

点推荐方法 DGSF. 首先, 该方法通过结合粗、细两种

粒度序列信息对用户签到行为进行建模, 有效提取全

局上下文信息. 接着, 根据此信息对签到长序列进行

“软划分”, 获得序列中蕴含的更加丰富的语义信息, 在
一定程度上提升了“硬划分”方式带来的信息损失.最
后, 对划分后的子序列信息进行有效聚合, 进一步突出

有效信息, 实现下一个兴趣点的推荐. 在两个真实数据

集上进行实验的结果显示, 该模型在 Recall 与 NDCG
两个指标上均取得了较好的推荐效果.

在下一步的研究工作中, 本文将考虑加入与兴趣

点签到相关的其他辅助信息, 例如用户社交关系、兴

趣点实时热点和个性化评论信息等. 基于更加丰富的

签到全局上下文信息有助于进一步对用户签到行为建

模, 从而可以最大限度准确预测用户下一步访问的兴

趣点.
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