
 

 

融合注意力和多尺度特征的街景图像语义分割①
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摘　要: 为了解决在街道场景图像语义分割任务中传统 U-Net网络在多尺度类别下目标分割的准确率较低和图像

上下文特征的关联性较差等问题, 提出一种改进 U-Net 的语义分割网络 AS-UNet, 实现对街道场景图像的精确分

割. 首先, 在 U-Net网络中融入空间通道挤压激励 (spatial and channel squeeze & excitation block, scSE)注意力机制

模块, 在通道和空间两个维度来引导卷积神经网络关注与分割任务相关的语义类别, 以提取更多有效的语义信息;
其次, 为了获取图像的全局上下文信息, 聚合多尺度特征图来进行特征增强, 将空洞空间金字塔池化 (atrous spatial
pyramid pooling, ASPP)多尺度特征融合模块嵌入到 U-Net网络中; 最后, 通过组合使用交叉熵损失函数和 Dice损
失函数来解决街道场景目标类别不平衡的问题, 进一步提升分割的准确性.实验结果表明, 在街道场景 Cityscapes
数据集和 CamVid数据集上 AS-UNet网络模型的平均交并比 (mean intersection over union, MIoU)相较于传统 U-Net
网络分别提高了 3.9%和 3.0%, 改进的网络模型显著提升了对街道场景图像的分割效果.
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Semantic Segmentation of Street View Image Based on Attention and Multi-scale Features
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Abstract: This study aims to solve the problems faced by traditional U-Net network in the semantic segmentation task of
street scene images, such as the low accuracy of object segmentation under multi-scale categories and the poor correlation
of image context features. To this end, it proposes an improved U-Net semantic segmentation network AS-UNet to
achieve accurate segmentation of street scene images. Firstly, the spatial and channel squeeze & excitation block (scSE)
attention mechanism module is integrated into the U-Net network to guide the convolutional neural network to focus on
semantic categories related to segmentation tasks in both channel and space dimensions, to extract more effective
semantic information. Secondly, to obtain the global context information of the image, the multi-scale feature map is
aggregated for feature enhancement, and the atrous spatial pyramid pooling (ASPP) multi-scale feature fusion module is
embedded into the U-Net network. Finally, the cross-entropy loss function and Dice loss function are combined to solve
the problem of unbalanced target categories in street scenes, and the accuracy of segmentation is further improved. The
experimental results show that the mean intersection over union (MIoU) of the AS-UNet network model in the Cityscapes
and CamVid datasets increases by 3.9% and 3.0%, respectively, compared with the traditional U-Net network. The
improved network model significantly improves the segmentation effect of street scene images.
Key words: image semantic segmentation; street scene; U-Net; attention mechanism; multi-scale feature fusion
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街道场景图像语义分割[1]的准确性和处理速度对

于自动驾驶[2]具有重要意义. 传统图像分割技术如边缘

检测分割法[3]、区域分割法[4]、阈值分割法[5]等只能从

图像中获取低级的语义信息, 存在无法划分多语义类

别且分割精度低等缺陷.
近年来, 深度学习方法在图像语义分割任务中的

应用使得图像分割的准确性得到较大提升. 2015 年,
Long等[6]提出全卷积网络 (fully convolutional network,
FCN), 该网络采用卷积层代替全连接层, 实现了端到端

的预测, 在语义分割领域产生了重要影响. 为了解决 FCN
在分割结果精细度和边界连续性等方面存在的问题,
Badrinarayanan 等[7]在 FCN 的基础上提出 SegNet, 该
网络采用编解码结构, 其中编码网络部分用于提取图

像的特征, 解码网络部分用于提取图像特征并恢复图

像维度, 该网络可以在尽可能减少信息损失的前提下

完成同尺度的输入输出. U-Net网络也是一种经典的编

解码结构, 该网络是由 Ronneberger 等[8]提出. 传统的

编解码网络结构在下采样操作时容易失去图像的细节

信息, 从而导致分割结果的边界模糊和细节丢失. 为了

克服这个问题, U-Net 网络采用了对称的“U 型”结构,
并借助跳跃连接将不同层级的特征进行融合. U-Net网
络最初被广泛用于医学图像分割任务, 之后在 U-Net
网络基础上进行了一系列改进措施. 例如 U-Net++[9]引
入了密集跳跃连接结构, 实现了更好的上下文感知能

力, 但是没有关注关键特征信息, 并且对于街道场景语

义分割来说模型的计算量过大. Attention U-Net[10]引入

了注意力机制, 关注图像中关键区域的目标, 提高了分

割结果的质量, 但是对浅层特征信息的提取较少.
ASPP模块和 scSE模块在聚合图像多尺度特征方

面和关注图像关键区域特征信息方面具有很好的效果.
注重捕捉图像的上下文信息有助于获得高质量的分割

结果, 许多方法采用了扩大感受野或融合不同层次的

上下文信息来提升网络的准确性. Zhao 等[11]引入了

PSPNet, 该网络利用金字塔池化模块 (pyramid pooling
module, PPM)来提取目标图像的全局信息. Chen等[12–15]

通过引入空洞卷积[16], 提出 DeepLab结构的几种变体,
通过使用 ASPP 模块, 可以对输入的特征图进行并行

采样, 以获取不同尺度的图像上下文信息. 在卷积神经

网络中引入注意力机制可以使网络学习到图像中需要

关注的区域, 从而增强了卷积特征表达, 获取更多的全

局上下文信息. Woo 等[17]提出了 CBAM 注意力模块,

该模块由通道和空间两个注意力子模块串行组合构成,
能够增强网络对有用特征的关注. SENet是由 Hu等[18]

提出, 该网络利用通道注意力机制来学习每个通道的

权重, 并将这些权重应用于对特征图的调整. Roy等[19]

提出了基于 SE 模块的 3 种变体: sSE 模块、cSE 模块

以及将两者并行加和构成的 scSE 模块, 其中 scSE 模

块通过构建空间注意力和通道注意力两个子模块, 综
合信息以获得更全面可靠的注意力信息, 通过实验验

证该模块能够对图像语义分割准确率带来较大提升.
并且与 CBAM注意力机制相比, scSE注意力机制的计

算量较少, 能够加快网络的推理速度, 更适用于街道场

景图像语义分割的应用环境.
传统 U-Net网络适用于目标单一和目标尺寸较小

的图像, 而对于目标种类较多且目标尺度变化较大的

街道场景图像, 它不能提供足够的特征来支持精确的

图像语义分割, 因此本文提出一种基于改进 U-Net 网
络的 AS-UNet 网络模型. 针对街道场景图像目标种类

较多而导致目标分割率低的问题, 通过将 scSE注意力

机制模块融入编解码器的卷积层, 模型可以同时利用

通道注意力机制和空间注意力机制, 以增强对关键目

标特征信息的获取能力; 针对街道场景图像目标尺度

变化较大而导致上下文特征信息关联性较差的问题,
模型采用 ASPP 多尺度特征融合模块将不同尺度目标

的信息进行融合从而增强语义信息; 针对街道场景图

像目标类别不平衡的问题, 在训练阶段, 引入了交叉熵

损失和 Dice 损失两者结合的组合损失函数, 进一步提

升分割的效果. 

1   网络结构 

1.1   传统 U-Net 网络

U-Net网络模型结构图如图 1所示.
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图 1    U-Net网络模型结构图

 

U-Net 网络主要包含 2 个部分: 左侧下采样的过

程, 可称为编码器结构, 是模型深化的过程; 右侧上采
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2×2

3×3

1×1

样的过程可以称为解码器结构, 它是图像分辨率恢复

的过程. 编码器中的每个下采样模块通过两次 卷

积和一次 的最大池化来实现, 特征图每经过一次

下采样操作, 通道数翻倍, 同时特征图尺寸减半; 解码

器中的每个上采样模块通过一次 反卷积和两次

卷积来实现, 特征图每经过一次上采样操作, 特征

图尺寸翻倍, 同时通道数减半, 然后在通道维度上将编

解码器之间的特征图进行拼接, 最后通过 卷积输

出分割图. 

1.2   本文提出的 AS-UNet 网络

针对传统 U-Net网络在处理街道场景图像分割任

务时分割的准确率较低和图像上下文的关联性较差等

问题, 本文在 U-Net 网络的基础上提出了 AS-UNet 网
络模型. AS-UNet 网络模型相对于传统 U-Net 网络融

入了 scSE 注意力机制模块和 ASPP 多尺度特征融合

模块, 从而提升网络分割精度. scSE注意力机制模块注

重上下文特征的联系, 可捕获更多的特定信息, 增加分

割精度; ASPP 多尺度特征融合模块注重扩大感受野,
通过不同程度的池化级别来解决分割目标大小不均的

问题.

3×3

1×1

AS-UNet 网络模型结构如图 2 所示, 该网络模型

采用了 5 层“U 型”的编解码结构. 与传统的 U-Net 网
络不同, 首先, 该网络在编码器和解码器的每个下采样

模块和上采样模块的 卷积层后嵌入 scSE 注意力

机制模块, 经过卷积提取的特征图通过该模块可以在

通道和空间两个维度引导卷积神经网络关注与分割任

务相关的语义类别, 以提取更多有效的语义信息; 其次,
经过多次下采样操作后, 编码器提取的特征图中包含

丰富的语义信息, 这些特征图经过 ASPP 模块处理, 利
用不同扩张率的空洞卷积, 生成多个具有不同尺度感

受野的特征图, 从而有效地捕获多尺度特征; 在解码器

的每个上采样阶段, 进行了特征图的融合操作, 将其与

编码器阶段的特征图进行融合, 将低层的语义信息再

次应用于分割任务中, 最后通过 卷积输出分割图.
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图 2    AS-UNet网络模型结构图

 
 

1.3   AS-UNet 中的 scSE 模块

AS-UNet 中的 scSE 模块用于解决传统 U-Net 网
络在提取特征的过程中不能关注图像关键区域的特征

信息的问题. 为了适用于街道场景图像目标种类较多

的应用环境, 本文使用 scSE注意力机制模块对编解码

器中经过卷积层输出的特征图进行特征的重标定, 以
建立带有注意力机制的特征关联, 从而获取更丰富的

全局上下文信息. scSE 注意力机制模块具备同时作用

于空间和通道的双重特性, 由 sSE 模块和 cSE 模块以

并行加和的形式组成, 其执行过程如图 3所示.
U在输入特征图 的基础上分别提取空间和通道间的

关键性程度, 并对两个分支提取的特征进行加和, 如式 (1):

ÛscSE = ÛcSE+ ÛsSE (1)

在此基础上, 对有着重要通道和空间特征的子特

征图赋予了较高的激活值, 从而使得网络能够学习到

重要的特征信息.
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图 3    scSE模块结构图

 

U = [u1,1,

u1,2, · · · ,ui, j, · · · ,uH,W ] ui, j

U

q

sSE模块通过对特征图的通道特征进行压缩, 实现

对各个尺度上的重要空间特征的学习, 并获得一组空

间权重参数. 这些参数在空间位置上与输入特征相乘,
从而在空间层面上对特征信息进行重标定. sSE模块的

操作过程如图 4 所示 ,  输入特征图假定为

, 其中 表示在坐标为 (i, j) 处的

全部通道特征. 首先, 对特征图 进行通道压缩后输出

特征图 :

q = Vsq ∗U (2)

q H×W ×1

Vsq 1×1×C

其中, *表示卷积运算,  表示尺寸为 的输出特

征图,  表示尺寸为 的卷积核.
  

H

W

C

U

σ(q)

σ(·)

Spatially recalibrate

UsSE

 
图 4    sSE模块结构图

 

q

σ(qi, j)

然后, 用 Sigmoid 归一化处理特征图 , 把输出的

结果值乘以输入特征中每个对应的空间位置, 最终得

出了位置为 (i, j) 的空间信息重要性因子 , 用以

提高任务相关空间位置的比重.

U H×W ×C

U

cSE 模块的操作过程如图 5 所示. 首先, 对特征图

(尺寸大小为 ) 进行全局的平均池化运算,
将特征图 的空间全局特征嵌入至向量空间 z. 其中第

k 个通道的值为:

zk =
1

H×W

∑H

i=1

∑W

j=1
uk(i, j) (3)

zk

U

uk U

其中,  表示第 k 个通道经过全局平均池化后的值, i、
j 分别为特征图 的第 k 个通道特征图的横、纵坐标

参数,  为特征图 的第 k 个通道的特征值.
Q1

1×1×
C/2 Q2

1×1×C uk σ(ẑk) ẑ

接下来, 将得到的特征 z 经过第 1 个全连接层

后进行一次 ReLU函数激活, 此时特征维度变为

, 然后再经过第 2 个全连接层 , 对输入特征图采

用 Sigmoid 函数进行归一化处理, 将特征维度恢复至

, 得到第 k 个通道 的学习权重 , 其中 的

值为:

ẑ = Q2(δ(Q1(z)) (4)

δ(·) σ(·)其中,  表示 ReLU激活函数,  表示 Sigmoid函数.
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C C
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2 ×1×1
C×1×1
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C

2

UcSE

Channel-wise recalibrate

z σ(z)

 
图 5    cSE模块结构图

 

σ(ẑ) U

最后, 对初始输入的特征图重新分配通道权重, 通
过将向量空间 与特征图 相乘得到信息校准过的

特征图, 实现对通道特征重要性的重新校准. 

1.4   AS-UNet 中的 ASPP 模块

为了适用于街道场景图像目标尺度变化较大的应

用环境, AS-UNet中的 ASPP模块用于解决传统 U-Net
网络对图像上下文特征关联性较差的问题, 因此本文

在编码器末端嵌入 ASPP 多尺度特征融合模块, 特征

图通过 ASPP 多尺度特征融合模块后生成多个含有不

同尺度感受野的特征图, 从而实现对多尺度特征的捕

获. ASPP多尺度特征融合模块是在空洞卷积的理论基

础上, 通过并行使用多个不同扩张率的空洞卷积, 对网

络中单尺度提取的特征图信息进行重采样, 这些重采

样后的特征图被融合在一起, 生成了最终的结果. 这种

方式能够增加网络对不同尺度特征的感知能力, 提高

特征提取的多样性.

1×1

空洞空间金字塔池化模块示意图如图 6 所示, 该
模块是由 1 个 卷积层、3 个空洞卷积层和 1 个池

化层所组成.
  

1×1 Conv

3×3 Conv

3×3 Conv

3×3 Conv

Image
pooling

Feature
map

1×1 Conv

rate: 6

rate: 12

rate: 18

 
图 6    空洞空间金字塔池化模块结构图

 

1×1第 1 个分支对从主干网络提取的特征图进行

卷积核处理, 以调整通道数量; 第 2–4个分支采用了不

同扩张率 (分别为 6、12、18) 的卷积核, 用于提取不

同尺度的特征; 第 5 个分支使用全局平均池化进行下

采样, 然后利用双线性插值方法将图像上采样, 使其达
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到与其他分支相同的分辨率. 最后将以上 5 个分支所

提取的特征叠加在一起, 以获得融合多尺度语义信息

的特征层. 这样的设计能够有效地提升模型在多尺度

任务上的性能. 

1.5   组合损失函数

损失函数是训练过程中最重要的环节之一, 损失

函数的好坏可以影响网络模型的整体性能. 语义分割

常采用交叉熵损失函数, 但当目标类别不平衡时, 会导

致网络模型的分割性能较差. 为了适用于街道场景图

像目标类别不平衡的应用环境, 本文采用了交叉熵损

失函数和 Dice损失函数两者结合的组合损失函数.
交叉熵损失函数用来评价模型的预测结果与真实

标签之间的差异, 计算公式如下:

LCE = −
∑

i

yi log ŷi (5)

yi ŷi其中,  表示真是标签,  表示预测结果.
Dice 损失函数用来计算模型的预测值和真实值的

相似度, 计算公式如下:

LDice = 1− 2|X∩Y |
|X|+ |Y | (6)

|X+Y | |X| |Y |其中,  表示交集元素个数,  ,  分别表示其元

素个数.
将交叉熵损失函数和 Dice 损失函数两者结合的

损失函数作为本文新的损失函数, 计算公式如下:

LTotal = LCE+LDice (7)
 

2   实验与分析 

2.1   实验数据集与实验环境 

2.1.1    实验数据集

在本文实验中, 使用 Cityscapes数据集和 CamVid
数据集对网络模型进行结果分析和比较.

1024×2048

Cityscapes 数据集是一个大型城市街道场景数据

集, 其中包括 5 000 张精细标注的图像, 图像分辨率为

, 包含训练图 2 975张、验证图 500张和测

试图 1 525 张, 本文选用其中 19 个目标类别进行训练

和评估.

720×960

CamVid 数据集是一个以驾驶汽车角度来看的街

道场景数据集, 其中包括 701 张图像, 图像分辨率为

, 包含训练图 367 张、验证图 101 张和测试

图 233 张, 本文选用其中 11 个目标类别进行训练和

评估. 

2.1.2    实验环境

本文实验在 Ubuntu 18.04的操作系统下使用当前

主流的深度学习框架 PyTorch 1.7.0, 利用 Python 3.8编
程语言构建网络框架模型. CPU选用的型号为 Intel(R)
Xeon(R) Platinum 8350C CPU @ 2.60 GHz, 硬件配置

GPU显卡版本为 Nvidia RTX 3090和显存为 24 GB的

设备上进行, 同时使用了计算框架 CUDA 11.0和 GPU
加速库 cuDNN进行高性能的并行计算. 

2.2   训练过程及分析 

2.2.1    数据集预处理

1024×2048

512×1024

720×960

352×480

由于 Cityscapes 数据集和 CamVid 数据集存在数

据量有限和类别不平衡等问题, 为了提高训练数据的

多样性以及网络模型的鲁棒性, 在训练过程中对其进

行了预处理. 这些预处理方法包括了随机裁剪、随机

缩放以及镜像翻转等数据增强技术的使用. 首先, 对原

始尺寸为 像素的 Cityscapes 数据集进行了

随机裁剪操作, 使其尺寸调整为 像素. 同样

地, 对于原始尺寸为 像素的 CamVid 数据集,
也进行随机裁剪操作, 将其尺寸调整为 像素;
然后对两个数据集随机使用 (0.75, 1.00, 1.25, 1.50,
1.75, 2.00)中的数值, 将图像转换至不同的尺寸输入到

网络中训练; 最后再将两个数据集进行水平翻转来进

行数据增强. 模型训练时采用的训练数据是 Cityscapes
和 CamVid 的 train+val 数据集, 测试时 Cityscapes 采
用 val数据集, CamVid采用 test数据集. 

2.2.2    训练优化策略

当使用 Cityscapes 数据集和 CamVid 数据集进行

实验时, 训练过程首先使用 warmup 预热策略, 然后再

使用 Poly策略来对学习率大小进行动态化调整. warmup
预热策略在前 10 个 epoch 训练时, 模型学习率会由初

始值逐渐变大, 训练 10 个 epoch 后, 学习率达到预先

设置的值之后, 再使用 Poly 策略使学习率随着 epoch
不断迭代而逐渐衰减. Poly策略公式为:

lr = base_lr×
(
1− iter

max_iter

)power

(8)

lr base_lr

max_iter

power = 0.9

其中,  表示当前学习率,  表示初始学习率, iter
表示当前迭代次数 ,   表示总迭代次数 ,  动量

.
通过采用 warmup预热策略, 可以使模型在训练初
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期使用较小的学习率, 经过一定数量的迭代次数后, 模
型逐渐达到稳定状态, 然后会切换至预定的学习率进

行进一步的训练. 这种方法有效地实现了预热学习率

的效果, 避免了模型震荡, 同时也让网络的收敛速度更

快, 从而提升了网络模型的性能. 

2.2.3    训练过程参数设置及分析

当使用 CamVid 数据集进行实验时, 采用 Adam
优化器调整网络参数, 损失函数采用交叉熵损失与 Dice
损失两者结合的组合损失函数.

当使用 Cityscapes 数据集进行实验时, 采用 SGD
优化器调整网络参数, 损失函数采用交叉熵损失与 Dice
损失两者结合的组合损失函数. 实验其他部分的参数

设置如表 1所示.
 
 

表 1    实验参数设置
 

参数 Cityscapes CamVid
输入尺寸 512×1024 352×480

优化器 SGD Adam
损失函数 CE+Dice loss CE+Dice loss
Batch size 8 8
学习率 5×10−2 5×10−4

Epoch 500 500
  

2.3   实验评价指标

本文采用的评价指标为交并比 (intersection over un-
ion, IoU)、平均交并比 (mean intersection over union,
MIoU)、每秒处理帧数 (frames per second, FPS) 以及

网络模型总参数量 (parameters).
IoU 和 MIoU 用于评估模型分割性能, 两者的值越

大代表分割的结果越好. IoU 表示标签真实值和模型预

测值交集和并集的比值; MIoU 表示所有类别标签真实

值和模型预测值交集和并集的比值的平均值. IoU 和

MIoU 的计算公式如下:

IoU=
pi j

k∑
j=0

pi j+

k∑
j=0

(p ji− pii)

(9)

MIoU=
1

k+1

k∑
i=0

pi j

k∑
j=0

pi j+

k∑
j=0

(p ji− pii)

(10)

k pii

pi j

其中,  表示类别数量,  表示预测正确的像素个数,
表示预测错误的像素个数.

FPS 用于评价模型分割速度, 计算公式如下:

FPS =
N

N∑
i=1

T j

(11)

N T j其中,  表示图像数量,  表示模型处理第 j 幅图像的

时间.
Parameters是计算模型总的可训练参数量, 主要用

来评估模型的空间复杂度. 

2.4   实验结果与分析 

2.4.1    不同损失函数对比

为了验证交叉熵损失和 Dice 损失两者结合的组

合损失函数对 AS-UNet 改进网络模型性能的贡献, 在

Cityscapes 和 CamVid 数据集上对比了常用的交叉熵

损失 (CE) 与本文组合损失函数 (CE+Dice loss), 实验

结果如表 2 所示. 可以看出, 采用组合损失函数后 AS-

UNet网络模型的平均交并比在 Cityscapes和 CamVid

数据集上分别提升了 0.3% 和 0.2%, 进而证明了组合

损失函数对本文 AS-UNet改进网络模型的有效性.
  

表 2    不同损失函数 MIoU 比较 (%)
 

损失函数 Cityscapes CamVid
CE 64.2 59.6

CE+Dice loss 64.5 59.8
  

2.4.2    不同模型对比

为了验证 AS-UNet网络模型对于街道场景图像分

割的有效性, 将本文方法在 Cityscapes数据集和 CamVid

数据集上进行测试, 并与近年流行的语义分割模型进

行对比, 实验结果如表 3和表 4所示.
  

表 3    Cityscapes验证集上不同模型比较
 

模型 输入尺寸 MIoU (%) Parameters (M) FPS
U-Net 512×1024 60.6 7.85 67.4
FCN 512×1024 63.1 134.50 2.0
SegNet 360×640 57.0 29.50 14.6
ESPNet 512×1024 60.3 0.36 112.0
ENet 512×1024 58.3 0.36 76.9

AS-UNet 512×1024 64.5 17.38 38.2
  

表 4    CamVid测试集上不同模型比较
 

模型 输入尺寸 MIoU (%) Parameters (M) FPS
U-Net 352×480 56.8 7.85 92.8
FCN 360×480 57.0 134.50 12.0
SegNet 360×480 55.6 29.50 16.7
ESPNet 360×480 55.6 0.36 132.0
ENet 360×480 51.3 0.36 105.7

AS-UNet 352×480 59.8 17.38 61.3
 

表 3是在 Cityscapes验证集上将本文模型 AS-UNet
与 U-Net、FCN、SegNet、ESPNet[20]、ENet[21]模型在
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平均交并比、模型参数量和分割速率方面进行对比.

实验结果表明, 本文提出的 AS-UNet 相较于传统 U-

Net 平均交并比提升了 3.9%, 分割速率依然能满足实

时性要求. 相较于 FCN和 SegNet这两种经典模型, 改

进模型在平均交并比方面相较于 FCN 模型提升了

1.4%, 且相较于 SegNet模型提升了 7.5%, 另外改进模

型分割速率更高并且参数量更少. 相较于 ESPNet 和

ENet 这两种轻量级模型, 模型的分割速率虽然有一定

下降并且参数量增加, 但是改进模型在平均交并比方

面相较于 ESPNet模型提升了 4.2%, 且相较于 ENet模

型提升了 6.2%.

表 4 是在 CamVid 测试集上同样的将改进模型

AS-UNet与 U-Net、FCN、SegNet、ESPNet、ENet模

型在平均交并比、模型参数量和分割速率方面进行对

比. 实验结果表明, 本文提出的 AS-UNet 相较于传统

U-Net 平均交并比提升了 3.0%, 分割速率依然能够满

足实时性要求. 相较于 FCN 和 SegNet 这两种经典模

型 ,  改进模型不仅在平均交并比方面分别提升了

2.8% 和 4.2%, 而且模型的分割速率更高且参数量更

少. 相较于 ESPNet和 ENet这两种轻量级模型, 模型的

分割速率虽然有一定下降且参数量增加, 但是平均交

并比分别提升了 4.2%和 8.5%.

综合以上分析, 本文改进的模型在平衡分割精度

和分割速度方面表现较好, 实现了高效而准确的分割

结果, 验证了本文改进的模型更能够适用于目标种类

较多和目标尺度变化较大条件下的街道场景图像语义

分割. 

2.4.3    消融实验

本文还进行了消融实验, 证明 scSE注意力机制模

块和 ASPP 多尺度特征融合模块对街道场景图像分割

的有效性, 实验结果如表 5所示.
当在传统 U-Net 中仅加入 scSE 注意力机制模块

来同时增强通道和空间特征之间的表达时, 在 City-
scapes 和 CamVid 数据集上模型的 MIoU 较原始 U-
Net模型分别提升了 1.5%和 1.3%; 当仅加入 ASPP多

尺度特征融合模块来获取图像的全局上下文信息时,
在 Cityscapes 和 CamVid 数据集上模型的 MIoU 较原

始U-Net模型分别提升了 2.8%和 2.5%; 当同时加入 scSE
注意力机制模块和 ASPP 多尺度特征融合模块时, 在
Cityscapes 和 CamVid 数据集上模型的 MIoU 分别提

升到 64.5% 和 59.8%. 进而证明了在传统 U-Net 网络

中加入 scSE 注意力机制模块和 ASPP 多尺度特征融

合模块能够关注图像关键区域特征信息和聚合图像多

尺度特征.
 
 

表 5    消融实验 (%)
 

模型 Cityscapes CamVid
U-Net 60.6 56.8

U-Net+scSE 62.1 58.1
U-Net+ASPP 63.4 59.3
AS-UNet 64.5 59.8

  

2.4.4    单类别实验结果及分析

为了进一步证明 AS-UNet 网络模型的有效性 ,

本文还在 Cityscapes数据集和 CamVid数据集上进行

各类别分割结果比较实验 , 如表 6 和表 7 所示 . 从

表 6和表 7中数据可以发现, AS-UNet网络模型分别

有 13个类别和 5个类别目标的分割结果超过其他对

比模型 , 尤其是像电线杆、信号标、行人等这种在

图片中所占像素比较低的小目标. 而与传统 U-Net模

型相比, AS-UNet网络模型所有类别的分割结果均超

过原始 U-Net 网络. 根据表 6 和表 7 中数据, 证明本

文改进模型对于街道场景图像中远景的小目标具有

良好的分割效果.
 
 

表 6    Cityscapes验证集上各类别的 IoU 值比较 (%)
 

类别 U-Net FCN SegNet ESPNet ENet Ours
道路 96.7 97.2 96.4 97.0 96.3 97.0
人行道 75.6 78.2 73.2 77.5 74.2 78.8
建筑物 85.0 88.0 84.0 76.2 75.0 88.6
墙体 29.5 34.7 28.4 35.0 32.2 35.5
围栏 45.9 42.1 29.0 36.1 33.2 46.4
电线杆 47.0 47.2 35.7 45.0 43.4 48.8
交通灯 46.6 45.2 39.8 35.6 34.1 47.2
交通标 56.2 50.4 45.1 46.3 44.0 56.7
植被 89.5 91.2 87.0 90.8 88.6 91.0
地面 57.2 61.7 63.8 63.2 61.4 61.5
天空 86.4 92.4 91.8 92.6 90.6 91.8
行人 72.2 74.9 62.8 67.0 65.5 73.6
骑行者 48.0 51.2 42.8 40.9 38.4 49.5
汽车 90.8 92.4 89.3 92.3 90.6 91.4
卡车 42.9 39.4 38.1 38.1 36.9 46.4
公交车 52.9 53.4 43.1 52.5 50.5 55.9
火车 29.8 51.3 44.1 50.1 48.1 53.6
摩托车 35.7 47.4 35.8 41.8 38.8 47.9
自行车 62.6 60.6 51.9 57.2 55.4 63.7

  

2.4.5    定性结果分析

为了验证 AS-UNet 网络模型的分割性能 ,  在
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Cityscapes 数据集和 CamVid 数据集中选取 3 幅图像

与原始 U-Net 网络进行定性结果分析, 结果如图 7 和

图 8所示. 从图 7和图 8的定性对比结果可以看出, 原
始 U-Net网络和改进的 AS-UNet网络模型对于尺寸较

大的物体基本能够正确分割, 但是对于 Cityscapes 数
据集来说原始模型对于因遮挡或尺寸较小的交通标、

行人、摩托车和自行车等目标没能获得准确分割, 而
本文模型提高了分割的准确率; 对于 CamVid 数据集

来说原始 U-Net模型对于电线杆、信号标、行人和道

路等目标未能很好地分割 ,  而通过使用改进的 AS-
UNet 网络模型可以将这些目标完整地分割出来. 综合

上述分析, AS-UNet 网络模型较原始 U-Net 网络的分

割结果有显著提升, 进一步证明通过引入注意力机制

模块和多尺度特征融合模块能够增强街道场景图像分

割效果.
 
 

表 7    CamVid测试集上各类别的 IoU 值比较 (%)
 

类别 U-Net FCN SegNet ESPNet ENet Ours
天空 89.2 88.7 87.6 90.9 90.4 89.5
建筑物 72.6 77.8 78.8 73.9 66.4 73.9
电线杆 18.7 19.9 20.5 25.9 19.4 27.7
道路 89.3 91.2 87.5 92.5 91.6 97.4
人行道 71.2 72.7 70.0 75.5 71.9 73.2
树木 66.8 71.0 62.3 67.6 59.6 67.7
信号标 33.5 21.0 33.4 22.3 18.8 34.5
围栏 20.9 31.4 19.3 20.0 20.6 23.8
汽车 73.1 78.8 68.3 73.8 67.8 75.8
行人 47.6 50.5 43.3 38.9 26.8 52.3
骑手 41.9 31.0 40.6 41.7 32.1 42.1

 
 

(a) 原图 (b) 标签 (d) AS-UNet(c) U-Net 
图 7    Cityscapes数据集上的可视化对比结果

 
 

(a) 原图 (b) 标签 (d) AS-UNet(c) U-Net 
图 8    CamVid数据集上的可视化对比结果
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3   结论

针对原始 U-Net网络在处理目标种类较多且尺度

变化较大的街道场景图像时存在分割精度不高、分割

效果不好的问题, 本文提出 AS-UNet 网络模型来改进

原始 U-Net 网络. 通过采用 ASPP 多尺度特征融合模

块, 实现将街道场景图像不同尺度目标的语义信息进

行有效融合, 提高特征图信息丰富度; 引入 scSE 注意

力机制模块, 引导网络关注街道场景图像的目标区域,
提高分割的准确性; 采用组合损失函数解决街道场景

图像目标类别不平衡的问题, 进一步提升分割性能. 在
Cityscapes数据集和 CamVid数据集上的实验表明, 与
原始 U-Net 网络相比, AS-UNet 网络模型能够实现高

效且准确的街道场景图像分割. 并且 AS-UNet 网络模

型的参数量较低, 推理速度较快, 在分割精度、参数量

以及分割速度之间取得了较优的平衡, 适合部署在嵌

入式设备上. 下一步研究将专注于进一步提升网络的

分割精度和分割速度, 使网络的性能更加高效.
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