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摘　要: 为了解决金融领域文本分类算法稀缺, 以及现有算法无法充分提取文本中词与词的关系、长距离依赖关系

和深层次特征信息的问题, 提出了一种改进卷积自注意力模型的文本深度关系抽取算法. 该算法在改进的深度金字

塔卷积神经网络 (DPCNN)中引入自注意力, 并联合双向门控神经网络 (BiGRU)模块建立文本分类模型, 解决了针

对金融领域长文本的长距离依赖特征信息和词与词之间关系特征信息的提取问题, 实现文本中深层次特征信息和

上下文语义信息联合抽取功能. 在 THUCNews 短文本与长文本数据集上分别进行实验, 实验结果表明, 所提方法

与 BERT等方法相比, 在评价指标上有显著提高. 在自制金融长文本数据集上的对比实验表明, 与其他模型相比, 该
算法模型的准确率和 F1值更高. 通过一系列实验可以证明, 该算法模型能够更准确地完成针对金融长文本的分类

任务.
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文本分类是自然语言处理 (na tura l   l anguage
processing, NLP) 最重要的任务之一, 旨在将不同类别

的无序文本内容按类别分类. 早期的文本分类大多依

靠人工来完成, 此方法耗时耗力. 但随着科技的快速发

展和计算机的广泛应用, 文本信息已全面电子化, 海量

文本扑面而来. 面对庞大的文本数据, 传统的人工分类

方法已无法在合理的时间范围内处理并提炼以帮助使

用者决策. 基于此, 研究者们利用计算机来进行文本分

类任务, 提出各种文本分类算法, 不仅加快了分类速度,
还提高了分类的准确率.

随着机器学习的发展, 涌现出一系列用特征工程

和浅层分类模型解决大型文本特征提取和分类问题的

方法, 主要包括传统的机器学习方法和深度学习方法.
传统机器学习方法有朴素贝叶斯算法[1]、K邻近算法[2]

和支持向量机[3], 该类方法依赖人为制作的特征进行训

练, 存在纬度高、数据稀疏、模型简单、特征表达能

力弱等缺点, 导致分类模型过拟合、特征信息提取不

全面等问题. 深度学习中的神经网络模型主要有卷积

神经网络 (convolutional neural networks, CNN)[4]、循

环神经网络 (recurrent neural networks, RNN)[5]、长短

时记忆网络 (long short term memory, LSTM)[6]和门控

循环单元 (gated recurrent unit, GRU)[7], 该类模型在特

征提取方面能得到很好的效果. 余本功等人[8]将 CNN
应用于中文短文本的分类, 上层的数据有助于下层的

分类, 分类效果远好于传统的基于机器学习的分类方

法. 与 CNN 相比, RNN 能处理顺序信息, 在长句的分

类中效果更好, 但是存在梯度损失和长期依赖的问题.
Zhou等人[9]提出结合双向 LSTM和二维最大池的文本

分类算法, 使用 LSTM 模型提取上下文特征, 规避了

RNN存在的问题. 然而, LSTM模型训练带来两个明显

的缺点: 梯度爆炸和复杂的模型结构引起训练时间过

长. Zulqarnain 等人[10]使用词嵌入和 GRU 对文本进行

分类, 通过词嵌入技术将文本中的词转化为向量, 再利

用 GRU 提取到词与词之间的上下文语义. 与传统的

RNN 和 LSTM 相比, GRU 有效地学习文本语境下的

词汇用法, 在分类准确率和错误率方面也取得了较好

的效果.
上述机器学习和深度学习算法目前在各领域的文

本分类任务中得到广泛应用. 例如: 金宁等人[11]在农业

问答问句分类中, 提出基于双向门控循环网络和多尺

度卷积神经网络的分类模型 (bi-directional gated re-

current unit_multi-scale convolutional neural network,
BiGRU_MulCNN), 该模型由文本预处理层、BiGRU
层和 MulCNN 层组成, 主要利用 BiGRU 获取输入词

向量的上下文语义信息 ,  并构建一个并行的多尺度

CNN 来提取多尺度特征. 从其实验结果来看, 上下文

语义信息对文本分类算法有至关重要的影响. 有研究

人员将能够提取长期依赖关系的学习技术和改进的自

注意力机制应用于文本分类任务, 例如张博等人 [12]

提出了基于迁移学习和集成学习的医学短文本分类模

型, 利用 4种不同的神经网络分类模型 (CNN、DPCNN、
LSTM 和 Self-Attention) 完成医学短文本分类. 其中,
深度金字塔卷积神经网络 (deep pyramid convolutional
neural networks, DPCNN)是一种复杂度较低的词级别

深层 CNN模型, 相比于 CNN, 其中增加了一个卷积模

块和一个负采样层, 将整个模型的计算量限制在不到

两倍卷积块的范围. 然而, 单一的模型以及注意力的分

散, 使分类效率降低, 在实验部分结合自注意力机制后,
医学文本分类系统的性能提高. Dai等人[13]提出一个位

置自注意力层来生成不同的掩码自注意力, 以及一个

位置融合层, 融合位置信息和掩码自注意力, 便于生成

含有不同位置信息的句子嵌入, 自注意力机制的引入

有效地平衡了不同掩码之间的影响. 新闻文本分类可

用于舆情分析等领域, 现存算法较多且有多个公开数

据集, 例如: 张海丰等人[14]提出的结合 BERT特征投影

网络 (FPnet)的新闻主题文本分类方法, 并在不同的新

闻数据集上进行了实验, 结果表明, 该方法可以在一定

程度上提高分类效果. 而范昊等人[15]从融合上下文特

征的角度结合 BERT 词嵌入的新闻标题分类模型, 该
模型结合了从双向长短时记忆网络 (bidirectional long
short term memory, BiLSTM) 和 TEXTCNN 中提取的

上下文特征信息. 从其实验结果看, 该模型可以相对准

确地对新闻标题进行分类, 而且错误分类极少. 胥佳仙

等人[16]通过使用融合了藏语音节和文件之间的构成关

系的图卷积网络构造分类模型, 解决藏文新闻文本的

分类问题. 该模型的实验准确率比 Word2Vec+LSTM
高 15.65%, 这填补了文本分类在藏文中的空白.

目前, 文本分类在舆情分析、情感分析和垃圾邮

件处理等方面都有应用且各领域文本分类研究正在不

断发展, 涌现出诸多模型用于解决文本分类的各种问

题. 但在中文文本分类领域中, 依然存在一些挑战. 首
先, 对于中文文本数据短语和词级建模问题. 相较于英
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文, 中文文本数据更加注重于词汇信息的表达而非单

个字符. 例如“闻”和“新闻”, 前者是一个动词, 而后者是

一个名词, 所表示的含义也完全不同. 其次, 中文文本

数据具有一词多义问题, 且容易忽视输入序列各个位

置的字或词对分类结果的贡献程度. 以上两个挑战是

中文文本分类将为常见且棘手的问题, 同时这些挑战

也存在于金融文本分类领域中.
高效的金融文本分类模型可以应用到消费者评

价、金融风险监控和金融股票推荐等典型场景中, 帮
助快速分析金融文本, 获取到有价值的信息. 但是, 就
目前的研究现状而言, 对于金融文本分类领域, 还存在

一些该领域独有的挑战尚未解决. 第一, 对于金融领域

的文本, 标注文本数据非常少, 缺乏高质量标注好的数

据集; 第二, 金融领域分类体系类别粒度细, 且金融文

本具有文本长度较长、文本间较为相似、特征不突出

以及文本上下文关联紧密等特点. 现有的通用模型无

法直接通过金融文本信息进行准确的分类. 针对上述

问题和挑战, 本文构建了一个高质量的中文金融领域

长文本数据集, 且提出一种用于金融长文本分类任务

的优化卷积自注意力模型 (RoBERTa-WWM-DPCNN-
Self-Attention-BiGRU, RDAG). 该模型一方面使用

RoBERTa-WWM对输入文本进行编码, 以更好地获取

短语和词级向量. 另一方面通过对 DPCNN 进行改进

并引入自注意力机制用于解决一词多义问题、金融数

据集文本长度较长以及金融领域文本数据上下文紧密

的特点.
本文主要贡献如下.
(1)改进深度金字塔卷积神经网络 (DPCNN)并引

入自注意力, 提取金融文本的长距离依赖关系特征, 丰
富分类信息.

(2)融合双向门控神经网络 (BiGRU)模块, 获取到

金融类长文本的深层次特征信息和语义信息, 结合其

他特征信息, 对分类结果有积极影响.
(3) 自制金融长文本数据集, 解决金融领域高质量

数据集缺失的问题.

 1   相关工作

 1.1   基于预训练模型进行文本分类

注意力机制通过模仿人类的注意力观察机制, 能
够为重要信息分配更多的权重, 达到提取有效信息的

作用. 该思想于 20世纪 90年代提出, 最早用于视觉图

像领域, 2014年Mnih等人[17]将注意力机制与 RNN结

合应用于图像分类, 取得了不错的效果. 同年 Bahdanau
等人[18]将注意力机制应用在机器翻译任务上, 将翻译

和对齐同时进行. 同时, 这也是首次将注意力机制应用

在 NLP领域, 随后注意力机制在 NLP相关问题的算法

设计上被广泛应用. 由于注意力机制需要严重依赖外

部信息, 无法捕捉数据内部相关性. 基于此, 演变出了

自注意力机制. 在文本分类任务中, 自注意力机制主要

是通过计算单词间的相互影响关系, 来解决长距离依

赖问题. 杨兴锐等人[19]提出结合自注意力的文本分类

模型, 利用自注意力机制赋予卷积运算后文本信息的

权重, 来提取重要特征信息. 2017 年 Vaswani 等人[20]

提出了 Transformer, 其大量使用自注意力机制来学习

文本表示. 基于 Transformer 的编码器结构, Devlin
等人[21]提出变换器的双向编码器表示 (bidirectional
encoder representation from Transformers, BERT) 预训

练模型, 相较于 RNN 更有效, 可以捕捉更长距离的依

赖关系, 应用于 NLP 文本分类任务上, 可以极大程度

提高分类效果. Liu等人[22]提出一种鲁棒优化的 BERT
预训练方法 (robustly optimized BERT pretraining
approach, RoBERTa), 该方法通过对 BERT预训练模型

进行超参数调优、调大训练批次以及增加新的预训练

数据集等操作进行优化, 使其在文本分类任务的分类

效果高于原始 BERT 模型. Cui 等人[23]针对 BERT 以

字为单位建模, 损失词义的问题, 将全词掩码 (whole
word masking, WWM) 应用于中文且与 RoBERTa 结
合, 构造出 RoBERTa-WWM (robustly optimised BERT
pretraining approach whole word mask, RoBERTa-
WWM)模型, 该模型对于中文 NLP任务能够更好地编

码. 王仁超等人[24]提出 RoBERTa-WWM-TEXTCNN
模型, 将 RoBERTa-WWM捕获的句子级别的语义信息

与 TEXTCNN 捕获的局部信息相结合, 从而获取更丰

富的语义信息, 该模型在水电工程施工安全隐患文本

分类任务中取得了较好的效果. 上述研究都是通过预

训练模型或改进的预训练模型对文本进行编码, 从而

更好地提取文档句子级编码以提升分类效果.
 1.2   基于 DPCNN 模型进行文本分类

DPCNN 模型 [ 2 5 ]是由腾讯人工智能实验室于

2017年提出的基于词级别 (word-level)的网络, 通过不

断叠加网络抽取长距离依赖关系, 以解决 TEXTCNN
无法通过卷积获得文本长距离依赖关系的问题. 模型
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具体结构如图 1 所示. 首先文本通过词嵌入层得到对

应的词嵌入矩阵, 该层由 3 个卷积核大小不同的卷积

神经网络组成, 其次词嵌入矩阵经过两层等长卷积, 以
丰富词嵌入矩阵的语义信息, 最后通过一个 1/2池化的

残差块提高词位的语义. 模型通过引入残差网络是为

了解决在训练过程中可能出现的梯度消失和梯度爆

炸问题. 同时通过实验证明, 不计成本的前提下, 不断

增加网络深度就可以获得更高的准确率. 基于此, 自
DPCNN论文发布后, 此算法模型得到研究者们的广泛

应用. 加米拉·吾守尔等人[26]提出一种基于多卷积核

DPCNN的维吾尔语文本分类联合模型, 即随机初始化

多个相同大小、参数不同的卷积核去提取向量化表示

文本的语义依赖, 并与 BiLSTM和 CNN串行方式学习

到的语义信息进行加强模型对全局和局部信息的理解.
Yu 等人[27]建立了用于短文本分类的新型深度 CNN
模型, 打破了传统 CNN无法提取到有用的文本信息和

有效的长距离依赖关系的瓶颈, 实验结果表明, 该模型

将词级深度卷积网络应用于短文本分类任务效果优异.
由此可见, 将 DPCNN 引入文本分类任务可以有效提

升文本分类效果.
 
 

词嵌入层

3, 卷积, 特征图250

3, 卷积, 特征图250

3, 卷积, 特征图250

3, 卷积, 特征图250

⊕

⊕

最大池化层

最大池化层, 1/2

 
图 1    DPCNN模型结构图

 

 1.3   基于 BiGRU 模型进行文本分类

在 NLP 任务中, 自然语言序列在结构上存在较为

严谨的前后时序, 虽然 GRU内部的空间虽然可以高效

地处理序列时序, 但受限于 GRU自身单向性的空间结

构, 只能捕捉到上文时序语义, 导致全局语义信息的缺

失. 因此提出双向 GRU 模型, 即 BiGRU 模型. BiGRU
由两个单向的、方向相反的、输出由这两个 GRU 共

同决定的 GRU 组成的神经网络模型. BiGRU 每一时

刻的输出都是由这两个单向 GRU共同决定, 而输入也

会同时提供给两个方向相反的 GRU, 解决了 GRU 不

能提取到下文时序语义的问题. Liu 等人[28]将 BiGRU
和 CNN 相结合, 提出一种基于字符的文本分类算法,
实现对文本全局和局部语义提取, 但是缺乏文本的局

部特征. 基于此, 陈可嘉等人[29]提出一种融合改进自注

意力机制的 BiGRU 和多通道 CNN 的文本分类模型,
BiGRU模型提取文本的上下文语义信息和深层次特征

信息, 自注意力机制对 BiGRU层的输出向量进行权重

分配, 有效提高文本分类性能.

 2   本文模型

本文针对金融领域长文本数据, 提出了一种基于

DPCNN改进的卷积自注意力文本分类算法 (DPCNN-
Self-Attention, DSACNN), 以解决文本长度变化、长距

离依赖和注意力分散的问题. 通过实验验证, 本文模型

相比于传统深度学习分类模型性能更优, 同时在金融

领域长文本分类表现出更优结果; 通过引入自注意力

机制, 有效提取词与词之间的关系信息; 融合 BiGRU
模型, 解决文本深层次特征提取不足的问题.

RDAG 模型结构如图 2 所示, 算法具体流程如下:
首先对所输入的文本进行文本预处理, 去除标点符号

等无意义字符, 以减少噪声对结果的影响; 然后通过

RoBERTa-WWM 模型对输入文本数据进行编码并获

得训练后的特征矩阵; 其次将特征矩阵分别输入到

DSACNN模型和 BiGRU (bi-directional gated recurrent
unit, BiGRU) 模型中分别提取文本长距离依赖信息和

文本深层次语义信息; 最后将两个模型得到的特征向

量进行拼接, 拼接后的文本特征向量传入分类器中进

行分类.
 2.1   编码层

金融数据不仅文本数据长而且包含大量专业词汇,
需要模型通过上下文信息进行深度理解. 编码层作为

模型的第一部分, 其目的是将输入文本编码为固定长

度的向量表示. 相对于传统的词向量编码方法, 例如

Word2Vec、GloVe在面对长文本复杂的上下文语义关

联、不同语境以及一词多义等问题时无法准确表示文
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本正确含义. 而添加自注意力机制的预训练语言模型

能够解决一词多义问题且能够更丰富表达文本内容,
例如 BERT、RoBERTa等预训练语言模型. RoBERTa
预训练语言模型通过对谷歌提出的 BERT预训练语言

模型增加 Transformers 的层数, 同时进行了更加精细

的调优工作, 使其在处理更长且更多样性的文本数据

时更有优势. 但 RoBERTa采用与 BERT一样的训练方

式, 即 MLM (masked language model) 训练方式, 该方

式通过掩盖单个字符从而预测这几个字符. 对于中文来

说, 这种训练方式只能得到局部语义信息, 缺乏对短语

或词级特征建模. 针对上述情况, 为了更充分地表示文本

上下文内容并获取词级语义信息, 本文使用 RoBERTa-
WWM 预训练语言模型作为模型编码器 .  通过修改

MLM 训练方式, 使用 mask 代替一个完整的词而非字

符, 获取词级语义表示, 从而弥补 RoBERTa 预训练语

言模型不能获取词级特征信息.
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图 2    RDAG模型结构图

 

模型具体结构如图 3 所示 ,  模型嵌入层由 PE
(position embeddings)、SE (segment embeddings)以及

TE (token embeddings)组成.

Ei = PE+SE+TE (1)

通过嵌入层得到每个字符的嵌入表示, 随后传入

RoBERTa-WWM预训练语言模型进行编码.

X = (X1,X2, · · · ,Xn) = RoBERTa-WWM (E1,E2, · · · ,En)
(2)

 2.2   DSACNN 模型

为金融领域文本作为一种特殊的文本序列数据,

在文本分类任务中需要模型提取文本的长距离依赖特

征. DPCNN 采用一种“深度金字塔结构”的架构, 通过

多个重复单元逐渐缩小特征图的宽度, 能够在不损失

上下文信息的情况下处理长距离依赖性, 对包含少量

词语的短文本更有效. 但由于本文数据集为金融长文

本, 模型存在较深的网络结构和大量卷积操作, 可能引

发训练时间长和过拟合等问题. 因此本文结合金融长

文本的特征对 DPCNN 模型中等长卷积层的数量进行

调整, 即减少两层卷积以保留更多的特征信息. 为了更

适配该长文本数据集, 利用自注意力机制来建模词语
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之间的关系, 从而更好地捕捉文本的语义信息, 填补

DPCNN 模型特征提取不足的缺陷. DPCNN 原始等长

卷积层, 部分替换为自注意力机制, 结合自注意力分数

通过加权平均的方式综合考虑所有词语的信息. 具体

公式见式 (3)和式 (4):

xt = Regionembedding
(
x(t−1)

)
(3)

xc = cov
(
xt
)
=Wσ

(
xt
)
+b (4)

x(t−1) xt

W

σ b

xc

其中,  是编码层输出的特征矩阵,  代表对文本片

段进行一组卷积操作后生成的词向量矩阵,  为卷积

核的权重参数,  代表 Sigmoid激活函数,  代表偏置参

数,  代表经过一层等长卷积后的输出矩阵. 模型具体

结构如图 4所示.
 
 

[CLS]

RoBERTa-WWM 层

...

...

Tra

...

X1 ...

文本数据输入层

词向量层 X2 Xn
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Tra Tra Tra Tra

E[CLS] E1 E2 En
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公 司 金

Token embedding

Segment embedding

Position embedding

词嵌入层

 
图 3    RoBERTa-WWM模型结构图
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Self-attention

 
图 4    DSACNN模型结构图

 

自注意力机制将词向量分别乘以不同的变换矩阵

W, 得到查询矩阵 (query, Q)、关键字矩阵 (key, K) 和

值矩阵 (value, V). Q 与 K 做内积结果为注意力分数

Score 矩阵, 表示 Q 和 K 的相似度.

Q = xWquery (5)

K = xWkey (6)

V = xWvalue (7)

A = Attention(Q,K,V) = Softmax


(
QKT
)

√
dk


V (8)

Score = QKT (9)

Wquery Wkey Wvalue

dk A

其中,  、 和 分别是 3 个可训练的参数

矩阵,  是线性变换后的维度,  是自注意力机制的输

出矩阵. 随后将自注意力机制引入 DPCNN 模型, 将自

注意力分数和融合等长卷积的自注意力机制结合, 得
到更多样的语义信息.

S = Score⊕A (10)

xm = maxpool(A) (11)

xm

⊕ S

其中,  是大小为 3、步长为 2 的池化层进行最大池

化的结果,  是拼接函数,  则是将注意力分数和自注

意力机制输出拼接后的输出矩阵.
 2.3   BiGRU 模型

BiGRU模型融合了一个具有前向和后向传播的两
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阶段 GRU模型, 通过双向传播的结构解决上下文影响

的问题, 同时考虑当前时间步之前和之后的上下文信

息, 更好地提取到序列文本的深层次语义特征信息. 单
个 GRU通过重置门和更新门来控制信息的传递.

其中, 重置门根据上一时刻的隐藏状态 , 来决定过

去的信息中有多少需要进行遗忘操作; 更新门则是根

据当前时刻 和上一时刻的隐藏单元 , 来决定上一时刻

以及当前时刻总共有多少有用信息需要向下传递. 所
以 BiGRU 在某个时刻的隐藏状态是通过前向隐藏状

态与反向隐藏状态加权求和所得.
−→
ht =GRU(Xt,

−−−−→
ht−1) (12)

←−
ht =GRU(Xt,

←−−−−
ht−1) (13)

ht =Wt
−→
ht+Vt

←−
ht+bt (14)

GRU(·) GRU

Wt Vt GRU
−→
ht

←−
ht bt

其中,  函数将词向量编码为对应的 隐藏状

态,  、 分别代表当前时刻双向 中前向隐藏状

态 和反向隐藏状态 所对应的权重参数,  则代表当

前时刻隐藏状态所对应的偏置参数.
 2.4   损失函数

得到带有文本特征矩阵后, 模型需要从特征信息

中学习推断出类别和文本特征信息之间的关联. 该模

型采用 Rdrop (regularized dropout), 即每个数据样本重

复经过带有 Dropout的同一个模型, 再使用 KL (Kullback-
Leibler)散度 (用来衡量两个概率分布相似性的一个度

量指标) 来约束两次的输出尽可能的恒定 ,  但由于

Dropout 的随机性, 可以近似认为两次的模型略微不

同. 具体计算公式见式 (15)–式 (18):

Li = − log Pθ(yi|xi) (15)

L1 = − log P(1)
θ (yi|xi)− log P(2)

θ (yi|xi) (16)

L2 =
1
2

[KL(P(1)
θ (yi|xi)|P(2)

θ (yi|xi))

+KL(P(2)
θ (yi|xi)|P(1)

θ (yi|xi))] (17)

L = L1+∂L2 (18)

Pθ(yi|xi)

(xi|yi) P(1)
θ (yi|xi) P(2)

θ (yi|xi)

L1 L2

∂ L

其中,  是用于计算文本分类模型的文本数据,
指的是训练数据, 而 和 分别代

表两次进入模型后得到的输出,  和 则是两部分损

失函数的结果,  指权值, 最后两部分的加权和 为最

终 Loss值.

 3   实验

 3.1   实验数据的获取与预处理

为验证模型的通用性和在金融领域长文本的有效

性, 实验分别在公开的 THUCNews (THU Chinese text
classification)数据集和自制的金融文本数据集上进行.

THUCNews 公开数据集共有 10 个类别: 0-金融、

1-房地产、2-股票、3-教育、4-科技、5-社会、6-政
治、7-运动、8-游戏、9-娱乐. 为了验证本文模型对文

本长度的特殊性, 分为短文本数据集 (THUCNews-S)
和长文本数据集 (THUCNews-L) 分别进行实验 .
THUCNews-S一共 20万条数据, 由于句子中的符号会

给训练带来噪声, 所以在预处理过程中清洗掉标点符

号, 处理后各类别句子的平均长度为 16. THUCNews-L
一共 6 万条数据, 预处理过程后各类别句子的平均长

度为 760.
自制金融数据集来源于中国研究数据服务平台

(Chinese research data services platform, CNRDS)中的

上市公司年报管理层讨论与分析数据库. 来源的权威

性、数据的可靠性及其高质量确保了该模型的实验效

果更具有说服力. 在下载好数据包后, 通过“?”“.”“!”
等符号对文本进行分句, 对分句后的文本数据进行预

处理, 以去除停顿词和标点符号, 从而提高其质量. 经
过预处理, 将每篇 30–150 字的文本按以下内容分为

5 类: 0: 非前瞻性语句; 1: 行业发展前景与市场竞争格

局; 2: 上市公司未来经营计划; 3: 上市公司资金需求与

资金来源; 4: 上市公司发展面临的风险、机遇与对策. 自
制金融数据集共计 9 421条数据, 各数据集如表 1所示.
  

表 1    数据集信息表
 

名称 类别数 训练集 测试集 验证集 平均长度

THUCNews-S
THUCNews-L

自制金融长文本

10 180 000 10 000 10 000 16
10 50 000 10 000 10 000 760
5 6 281 1 570 1 570 69

 

 3.2   评价指标

使用准确率 (Accuracy, Acc)、召回率 (Recall, R)、
精确率 (Precision, P)和 F1值 (F1-Score, F1)作为评估

指标, 以测试该模型对金融文本数据和中文文本分类

的通用性. 具体公式见式 (19)–式 (22):

Acc =
T P+T N

T P+FP+T N +FN
(19)

R =
T P

T P+FP
(20)

P =
T P

T P+FN
(21)

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2023 年 第 32 卷 第 12 期

80 系统建设 System Construction



F1 =
2×P×R

P+R
(22)

T P FP

T N

FN

其中,  和 分别代表本身为正样本, 预测后分别为

正样本的样本数和预测为负样本的样本数; 而 和

分别代表本身为负样本, 预测后分别为负样本的样

本数和预测为正样本的样本数.
 3.3   实验参数与对比模型

该模型基于 PyTorch 框架, 用于训练的 GPU 是

RTX A5000. 经过多次实验对比, 确定学习率等参数,
参数值设置如表 2所示.
  

表 2    参数设置表
 

参数 数值

词向量维度 768
BiGRU维度 (768, 2)

学习率 0.2
Dropout率 0.1
Epoch 20

 

为了验证本文模型在中文文本分类任务的有效性

以及在自制金融数据做文本分类的优越性. 我们分别

在 THUCNews 数据集以及自制金融领域数据集做了

对比和消融实验. 本文共选择了 5 种模型与 RDAG 模

型进行对比, 分别是 BERT、FastText、TextRCNN、
DPCNN和 EasyDL, 具体介绍如下.

(1) BERT 模型[17]: 由谷歌团队研发出的双向编码

器, 只需要一个额外的输出就可以对预训练的 BERT
模型进行微调, 应用到文本分类任务中.

(2) FastText模型[30]: 由 Facebook人工智能研究团

队基于 Word2Vec 进行改进, 融合多种粒度文本信

息、简化网络结构的文本编码方法.
(3) TextRCNN模型[31]: 融合了 RNN与 CNN的优

点, 最大化捕捉上下文信息, 同时避免了 RNN 对重点

信息位置的限制以及 CNN 固定窗方法中窗口大小对

模型的影响.
(4) DPCNN模型[25]: 由腾讯 AI实验室提出的可以

通过卷积网络与金字塔结构, 充分获取到文本的长距

离依赖信息.
(5) 百度 EasyDL 模型: 百度推出的一款操作简单

的应用, 用户上传带有标签的文本数据, 直接训练使用.
(6) RoBERTa-WWM模型[22]: 由 Facebook团队提

出的 RoBERTa预训练模型, 相比 BERT, 有更大的模型

参数量、更大的训练批次数和更多的训练数据, 训练方

法上 RoBERTa 去掉下一句预测任务并使用动态编码.

 3.4   实验结果

如表 3 所示, 在 THUCNews-S 数据集上的实验结

果显示, 与 BERT、FastText、TextRCNN 和 DPCNN
相比, RDAG 模型的 Acc 和 F1 值均有不同程度的提

升, 证实本文设计模型在中文文本分类任务的有效性.
但由于本文模型是根据自制中文金融领域长文本数据

集特点而设计, 在通用领域的短文本分类任务上效果

达不到最优, 但是超过绝大部分对比模型.
 
 

表 3    在 THUCNews-S上的对比实验结果表 (%)
 

模型 Acc F1
BERT 93.25 93.24
FastText 92.08 92.09
TextRCNN 92.91 92.87
DPCNN 90.76 90.76
EasyDL 94.40 94.30
RDAG 94.07 94.06

 

通过在 THUCNews-L数据集上进行对比实验, 结
果如表 4 所示, RDAG 模型相比于其他模型在准确率

和 F1 值都达到了最优, 说明在面对长文本分类任务

时, 本文模型展现了较好的性能, 同时也证实本文根据

自制数据集文本长度较长这一点特点设计的模型有效.
具体而言, RDAG 模型与 FastText 模型、RoBERTa-
WWM+DPCNN 模型和 RoBERTa-WWM+BiGRU 模

型相比, 其 F1值分别提升了 8.69%、1.65%以及 0.94%.
这表明通过改进 DPCNN 模型中的等长卷积层, 并引

入自注意力机制, 能有效提取到长文本数据的上下文

依赖信息和词与词之间的关联信息, 再联合 BiGRU
模型, 能够进一步提高模模型特征提去能力. 在一定程

度可以保证文本分类结果的准确率和标注质量.
 
 

表 4    在 THUCNews-L上的对比实验结果表 (%)
 

模型 Acc F1
FastText 89.04 88.87
EasyDL 96.62 95.20

RoBERTa-WWM 96.18 96.14
RoBERTa-WWM+DPCNN 95.92 95.91
RoBERTa-WWM+BiGRU 96.64 96.62

RDAG 97.56 97.56

通过在 THUCNews数据集上的对比实验, 证明了

本文所提模型在中文文本分类的有效性. 为了进一步

证明本文模型在自制金融数据集上的优越性, 本文在

自制金融数据集上做了对比消融实验. 从表 5 可以看

出, 在该自制金融数据集上, RDAG模型的得分明显高

于其他比较模型. 这表明, 长距离依赖关系、深层次特

征信息、上下文语义信息和词与词之间的关系对金融

文本的分类性能有着重要的影响. 本文提出的 RDAG
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模型充分考虑到以上因素, 尽可能提取并融合各类文

本特征, 最终使得在金融数据集上的分类效果有一定

程度提升. 与单一的抽取某一种特征信息的网络模型

FastText、TextRCNN 和 DPCNN 相比, 本模型准确率

和 F1值分别提高约 7%和 10%. 直接使用 BERT预训

练模型接上 Softmax 分类器得到的 Acc 和 F1 值远低

于本模型. 而 EasyDL平台和 RoBERTa-WWM模型虽

然准确率不相上下, 但 F1值相差近 11%.
 
 

表 5    在自制金融数据集上对比实验结果表 (%)
 

模型 Acc R P F1
FastText 82.55 65.10 62.89 63.51
TextRCNN 84.27 68.18 69.51 68.31
DPCNN 85.61 66.60 72.59 68.43
EasyDL 86.30 65.00 63.70 64.10

RoBERTa-WWM 87.77 77.90 76.91 75.91
RoBERTa-WWM+DPCNN 89.93 76.65 78.95 77.36
RoBERTa-WWM+BiGRU 90.70 79.29 79.66 79.21

RDAG 91.34 80.50 81.32 80.33
 

 3.5   消融实验

为证明模型中各个模块对整体效果的提升作用,
在自制金融数据集上进行了消融实验, 并得到各模型

的 Acc 和 F1值. 各模型实验结果如表 6所示.
 
 

表 6    模型添加不同模块的对比实验结果表 (%)
 

模型 Acc F1
BERT 76.18 75.33

BERT-DPCNN 76.50 75.42
RoBERTa-WWM 87.77 75.91

RoBERTa-WWM+DPCNN 89.93 77.36
RoBERTa-WWM+BiGRU 90.70 79.21

RoBERTa-WWM+DPCNN +BiGRU 91.08 80.10
RDAG 91.34 80.33

 

从表 6 得出: 通过对 BERT 和 RoBERTa-WWM
的实验结果进行分析可以看出, RoBERTa-WWM预训

练模型通过全词掩码结构和获取到的丰富词级别特征

信息, 在自制金融长文本数据集上的分类效果明显优

于 BERT 预训练模型. 加入 DPCNN 模型进一步提升

文本特征信息的多样性, Acc 和 F1 值也明显上升, 验
证了 DPCNN 模型对金融领域文本分类的积极影响.
对 RoBERTa-WWM、RoBERTa-WWM+BiGRU 和

RoBERTa-WWM+DPCNN+BiGRU 进行分析得到, 联
合 DPCNN 模型与 BiGRU 模型能够得到文本的多元

语义特征, 提高文本分类的准确率. 本文提出的 RDAG
模型与 RoBERTa-WWM+BiGRU模型以及 RoBERTa-
WWM+DPCNN+BiGRU模型进行对比, 从实验结果可

以看出, 引入自注意力机制和调整原始 DPCNN 模型

的操作, 增强了 RDAG 模型对上下文语义信息和词与

词之间的关联信息的捕捉能力, 有效地提升了文本分

类的性能. 这主要是自注意力机制引入后对特征向量

进行权重分配, 降低信息量少的特征向量权重值, 由此

优化文本特征地表达能力, 达到进一步提高 RDAG 模

型在金融领域长文本数据集上的分类准确率.

 4   分析与讨论

通过第 3.4节的 3项实验表明, 不论是在公开数据

集上还是在自制金融数据集上, 本文提出的 RDAG 模

型对于中文文本分类都有着优异的分类效果, 尤其是

针对长文本. 由于公开短文本数据集的文本长度的影

响, RDAG 模型分类效果略低于百度提出的 EasyDL
模型. 在第 3.5 节消融实验中, 通过将各影响模块进

行组合实验 ,  与 RDAG 模型效果对比得到 ,  改进的

DSACNN 模型相比于 DPCNN 模型, 抽取到更多词与

词之间的特征信息和上下文长距离依赖关系, 使得 Acc
和 F1 值比优化前的 DPCNN 模型均提升约 0.3%.
RDAG模型中 DSACNN模块和 BiGRU模块联合抽取

到文本的长距离依赖、词与词之间的关系、上下文语

义信息和深层次特征, 使得实验结果明显优于其他对

比模型, 且分类效果和稳定性更优.

 5   结束语

本文提出了一种创新的金融长文本特征提取分类

模型, 解决了金融长文本中词与词之间的关联信息、

长距离依赖关系以及深层次语义特征信息提取问题,
为金融长文本分类问题提供新的解决方案. 并通过实

验证明, 该模型与其他模型相比, 在金融长文本分类任

务上更具有针对性和有效性. RDAG 模型通过削减

DPCNN 模型中卷积层的数量, 引入自注意力机制, 并
将 BiGRU 模型作为辅助算法联合训练出针对金融文

本特点的全新有效分类模型. 其中, 卷积层的改进保留

更多文本特征, 自注意力机制提取单词之间的关系信

息, 使模型变得简单、直接、易于使用.
然而, 由于该模型是基于金融文本数据集, 对于文本

长度偏长的数据集, 其分类结果更好. 后续将会从文本长

度和模型泛化能力的角度出发, 对模型进行优化和改进.
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