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摘　要: 风速预测是影响风电场效率和稳定性的重要因素. 文中基于风速的时空特征, 融合变分模态分解 (VMD)和
混合深度学习框架进行短期风速预测, 即 VHSTN (VMD-based hybrid spatio-temporal network). 其中, 混合深度学习

框架由卷积神经网络 (CNN)、长短时记忆网络 (LSTM)以及自注意力机制 (SAM)组成. 该算法对原始数据清洗后,
采用 VMD将多站点风速的时空数据分解为固有模态函数 (intrinsic mode functions, IMF)分量, 去除风速数据的不

稳定性; 然后针对各 IMF分量, 应用底部的 CNN抽取空域特征; 再用顶层 LSTM提取时域特征, 之后用 SAM通过

自适应加权加强对隐藏特征的提取并得到各分量的预测结果; 最后合并获得最终预测风速. 在数据集 WIND 上进

行实验, 并和相关典型算法对比, 实验结果表明了该算法的有效性和优越性.
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Abstract: Wind speed prediction is an important factor affecting the efficiency and stability of wind farms. Based on the
spatio-temporal features of wind speed, the VMD-based hybrid spatio-temporal network (VHSTN) integrates variational
modal decomposition (VMD) and hybrid deep learning framework to predict the short-term wind speed. The hybrid deep
learning framework is composed of convolutional neural network (CNN), long and short-term memory (LSTM), and self-
attention mechanism (SAM). After the cleaning of raw data, the VMD is employed to decompose the spatio-temporal data
of wind speed for multiple sites into intrinsic mode functions (IMF) components, eliminating the instability of the wind
speed data. For each IMF component, the spatial features are extracted by the CNN at the bottom of the model. Next, the
temporal features are captured by the top-level LSTM. Then, SAM is applied to strengthen the extraction of key hidden
features through adaptive weighting and obtain the prediction results of each component. Finally, the results are
amalgamated to determine the final predicted wind speed. Experiments are conducted on the commonly used dataset
WIND in this study. The experimental results prove the effectiveness and superiority of the proposed algorithm compared
with related typical algorithms.
Key words: wind speed prediction; spatio-temporal features; variational modal decomposition (VMD); convolutional
neural network (CNN); long and short-term memory (LSTM); self-attention mechanism (SAM)

计算机系统应用 ISSN 1003-3254, CODEN CSAOBN E-mail: csa@iscas.ac.cn
Computer Systems & Applications,2023,32(9):169−176 [doi: 10.15888/j.cnki.csa.008810] http://www.c-s-a.org.cn
©中国科学院软件研究所版权所有. Tel: +86-10-62661041

① 基金项目: 国家自然科学基金青年项目 (61601235); 国电南瑞项目 (524608190024)
收稿时间: 2022-03-10; 修改时间: 2022-04-07, 2022-04-12; 采用时间: 2022-04-21; csa在线出版时间: 2023-06-09
CNKI网络首发时间: 2023-06-09

Software Technique•Algorithm 软件技术•算法 169

http://www.c-s-a.org.cn/1003-3254/8810.html
http://www.c-s-a.org.cn/1003-3254/8810.html


 1   引言

与煤炭、石油、天然气等传统能源相比, 风能具

有污染低、成本少、可持续的特点, 目前已经成为新

能源的主流, 并在世界范围内广泛应用. 根据全球风能

理事会 (GWEC) 发布的最新报告[1], 2020 年全球风电

装机容量达到 743 GW, 新增装机同比增长 53%. 然而,
对于包含风电场的电力系统来说, 风电场的随机性、

波动性和间歇性, 对整个电力系统的运行控制提出了

重大挑战[2]. 风速的准确预测是电力系统运行控制的基

础[3]. 按照时间间隔, 风速预测可分为超短期 (分钟)、
短期 (小时、天)、中期 (周、月)和长期 (年). 其中, 短
期风速预测是制定日常调度计划必不可少的因素, 对
电力系统的经济、可靠运行具有重要的影响[4]. 目前,
风速预测技术可分为 3 类: 物理模型、统计模型和人

工智能模型. 物理模型[5] 主要通过建立风速与气压、

空气密度、空气湿度的关系完成风速预测. 该建模过

程需要大量的计算, 通常用于特定区域的长期风速预

测. 与物理模型相比, 统计模型简单易行, 在短期风速

预测中广泛采用. 它利用历史风速数据, 建立系统输入

和输出之间的线性映射关系, 进而预测风速, 如 Kriging
插值法[6] 和 Von Mises分布[7] 等. 一些常用的统计模型

方法有 AR (自回归)[8]、ARMA (自回归移动平均)[9]

等. 人工智能模型的基础是机器学习技术. 它基于大量

风速时间数据, 描述系统输入和输出之间复杂的非线

性关系. 例如, 文献 [10]使用最小二乘支持向量机来预

测风速. 最近, 随着深度学习技术的蓬勃发展, 它们也

迅速应用于短期风速预测, 如 CNN、循环神经网络

(RNN)、门控循环单元 (GRU)、LSTM等. 该类方法结

合现有的风速预测技术以及混合神经网络模型取得了

良好的预测结果[11–13].
由于风速的波动性和随机性特征, 在实际应用中

通常结合一定的处理方法, 获得相对平稳的子序列, 例
如经验模态分解 (empirical mode decomposition,
EMD)[14,15] 方法. 集合经验模态分解 (ensemble empirical
mode decomposition, EEMD)是在 EMD方法上进行改

进, 有效解决了 EMD的混频现象[16]. VMD方法于 2014
年提出[17], 具有更好的噪声鲁棒性, 且通过收敛条件的

合理控制, 其分量个数远小于 EMD 和 EEMD, 在风速

预测中取得了较好的结果[18]. 因此, 本文采用 VMD 进

行风速序列的分解.
目前的短期风速预测算法大多只关注时域数据,

但是目标风电场附近站点的风速数据也包含着丰富的

信息, 即风速的空域数据. 基于时空相关性的数据分析

已成为研究热点[13,19], 这些算法同时考虑数据的时空特

征来提高预测精度. 因此, 针对风速的时空特征, 文中

提出一种基于 VMD 和混合时空深度学习模型的短期

风速预测算法, 并取得了较好的实验结果.
本文的主要贡献如下.
1) 将 VMD 技术与混合时空深度学习模型 CNN-

LSTM-SAM相结合, 针对得到的相对稳定的子序列进

行处理, 提高风速预测精度.
2) 提出的算法针对风速的时空特征进行处理, 有

效利用风速的空域特征, 提高了预测精度.
本文第 1 节给出 VMD 的基本原理. 第 2 节从风

速时空数据模型和 CNN-LSTM-SAM混合深度学习框

架两个方面叙述了文中提出的 VHSTN 算法. 第 3 节

是实验部分, 与相关算法进行比较并分析. 第 4节对全

文进行总结, 指出进一步的研究方向.

 2   VMD原理

Dragomirestskiy 等人提出的 VMD 是一种信号分

解方法[17], 整体框架是一个变分问题. 即假设每个“模
态”是具有不同中心频率的有限带宽, 如何使每个模态

的估计带宽之和最小. 为解决这一变分问题, 该方法采

用了交替方向乘子法, 不断更新各模态及其中心频率,
逐步将各模态解调到相应的基频带, 最终将各个模态

即相应的中心频率提取出来.

x(i, j)t
k

利用 VMD, 可以把具有非线性和随机性的原始风

速序列分解为一系列的稳定模态分量. 设预处理后的

风速时空数据为 , 这里 t代表某个时刻, (i, j) 代

表某个站点. 具体过程如下.
1) 假定每个模式具有一个中心频率的有限带宽,

现在寻找模式, 使每个模式的估计带宽之和最小. 具体

模型如下:
min
|uk |,|ωk |

K∑
k=1

∥∥∥∥∥∂t[
(
δ(t)+

j
πt

)
∗uk]e− jωkt

∥∥∥∥∥2
2

s.t.
K∑

k=1

uk = X̃(t)l

(1)

K {uk} {ωk}
k δ(t)

∗

其中,  为需要分解的模式个数 (正整数),  、  分

别对应分解后第 个模式分量和中心频率,  为狄拉

克函数,  为卷积运算.
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α

λ

2) 为求解上述模型, 引入惩罚因子  (降低高斯噪

声的影响) 和拉格朗日乘法算子 , 将约束问题转化为

非约束问题, 得到增广拉格朗日表达式:

L({uk}, {ωk},λ) = α
∑

K

∥∥∥∥∥∂t

[(
δ(t)+

j
πt

)
∗uk(t)

]
· e− jωkt

∥∥∥∥∥2
2

+

∥∥∥∥∥∥∥ f (t)−
∑

K

uk(t)

∥∥∥∥∥∥∥
2

2

+

⟨
λ(t) f (t)−

∑
K

uk(t)
⟩
(2)

uk ωk

λ

3) 通过乘法器交替方向法迭代更新参数 ,  和

. 公式如下:

ûn+1
k =

f̂ (ω)−
∑
i,k

ûi(ω)+
λ̂(ω)

2

1+2α(ω−ωk)2 (3)

ωn+1
k =

∫ ∞
0 ω
∣∣∣ûn+1

k (ω)
∣∣∣2dω∫ ∞

0

∣∣∣ûn+1
k (ω)

∣∣∣2dω
(4)

λ̂n+1(ω) = λ̂n(ω)+γ( f̂ (ω)−
∑

k

ûn+1
k (ω)) (5)

f̂ (ω) ûi(ω) λ̂(ω) ûn+1
k (ω) f (ω) ui(ω)

λ(ω) un+1
k (ω) γ

其中 ,   、 、 和 表示 、 、

和 的傅立叶变换; n 是迭代次数;  为噪声

容忍度, 满足信号分解的保真度要求.

e > 0
∑

i

∥∥∥ûn+1
k − ûn

k

∥∥∥2
2/
∥∥∥ûn

k

∥∥∥2
2

< e K

IMFt,l
k

4) 对于给定的精度 , 如果

, 则停止迭代, 否则返回 3). 最后, 可以得到 个分解

的 IMF分量, 记为 .

图 1 显示了不同频率的风速子序列 IMF分量. 主
要参数设置如下: K = 8, α = 2000, γ = 0, e = 1E–7. 图 1(a)
是原始风速, 图 1(b)–图 1(i) 依次为 IMF0 到 IMF7, 共
8个分量.

 3   VHSTN算法描述

VHSTN 算法首先对原始数据进行数据清洗的预

处理, 即获取目标站点的原始时空风速序列. 对于缺失

数据、重复数据和跳跃数据, 替换为值附近的平均风

速. 然后应用 VMD 对数据进行分解并得到各 IMF分

量; 针对 IMF分量, 应用混合深度学习模型 CNN-LSTM-
SAM 进行风速预测, 最后将各预测值叠加并得到最终

值. 这里, 混合深度学习模型 CNN-LSTM-SAM由两层

构成, 下层为 CNN模型, 处理风速的空域特征, 上层为

LSTM 和 SAM 的多级模型, 处理风速的时域特征. 算
法的流程图可用图 2表示.

0

−2

2

0 0.2 0.4 0.6 0.8 1.0

0
−2

2

0 0.2 0.4 0.6 0.8 1.0

0
−2
−4

2
4

0 0.2 0.4 0.6 0.8 1.0

0
2

−2
−4

4

0 0.2 0.4 0.6 0.8 1.0

0
2.5

−2.5
−5.0

5.0

0 0.2 0.4 0.6 0.8 1.0

0

−5

5

0 0.2 0.4 0.6 0.8 1.0

10

0
−5

5

0 0.2 0.4 0.6 0.8 1.0

20
10

0 0.2 0.4 0.6 0.8 1.0

30
20
10
0

0 0.2 0.4 0.6 0.8 1.0

(a) 原始风速

采样点

采样点

采样点

采样点

采样点

采样点

采样点

采样点

采样点

幅
值

 (
m

/s
2 )

幅
值

 (
m

/s
2 )

幅
值

 (
m

/s
2 )

幅
值

 (
m

/s
2 )

幅
值

 (
m

/s
2 )

幅
值

 (
m

/s
2 )

幅
值

 (
m

/s
2 )

幅
值

 (
m

/s
2 )

幅
值

 (
m

/s
2 )

(b) IMF0

(c) IMF1

(d) IMF2

(e) IMF3

(f) IMF4

(g) IMF5

(i) IMF7

(h) IMF6

 
图 1    VMD分解风速数据后的 IMF分量

2023 年 第 32 卷 第 9 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Software Technique•Algorithm 软件技术•算法 171



 3.1   风速时空数据模型

x(i, j)t ∈ RM×N M×N

在 VHSTN 算法中, 处理的是时空数据. 风速数据

除了一般的时序序列特征外, 空间数据存在大量有助

于风速预测的信息. 对于风速的时空特征进行处理, 成
为近年来的一个热点研究方向, 并取得了较好的预测

成果. 文献 [13] 提出了一种深度架构 PSTN, 联合学习

时间和空间相关性进行短期风速预测. 该文献将风速

的时空数据放到一个名为 SWSM的二维矩阵中. SWSM
中的项由 定义, 其中 是目标站点的

邻接空间.

M×N = L K FT =

(IMF1,l
k , IMF2,l

k , · · · , IMFT,l
k ) ∈ RT

FL = (IMFt,1
k , IMFt,2

k , · · · , IMFt,L
k ) ∈ RL

t IMFk

(i, j) x(i, j)t
k x(i, j)t

k ∈ RM×N IMF

t

这里, 我们借鉴了该方法. 假设时间窗长度为 T, 相
邻站点数为 , IMF 分量数为 , 我们用

来表示风速的时域数

据,  描述风速的空

域数据. 若假设在某个时刻 , 对于某个 分量在站

点 的值记为 ,  , 那么该 分量

在时刻 的所有邻接站点的值可以表示如下:

xt
k =



x(1,1)t
k x(1,2)t

k · · · x(1,N)t
k

x(2,1)t
k x(2,2)t

k · · · x(2,N)t
k

...
...

. . .
...

x(M,1)t
k x(M,2)t

k · · · x(M,N)t
k


(6)

K IMF如图 3 所示, 我们将原始风速分解为 个 分

IMFt,l
k L

x IMFt,l
k

FL y K IMF z
FT y

K z
L T

量, 用 表示. 图 3的左侧是站点 经过预处理后的

风速数据. 右侧沿 轴方向的数据是 的空域数据

;  轴方向代表 个 分量;  方向表示风速的时域

数据 . 左侧图中的一个数据点可以分解为右图中 轴

方向的 个分量, 如灰色部分. 沿着 方向的灰色部分数

据代表站点 在 时间窗内的所有第 1个 IMF分量.
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图 2    VHSTN算法流程图
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图 3    风速的时空数据模型
 

 3.2   CNN-LSTM-SAM 混合深度学习框架

为了得到更好的预测结果 ,  我们采用了 CNN-

LSTM-SAM 混合深度学习框架. CNN 作为底层结构,

接收 VMD 分解得到的 IMF 分量的空间数据. 选用

CNN 模型的原因在于该模型可以很好地保留数据的

原始拓扑结构[20], 直接接收 IMF的 2D张量, 而没有进

行元素的重新排列, 因此能够充分利用 IMF分量的空

间特性. 另外, 利用 CNN 特有的卷积层、池化层和全
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连接层, 可以分层提取空间特征. 因此, 该过程的特征

学习可以合并较大的空间区域[21].
在 VHSTN算法中, 我们采用 LSTM和 SAM作为

混合深度学习框架的上层结构, 接收来自 CNN提取的

空间特征. 在 LSTM 层, 将对时域数据进行处理, 并最

终得到各 IMF分量的风速预测值. LSTM 在时序数据

的预测方面应用较广[22,23]. LSTM模型实质是一种时间

循环神经网络, 主要用来解决循环神经网络 (RNN) 中
存在的长期依赖问题, 具有捕捉长期和短期序列内的

时间依赖性 ,  可以满足不同预测范围的需求 .  同时 ,
LSTM 可以将误差差异反向传播到其输入, 这使我们

能够将空间模型和时间模型整合为一个统一的框架.
另外, LSTM还可以通过时间共享参数, 无论输入序列

的长度如何, 都能保持恒定数量的参数, 方便模型的训

练. 在 SAM 层, 通过对隐藏特征的自适应加权来加强

关键信息并削弱无用信息的影响[24]. 由于隐藏特征之

间存在的内在相关性, 不同时间步长的隐藏特征对预

测结果也有不同的影响[25], 这是 LSTM 网络无法识别

的, 因此在本文中引用 SAM 来协助 LSTM 层取关键

特征.

S k,k = 1,

2, · · · ,K K

在混合深度学习模型中, CNN 采用 5 层结构, 即
卷积层、最大池化层、两层卷积层和全连接层, 具体

如图 4 所示. 图 4 的左半部分是混合模型的整体架构,
垂直方向处理空域数据, 由 CNN完成. CNN的 5层结

构及主要配置在图 4 的右半部分给出, 详细数据可参

见表 1. 水平方向处理时域数据, 由 LSTM 和 SAM 联

合完成. 这里, 假设 CNN 模型输入的变量为

,  为 VMD分解的个数.
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图 4    CNN-LSTM-SAM混合深度学习框架

 
  

表 1     CNN-LSTM混合深度学习框架配置
 

索引 类型 配置

1 卷积层 滤波器: 20; 核尺寸: 3×3; 步长: 1×1

2 最大池化层 池尺寸: 2×2; 步长: 2×2

3 卷积层 滤波器: 50; 核尺寸: 3×3; 步长: 1×1

4 卷积层 滤波器: 200; 核尺寸: 2×2; 步长: 1×1

5 全连接层 单元数量: 20

6 LSTM层 隐藏单元数量: 200
 
 

 4   实验

 4.1   设置

文中算法所用的实验数据选自美国国家可再生能

源实验室 (National Renewable Energy Laboratory)提供

的风电一体化国家数据集 (wind integration national

dataset, WIND), 这是一个比较通用的风速数据集.
WIND 数据集包含 2007–2013 年美国大陆 126 000 多

个站点的风速数据, 时间间隔为 5 min. 这里选用怀俄

明州风电场内的 10×10 风力机阵列进行短期预测. 具
体选取 2012年的年度数据集, 将时间间隔设置为 10 min,
数据集共有数据 52 560个, 其中最高风速 35.48 m/s, 最
低风速 0.01 m/s. 实验中的 GPU服务器配置为 NVIDIA
GeForce RTX 3070, 显存 8 GB, CPU为 E5-2689 16核
16 GB, 200 GB SSD 及 2 TB 硬盘. 开发环境为多框架

组合环境, 即 TensorFlow 2.4, Keras 2.4.2 以及 Python
3.7. 训练集共有 31 536 个风速, 5 256 和15 768 分别是

验证集和测试集的风速个数, 这里根据时间间隔的不

同, 各个集合会有个位数的差异. VMD的参数设置同
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第 1节中的相关叙述. 混合深度学习框架的配置如图 1
所示.

这里, 风速预测的评估指标我们选用常用的均方

根误差 (RMSE) 和平均绝对百分比误差 (MAPE), 具体

由下列公式定义:

ERMSE =

√√√
1
N

N∑
i=1

(Yi− Ŷi)
2 (7)

EMAPE =
1
N

N∑
i=1

∣∣∣∣∣∣Yi− Ŷi

Yi

∣∣∣∣∣∣×100% (8)

N Ŷi Yi其中,  是样本个数,  为预测值,  为真实值. 针对时

空数据, 我们可以很方便地将上述公式扩展成矩阵形式.
 4.2   对比算法

我们将文中提出的 VHSTN 算法与类似处理时空

数据的同类算法进行对比, 即上文提到的 PSTN算法[13]

和 PDCNN算法[26], 以及 VHSTN中去除 VMD分解的

算法, 记为 CNN+LSTM+Attention. 同时进行时域数据

和时空数据实验结果的对比. 在时域数据中, 我们选用

常用的 LSTM、MLP 以及 RNN 算法. 为了进一步比

较 VMD 分解的有效性, 我们在时域数据实验中增加

VMD+LSTM算法以及 VMD+CNN+LSTM算法. 这里,
MLP和 LSTM的激活函数为 ReLU函数, RNN的激活

函数为 tanh; 时间间隔分别为 20 min、30 min、60 min、
120 min. 所有算法均运行于相同的实验环境. 对于每种

算法, 实验测试不同的超参数, 以便找到每个超参数的

最佳设置.
表 2 和表 3 显示不同算法预测误差的 RMSE 和

MAPE对比. 从表 2可以看出, 针对时空数据, PSTN的

性能优于 PDCNN, 文中提出的 VHSTN 算法优于

PSTN. 对于 20 min、30 min、60 min 和 120 min 时间

间隔, VHSTN 的 RMSE 分别低于 PDCNN 为 12%、

12%、20% 和 9%, 平均降低 13%; VHSTN 分别低于

PSTN 为 12%、11%、20% 和 9%, 平均降低 13%. 同
时, 文中所提算法 VHSTN也比 VMD+CNN+LSTM算

法平均降低 7.4%, 这部分性能的提升归功于 ASM 机

制的引入, 比 CNN+LSTM+Attention平均降低 10%, 可
见 VMD 分解有助于性能的提升; 相应在表 3 中, 对于

预测误差 MAPE, VHSTN 在 30 min 间隔时与 VMD+
LSTM 算法处理时域数据的性能相近, 同时优于其他

算法. 在其他时间间隔, VHSTN 依然是最优的, 例如,

20 min、60 min、120 min 的时间间隔内, 比 PDCNN
平均降低 21%, 比 PSTN 平均降低 19%, 比 VMD+
CNN+LSTM 平均降低 16%, CNN+LSTM+Attention
算法平均降低 15%. 可以看出, 文中提出的 VHSTN算

法在总体性能上比较优异, 性能得到了很大提升, 从而

得到较好的预测结果.
 
 

表 2     不同模型预测误差 RMSE对比 (m/s)
 

数据类型 预测模型 20 min 30 min 60 min 120 min

时域数据

LSTM 0.98 1.32 1.93 2.63
MLP 0.98 1.33 1.98 2.74
RNN 1.00 1.33 1.94 2.65

VMD+LSTM 0.91 1.22 1.72 2.25

时空数据

PSTN[13] 0.94 1.20 1.91 2.30
PDCNN[24] 0.95 1.24 1.92 2.33

CNN+LSTM+Attention 0.92 1.20 1.79 2.26
VMD+CNN+LSTM 0.89 1.19 1.70 2.20

VHSTN 0.83 1.09 1.53 2.10
 
 

表 3     不同模型预测误差 MAPE对比 (%)
 

数据类型 预测模型 20 min 30 min 60 min 120 min

时域数据

LSTM 11.63 15.62 24.98 34.48
MLP 11.65 15.78 25.52 38.98
RNN 11.68 16.32 26.44 38.66

VMD+LSTM 10.50 12.51 23.83 35.65

时空数据

PSTN[13] 11.34 14.68 24.84 37.22
PDCNN[24] 11.52 15.42 24.95 38.04

CNN+LSTM+Attention 11.21 13.42 23.97 36.48
VMD+CNN+LSTM 11.84 14.11 23.62 34.32

VHSTN 9.26 12.89 18.17 30.73
 
 

从表 2 和表 3 还可以看出, 时空数据比单纯的时

域数据携带更多的预测信息, 除了表 3 中的 30 min 时

间间隔, VMD+LSTM处理时域数据的性能与 VHSTN
处理时空数据的性能相近外, 其他是时空数据的预测

性能占优. 对于处理时域数据的各个算法 VMD+LSTM
的性能较好, 预测结果都有很大提升. 这也说明, VMD
分解对于短期风速预测具有良好的效果.

表 4 给出了不同模型训练和测试的时间对比, 可
以看出时空数据的处理算法普遍时间较长, 特别增加

了 VMD 分解之后, 训练时间和测试时间都大幅增长,
因此性能的提升是以时间开销增长为代价的.

图 5给出文中提出的 VHSTN模型 20 min间隔的

预测结果. 可以看出, VHSTN 模型的预测值与实际值

吻合程度较高. 残差分析结果显示该模型的预测残差

均匀且随机分布于零基准线的两侧, 说明建模过程中

没有产生系统误差. 所以, 该模型用于短期风速预测是
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可行的. 不同模型的 20 min风速预测结果如图 6显示.
这些算法包括 VMD+CNN+LSTM、CNN+LSTM、

VMD+LSTM、LSTM、PSTN、MLP、CNN+LSTM+
Attention和 VHSTN. 图 6同样显示了 VHSTN模型的

良好预测性能.
 
 

表 4     不同模型训练、测试时间对比 (s)
 

数据类型 预测模型 训练时长 测试时长

时域数据

LSTM 346.0 0.38
MLP 80.19 0.51
RNN 135.12 0.75

VMD+LSTM 2 613.9 3.84

时空数据

PSTN[13] 1 178.5 1.97
PDCNN[24] 430.9 1.87

CNN+LSTM+Attention 755.3 0.9
VMD+CNN+LSTM 11 120.9 15.76

VHSTN 9 205.6 10.51
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图 5    VHSTN模型 20 min间隔的预测结果
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图 6    不同模型 20 min间隔的风速预测结果

 

 5   结束语

本文提出了一种用于短期风速预测的 VHSTN 算

法, 它将时空特征集成到一个统一深度学习框架 CNN-
LSTM-SAM中. 在 CNN层, 对经过 VMD分解的 IMF
分量提取空间特征; 在 LSTM-SAM 层提取时域特征,
经过合并之后得到最终的风速预测值. 在 WIND 数据

上的实验结果说明: 相对常用的风速时域数据, 时空数

据携带更多的预测信息; VMD 分解之后, 风速相对平

稳, 预测精度提升; VHSTN算法总体优于同类算法, 但
是会带来一些时间开销. 进一步地, 我们将考虑采用多

层 Attention机制, 提高算法的预测性能.
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