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摘　要: 为了使得优质石墨资源得到优质优用, 提出利用迁移学习和焦点损失卷积神经网络的石墨分类识别算法.
在自建的初始数据集基础上, 通过对数据集的离线扩充与在线增强, 有效扩大数据集并减低深层 CNN过拟合的风

险. 以 VGG16、ResNet34和MobileNet V2为基础模型, 重新设计新的输出模块载入全连接层, 提高了模型的泛化

能力与鲁棒性; 结合焦点损失函数, 修改模型超参数并在石墨数据集上训练. 实验仿真发现, 本文所提方法的准确率

均在 95%以上, 识别准确率提高, 收敛速度加快, 模型更加稳定, 证明了所提算法的可行性与有效性.
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Abstract: For better use of high-quality graphite resources, this study proposes a graphite classification and recognition
algorithm based on transfer learning and focal loss convolutional neural network (CNN). The offline expansion and online
enhancement of the self-built initial data set can effectively expand the data set and reduce the overfitting risk of deep
CNN. With VGG16, ResNet34, and MobileNet V2 as basic models, a new output module is redesigned and loaded into
the full connection layer, which improves the generalization ability and robustness of the model. Combined with the focal
loss function, the hyperparameters of the model are modified and trained on the graphite data set. The simulation results
show that the proposed method has the accuracy improved to above 95% with faster convergence and a more stable
model, which proves the feasibility and effectiveness of the proposed algorithm.
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石墨具有耐高温、导电、导热、抗腐蚀等优异特

性, 我国自 2016 年将晶质石墨列为战略性矿产以来,
石墨产业政策倾向由合理开发利用过渡到战略性新兴

领域石墨产品的研发[1]. 国家“十三五”发展规划将石墨

材料列为新材料发展战略重点[2]. 一般的, 石墨可分为

两大类——天然石墨和人造石墨. 二者结构相近, 物理

化学性质相似, 但使用路径大不相同. 在冶金、机械工

业、化学工业等众多应用领域, 辨别石墨的类别尤为

重要, 若将两者混为一谈将造成决策性错误, 带来大量

的资源浪费和经济损失[3], 因此从我国的战略需求角度
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来说, 研究石墨的智能分类对我国石墨资源分类管理

有极大的深远意义.
传统的识别石墨类别的方法大多为显微镜识别或

化学物质识别, 这些方法人为影响因素较大, 时间成本

高, 给工业带来巨大的挑战. 如今, 基于深度学习的人

工智能研究为计算机视觉提供了最先进的解决方案.
深度卷积神经网络 (convolution neural network, CNN)
是一种深度学习方法, 目前在图像识别应用的不同学

科中受到青睐. 人们注意不到的小细节, 可以通过 CNNs
很容易地分辨出来, 这种算法只需最少的预处理, 就可

以直接从像素图像中提取视觉模式. CNN 结构是由

LeNet 架构引入的[4], AlexNet[5] 使 CNN 流行起来. 从
那时起, 随着各种各样的设计和应用, CNN 的受欢迎

程度呈指数级增长.
由于 4类石墨图像相似度高, 浅层 CNN (如 AlexNet

等网络) 识别率低, 模型相对简单, 可能会限制其分类

精度; 综合识别准确率、识别时间及模型参数大小等

考虑因素, 本文最终选用网络结构更复杂、层次更深

的 VGG16、ResNet34 和 MobileNet V2 进行改进, 这
些网络在缩短培训时间的情况下, 对硬件要求更弱, 降
低了计算量, 能够有效提取图像深层特征, 避免了手工

提取特征的复杂方式, 提高了识别准确率. 针对石墨图

像本身特征及数据集过小, 通过对数据集进行图像预

处理达到数据增强的目的; 同时重置迁移网络的载入

模块, 调试每层连接层的输出参数, 提高网络的收敛速

度, 并添加 Dropout 层优化模型, 使迁移网络与模型有

效融合.
传统的 CNN模型大多使用交叉熵损失函数 (cross-

entropy loss, CEL), 但 CEL 只关心正确标签的准确性,
忽略了非正确标签的差异, 因此大多数研究者对损失

函数进行了研究. Triplet Loss是 Schroff等人[6] 于 2015
年提出, 主要用于训练差异性较小的样本, 但该函数训

练过程不稳定 ,  收敛速度慢 ,  有可能陷入局部最优 .
2017 年, 针对密集物体的目标检测, He 等人[7] 提出焦

点损失函数 (focal loss, FL), 不仅解决了样本的不平衡

问题, 还可以解决难易样本不平衡的问题, 使网络更重

视难样本. 针对石墨数据集中图像差异较小、不易分

辨, 且难样本远多于易样本的特点, 本文选用 FL 作为

损失函数, 调试 FL的参数设置, 提升了网络的稳定性.
仿真实验结果表明, 结合 FL的改进迁移网络应用在石

墨数据集上, 模型的鲁棒性和泛化能力更强, 识别精度

更高, 取得了理想的识别效果. 

1   实验数据 

1.1   数据集的构建

本文实验样本采集自陕西省内乡县瑞鑫高温复合

材料制品有限公司的鳞片石墨、人造石墨、膨胀石墨

及炭黑样本, 利用 iPhone 手机后置摄像头于正午同一

位置从不同方向拍摄样本图像视频 3 分钟, 视频的分

辨率为 1080 p; 将拍摄的石墨视频按帧提取图像, 每秒

1帧, 筛选后共得到 715张样本图像, 分类保存. 实验过

程中实验的所有图像均从保存的数据获取. 4类石墨图

像如图 1所示.
 

(a) 鳞片石墨 (b) 膨胀石墨

(c) 人造石墨 (d) 炭黑 
图 1    4种石墨类别

  

1.2   数据集的离线扩充与在线增强

获取多种石墨类别的数据集是困难的, 收集到的

图像会出现本身分布不均、图像少等特点, 因此对数

据集进行数据增强很有必要. 数据增强可以分为离线

增强和在线增强. 离线增强直接对数据集进行处理, 常
用于数据集较小的时候. 而在线增强适用于大型数据

集, 在模型训练过程中获得 batch 数据之后, 然后对这

个 batch的数据进行增强, 如旋转、平移、翻折等相应

的变化. 本文在初始数据集较小时, 采取离线扩充, 对
数据集直接处理, 增大数据集样本量, 对收集到的图像

分别做垂直翻转、样本旋转 90°、绕 X 轴翻转以及仿

射变换等操作, 最终得到 3 575张图像.
通过在线增强对数据进行处理, 减少深层 CNN的

过拟合问题. 基于石墨图像的特征, 将训练集图片在输
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p = 0.5

入前随机打乱, 减少图片顺序对模型的影响; 将训练集

中的每张图片进行随机裁剪, 统一图像像素为 224×224,
并依概率 (设置 ) 对图像进行水平翻转, 最后对

处理过的数据集进行归一化处理 ,  以 0.5 的均值与

0.5的标准差分别对每个通道的数据正则化处理, 达到

数据扩充与数据增强的目的.
按照比例随机选取数据集 2 860 张 (80%) 作为训

练集对网络进行训练, 715张 (20%)作为测试集验证网

络的性能. 将训练集与测试集分开处理.
数据集分类情况如表 1所示.

 

表 1     石墨数据集
 

鳞片石墨 膨胀石墨 人造石墨 炭黑

数据集 1 020 965 715 875
训练集 816 772 572 700
测试集 204 193 143 175

 
  

2   实验原理与方法 

2.1   迁移学习

近年来的成功案例[5,8–10] 将深度 CNN作为解决具

有挑战性的计算机视觉任务的主流方法. 然而, 从头开

始训练一个网络需要大量的训练数据、时间和 GPU.
我们只有 3 575张训练和测试图像, 小的数据集无法训

练一个深入的 CNN, 因此本文融合迁移学习的思想进

行卷积神经网络的训练.
迁移学习是指使用已经针对不同任务训练过的模

型的过程, 希望该模型能够有足够的广义信息来解决

新的特定任务[11], 该方法利用一个巨大的数据库上的

预先训练模型 CNN来帮助学习目标任务[12]. 本文分类

图像是石墨, 具有不同于猫、狗等的视觉表现, 在大图

像上学习到的视觉表现可能无法很好地表示石墨图像,
因此需要对预先训练好的 CNN 结构进行修改以适应

我们的任务. Donahue 等人[8] 和 Zeiler 等人[13] 提供了

证据, 证明了从预先训练的 CNN中学习到的通用图像

表示优于先前最先进的手工制作特征. 

2.2   卷积神经网络模型

目前常见的 CNN 有 AlexNet、VGG、ResNet、
MobileNet等, 由这些深层网络学习的现成图像表示是

强大和通用的, 已用于解决许多视觉识别问题[8,14]. 考
虑到这些现成的 CNN特性的良好性能, 它们已经成为

解决大多数计算机视觉问题的主流图像特征[15].
深度卷积神经网络具有深度深、识别效果好等特

3×3

点, 而 VGG16、ResNet34 和 MobileNet V2 是近年来

具有代表意义的 CNNs, 在图像分类领域取得了优异的

成绩. VGG 通过使用多个较小尺寸的卷积核来代替较

大尺寸的卷积核, 以保证在具有相同感受野的条件下

可以继续增加网络深度 .  VGG16 具有 16 个隐藏层

(13 个卷积层和 3 个全连接层), 是深度学习框架中适

用于图像分类的常用的经典 CNN模型. ResNet提出残

差结构并使用 卷积进行降维, 使得在没有引入额

外参数且不增加网络计算复杂度的前提下, ResNet 在
参数、深度、宽度以及计算成本上都具有优势. 本文

数据集不到 4 000 张, 使用 ResNet34 模型的深度即可

很好训练样本. MobileNet V2[16] 作为 2018年提出的轻

量级网络, 始终使用 DW 卷积提取特征, 提出 Inverted
Residual, 可以在实现上减少内存的使用. 基于上述优

点, 本文以 VGG16、ResNet34 和 MobileNet V2 网络

为基础建立石墨分类识别模型, 其对比分析如表 2.
 

表 2     模型对比分析表
 

网络信息 VGG16 ResNet34 MobileNet V2
年份 2014 2015 2018

Top-1准确率 (%) 71.5 — 71.7
参数数目 138 357 544 63 470 656 4 253 864
层数 16 34 —
BN 否 是 是

残差结构 否 是 是
 
  

2.3   焦点损失函数

在图像分类中, 损失函数一般为交叉熵损失函数.
交叉熵是指真实输出 (概率) 与预测输出 (概率) 的距

离, 因此交叉熵的值越小, 两个概率分布越接近. 针对

石墨多分类问题, 数据集中存在大量简单的负样本, 这
些样本在迭代过程中产生的损失占据了总损失的大部

分, 这可能会导致我们偏离正确的优化方向. 为了改善

这种情况, 本文使用焦点损失函数, 公式如式 (1)所示:

LFL =

{
−(1− y′

)γ logy′, y = 1
−yγ log

(
1− y′

)
, y = 0

(1)

(1− y′)γ

γ

γ = 0.25

首先在交叉熵的基础上加上一个因子 , 用

于减少容易分类的样本对于损失的贡献, 增大难以分

类的样本对于损失的贡献. 由于调制因子 的作用, 模
型减弱了易识别样本的错误贡献, 这样模型在训练时

可以更有效地集中于难以分类的样本. 本文多次实验

后, 设置 .
α在此基础上, FL还引入平衡因子 , 如式 (2)所示.
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γ = NAN

该因子可以用来平衡正负样本本身的数量比例不均即

类别不均衡. 由于自建的石墨数据集类别不均衡问题

不是很突出, 故设置 .

LFL =

{
−α(1− y′

)γ logy′, y = 1
− (1−α)yγ log

(
1− y′

)
, y = 0

(2)
 

2.4   改进的迁移网络模型

结合迁移学习, 本文对 3种网络进行改进, 冻结模

型架构的特征层, 重新设计新的输出模块载入网络的

全连接层, 新的全连接层如图 2所示.
 

Inchannel: 1024

1024: 2048

FC3: 4

Dropout (0.5)

Dropout (0.5)

Softmax

FC1

FC2

FC3

 
图 2    新的输出模块

 

p = 0.5

在新的输出模块中, 共设置 3层连接层, 调试连接

层 FC1、FC2 的输出参数, 优化模型的稳定性与泛化

能力; 由于网络的全连接层有大量参数, 因此在连接层

FC1、FC2 中均加入 Dropout,  设置随机丢失概率

, 这种技术可以减少神经元复杂的共同适应, 使
模型更有效地进行融合. 改进迁移网络的结构如图 3.
 

预测
(a) 鳞片石墨
(b) 膨胀石墨
(c) 人造石墨
(d) 炭黑

设计新的模块载入
网络的全连接层

载入深层 CNN 权重并
冻结特征层 

图 3    基于迁移学习的改进卷积神经网络模型
 

本文将此模型称为基于迁移学习的改进卷积神经

网络模型, 应用于石墨分类问题, 修改优化后的网络重

命名为 I-VGG16、I-ResNet34和 I-MobileNet V2. 在上

述改进基础上 ,  将结合 FL 损失函数的网络记为 I-
VGG16 + FL、I-ResNet34 + FL和 I-MobileNet V2 + FL.

本文设计的模型训练过程包含以下 3 个阶段: 数
据增广、迁移学习、超参数调整, 模型训练过程如图 4.

开始

 

结束

数据增广
训练模型

迁移学习 加载训练集

冻结特征层
构建模型

超参数调整微调全连接层

 
图 4    本文算法实现流程图

 

在载入新的输出模块前, 均添加一个全局平均池

化层, 最后使用 Softmax非线性的最终分类层, 设置最

终输出为 4. 不断调试网络的超参数, 最终使用 Adam
优化器对所有模型进行 100个 epoch的微调, 以 0.000 2
为初始学习率, Nesterov动量设为 0.9, 批量大小为 32. 

3   结果分析 

3.1   评价指标与环境配置

本文以准确率 acc、损失值 loss 以及运行时间这

3 个指标评估一个网络的训练效果. 测试准确率 acc
是指模型在测试集上输出正确结果的比率, 其定义公

式如式 (3)所示:

acc =
ncorrect

n
(3)

ncorrect其中,  表示测试集中网络识别正确的个数, n 表

示测试集样本个数.
迁移学习的训练过程是最小化损失函数的过程,

loss 即为损失函数的值. 实际上, 损失函数计算的是模

型在测试集上的均方误差 (MSE, E):

E =
1
n

∑
i

(̂
ytest− ytest

)2
i

(4)

本文按照整个网络模型运行结束所规定的 epoch
的时间计时. 一个 epoch 是指所有训练样本在神经网

络模型中都进行了一次正向传播和一次反向传播, 即
将所有训练样本训练一次的过程.

本文在 Python 3.8 的编译环境下, 使用 1.8.0 版本

PyTorch 框架完成实验仿真, 通过 transform 实现图像

数据的预处理. 实验环境为: Windows 10操作系统, 处
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理器为 Intel(R) Core(TM) i9-10900F CPU, GPU 为

NVIDIA GeForce RTX 3060. 

3.2   测试结果

为了验证本文算法的可行性与有效性, 将数据增

强后的石墨数据集导入本文所提方法中, 通过对测试

集的实验, 将未改进的模型、改进后的模型与同时修

改损失函数的网络模型进行对比, 最后得到模型损失

与准确率的对比曲线如图 5、图 6和图 7所示.
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图 5    VGG16模型损失与准确率对比图
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图 6    ResNet34模型损失与准确率对比图
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图 7    MobileNet V2模型损失与准确率对比图
 

如图 5 所示, VGG16 有较大的 Loss 值震动, 模型

的稳定性较差, 在对模型进行改进后, I-VGG16 与 I-

VGG16 + FL网络性能明显更稳定、更优; 相比 VGG16,

ResNet34 与 MobileNet V2 网络更深, 模型更加稳定,
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可以看出改进后的网络有效地缓解了由于迁移学习的

二次应用导致的提取特征能力差的问题, 使用 FL后进

一步优化了模型, 损失值均逐步降低, 准确度得到了有

效的提升, 如图 6、图 7所示. 最终实验结果分析如表 3
所示.

由表 3 可知, VGG16 虽然准确率及训练时间相对

较差, 但损失达到相对最小; 整体来看, ResNet34 的训

练时间相对较短, 优化后的模型准确率也有所提高;
MobileNet V2 作为轻量级网络, 识别准确率均能达到

99%以上, 且随着损失函数的改进损失值逐步减小, 均
证明了结合 FL 与改进的模型能有效侧重石墨数据集

的难样本图像, 说明了卷积神经网络在石墨分类中的

可行性以及有效性. 结合 FL 的改进 CNN 模型的损失

值与准确率对比图如图 8 所示, 直观地展示了使用本

文改进后的模型更加稳定, 均能在几个 epoch 内快速

收敛 ,  准确率在 93% 内浮动 ,  证明了改进算法的有

效性.
 

表 3     不同算法模型的损失值、准确率与训练时间对比
 

模型 损失值 (×10−2) 准确率 (%) 训练时间 (min)
VGG16 0.36 92.93 74.73
I-VGG16 0.16 93.71 76.13

I-VGG16 + FL 0.10 95.69 75.88
ResNet34 6.75 93.29 40.13
I-ResNet34 2.61 99.18 40.72

I-ResNet34 + FL 0.97 99.84 41.27
MobileNet V2 4.37 98.57 39.10
I-MobileNet V2 1.68 99.81 45.18

I-MobileNet V2 + FL 1.23 99.57 46.82
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图 8    结合 FL的改进 CNN模型对比图
 
 

4   结束语

本文结合 Focal Loss, 将改进的 CNN 应用于石墨

图像的分类识别中. 基于 CNN建立的识别模型前期并

不需要繁杂的图像预处理步骤, 数据增强也可以通过

训练过程中在线完成, 模型建立过程更加简洁. 对石墨

数据集进行数据扩充和增强, 解决了石墨数据集存在

的训练样本不足的问题. 对处理后的数据集进行仿真

实验, 得出重新设计的全连接层有助于提高网络的分

类性能的结论. 对损失函数进行优化后的模型, 通过对

模型超参数的调试, 其网络模型的性能得到进一步改

进, 实现了石墨分类的相对较高准确率与较低的损失

值. 在未来的工作中, 将在已实现的 3 种 CNN 以外进

行其他深层网络的尝试, 因此探讨不同冻结比例、冻

结层数对石墨数据集分类效果的影响是我们未来的重

点研究内容.
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