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小波神经网络在教育网格下行流量预测中的应用① 
邱树伟 1, 李琰琰 2 
1(汕头职业技术学院 计算机系, 汕头 515078) 
2(浙江工业大学 计算机科学与技术学院, 杭州 310014) 

摘 要: 准确预测教育资源网格的下行流量有助于网格的负载均衡和信息安全管理. 小波神经网络适合于对具

有随机性和不确定性特征的网格下行流量进行建模和非线性预测. 针对一般小波神经网络预测模型存在收敛速

度较慢, 误差较大, 稳定性较差等不足, 在基于梯度下降法的网络权值和参数修正方案中增加了动量项, 同时, 
提出了一种对预测的中间结果引入随机样本替换机制的改进算法. 实验结果表明, 该算法能有效降低网络训练

的收敛时间, 提高网络预测的准确性和稳定性.  
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Abstract: Accurate predicted the downlink traffic contributes to traffic load balancing and information security 
management in educational resources grid. Wavelet neural network is suitable for modeling and nonlinear prediction in 
grid downlink traffic which has the randomness and uncertainty characteristic. General wavelet neural network 
prediction model had some defects such as convergence slower, larger error and poor stability. In order to eliminate or 
improve the existing defects, a momentum was added in the scheme which was used to adjust the network weights and 
parameters based on gradient descent algorithm, meanwhile, an improved algorithm with random sample replacement 
mechanism in temporarily prediction results was proposed. Experimental results show that the proposed algorithm can 
reduce the convergence time in network training and improve the prediction accuracy and stability. 
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网络信息时代, 越来越多的教育资源以数字形态

产生并通过网络进行传播. 教育资源网格(Educational 
Resources Grid, ERG)是将教育信息资源(如课件、文

献、教学媒体等)通过网络互相连接, 为用户提供资源

整合与共享的分布式计算设施. 目前, 国内各高校纷

纷致力于 ERG 平台的开发、应用、管理和维护. ERG
的流量管理便是其中尤为重要的一环. 在 ERG 系统中, 
因用户上传资源而产生的上行流量有严格的审核和管

理, 用户上传的资源必须通过管理员审核才能最终提

交到 ERG 系统, 因此, 可以认为上行流量是可控的和 
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安全的. 相反, 因用户下载资源而产生的下行流量则

有可能对系统造成重大的影响, 例如非法用户长时间

大批量下载资源, 占用了带宽;或者因某些网格节点故

障而造成下行流量集中在某个节点上, 造成这个节点

负载过重 , 无法提供正常服务 . 这些情况都会导致

ERG 系统服务质量下降, 甚至出现 “宕机”. 可见, 对
ERG 系统下行流量的监控和预测, 有一定的应用价值

和实际意义.  
ERG 下行流量(ERG Downlink Traffic, ERGDT)是

衡量网格运行状态的重要指标, 将 ERGDT 预测应用 
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在数据分流和负载均衡中可以提高 ERG 的性能, 也可

以通过 ERGDT 对用户的行为进行建模和预测, 从而

及时发现网格异常行为, 提升网格的安全性和可靠性.  
  小波神经网络(Wavelet Neural Network, WNN)是
小波分析理论与人工神经网络理论相结合的产物[1], 
广泛应用于数据挖掘、行为预测、优化问题求解等领

域. 小波神经网络充分结合了小波分析和人工神经网

络两者的优点和特性, 在网络流量预测领域是一种十

分有效的数学建模和分析方法, 由于小波变换引入了

伸缩因子和平移因子, 这两个因子使得小波神经网络

比小波分解具有更多的自由度, 从而使小波神经网络

具有比一般神经网络更强的容错能力和更好的函数逼

近能力, 有效地克服了传统 BP 神经网络模型本身所

固有的一些诸如收敛速度较慢、误差较大等缺陷.    
在将 WNN 应用于网格流量预测这方面, 国内外

现有的研究成果很少, 大多数文献主要集中在对一般

网络流量(这类流量不区分上下行, 也不针对特定的应

用系统)的建模和预测. 由于网格下行流量是一类特定

的网络流量, 具有与一般网络流量类似的特性(例如随

机性和突发性等), 因此, 在网格流量预测方面可借鉴

一般网络流量的预测方法. Guan 等人[2]提出了基于小

波神经网络的数据预筛选方法,其核心思想是使用峰

值滤波技术来检测负载数据的峰值并对其进行修

正;Senkal 等人[3]对比了一般人工神经网络和小波神经

网络在基于时间序列事件(如网络流量、风速、光照等)
预测方面的性能, 认为虽然两者的拓扑结构类似, 但
小波神经网络模型的预测结果与实际值之间的均方根

误差和均方误差更小; Liu 等人[4]提出了一种用于时间

序列预测的小波神经网络控制方法, 该方法通过额外

的小波神经网络和向量自回归滑动平均预测, 实现了

更灵活的参数调节和更低的静态误差; Yilmaz 等人[5]

提出了一种基于模糊小波神经网络的非线性动力系统

的预测和识别模型, 该模型在模糊规则的 IF 部分中采

用了高斯型激活函数, 同时, 采用快速梯度下降法来

更新网络中的参数, 具有良好的泛化能力; Zhou 等人[6]

采用相空间重构理论讨论了基于小波神经网络的混沌

时间序列预测, 验证了小波神经网络预测模型的可行

性; Zhang 等人[7]提出了一种基于递归小波神经网络的

网络流量预测方法, 给出了一种动态梯度下降法来调

整小波神经网络的权值和参数; Wang 等人[8]分析了智

能电网的网络流量特性, 提出了改进粒子群小波神经

网络预测模型, 提高了预测的收敛速度和预测精度; 
Gao 等人[9]研究了短时交通流量问题, 将小波神经网

络用于短时交通流量预测, 该方法在预测精度方面优

于 BP 神经网络.  
  从以上的研究工作可以看出, 在 WNN 的模型结

构改进、参数优化以及将 WNN 应用于时间序列预测

等方面, 已取得一些成果. 然而, 在 WNN 预测模型的

收敛速度、误差以及稳定性等方面仍有进一步改善的

空间. 首先, WNN 预测过程最主要的部分在于网络训

练, 如果经过训练之后网络到达稳定状态时误差较小, 
那么最终的预测结果误差也会随之降低;同样, 网络训

练的收敛速度, 也决定了网络运行时间的长短. 其次, 
由于神经网络本身固有的特性(结构较为复杂、连接权

值动态变化、参数选取灵活等), 使得预测结果具有一

定的“摆动性”, 即对于固定的输入样本, 每次预测输

出都可能不同, 甚至个别输出与期望输出之间的偏离

程度较大(见 4.3 节图 4). 因此, 使网络训练的误差和

收敛速度尽可能的小、提升 WNN 预测的稳定性, 是两

个亟待解决的问题.  
  为此, 本文在建立WNN预测模型时, 在原有的基

于梯度下降法的网络权值和参数修正算法中增加了动

量项, 减少了训练的误差, 提高了收敛速度;同时, 提
出了一种对预测的中间结果引入随机样本替换机制的

改进算法, 提升了 WNN 预测的准确性和稳定性.  
  本文的主要贡献在于:将小波神经网络用于 ERG
下行流量预测, 为 ERG 的部署、管理和维护提供借鉴;
改善了现有小波神经网络预测模型的性能.  
 
1 小波神经网络的结构 
  WNN 结合了小波变换和人工神经网络两者的优

点, 小波变换引入了伸缩系数和平移系数这两个参数, 
从而使 WNN 具有比一般神经网络更强的容错能力和

函数逼近能力.  
  在函数空间 L2(R)中, 选择一个母小波函数Ψ(x), 
使其满足: 

*
*

*

2ˆ ( )
C

x
dx

xR

Ψ
= < ∞∫Ψ

             (1) 

式中, *ˆ ( )xΨ 表示Ψ(x)的 Fourier 变换. 对Ψ(x)作伸缩和

平移变换, 得到小波基函数系{Ψa,b(x)}, 其中,  
1 2( ) ( , ),

x bx a b Ra b aa
−⎛ ⎞Ψ = Ψ ∈⎜ ⎟

⎝ ⎠
       (2) 
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式中, a 是伸缩系数, b 是平移系数.  
由上式可知, 改变参数 a 可以使函数产生伸缩, 

形成不同  “级”的小波;改变参数 b 可以使函数移位, 
形成不同  “位”的小波, 这样就衍生出一族小波函数.  

对于任意信号 f(x)∈L2(R), 小波变换可表示为: 

,
1W ( , ) ( )f a b

R

a b f x dx
CΨ

= Ψ∫
             

(3) 

由此推出其反演公式为: 

,
0

1( ) W ( , )f a bf x a b dadb
C

+∞

Ψ

= Ψ∫
            

(4) 

从以上式子可以看出, 小波变换与 Fourier 变换相

比, 具有可改变的尺度伸缩和位置平移参数, 使其具

有对信号进行适应分析的能力.  
WNN 以 BP 神经网络为基础, 把小波基函数作为

隐含层节点的传递函数, 在信号前向传播的同时误差

反向传播. 其结构如图 1 所示.  
 
 
 
 
 
 

 
图 1  小波神经网络的结构 

 
  WNN 包含输入层、隐含层和输出层共三层, X1, 
X2, …, Xn是 n 个输入数据, Y1, Y2, …, Ym是 m 个输出

数据, (1)
ijω 表示输入层与隐含层的连接权值, (2)

ijω 表示

隐含层与输出层的连接权值.  
设输入信号为 xi(i = 1, 2, …, n), 则隐含层输出的

计算公式为: 

    

(1)

1( ) 1, 2, ,

n

ij i j
i

j

x b
h j j l

a

ω
φ =

⎛ ⎞−⎜ ⎟
⎜ ⎟= =
⎜ ⎟
⎜ ⎟
⎝ ⎠

∑
L      (5) 

式中, h(j)表示第 j 个隐含层节点的输出值, ϕ(⋅)表示小

波基函数, ja 和 jb 分别是ϕ(⋅)的伸缩系数和平移系数, 
l是隐含层节点的个数. ϕ(⋅)有多种函数可供选择, 本文

采用比较通用的 Morlet 母小波基函数, 其数学表达式

为: 

    2 2( ) cos(1.75 )e xx xφ −=              (6) 

输出层的计算公式为: 
(2)

1
Y( ) ( ) 1, 2, ,

l

jk
j

k h j k mω
=

= =∑ L

            (7) 
 
2 权值与参数修正方法的改进 

WNN 在运行之前必须有一个训练过程, 训练过

程需要 n 输入样本和 m 个输出样本, 训练时每个预测

值要与输出样本(即期望值)进行比较, 计算出预测值

与期望值之间的误差 e, 然后再根据误差对网络的连

接权值ω、小波基函数的伸缩系数 a 和平移系数 b 等

参数进行修正, 这个过程迭代进行, 从而使预测值不

断逼近期望值. 参数修正过程主要有两个步骤: 
    步骤 1: 计算预测误差 

k k
k 1

e Y Y
m

=
= −∑                 (8) 

式中, Yk表示预测值, kY 表示期望值.  
步骤 2: 修正网络参数 
WNN 采用梯度下降法来修正网络的连接权值和

小波基函数的参数. 不妨称采用梯度下降法的 WNN
算法为梯度 WNN(Gradient_WNN, GWNN).  

计算公式为: 

    ( ) ( ) ( ) (1) (2),new old new
ij jkω ω ω ω ω ω= + Δ =          (9) 

    ( ) ( ) ( ) ,new old new
j j j a bα α α α= + Δ =            (10) 

其中, ( )newωΔ 和
( )new
jαΔ 的计算公式为: 

       ( )
1 ( )

enew
oldω η

ω
∂Δ = −

∂
                (11) 

       ( )
2 ( )

enew
j old

j

α η
α
∂Δ = −

∂
                (12) 

(11)、(12)两式中, η表示学习速率. η的选取比较关

键:η值越大, 权值的变化率就越大, 则训练的收敛速

度也就越快, 但η值越大网络越不稳定;相反地, η值越

小, 权值的变化率就越小, 自然, 训练的收敛速度也

越慢, 但网络却较为稳定.  
为了解决这个矛盾, 本文对以上方法进行改进, 

主要是在式(9)和式(10)中增加一个动量项, 计算公式

为: 
( ) ( ) ( ) ( ) ( 1)( )new old new old oldω ω ω μ ω ω −= + Δ + −       (13) 

( ) ( ) ( ) ( ) ( 1)( )new old new old old
j j j j jα α α μ α α −= + Δ + −       (14) 

其中, ( ) ( 1)( )old oldμ ω ω −− 和
( ) ( 1)( )old old
j jμ α α −− 分别是式(13)

( )2
jmω

( )1
ijω
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和(14)的动量项, μ是动量项系数, 取值范围一般是 0 ≤ 
μ ≤ 1. 可以看到, 在式(13)中, 动量项 ( ) ( 1)( )old oldμ ω ω −−

可以在η确定的前提下, 动态调节ω的修正速率, 当
( ) ( 1) 0old oldω ω −− > 时, 式(13)的值大于式(9)的值, 其作

用相当于提升了ω的修正速率, 进而加快了网络训练

的收敛速度;同理, 当 ( ) ( 1) 0old oldω ω −− < 时, 则能降低ω
的修正速率, 起到了缓解“抖动”的作用, 此时, 收敛速

度会暂时变慢. μ的不同取值决定了ω修正速率的提升

(或降低)幅度, 当μ = 0 时, 式(13)就退化为不加入动量

项的情形 . 由于一般情况下 ( ) ( 1)old oldω ω −≠ , 因此 , 
( ) ( 1) 0old oldω ω −− ≠ . 从式(13)的表现形式可以看出, 新的

连接权值 ( )newω 和它前两轮迭代的权值 ( )oldω 和 ( 1)oldω −

有紧密的依赖关系, 这也体现出权值修正的演化过程. 
式(14)的分析类似.  

从以上分析可以看出, 在修正网络连接权值和参

数时加入动量项能改善网络的训练效率(见 4.3 节图 2
和图 3). 但是, 在网络预测的稳定性方面, 仍需进一

步探讨. 

 
3 随机样本替换机制 
  从文献[1]、[7]的实验结果可以看出, WNN 的预测

值出现了一定程度的“摆动”, 作者在实验过程中也发

现, WNN 存在较为明显的不稳定现象, 大部分时候预

测值能很好地与期望值拟合, 但偶尔会出现较大的偏

离. 经过统计, 这种偏离的概率约为 0.17, 虽然可以采

取多次预测再取平均的方法来降低预测错误的风险, 
但由于偏离现象(即不稳定性)的存在, 预测的准确性

仍然会受影响.  
  为了解决 WNN 的不稳定现象, 本文引入一种随

机样本替换机制, 该机制的主要思想是:采用循环预测, 
每一次循环产生一个预测的中间结果, 然后对这个中

间结果进行是否发生偏离的判定(具体见本节后半部

分), 若发生偏离, 则在训练样本中随机选取一个样本

对其进行替换, 若不发生偏离, 则保留这个中间结果. 
所有的中间结果保存在一个广义数组中, 在循环预测

结束时将所有的中间结果取平均, 并将该平均值作为

最后的预测值返回给用户.  
  为了更清晰的讨论随机样本替换机制的工作过程, 
可采用数学语言描述如下: 

假设网格节点每天的流量状态可用一个 m′维向

量来刻画, 它表示将每天平均等分成m′个时间点, 并

在每个时间点上记录节点的流量值(单位为 M). 若一

共记录了 n′ 天 , 则这 n′ 天的流量状态可以用一个

n m′ ′× 的样本矩阵来表示: 

⎟
⎟
⎟
⎟
⎟

⎠

⎞

⎜
⎜
⎜
⎜
⎜

⎝

⎛

=

′′′′

′

′

′×′

mnnn

m

m

mn

xxx

xxx
xxx

L

MMMM

L

L

21

22221

11211

X                (15) 

事实上, n′即为样本的数量. 现假设第 n′ +1
天的流量状态为: 1 2Y (y , y , ..., y )m= , 并将 Y 设为

期望输出.  
随机样本替换机制的工作过程如下: 
Step1: 设置循环预测的次数 p; 
Step2: 开始预测, 得到第 i 次(i ∈ Z+,1 ≤ i ≤ p ) 预

测的中间结果为 1 2Y( ) (y , y , ..., y )i i imi = ; 

Step3: 判断Y(i)与 Y 之间的偏离度是否大于某个

给定的阈值λ, 若是, 则在样本矩阵 n mX ′ ′× 中随机选择

一行(即在 n′个样本中随机选择一个)对Y(i)进行替换, 
保存替换后的Y(i);若否, 无需替换, 直接保存原预测

值Y(i). i = i+1, 返回Step2; 
Step4: 循环预测结束后得到一个广义数组 Y(p) , 

对 Y(p)求平均值, 得到 ( )1

1
Y Y

p

i
p i−

=
= ∑ , 将 Y 作为本轮

预测的输出.  
以上预测方法有很大的灵活性, 当 p = 1 时, 相当

于仅对一次预测进行是否偏离的判定和输出;当 p 取值

较大时, 预测的时间开销比较大, 但预测的精确度会

更高, 根据大数定律, 当 p→∞时, ( )lim Y YE p= ⎡ ⎤⎣ ⎦ ;当
p取值较小时, 时间开销较小, 但预测精度会随之降低. 
由于发生偏离的中间结果被消除和替换, 因此, 网络

的预测稳定性得到了保证.  
随机样本替换机制的关键问题在于阈值λ如何选

取, 阈值λ的直观意义是表示 Y(i)与 Y 这两个向量之

间的接近程度, λ值越大, 则 Y(i)与 Y 之间的差异越

大;λ值越小, 则 Y(i)与 Y 之间越接近. 可见, λ可以采

用多种统计学指标进行定义, 较为典型的有均方根误

差(Root Mean Square Error, RMSE)、平均绝对误差

(Mean Absolute Error, MAE)等, 它们的定义分别为: 
1 2

2

1

1RMSE( , ) ( )
m

t t
t

x y x y
m

′

=

⎛ ⎞= −⎜ ⎟′⎝ ⎠
∑              (16) 

1

1MAE( , )
m

t t
t

x y x y
m

′

=

⎛ ⎞= −⎜ ⎟′ ⎝ ⎠
∑                (17) 

其中, xt和 yt分别表示向量 x 和 y 的第 t 个分量.  
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为简单起见, 本文用 MAE 对λ进行定义. 当 Y(i)
和 Y 之间的 MAE 大于λ时, 就认为 Y(i)发生了偏离.  

虽然λ值并不能直接计算得到, 但可以通过近似

的方法求得, 具体做法是:先在训练样本 n mX ′ ′× 中求得λ
的一个基准值λ0, 再根据式(21)进行微调.  

λ0的计算公式为: 

0
1

1 MAE( ,Y)
n

i
i

x
n

λ
′

=
=

′∑
              

(18) 

式中 , ix 表示 Xn m′ ′× 中第 i 个训练样本(即样本矩阵

Xn m′ ′× 中的第 i 行). 上式表示所有训练样本与期望值之

间的平均绝对误差的平均值.   
    式(18)得到的λ0 仅是一个估计值, 它会随着样本

的数量、样本方差的大小等的不同而出现波动, 是否

具备可用性还需进一步检验. 为了说明如何从λ0 出发

逐步得到λ值, 先给出几个关键概念的定义: 
定义 1. 若第 i 个预测值 Y(i)与期望值 Y 之间的

MAE 大于λ, 即 MAE(Y( ),Y)i λ> , 则称该次输出为偏

离输出.  
定义 2. 在 p 次运行中, 发生偏离输出的个数, 称

为偏离次数, 用σ表示: 

=count(MAE(Y( ),Y) )iσ λ>            (19) 

式中, count( )函数表示对偏离输出的个数进行计数, 
并在 p 次运行结束之后返回偏离总次数. 这个指标间

接的作用是衡量系统的稳定程度. 由定义 1 和定义 2
可以看出, σ的值跟λ值的选取有紧密的联系.  

定义3. 在p次运行中, 不发生偏离输出的次数p - 
σ与运行总次数 p 的比值, 称为 WNN 的稳定性, 用Θ
表示: 

p
p
σ−Θ =  

                
(20) 

下面讨论检验及调整λ0的方法.  
预先设置运行次数 p, 并设置稳定性Θ∈[α, β](α, 

β为[0,1]之间的实数, 且α ≤ β, 表示稳定性在α至β之
间). 首先根据式(18)求出λ0, 再将λ0 代入式(19), 求出

偏离次数σ, 然后根据式(20)求出Θ, 最后判断Θ是否

满足Θ∈[α, β], 若满足, 则返回λ0 的值(作为λ);若不满

足, 则调整λ0.  
调整λ0的方法为: 

λ0←λ0+δ                 (21) 
其中, δ是微调λ0时的步长.  

为了在实验分析时描述更加方便, 不妨称采用动

量项法和随机样本替换机制的 WNN 算法为改进型

WNN(Improve_WNN, IWNN).   
 
4 实验分析 
  实验环境配置如下 :Windows7 操作系统 , Intel 
Pentium 2.2G CPU, 2.0G 内存, MATLAB R2012b.  
4.1 样本选取 

随机选取广东省粤东地区某高校若干网格节点的

ERGDT 数据做为实验样本, 含训练样本和检验样本. 
样本的生成方式如下: 每 15 分钟一次采样, 每小时 4
次, 一天共进行 96 次采样, 每 96 个采样数据为 1 个样

本, 表示这一天的流量状态. 3×96=288, 表示 3 天的数

据. 为了更加全面地测试WNN的性能, 采用滚动方式

对样本空间进行重构, 生成训练样本的输入和输出数

据分别为 4 288X × 和 1 288Y × 实矩阵, 用于训练;生成检验样

本的输入和输出数据分别为 4 96X × 和 1 96Y × 实矩阵, 用于

性能检验.  
实验中 WNN 采用 4-8-1 结构, 其中, 输入层有 4

个节点, 表示在预测时间点之前的 4 个时间点的实际

测量流量值(即, 由 4 个历史时间点的测量值来预测当

前时间点的流量值); 隐含层有 8 个节点, 一般来说, 
隐含层节点个数的确定方法有构造法、删除法和黄金

分割法等, 本文采用构造法确定了隐含层节点的个数; 
输出层有 1 个节点, 用于输出当前时间点的预测流量

值. 首先进行训练, 迭代次数设为 150 次, 然后利用训

练好的 WNN 进行预测. 初始化参数值如表 1 所示. 其
中 rand(x,y)函数表示在整数区间[x,y]中随机取一个数.  

表 1  WNN 的参数值 

参数 取值 参数 取值 

p 20 η1 0.01 

λ 32 η2 0.001 

n 4 δ 2 

l 8 
(1)
ijω

 rand(n,l) 

m 1 
(2)
jkω

 rand(m,l) 

iterator 150 a rand(1,l) 

μ 1 b rand(1,l) 

4.2 λ的估算 
按式 (18)直接求得λ0 = 26, 并取α = 0.9, β = 

0.95(即稳定性介于 0.9至 0.95之间), 微调λ0的步长δ = 
2, 实验数据如表 2 所示.  
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表 2 λ0的更新过程 
序号 p  λ0 σ Θ 

1 40 26 25 0.6250 

2 60 28 18 0.7000 

3 60 30 14 0.7667 

4 80 32 9 0.8875 

上表中 p 的取值从 40 至 80 不等, 主要是因为实

验过程中, 当λ0 分别等于 26, 28, 30 时稳定性一直较

低, 不适合作为λ, 因此实验只做了 40 和 60 次便停止. 
而当λ0等于 32 时, 稳定性较好, 为了使实验结果更加

可信, 在已经做了 60次的基础上又多做了 20次. 从上

表可以看出, 若直接采用基准值λ0 = 26 做为随机样本

替换的阈值, 稳定性Θ仅 0.6 左右, 需进一步调整, 经
过三次更新, 在λ0 = 32 时, Θ ≈ 0.9, 此时满足Θ∈[0.9, 
0.95], 32 可作为λ的近似值返回.  
4.3 性能评价 
    下面的实验主要是对比 GWNN 和 IWNN 的性能.  
实验共进行 10 轮, 每轮独立运行 20 次.  
  首先, 比较了GWNN和 IWNN在网络训练方面的

性能. 图 2 和图 3 对 10 轮实验的训练数据取平均值再

进行对比, 可以看出, IWNN 的训练曲线比 GWNN 下

降得更快, 说明网络训练的速率比 GWNN 要快, 网络

训练迭代完成之后, 误差也更小. GWNN 的误差是 20, 
而 IWNN 的误差只有 8.  
 
 
 
 
 
 
 
 

 
图 2  WNN 的训练过程 

 
  GWNN 和 IWNN 的平均训练时间分别为 9.6611s
和 8.7889s, 相差 0.8722s, 如图 3 所示 . 可以看出

IWNN 的网络训练收敛速度比 GWNN 更快.  
  其次, 比较了GWNN与 IWNN的预测效果. 在 10
轮实验中, 任取其中一轮实验的数据作图, 得到预测

数据分布如图4、5所示(其它轮次的实验结果类似). 从

图 4 可以看出, GWNN 的运行过程抖动较大, 在时间

点 0 至 20 抖动最大, 时间点 20 至 88 之间有 10 个左

右的预测值偏离度较大, 影响了预测的准确性, 这也

说明了 GWNN 的稳定程度不是很理想. 相比之下, 从
图 5可以看出, IWNN的预测过程除了在某些时间点出

现轻微偏离之外, 整体比较平滑, 更能反映真实的网

格下行流量分布. 
 
 
 
 
 
 
 
 
 

图 3  平均训练时间对比 
 
 

 
 
 
 
 
 
 

图 4  GWNN 的预测数据分布 
 
 
 
 
 
 
 
 
 

图 5  IWNN 的预测数据分布 
 

  对图 5 所示的预测中间结果取平均值, 即得到

WNN 的最终输出结果, 如图 6 所示. 可以看到, IWNN
的预测值与期望值的拟合程度较高, 效果较好. 
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图 6  IWNN 的预测结果 
 

  最后, 对 GWNN 和 IWNN 的性能指标进行对比. 
所采用的主要指标是 RMSE 和 MAE. RMSE 和 MAE
这两个指标用于衡量预测值与实际值之间的偏离程度, 
RMSE 对一组测量中的特大或特小误差非常敏感, 它
能够很好地反映出预测的精确程度. 除了以上两个指

标 , 还有必要考察算法的平均运行时间(Mean Run 
Time, MRT), 以便更加全面地反映算法性能. 
  GWNN 和 IWNN 的性能对比如表 3 所示. 表中的

数据为 10 轮预测后取平均值.  
表 3  性能指标对比 

项目 RMSE MAE MRT/s 

GWNN 27.70 20.10 8.20 

IWNN 25.55 18.37 8.58 

差值 2.15 1.73 -0.38 

    从上表可以看出, IWNN 前两项性能指标优于

GWNN, 但在 MRT 方面略逊于 GWNN, 主要原因是

IWNN 在预测时多了随机样本替换的操作, 这也与直

观吻合, 在算法中多加了一些处理功能, 优化了运行

结果, 同时也会付出必要的时间代价. 从总体来看, 
IWNN 更优一些.  
  算法的主要开销在于网络的训练和循环预测, 真
正执行预测的部分复杂性低于训练阶段. 训练的计算

复杂性介于和之间, N 为样本数. 如果训练样本是均匀

分布的,  则计算复杂性为; 如果训练样本是非均匀分

布的, 则计算复杂性为. 在加入随机样本替换机制之

后, 在预测时多了循环预测和随机样本选取等操作, 
这些操作的复杂性跟循环次数 p 有关, 其复杂性为. 
因此, IWNN 算法总复杂性介于 O(PN)与 O(PN2)之间.  

4 结语 
  教育信息资源网格平台的开发、应用、管理和维

护, 对于教育系统各部门之间的资源共享、协同教学

以及合作研究等方面起到关键作用. 对教育信息资源

网格的下行流量进行预测有助于网格系统服务质量的

提升和信息安全管理. 利用本文提出的方法, 能够提

高小波神经网络对网格流量预测的收敛速度, 有效消

除传统小波神经网络预测模型的不稳定性, 提高了预

测的准确性, 从实验结果来看, 本文提出的方法是有

效的和可行的.  
本文在以下方面仍存在一些不足, 例如网络节点个数

的确定尚未有明确的理论推导, 所提出的方法也未能

根据实际应用动态选取最优的小波基函数, 这将值得

进一步探索.  
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