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摘　要: 针对岩石 CT图像超分辨率重建中纹理和边缘细节恢复不佳, 以及传统 Transformer模型资源消耗大的问

题, 本文提出了一种轻量级混合架构 PDCLT模型. 该模型结合了基于像素差分卷积的细节强化 CNN模块和轻量

级 Transformer模块, 以实现对局部与全局特征的高效提取. 具体而言, 首先提出细节强化模块, 融合了像素差分卷

积和残差增强注意力, 并提出了自适应路径权重缩放方法, 以动态调整特征提取路径的权重, 增强了对细微结构和

关键特征的捕捉. 其次, 轻量级 Transformer模块集成高效多头注意力和多尺度特征融合网络, 在降低 GPU内存需

求的同时提取全局和多尺度特征. 最后, 在损失函数中加入孔隙度损失以优化孔隙结构的保留. 实验结果显示, PDCLT
模型在重建质量和细节还原方面表现出色, 显著提升了岩石 CT图像的超分辨率重建质量.
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Abstract: To address the inadequate restoration of textures and edge details in super-resolution reconstruction of rock CT
images, along with the high resource consumption of traditional Transformer models, this study proposes a lightweight
hybrid architecture, the pixel difference convolution and lightweight Transformer (PDCLT) model. The model integrates a
detail-enhancement convolutional neural network (CNN) module based on pixel difference convolution and a lightweight
Transformer module to efficiently extract both local and global features. Specifically, the model first introduces a detail
enhancement module that combines pixel difference convolution with residual enhanced attention. It also proposes an
adaptive path weight scaling method to dynamically adjust the weights of feature extraction paths, which enhances the
capture of subtle structures and key features. Secondly, the lightweight Transformer module incorporates efficient multi-
head self-attention and a multi-scale feature fusion network to reduce GPU memory demands while extracting global and
multi-scale features. Finally, porosity loss is added to the loss function to optimize the preservation of pore structures.
Experimental results show that the PDCLT model excels in reconstruction quality and detail restoration, significantly
improving the super-resolution reconstruction quality of rock CT images.
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1   引言

超分辨率图像处理技术在数字图像领域占据了重

要地位, 尤其在地质科学中, 如岩石 CT图像的分析中,
起到了关键作用. 该技术通过从低分辨率图像中恢复

高分辨率细节, 显著提高了图像的视觉质量, 从而为更

深入的图像分析和处理提供了强有力的数据支持.
在地质学研究和油气资源的开发过程中, 准确分

析岩石的成分和孔隙结构至关重要. 然而, 岩石的复杂

性使得这一过程极具挑战. 此外, 现场环境中的设备通

常受到资源和计算能力的限制, 使得开发资源高效的

图像处理方法尤为必要. 当前的 X 射线微计算机断层

扫描 (X-ray micro-CT) 技术虽然能够提供岩石特征的

高分辨率观察, 但在分辨率和视野范围之间存在权衡,
限制了图像的清晰度, 导致岩石微小结构的边界和纹

理上可能出现模糊不清的问题, 这使得在后续岩石分

割等处理中可能出现矿物边界模糊等问题[1,2]. 目前, 许
多超分辨率模型在处理岩石的显微图像时往往难以恢

复这些关键细节, 而这些细节对于岩石的科学分析和

资源评估至关重要. 因此, 为解决 X射线扫描图像中边

界模糊和纹理细节缺失以及设备资源限制的问题, 有
必要开发一种高效、资源友好的超分辨率重建方法,
以在资源受限的设备上提升岩石 CT 图像的清晰度和

纹理细节.
传统的插值方法 (如双线性和双三次插值)在简单

场景下表现良好, 但在应对复杂纹理和细节丰富的岩

石 CT 图像时, 往往无法有效恢复高频细节, 限制了其

应用范围[3]. 目前, 随着机器学习和深度学习的迅速发

展, 基于学习的超分辨率方法成为图像处理领域的研

究热点[4–6]. 早期模型如 SRCNN[7]通过卷积神经网络对

低分辨率图像进行处理, 显著提升了图像质量, 开创了

深度学习在超分辨率中的应用.
在岩石 CT图像超分辨率中, 准确捕捉细粒度纹理

和边缘特征至关重要. 传统卷积神经网络 (CNN) 虽然

能有效提取高层次语义特征, 但其固定网格卷积核在

处理局部细节时存在不足, 尤其在纹理和边缘提取上.
传统 CNN通过局部感受野进行平滑操作, 这会模糊细

节, 难以捕捉微小的灰度变化和局部特征, 尤其在复杂

纹理或模糊边缘区域. 相比之下, 像素差分卷积 (pixel
difference convolution, PDC)[8] 通过直接计算相邻像素

的灰度差异, 能够更精确地捕捉局部变化. 与传统卷积

核的平滑处理不同, PDC强调局部像素差异, 突出图像

细节, 在处理高纹理和复杂边缘时, 能够敏感地捕捉微

小特征变化, 保留岩石 CT图像中的精细结构与纹理特

征, 提升高分辨率复现效果. 相比传统 CNN, PDC在局

部细节恢复和纹理增强上具有明显优势.
近年来, Transformer 模型因其在自然语言处理中

的卓越表现, 逐渐引起了图像处理领域的广泛关注. Trans-
former[9]的核心自注意力机制能够在较大范围内捕捉

图像特征间的长距离依赖关系, 能有效提升图像的细

节恢复能力. 例如, ViT[10]和 SwinIR[6]等模型在图像超

分辨率任务中展示了 Transformer 在捕捉细节和重建

纹理方面的强大潜力, 显著超越了传统卷积网络的表

现. 然而, 这些模型对计算资源的高需求限制了其在低

算力设备上的应用场景, 因此, 有必要引入轻量化的

Transformer 架构, 以在满足性能需求的同时优化资源

利用.
为应对岩石 CT 图像超分辨率重建的挑战, 本文

提出一种融合细节强化 CNN模块与轻量级 Transformer
模块的混合架构 PDCLT 模型. 在该模型中, 首先设计

了细节强化模块 (DIB), 融合像素差分卷积 (PDC) 和
残差增强注意力 (REA), 并设计自适应路径权重缩放

(APWS) 方法, 使模型能够动态调整特征提取路径的

权重. PDC有效捕捉了图像中的细微结构和局部变化,
REA则确保模型专注于关键特征, 从而提升了复杂纹

理的细节重建效果. 在此基础上, 轻量级 Transformer
模块 (LTB) 负责提取全局信息, 集成了高效多头注意

力 (EMHA) 和多尺度特征融合网络 (MFFN), EMHA
在保持计算效率的同时捕捉长距离依赖, MFFN 通过

并行卷积核提取多尺度的局部和空间特征. 最后, 针对

岩石 CT 图像的特点, 本文在损失函数中引入了孔隙

度损失, 使模型在重构时能更好地保留孔隙结构. 得益

于这些设计, PDCLT在纹理细节保留和整体重建效果

上表现出色, 实现了岩石 CT 图像的高质量超分辨率

重建. 

2025 年 第 34 卷 第 4 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

System Construction 系统建设 105

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


2   相关工作 

2.1   基于卷积神经网络的超分辨率方法

图像超分辨率技术取得的显著进步, 主要得益于

深度学习技术的飞速发展, 特别是卷积神经网络的应

用. 2014 年, Dong 等人[7]提出了 SRCNN 模型, 首次将

深度学习用于图像超分辨率. SRCNN通过 3层卷积网

络学习低分辨率到高分辨率图像的映射, 效果显著优

于传统方法. 随后, VDSR[11]和 DRCN[12]通过引入残差

学习来增加网络深度, 有效缓解了深层网络中的梯度

消失问题, 进一步提升了超分辨率性能. EDSR[13]则通

过优化残差块堆叠, 显著提高了重建质量.
在提升特征利用效率方面, MemNet[14]和 RDN[5]引

入了密集连接架构, 通过每层输出与后续层的有效连

接, 优化了特征的综合利用, 尽管这些改进增加了计算

成本和内存消耗. 为了应对计算资源受限的环境, 研究

者们提出了多种轻量级模型. 信息蒸馏网络 IDN[15]和

信息多蒸馏网络 IMDN[16]通过蒸馏块逐步提取层次特

征, 以实现单图像超分辨率的高效重建. BSRN[17]利用

可分离卷积减少冗余.
尽管这些 CNN 方法在局部特征提取上表现出色,

但它们在全局特征的捕捉和细节恢复方面仍然存在局

限性, 特别是在重建图像纹理的精细化方面表现不足. 

2.2   边缘检测方法

自 Julesz于 1959年完成其工作以来[18], 边缘检测

一直是计算机视觉的重要研究方向. 边缘检测方法可

大致分为边缘微分算子、传统机器学习和深度学习方

法. 早期的边缘微分算子, 如 Canny[19]和 Laplace[20]

是通过物体边缘与背景像素之间的灰度梯度信息实现

检测, Canny 算子还引入了非极大值抑制, 成为经典算

法. 然而, 这些算子设计依赖手动调参, 难以处理复杂

图像.
随着机器学习的发展, 传统方法逐步引入了手工

设计特征以监督学习. Dollár 等人[21]提出了快速随机

结构森林方法, 利用局部模板预测边缘; Martin等人[22]

提出的 Pb 算法结合亮度、纹理和颜色特征进行边缘

检测, 但尽管这些方法设计了复杂的特征表示, 边缘信

息提取效果有限. 随着深度学习迅速发展, 卷积神经网

络 (CNN)广泛应用于边缘检测任务. N4-field[23]等早期

方法采用逐块或逐像素策略, 一定程度上改善了边缘

检测效果, 但削弱了整体预测准确性. 后续的 RCF[24]模

型通过结构改进增强了检测能力, 但这类深度模型结

构复杂、参数量大, 难以满足计算资源有限设备的需求.
在此背景下, 像素差分卷积 (pixel difference convo-

lution, PDC)[8]被提出. PDC 通过直接计算相邻像素差

异, 能够高效捕捉局部差分信息, 突出图像中局部的变

化区域. 与传统边缘检测方法侧重通过全局梯度信息

来识别图像中的显著边界和物体轮廓来提取图像的结

构性信息不同, PDC更关注图像的局部细节, 通过计算

相邻像素之间的灰度差异, 突出细微的变化和局部特

征, 这对于超分辨率任务中细节恢复和纹理增强尤为

重要. 因此本文借鉴 PDC的优势, 将其用于岩石 CT图

像超分辨率重建, 以捕捉微小边缘和复杂纹理, 在资源

受限环境下实现高质量细节复原. 

2.3   基于 Transformer 的超分辨率方法

自从 Transformer[9]在自然语言处理领域取得成功

后, 其强大的长期依赖建模能力逐渐被应用于图像超

分辨率任务中. Transformer 通过自注意力机制捕捉全

局信息, 使其在图像细节重建方面优于传统 CNN方法.
SwinIR[6]模型基于 Swin Transformer[25]构建, 采用

移位窗口机制在捕捉局部和全局特征的同时有效降低

了计算复杂度, 显著提升了超分辨率任务的效果. HAT[26]

通过结合通道注意力和自注意力机制来增强模型的特

征提取能力. 通道注意力强调特征通道间的重要性, 自
注意力则捕捉全局依赖, 从而在高频细节的重建上表

现突出.
尽管基于 Transformer 的模型在性能上取得了显

著进展, 但其高计算成本和内存需求仍是主要瓶颈. 为
应对这些挑战, ESRT[27]模型结合了轻量级 CNN 与高

效 Transformer的混合架构, 采用特征分离策略和高效

多头注意力机制, 减少了 GPU 内存占用和参数量, 同
时保持了较高的图像重建质量. LBNet[28]模型则通过递

归 Transformer与对称 CNN结构的结合来优化效率和

性能, 递归结构共享参数, 有效降低了内存需求, 并在

复杂图像的细节处理上保持较高的精度.
这些轻量化设计为实现更高效的 Transformer 架

构提供了可能性, 使得在资源受限的环境中也能实现

优异的图像超分辨率效果. 尽管已有显著进步, 进一步

提升 Transformer架构的效率, 以在资源消耗与重建质

量间取得更好的平衡, 依然是图像超分辨率重建研究

的重要方向. 
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3   模型介绍 

3.1   网络架构

本文提出的方法的整体网络架构如图 1 所示. 该

模型由浅层特征提取、深层特征提取和高分辨率图像

重建 3个部分组成, 适用于高效的岩石 CT图像超分辨

率重建任务.
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图 1    整体网络架构

  

3.1.1    浅层特征提取

ILR ∈ RH×W×3

3×3

F0 ∈ RH×W×C

首先, 输入的低分辨率图像 通过浅层

特征提取层, 该层包含一个标准的 卷积层, 用于提

取初步的粗略特征 . 其中, H×W 表示图像

的空间分辨率, C 代表中间特征的通道数. 特征提取的

过程可通过以下公式表示:

F0 =W (ILR) (1)

W (·)其中,  表示浅层特征提取层. 

3.1.2    深层特征提取

在深层特征提取阶段, 模型包含细节强化 CNN模

块 (DICM) 和轻量级 Transformer 模块 (LTM). 首先,
DICM 用于提取图像的局部特征, 并将这些细节特征

整合后作为 LTM 的输入, LTM 进一步处理这些特征

以捕捉图像的全局信息. DICM和 LTM模块构建了一

个双尺度特征融合网络结构, 在局部特征的基础上有

效结合全局特征, 以实现更优的岩石 CT图像纹理恢复

效果.
F0

Fn

具体来说, 浅层特征 经过 DICM, 并通过多级细

节强化模块组 (DIBG)处理, 提取出一系列深层的局部

特征 . 具体表述如下:

Fn = δ
n
(
δn−1
(
· · ·
(
δ1 (F0)

)))
(2)

δn (·) Fn其中,  表示第 n 个 DIBG 的特征映射,  表示第

n 个 DIBG所提取出的特征.

FDICM FDICM

每个 DIBG 由多个具有残差密集连接的细节强化

模块 (DIB) 组成, 以充分捕捉细节信息. 所有 DIBG 的

输出特征沿通道维度拼接为整体, 形成融合后的局部

特征 . 随后, 这些局部特征 被输入至 LTM.
LTM 由多个轻量级 Transformer 块 (LTB) 组成, 进一

步处理 DICM提取的特征, 以捕捉全局信息. 通过这种

方式, LTM 对 DICM 输出的中间特征进行增强, 整合

了局部和全局信息. 最终, LTM 和 DICM 的特征通过

残差连接进行融合, 将 LTM提取的全局特征与 DICM
提取的局部特征整合, 实现了特征融合. 该过程可表

示为:

FDICM =Concat (F1,F2, · · · ,Fn) (3)

FLTM = ϕ
m
(
ϕm−1

(
· · ·
(
ϕ1 (FDICM)

)))
+FDICM (4)

FDICM FLTM

ϕ (·) Concat (·)
其中,  表示 DICM 的输出特征,  表示 LTM
的输出特征,  是 LTB的操作,  是通道拼接

操作. 为简洁起见, 卷积层操作已省略. 

3.1.3    高分辨率图像重建

通过上采样器将融合后的深层特征放大到原始高

分辨率尺寸. 上采样器由两个卷积层和一个亚像素卷
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3× s2积层组成, 输出通道为 , 其中 s 是放大因子. 该过

程可表示为:

ISR = Hup (FLTM+F0) (5)
 

3.1.4    损失函数

在岩石领域的研究中, 孔隙度是评估岩石相关属

性的重要指标. 对于计算机 CT扫描获得的岩石 CT图

像, 可通过图像边缘检测将岩石 CT图像分割为固体部

分和孔隙部分. 根据孔隙像素与固体像素的比例, 可以

计算岩石的孔隙度. 由于岩石成分不同, 分割阈值往往

不同, 因此采用 Otsu 算法来确定每张岩石 CT 图像的

最佳分割阈值.
ppore psolid

I ϕ

设 和 分别表示岩石孔隙部分和固体部分

的像素数. 对于第 n 张岩石 CT 图像 , 其孔隙度 可表

示为:

ϕI = ppore (I)
/ (

ppore (I)+ psolid (I)
)

(6)

L1 LL1 Lporosity

在超分辨率处理岩石 CT图像时, 其孔隙度保持不

变. 为此, 将孔隙度作为损失函数的一部分引入, 总损

失函数由 损失 与孔隙度损失 组合优化,
以加速网络收敛, 并用于与其他超分辨率方法的公平

比较. 损失函数定义如下:

L = LL1+λLporosity (7)

LL1其中,  定义为:

LL1 =
1
N

N∑
i=1

Ii
SR− Ii

HR (8)

Lporosity孔隙度损失 定义为:

Lporosity =
(
ϕ
(
Ii
SR

)
−ϕ
(
Ii
HR

))2
(9)

λ ISR IHR其中,  是权重系数,  和 分别表示超分辨率图像

和高分辨率图像. 

3.2   细节强化模块

在图像超分辨率领域, 传统方法通常使用普通卷

积块进行特征提取. 然而, 常规卷积不仅计算成本高、

运行效率低, 而且其固定网格结构在庞大的解空间中

缺乏针对细节信息的约束, 限制了对图像边缘和纹理

的精确捕捉能力. 考虑到边缘先验知识可以帮助恢复

更清晰的图像轮廓, 本文借鉴了像素差分卷积 (pixel
difference convolution, PDC)[8]的思想, 提出了如图 2左
侧所示的细节强化模块 (DIB) 用于更有效的深层特征

提取. 具体而言, 该模块包含基于中心差分的像素差分

卷积 (CPDC)、基于角度差分的像素差分卷积 (APDC)、
基于径向差分的像素差分卷积 (RPDC)、常规卷积以

及残差增强注意力 (REA). 不同于原始像素差分卷积,
本方法使用常规卷积替代了深度可分离卷积. 为避免

参数量急剧增加, 本文在平衡参数量和性能的基础上,
将通过像素差分卷积的通道数减半, 随后再通过常规

卷积恢复.
 
 

C×H×W

C/2×H×W

C/2×H×W

C/2×H×W

C×H×W

C×H×W

C×H×W
Sigmoid

AvgPool MaxPool

λx
λres

λx
λres

Conv 3×3, with

Conv 3×3, with

CPDC

REA

REA (residual enhanced attention)

R
eL

U
R

eL
U

R
eL

U

Conv 3×3, with

APDC Conv 3×3

Conv 1×1 Conv 1×1

Conv 3×3

Conv 1×1 Conv 1×1

Conv 3× 3

Conv 3×3
Conv 3×3

RP

 
图 2    细节强化模块

 

在像素差分卷积之后, 本文设计的残差增强注意

力 (REA) 被用于进一步提升特征表达能力, 其结构如

图 2 右侧所示. 在图像超分辨率重建任务中, 注意力机

制已被广泛应用, 然而直接将通道注意力机制嵌入主干

网络未必总能显著提升性能, 因为这可能削弱网络对重

要特征的提取能力, 影响图像纹理和细节的保留. 为解

决这一问题, REA 结合了传统通道注意力块和残差块,
将特征提取与通道加权有效融合, 使网络在关注关键通

道信息的同时, 保留更多有价值的纹理和细节. 同时,
受 ReZero[29]启发, 提出了一种带有自适应路径权重缩

放 (APWS)方法的残差连接, 通过可学习的权重系数来

动态调整残差路径与恒等路径的重要性. 与传统残差连

接中的固定权重相比, APWS 可以提高模型的稳定性,
并加快模型收敛. 整个细节强化模块的过程可表示为:

FPDC = λx · x+λres · (W1 ( fRPDC ( fAPDC ( fCPDC (x)))))
(10)
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Fout = λx · x+λres · (W2 ( fREA (FPDC))) (11)

fCPDC (·) fAPDC (·) fRPDC (·)

W1 (·)
W2 (·) 3×3 λx λres

fREA (·) Fout

其中,  、 和 分别表示基于中心

差分的像素差分卷积操作、基于角度差分的像素差分

卷积操作和基于径向差分的像素差分卷积操作. 
和 分别表示 卷积操作,  和 为自适应路

径权重系数.  是残差增强注意力,  是输出

特征. 

3.3   轻量级 Transformer 模块

在图像超分辨率任务中, 大多数基于 Transformer
的方法通常需要大量计算资源, 并占用较多 GPU内存.
为此, 本文提出了一种轻量级 Transformer模块 (LTB),

Fori ∈ RC×H×W k× k

N Fpi ∈ Rk2×C N =

H×W

Fp

用于建模图像的长距离依赖关系并提取全局特征, 如
图 3所示. 本文针对岩石 CT图像超分辨率任务优化了

传统 Transformer块[9], 以提升计算效率并适应 GPU内

存受限的情况. 受 ESRT[27]启发, LTB 引入了预处理和

后处理模块. 具体而言, LTB 采用展开技术, 将输入特

征图分割成补丁. 展开操作描述如下: 对于 Transformer
块的输入特征 , 通过 的卷积核将其

展开为 个补丁, 每个补丁特征为 , 其中

. 展开操作自动嵌入每个补丁的位置信息, 无需额

外的位置编码. 随后, 补丁 直接输入至 LTB, 且 LTB

的输入和输出形状一致, 最终通过折叠操重建特征图.
 
 

Lightweight Transformer

GELU

Oi

Qi

O1, O2, …, OS

Q1, Q2, …, QS

K1, K2, …, KS

V1, V2, …, VS

Ki Vi

Dw-Conv 5×5 Dw-Conv 7×7Dw-Conv 3×3

Dw-Conv 5×5 Dw-Conv 7×7Dw-Conv 3×3

Split SplitSplit

Length-scaled cosine

attention

Expansion

Reduction

Linear

Feature split

Layer norm

Layer norm

Q K V

Multi-scale feature fusion feedforward network

block (LTB)

τ log N×Q
^
K
^ T

Softmax

Conv 1×1

Conv 1×1

Concat

Concat

(MFFN)

EMHA

MFFN

Efficient multi-head attention (EMHA)

 
图 3    轻量级 Transformer模块

 

近期研究[30]表明, 随着输入序列长度的增加, 注意

力输出的置信度会降低, 这主要是由于缩放因子与输

入序列长度的关联性. 为解决这个问题, 本文引入 Trans-
NeXt[31]中的长度缩放余弦注意力 (LSCA). 如图 3 所

示, LSCA用于替代查询和键值之间的原始缩放点积注

意力 (SDPA). LSCA使用余弦相似度, 被观察到能生成

更平滑的注意力权重, 有效提高大型视觉模型的训练

稳定性. 同时, LSCA 中的缩放因子能够更好适应长序

列输入, 有助于稳定模型在未知长度上的泛化表现.
LSCA的公式如下:

Attention (Q,K,V) = Softmax(τ log N × Q̂K̂T)V (12)

Q̂ K̂ l2 V

τ 1/0.24 N

其中,  ,  是进行 归一化的查询和键矩阵,  是值矩

阵,  是一个可学习参数, 初始值为 .  表示每个

查询和有效键的交互次数.

Q K V

S

Q1,Q2, · · · ,QS K1,K2, · · · ,KS V1,V2, · · · ,VS

O1,O2, · · · ,OS

为进一步节省计算开销, 类似于 ESRT, 查询矩阵

、键矩阵 和值矩阵 采用了特征分割策略, 将输入

序列分成 段以降低 GPU 内存需求. 每段特征分别表

示为 ,   和 ,  并

依次输入 LSCA 操作, 省略了 mask 处理. 得到的输出

再连接形成最终输出, 如图 3左侧所示.

Em 1×1

3×3 5×5 7×7

考虑到传统 MLP 在捕捉多尺度特征方面的局限

性, 尤其是在岩石 CT图像中对局部和空间特征的捕捉

能力不足且参数量较大, 本文设计了一种多尺度特征

融合网络 (MFFN) 来解决该问题. 如图 3 右侧所示, 特

征 经过 卷积降维, 然后被输入到 3 条包含不同

卷积核大小 ( ,  ,  )的深度可分离卷积 (Dw-

Conv)分支中, 以提取多尺度特征, 丰富特征表达. 为增

强各尺度特征之间的交互, 沿通道维度将特征分为两
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部分, 其中一部分经过 GELU 激活与另一部分通过逐

元素相乘进行结合. 整个过程可以表示为:
E3 = f dwc

3×3 ( f1×1 (Em))

E5 = f dwc
5×5 ( f1×1 (Em))

E7 = f dwc
7×7 ( f1×1 (Em))

(13)



E3 = f dwc
3×3

(
EP1

3 ·E
P2
5 ·E

P2
7

)
E5 = f dwc

5×5

(
EP2

3 ·E
P1
5 ·E

P2
7

)
E7 = f dwc

7×7

(
EP2

3 ·E
P2
5 ·E

P1
7

)
E = f1×1

[
E3,E5,E7

] (14)

Em f1×1 (·)
1×1 f dwc

n×n (·) XP1

XP2 [·]

其中,  表示经高效多头注意力的输出,  表示

卷积,  表示卷积核大小为 n 的深度卷积, 

和 分别表示未经过 GELU激活和激活的特征,  表

示通道级联.
如图 3 所示, 本文在高效多头注意力 (EMHA) 中

引入了 LSCA, 在 EMHA 和 MFFN 之前应用了层归一

化. 整个 LTB的计算流程概括如下:Em = EMHA (LN (Ei))+Ei

Eout =MFFN (LN (Em))+Em
(15)

Ei LN (·) EMHA (·)
MFFN (·)

其中,  表示输入,  表示层归一化操作, 
和 分别表示高效多头注意力操作和多尺度特

征融合网络操作. 

4   实验 

4.1   数据集和评价指标

本研究采用了两种常用的公开超分辨率岩石 CT
图像数据集进行实验: DRSRD1_2D[32]和 DeepRock-
SR_2D[33]. DRSRD1_2D 数据集中包含 3种不同类型的

岩石 CT图像: 碳酸盐 (carbonate)、砂岩 (sandstone)和
二者的混合 (shuffled). 本实验选择了其中的混合图像数

据集 (shuffled), 该数据集包含 2 000张图像, 其中 1 600
张用于训练, 200张用于验证, 200张用于测试. 另一数

据集 DeepRock-SR_2D 包含 4种类型的岩石 CT图像:
碳酸盐 (carbonate)、砂岩 (sandstone)、煤岩 (coal2D)
以及三者的混合 (shuffled). 同样地, 本实验选择了其中

的混合图像数据集 (shuffled), 该数据集包含 12 000 张

图像, 其中 9 600 张用于训练, 1 200 张用于验证, 1 200
张用于测试.

为了定量评估模型性能, 本文采用了峰值信噪比

(PSNR) 和结构相似性 (SSIM)[34]两种广泛用于图像质

量评价的指标. PSNR用于衡量重建图像与原始图像之

间的差异, 其值越高, 说明重建图像越接近原始图像,
代表重建质量越好. SSIM 则从亮度、对比度和结构

3个方面衡量图像的结构信息, 值的范围在 [0, 1] 之间,
SSIM 越接近 1, 表示重建图像与真实图像的相似性

越高. 

4.2   实验细节

实验在配置为 GPU V100 (4核, 16 GB显存)的计

算环境中进行, 使用了 PyTorch 1.7和 CUDA 11.0框架

进行模型训练.
在训练过程中, 我们采用随机剪裁方法, 每个训练

时期随机裁剪尺寸为 48×48的低分辨率图像块作为输

入, 以提高数据多样性、减少过拟合并增强模型的鲁

棒性. 同时, 数据增强还包括随机水平翻转和 90°旋转.
在网络的学习阶段, 设置的初始学习率设置为 2×10−4,
并使用 Adam优化器 (β1 = 0.9, β2 = 0.999)进行 200个
迭代的训练. 此外, 为了获得更锐利的重建效果, 用
L1 损失代替了 L2 损失, 并引入了孔隙度损失函数来

增强模型对岩石 CT 图像特性的捕捉. 图 4 展示了在

DRSRD1_2D数据集中的×4倍训练数据集上训练过程

中的损失函数收敛情况. 从图中可以看出, 损失函数随

训练进展迅速下降, 且曲线较为平滑. 这一现象与使用

像素差分卷积 (PDC) 密切相关, PDC 通过捕捉局部像

素灰度差异, 提供了强有力的先验知识, 使得模型在初

期就能快速优化损失 ,  导致收敛速度较快 .  并且

PDC局部特征学习方式避免了传统卷积方法中的平滑

作用, 能够减少图像细节的丢失, 使得损失优化更加稳

定. 图 5 则显示了在 DRSRD1_2D 数据集中的×4 倍验

证数据集上, 验证过程中 PSNR/SSIM 值的变化趋势.
随着训练次数的增加, PSNR/SSIM 值逐渐上升, 并在

第 200 个 epoch左右模型达到收敛状态.
 
 

Porosity loss
0.055

0.050

0.045

0.050

0.035

0.030

0 5025 75 125 175100

Epoch

150 200

0.018

0.016

0.014

0.012

P
o
ro

si
ty

 l
o
ss

0.010

0.008

0.006

L1 loss

L
1
 l

o
ss

 
图 4    损失函数收敛图

 

对于轻量级混合架构 PDCLT模型的配置细节, 细
节强化 CNN 模块 (DICM) 由 3 个细节强化模块组
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λx λres

λ

(DIBG) 组成, 每个 DIBG 的输入通道数设置为 32, 并
包含 3 个细节强化模块 (DIB). 在每个 DIB 中, 自适应

路径权重系数 和 的初始值均设为为 1. 同时, 轻
量级 Transformer 模块 (LTM) 中包含一个轻量级

Transformer 块 (LTB), 以节省 GPU 内存. 损失函数中

的权重参数 设置为 0.1.
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图 5    DRSRD1_2D数据集上 PSNR/SSIM变化图

  

4.3   消融实验 

4.3.1    细节强化模块中的不同卷积

在细节强化模块中, 主分支通过像素差分卷积进

行特征提取. 为评估像素差分卷积不同配置的有效性,
本文进行了消融实验, 重点对比了使用深度可分离卷

积 (DSConv) 和常规卷积 (Conv) 的性能差异, 实验结

果汇总如表 1所示. 研究发现, 尽管常规卷积使模型参

数量增加了 113k, 但在图像质量指标上带来了显著提

升: PSNR 提高了 0.05 dB, SSIM 增加了 0.000 8. 相比

深度可分离卷积, 常规卷积能更充分捕捉细节信息, 增
强了模型的特征学习能力.
  

表 1    像素差分卷积的不同配置评估
 

方法 参数 (k) PSNR (dB)/SSIM
DSConv 3×3 480 28.21/0.662 1
Conv 3×3 593 28.26/0.662 9

 

从性能与模型复杂度的平衡角度看, 结果表明, 尽
管常规卷积增加了计算开销, 但在图像超分辨率重建

效果上带来了显著改善. 

4.3.2    细节强化模块中的残差增强注意力效果

在细节强化模块中 , 我们设计并应用了残差增

强注意力 (REA)模块. 该模块结合了通道注意力机制

与残差结构, 有效增强了对关键通道信息的捕捉, 并
保留了更多重要的纹理和细节信息. 通过特征提取与

注意力加权的融合, REA 显著提升了模型的细节感知

能力.
如表 2所示, 尽管 REA模块仅引入了少量额外参

数, 模型在 PSNR 和 SSIM 等图像重建指标上依然有

所提升.
 
 

表 2    细节强化模块中 REA的消融研究
 

方法 参数 (k) PSNR (dB)/SSIM
w/o REA 590 28.23/0.662 2
w/ REA 593 28.26/0.662 9

  

4.3.3    多尺度特征融合网络的效果

在提出的轻量级 Transformer模块中, 设计并引入

了多尺度特征融合网络 (MFFN). 相比传统 MLP, MFFN
结合了多尺度卷积操作, 能够有效捕捉图像的多尺度

特征, 并通过特征分支和融合机制增强各尺度间的交

互, 从而更好地挖掘相关对象的潜在尺度关系. 为验证

MFFN 的有效性, 本文将 MFFN 与MLP进行了对比实

验, 展示了其在多尺度特征提取和复杂图像处理方面

的明显优势.
在保证模型性能的同时, 本文通过减少 MFFN 的

输入通道数, 进一步优化了计算效率和参数规模. 实验

结果如表 3 所示, MFFN 在捕捉复杂多尺度特征的过

程中显著减少了参数量, 并在 PSNR 和 SSIM 等图像

重建指标上优于传统 MLP. 这表明, MFFN 在处理岩石

CT 图像的多尺度特征方面表现出色, 达到了性能与参

数量的良好平衡.
 
 

表 3    MLP和 MFFN 的消融研究
 

方法 参数 (k) PSNR (dB)/SSIM
MLP 652 28.24/0.662 5

MFFN 593 28.26/0.662 9
  

4.4   实验结果和分析 

4.4.1    孔隙度损失函数对结果的影响

Lporosity

本文将岩石孔隙度作为一种重要的约束条件. 为
了评估这一条件的效果, 实验针对 DRSRD1_2D 数据

集×4 倍的图像进行了客观指标的对比分析. 在相同实

验条件下, 比较了引入孔隙度损失函数 的 PDCLT

模型和未加入该约束条件的 PDCLT模型的 孔隙度.
通过对测试集所有图像在不同条件下的孔隙度进

行分析, 发现加入孔隙度损失函数后的 PDCLT 相较

于 PDCLT 更接近原图 (HR) 的孔隙度值. 表 4 具体展

示了分别对碳酸盐和砂岩随机采样得到的 10 张测试

图像孔隙度. 

4.4.2    与其他轻量级单图像超分辨率模型比较

在表 5 中, PDCLT 与其他轻量级单图像超分辨率
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模型分别在 DRSRD1_2D和 DeepRock-SR_2D数据集

上进行了比较, 包括 SRCNN[7], FSRCNN[35], SAFMN[36],
BSRN[17], IMDN[16], ESRT[27]和 CRAFT[37]. 结果显示, 提
出的 PDCLT在整体性能上优于这些轻量级模型. 具体

而言, 针对×4倍的岩石 CT图像超分辨率任务, PDCLT
仅需 593k参数量, 便实现了性能与计算复杂度之间的

良好平衡. 在 DRSRD1_2D 数据集上, 尽管 ESRT 和

CRAFT 在×2 倍放大下的性能接近 PDCLT, 但它们的

参数量显著高于 PDCLT. 而 BSRN和 SAFMN虽然参

数量少于 PDCLT, 但其性能明显不及 PDCLT.
  

Lporosity表 4    HR, PDCLT和加入 的 PDCLT的孔隙度对比
 

岩石种类 图片编号
孔隙度 (%)

HR PDCLT LporosityPDCLT-

carbonate

1814 10.49 11.19 10.87
1847 9.41 9.91 9.70
1891 11.14 12.46 11.89
1923 9.19 9.94 9.70
1975 9.61 10.26 9.99

sandstone

1809 12.95 13.51 13.01
1851 11.74 12.53 11.62
1888 9.79 11.27 10.39
1930 12.05 11.15 11.45
1976 12.67 13.45 13.11

 

此外, 图 6和图 7分别展示了 PDCLT与其他轻量

级 SISR 模型分别在 DRSRD1_2D 测试数据集中的碳

酸盐和砂岩上×4倍放大的视觉对比. 从图中可以看出,

PDCLT 重建的超分辨率图像在细节上更加精确, 尤其

是在边缘和线条区域, 展现了更为清晰和准确的纹理

细节.
 
 

表 5    DRSRD1_2D和 DeepRock-SR_2D测试集的对比实验
 

倍率 模型 参数 (k) DRSRD1_2D DeepRock-SR_2D
PSNR (dB)/SSIM PSNR (dB)/SSIM

×2

Bicubic — 31.29/0.852 5 36.03/0.887 5
SRCNN[7] 8 32.59/0.870 5 37.90/0.907 2
FSRCNN[35] 13 32.92/0.881 1 38.06/0.909 7
SAFMN[36] 228 33.47/0.885 2 38.85/0.912 5
BSRN[17] 332 33.48/0.885 2 38.82/0.912 3
IMDN[16] 694 33.48/0.885 1 38.77/0.912 2
ESRT[27] 677 33.49/0.885 4 38.85//0.912 4
CRAFT[37] 737 33.51/0.885 8 38.93/0.912 8
PDCLT 519 33.52/0.885 9 38.88/0.912 6

×4

Bicubic — 24.72/0.572 1 30.04/0.696 6
SRCNN[7] 8 26.42/0.612 0 31.95/0.728 9
FSRCNN[35] 13 27.26/0.637 5 32.22/0.735 4
SAFMN[36] 240 28.20/0.660 7 33.69/0.759 6
BSRN[17] 352 28.20/0.661 0 33.68/0.759 4
IMDN[16] 715 28.23/0.662 2 33.73/0.760 1
ESRT[27] 751 28.21/0.661 1 33.72/0.759 9
CRAFT[37] 753 28.19/0.660 8 33.80/0.760 6
PDCLT 593 28.26/0.662 9 33.76/0.760 4

 
 

(a) Original image (b) Bicubic (c) SRCNN (d) FSRCNN (e) SAFMN (f) BSRN

(g) IMDN (h) ESRT (i) CRAFT (j) PDCLT (k) HR 
图 6    编号为 1818的碳酸盐图像×4倍上重建效果比较

 
 

5   结论

本文提出了一种轻量级混合架构模型 PDCLT, 模
型结合了细节增强的 CNN 模块和轻量级 Transformer
模块. 其中, 细节增强模块通过像素差分卷积提取岩石

CT图像中的细节, 并采用残差增强注意力机制捕捉关

键特征, 提升局部细节表达能力. 轻量级 Transformer
模块则利用高效的多头注意力处理长距离依赖问题,

捕获全局特征, 并用多尺度融合网络对特征进行多尺

度融合, 加强尺度间的交互, 充分利用空间信息, 提升

超分辨率重建效果. 在 DRSRD1_2D 和 DeepRock-
SR_2D 数据集上的实验验证表明, PDCLT 模型在岩

石 CT图像重建质量上优于主流图像超分辨率模型, 并
在性能和参数规模之间实现了良好平衡. 未来研究将聚

焦于×2倍放大下的模型优化及模型泛化能力的验证.
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(a) Original image (b) Bicubic (c) SRCNN (d) FSRCNN (e) SAFMN (f) BSRN

(g) IMDN (h) ESRT (i) CRAFT (j) PDCLT (k) HR 
图 7    编号为 1897的砂岩图像×4倍上重建效果比较
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