
 

 

基于解耦自蒸馏的个性化联邦学习算法①

闵和祥,  朱子奇

(武汉科技大学 计算机科学与技术学院, 武汉 430065)
通信作者: 闵和祥, E-mail: 1554768198@qq.com

摘　要: 联邦学习 (federated learning, FL)是一种新兴的分布式机器学习框架, 旨在解决数据隐私保护和高效分布

式计算的问题. 它允许多个客户端在不共享数据的前提下协同训练全局模型, 但由于各客户端的数据分布存在异质

性, 单一的全局模型往往难以满足不同客户端的个性化需求. 针对这一问题, 本文提出了一种结合自蒸馏和解耦知

识蒸馏的联邦学习算法, 该算法通过保留客户端的历史模型作为教师模型, 对客户端本地模型的训练进行蒸馏指

导, 得到新的本地模型后上传到服务端进行加权平均聚合. 在知识蒸馏中, 通过对目标类知识和非目标类知识进行

解耦蒸馏, 实现了对个性化知识的更充分传递. 实验结果表明, 本文提出的方法在 CIFAR-10和 CIFAR-100数据集

上的分类准确率均超过了现有的联邦学习方法.
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Abstract: Federated learning (FL) is an emerging distributed machine learning framework aimed at addressing issues of
data privacy protection and efficient distributed computing. It allows multiple clients to collaboratively train a global
model without sharing their data. However, due to the heterogeneity in the data distribution of each client, a single global
model often fails to meet the personalized needs of different clients. To address this issue, this paper proposes a federated
learning algorithm that combines self-distillation and decoupled knowledge distillation. The algorithm retains the client’s
historical model as a teacher model to distill and guide the training of the local model, and after obtaining a new local
model, it is uploaded to the server for weighted averaging and aggregation. In the knowledge distillation process, the
decoupled distillation of target class knowledge and non-target class knowledge allows for a more thorough transmission
of personalized knowledge. Experimental results show that the proposed method outperforms existing federated learning
methods in classification accuracy on the CIFAR-10 and CIFAR-100 datasets.
Key words: federated learning (FL); personalized learning; knowledge distillation (KD); decoupled knowledge distillation; 
heterogeneous data

随着分布式计算技术的迅速发展, 越来越多的应

用需要在多个节点间进行高效协同计算. 但在传统的

集中式数据处理模式下, 数据需要汇集到中心服务器

进行统一处理, 这种模式不仅增加了数据传输的成本,

还带来了严重的隐私泄露风险. 特别是在涉及个人隐

私或敏感信息的场景中, 例如医疗和金融领域, 用户的
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数据通常无法直接外传. 在这种背景下, 谷歌提出了联

邦学习 (federated learning, FL)[1]作为一种保护用户隐

私的新型分布式模型训练方法, 允许多个客户端在不

共享本地数据的情况下协同训练出一个通用的全局模

型, 目前在医疗保健[2]、智能交通[3]、自然语言处理[4,5]

等领域得到了广泛应用.
传统联邦学习的目标是为所有客户端生成一个通

用的全局模型, 服务端在每轮训练中随机选择部分客

户端, 向其下发全局模型. 客户端在接收到全局模型后,
基于其本地数据集进行模型训练, 并将更新后的模型

参数上传至服务端. 服务端根据设定的算法对各客户

端上传的模型参数进行聚合, 生成新一轮的全局模型,
随后进入下一轮迭代. 然而在实际场景中, 不同客户端

的数据分布往往具有显著的异质性 (Non-IID)[6,7], 即客

户端的数据不服从同一分布, 这导致在服务端的每轮

聚合过程中, 各客户端的特定数据特征出现不同程度

地丢失, 即产生个性化遗忘问题[8–10], 使得全局模型在

某些客户端上的表现不佳, 难以满足客户端的个性化

需求.
为了解决这一问题, 本文提出了一种基于解耦自

蒸馏的个性化联邦学习算法. 在该算法中, 客户端会存

储上一轮的本地模型作为其个性化模型, 模型加权聚

合后, 再通过知识蒸馏[11]将个性化模型中的知识传递

给本轮的本地模型, 以缓解个性化遗忘问题. 同时, 在
蒸馏过程中用更灵活的解耦知识蒸馏[12]代替传统知识

蒸馏, 通过将目标类蒸馏和非目标类蒸馏进行解耦, 有
效地从历史模型中提取个性化知识, 从而提升模型的

个性化能力.
本文的主要贡献如下.
(1) 提出了一种基于解耦自蒸馏的个性化联邦学

习算法, 对现有联邦学习框架做出改进, 通过保留客户

端历史模型并将其作为“教师模型”, 有效缓解了传统

方法中的个性化遗忘问题.
(2) 本文进一步在知识蒸馏中引入解耦机制, 通过

目标类蒸馏帮助模型保持对目标类的难度感知能力,
同时通过非目标类蒸馏传递更广泛的类别区分信息,
优化个性化模型对本地数据特征的表达, 显著提升模

型的个性化性能.
(3) 通过与多种现有方法的对比实验, 验证了本文

方法在 CIFAR-10和 CIFAR-100数据集上具有更高的

分类准确率, 尤其在数据分布异质性较大的情况下展

现出显著优势. 

1   相关工作

传统联邦学习算法的目标是构建一个适用于所有

客户端的全局模型, 但由于各个客户端的数据分布存

在显著差异, 导致全局模型难以适应每个客户端的特

定需求. 解决数据异质性的联邦学习方法可以分为以

下 3类: 基于多任务学习的方法、基于元学习的方法、

基于知识蒸馏的方法. 

1.1   基于多任务学习的方法

多任务学习通过同时优化多个相关任务来提升模

型性能. 在联邦学习中, 多任务学习视每个客户端的数

据为独立的任务, 通过联合训练这些任务的方式来学

习共享的表示. 基于这个框架, Smith 等人[13]提出了一

种分布式优化方法, 采用交替优化的方式, 分阶段优化

任务模型参数和任务关系矩阵, 通过为每个节点拟合

独立的模型来处理非独立同分布的数据. 首先固定任

务关系矩阵, 更新每个节点的模型参数, 然后在中央服

务端固定模型参数, 优化任务关系矩阵. Mills 等人[14]

提出了一种 MTFL 算法, 通过引入私有的 BN 层以应

对数据异质性, 使每个客户端能够训练个性化的模型,
训练完成后, 客户端上传非私有的模型参数到服务端,
服务端对多个客户端的模型进行聚合. 

1.2   基于元学习的方法

元学习方法[15]旨在学习一个“学习算法”, 使得模

型能够通过少量的调整或学习迅速适应新的客户端数

据分布. Jiang等[16]在 FedAvg算法的基础上, 结合了模

型无关元学习 (MAML) 的微调阶段, 将联邦学习的训

练过程视为元学习中的“元训练”, 将基于梯度下降的

个性化过程视为“元测试”. 通过在每个客户端进行少

量的本地更新来提高模型在数据异质性环境下的个性

化性能. Fallah等人[17]提出了 Per-FedAvg算法, 通过一

个元学习过程来找到适合所有客户端的初始模型, 然
后每个客户端根据其本地数据进行微调, 对本地的数

据执行一步或几步梯度下降来适应客户端的本地数

据集. 

1.3   基于知识蒸馏的方法

基于知识蒸馏的方法通过在客户端内部或客户端

与服务端之间传递知识来增强模型的性能. 相比其他

蒸馏方式, 基于 logit 的蒸馏在计算效率上更高, 因此

成为大多数联邦蒸馏算法的首选方案. He等人[18]提出
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了 FedGKT, 在每个客户端使用本地数据训练模型, 生
成特征图和 logit 并上传至服务端. 服务端基于这些信

息更新服务端模型后将软标签返回给客户端, 通过这

种双向蒸馏的方式应对数据异构问题. Jeong等人[19]提

出了一种联邦蒸馏方法, 通过将各个客户端的模型视

为学生模型, 并利用其他所有客户端的平均模型输出

作为教师模型的输出, 实现了分布式知识蒸馏. 相比共

享模型参数, 通过交换模型输出来进行协同训练的方

式降低了通信开销, 并保留了客户端对本地模型架构

的自主设计权, 使得每个客户端能够根据自身数据特

点优化模型. Jin等人[20]提出了 pFedSD, 探讨了个性化

遗忘的问题, 通过在客户端训练时引入个性化模型和

本地模型之间的 KL 散度作为一种正则化策略来应对

数据异质性, 以自蒸馏的形式缓解模型对历史个性化

知识的遗忘. Lee 等人[21]提出了 FedNTD, 同样利用类

似自蒸馏的概念来缓解数据异质性问题, 通过在本地

训练时保留本地数据未出现的类别 (即非真实类别),

在训练损失中引入非真实蒸馏损失来防止知识遗忘.
本文同样利用自蒸馏机制以应对客户端数据异质性,
并针对目标类蒸馏和非目标类蒸馏进行解耦, 进一步

加强个性化知识的传递. 

2   本文方法 

2.1   联邦自蒸馏

个性化联邦学习的核心问题在于如何找到个性化

与泛化之间的平衡. 个性化的极端情况是没有与其他

客户端的协作而完全依赖本地数据的独立训练. 而泛

化的极端情况则是传统的联邦学习算法, 这类算法忽

略了不同客户端之间的个体差异. 本文在服务端采用

传统联邦学习中的加权平均策略对客户端上传的模型

进行聚合, 以确保模型保持良好的泛化能力. 对于客户

端的个性化遗忘问题, 使用知识蒸馏将历史模型的个

性化知识传递给下一轮的本地模型. 图 1 为本文工作

流程图.
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图 1    本文方法工作流程

 

如图 1 所示, 算法工作流程基于 Server-Client 框
架, 服务端与多个客户端协同训练, 其中 Client 1、Client k
和 Client K 表示 K 个并行的客户端, 它们拥有各自的

本地数据集并在本地独立训练. 每轮开始时, 服务端通

过聚合器对客户端上传的模型进行聚合, 随后使用分

发器将聚合后的全局模型分发给参与训练的客户端.
客户端接收到全局模型后, 通过历史模型进行蒸馏指

导其训练, 训练结束后客户端将更新后的模型存储在

本地并上传至服务端, 进行下一轮迭代. 其中, 聚合器

负责接收客户端上传的模型, 并使用加权平均策略对

这些客户端模型进行聚合, 生成新的服务端模型, 即全

局模型, 从而实现各客户端的协同优化. 分发器则将聚

合后的全局模型通过广播的方式发送至每个客户端,
确保各客户端能够在新一轮中使用包含全局信息的模
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型进行本地训练.

wt

wt
k

wt+1

服务端算法如算法 1 所示, 服务端初始化一个初

始全局模型, 随后系统运行 T 轮通信. 在每轮通信中,
服务端首先选择部分客户端参与本轮训练, 将全局模

型 分发给该轮参与训练的客户端, 然后各客户端在

本地数据集上独立训练, 得到更新后的模型 并上传

回服务端, 最后服务端对各客户端上传的模型参数进

行加权平均, 从而得到新的全局模型 .

算法 1. 服务端算法

w01)初始化全局模型

2) for t in T, do:
3) 　选择 n 个客户端参与本轮训练

wt4) 　分发器将 给参与训练的客户端

5)　 for k in n, do:
wt

k←client_train(wt)6)　　 
wt

k7) 　　上传 到服务端

8) 　end
9) 　聚合器对 n 个客户端上传的模型进行聚合:

wt+1←∑n
k=1
|Dk |∑n
i=1 |Di |

wt
k　　　　　  

10) end

vt
k

wt
k

vt+1
k wt

k

vt
k

为了实现客户端个性化知识的保留, 每个客户端

都会存储一个个性化模型 , 用于在本地训练过程中

指导当前轮次的模型更新. 客户端算法如算法 2 所示,
客户端每轮首先接收来自服务端的全局模型作为本轮

的本地模型, 训练若干轮后, 将得到的模型 作为下一

轮的个性化模型 , 并将 发送至服务端. 客户端在

训练中不仅要最小化自己的交叉熵损失, 还需要考虑

个性化模型 的蒸馏损失:

Φk(wt
k) = LCE(wt

k)+λ(t)LKD(vt
k,w

t
k) (1)

λ(t) =min
( t

N
,1

)
·λmax (2)

LCE
LKD

λ(t) λmax

其中,  是客户端的交叉熵损失, 用于当前本地任务

的学习.  表示个性化模型的预测与当前本地模型的

预测之间的蒸馏损失, 通过捕捉并保持二者之间的知

识相似度, 使学生模型能够有效继承个性化模型的特

征偏好.  是 warmup 函数, N 轮后达到 , 它在训

练初期使整体损失较小, 使模型在训练过程中更平滑

地收敛. 该损失函数结合交叉熵损失和知识蒸馏损失,
在实现各客户端协同训练的同时, 有效保留了客户端

的本地个性化知识, 提高了模型的个性化性能.
wk本地权重 将按照以下方式通过随机梯度下降方

法进行更新:

wt+1
k = wt

k −η∇Φk(wt
k,v

t
k) (3)

η其中,  是学习率.

算法 2. 客户端算法

wt
k←wt1)  ⌈ |Dk |

b

⌉
2)计算本地迭代次数 , b 是批次大小

3) for i in 本地训练轮数, do:
4) 　for j in 本地迭代次数, do:

wt
k←wt

k−η∇(LCE(wt
k)+λ(t)LKD(vt

k ,w
t
k))5)　　 

7) 　end
8) end

vt+1
k ←wt

k8)存储个性化模型

wt
k9)将 上传至服务端

 

2.2   基于解耦自蒸馏的个性化联邦学习

如前文所述, 本文在联邦学习中采用了基于传统

logit 的自蒸馏进行个性化知识传递, 使其更好地适应

本地需求. 然而传统的 logit 蒸馏仅通过计算教师模型

与学生模型输出之间的 KL 散度来实现分布的拟合, 并
未关注 logit 中目标类和非目标类在蒸馏过程中的不

同作用, 导致客户端个性化知识传递不够充分. 因此,
本文引入解耦机制, 分别赋予目标类蒸馏和非目标类

蒸馏不同的权重系数, 为客户端提供一种更高效、灵

活的知识传递方法.

p = [p1, p2, · · · , pt, · · · , pC]

假设训练样本共有 C 个类别, 每个样本的分类概

率表示为 , 其中第 t 类是目标

类别, 通过 Softmax函数得到每个类别的概率.

pi =
exp(si)∑c

j=1 exp(s j)
(4)

si其中,  表示第 i 类的预测输出.
pt p′t

p̂ = [ p̂1, p̂2, · · · , p̂t−1, p̂t+1, · · · , p̂C]

定义 和 分别表示目标类概率和非目标类的概

率, 同时定义 来表示不

考虑第 t 类时, 各个非目标类别的独立模型.

pt =
exp(st)

C∑
j=1

exp
(
s j
)

p′t =

C∑
k=1,k,t

exp(sk)

C∑
j=1

exp
(
s j
)

p̂i =
exp(si)

C∑
j=1, j,t

exp
(
s j
)

(5)
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令 T和 S分别表示教师模型和学生模型, 使用 KL
散度作为损失函数, 其表示如下:

LKD = KL
(
pT∥pS

)
= pT

t log
(

pT
t

pS
t

)
+

c∑
i=1,i,t

pT
i log

 pT
i

pS
i

 (6)

p̂i = pi/pt′根据式 (4)、式 (5)  , 故将式 (6)改写为:

LKD = pT
t log

(
pT

t

pS
t

)
+ pT

t′

C∑
i=1,i,t′

p̂T
i

log

 p̂T
i

p̂S
i

+ log

 pT
t′

pS
t′


= pT

t log
(

pT
t

pS
t

)
+ pT

t′ log

 pT
t′

pS
t′

+ pT
t′

C∑
i=1,i,t

p̂T
i log

 p̂T
i

p̂S
i


(7)

式 (7)可写为:

LKD = KL(tT ∥ tS)+ (1− pT
t )KL( p̂T

i ∥ p̂S
i ) (8)

KL(tT ∥ tS)

KL( p̂T
i ∥ p̂S

i )

由式 (6)可知, KD损失可以视为两项的加权和, 其
中 表示目标类在教师与学生之间的二元概

率相似度, 称为目标类知识蒸馏 (TCKD), 而

表示非目标类在教师与学生之间的概率相似度, 称为

非目标类知识蒸馏 (NCKD). DKD[12]指出, TCKD 处理

困难数据集时更加有效, 而 NCKD 则包含着模型的暗

α β

知识, 这些暗知识在 logit 蒸馏中起着关键作用. 当教

师模型对目标类别的置信度较高时, NCKD 的权重会

相应减小, 这样的耦合关系大大抑制了蒸馏的效果. 因
此分别赋予二者新的系 和 , 得到解耦知识蒸馏的

公式:

LDKD = α ·TCKD+β ·NCKD (9)

完整的蒸馏过程如图 2 所示, 教师模型和学生模

型对输入图片进行特征提取并输出对应的 logit. 随后

将 logit 按目标类和非目标类进行分类, 分别计算目标

类和非目标类的蒸馏损失, 最终对二者加权求和得到

最终的蒸馏损失. 所以客户端的损失函数被优化为:

Φk(wt
k) = LCE(wt

k)+λ(t)LDKD(vt
k,w

t
k) (10)

其中, DKD 损失是 TCKD 损失和 NCKD 损失的加权

和. 在式 (1) 基础上引入解耦机制, 通过将目标类蒸馏

和非目标类蒸馏分别进行优化, 使客户端模型在训练

中不仅能够从目标类蒸馏中获取辨别难度的信息, 还
能更充分地利用解耦后的非目标类蒸馏所包含的深层

次知识, 从而学习到更多的本地数据特征, 以应对数据

异质性的影响.
 
 

学生模型

教师模型 目标类损失

非目标类损失

 
图 2    解耦知识蒸馏工作流程

 
 

3   实验数据分析 

3.1   数据集介绍

本文在图像分类任务中评估所提出的方法, 使用

CIFAR-10和 CIFAR-100数据集[22]. CIFAR-10数据集

常用于小规模图像分类任务的测试, 包含 10 个类别、

总计 60  000 张 32×32 像素的彩色图像, 其中训练集

50 000张, 测试集 10 000张. 由于其小尺寸和均匀的类

别分布, CIFAR-10已成为低分辨率图像分类的经典基

准. 本实验中使用该数据集来评估模型在资源受限环

境下的性能.

CIFAR-100数据集则适用于更复杂的多类别任务

评估, 包含 100 个类别的 60 000 张 32×32 像素彩色图

像, 每个类别包含 500 张训练图像和 100 张测试图像.

实验中, 本文使用 CIFAR-100 来测试模型在处理数据

稀缺和复杂类别结构时的表现. 通过模拟多种复杂的

数据分布情况, 评估本文方法在细粒度分类任务中的

能力, 进一步验证其相对其他联邦学习算法的优势和

适用性.

本文采用 Top-1 Accuracy、计算成本和通信成本

来评价方法的性能. 这 3 个指标能够全面、直观地反

映算法在不同数据集上的性能, 便于与其他研究进行

对比.

Top-1 Accuracy =
正确预测的数量

预测的总数量
×100% (11)

 

**** 年 第 ** 卷 第 * 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

5

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


3.2   实验参数

本文基于 PyTorch深度学习框架, 使用 3张 NVIDIA
GeForce RTX 3090显卡在 Ubuntu 18.04平台下进行实

验. 实验使用 5 层 CNN 作为基础网络结构, 设置了两

种不同的 FL场景:
(1) 20个客户端, 参与率为 60%.
(2) 100个客户端, 参与率为 10%.
每轮通信时, 每个客户端执行 50 个训练周期, 记

录每个客户端的平均准确率.
Dir(α)

α

α

本文使用 Dirichlet 分布 来为每个客户端创

建不相交的异质性数据集. 超参数 控制标签分布的程

度, 设置为 0.1. 较小的 值代表更多的 Non-IID 数据

分布. 

3.3   消融实验

为了研究自蒸馏和解耦知识蒸馏对个性化性能的

影响, 本文使用 5 层卷积神经网络作为基础网络结构,
在 CIFAR-10 和 CIFAR-100 数据集上进行消融实验.
在消融实验中, 通过在客户端训练中分别使用传统联

邦学习、联邦学习结合传统自蒸馏、联邦学习结合解

耦自蒸馏进行消融分析, 评估自蒸馏机制和解耦机制

在联邦学习中的作用. 实验结果如表 1所示, 实验结果

表明, 自蒸馏机制在训练过程中引导客户端利用个性

化模型进行知识传递, 缓解了全局模型聚合过程中产

生的个性化知识遗忘问题. 解耦机制通过区分目标类

与非目标类的蒸馏, 深度挖掘了 logit 中的暗知识, 有
效提升了联邦学习系统的性能. 

3.4   对比实验

为了验证本文方法的有效性和先进性, 本文与多

种现有的联邦学习方法对比实验, 这些方法可以分为:
(1)传统的联邦学习, 如 FedAvg、FedProx.
(2) 针对数据异质性的改进联邦学习, 如 FedPer、

pFedMe、FedFomo、pFedSD.
  

表 1    消融实验结果 (%)
 

方法 CIFAR-10 CIFAR-100
FL 41.58 30.11

FL+KD 80.53 57.01
FL+DKD 81.14 57.49

 

实验结果表明, 本文方法在准确率上相比这些方

法取得了一定程度的提高. 如表 2 所示, 在参与率为

0.6的实验中, 本文方法在 CIFAR-10数据集上, 相比最

优方法提高了 0.52个百分点, 在 CIFAR-100数据集上

相比最优方法提高了 0.44个百分点. 如表 3所示, 当参

与率降低至 0.1、客户端数量增加至 100时, 本文方法

在 CIFAR-10 数据集上, 相比最优方法提高了 0.32 个

百分点, 在 CIFAR-100 数据集上相比最优方法提高了

0.26 个百分点. 实验结果验证了本文方法在数据异质

性的场景下的有效性和鲁棒性.
 
 

表 2    20个客户端、参与率为 0.6的对比实验结果 (%)
 

数据集 FedAvg[1] FedProx[6] FedPer[23] pFedMe[24] FedFomo[25] pFedSD[20]
本文方法

CIFAR-10 41.58 41.82 79.83 79.16 79.88 80.62 81.14
CIFAR-100 30.11 30.78 53.07 41.15 46.37 57.05 57.49

 
 

表 3    100个客户端、参与率为 0.1的对比实验结果 (%)
 

数据集 FedAvg[1] FedProx[6] FedPer[23] pFedMe[24] FedFomo[25] pFedSD[20]
本文方法

CIFAR-10 39.41 37.93 72.77 68.37 68.73 73.31 73.63
CIFAR-100 23.72 13.17 43.89 25.17 24.70 47.39 47.65

 

vk

如表 4 所示, 实验测量了客户端与服务端的单轮

平均通信成本以及客户端单轮训练的计算成本. 通信

成本包括下载和上传的总字节数, 对比其他方法, 本文

方法没有增加额外开销. 计算成本通过 FLOPs 技术工

具 pytorch-OpCounter 进行统计, 由于客户端需要重新

计算个性化模型 的预测值, 本文方法每轮的计算成

本相比有稍微提高, 但所需的通信轮次更少, 这部分的

计算开销被通信效率的提升所弥补.
各对比实验结果表明, 本文方法相比传统联邦学

习方案, 在缓解个性化遗忘问题方面具有显著贡献. 通

过保留客户端历史模型并引入解耦知识蒸馏, 本文方

法有效融合了全局模型和个性化模型的特征, 在客户

端数据异质性场景下能够保持更高的分类准确率, 同
时保持了较低的通信和计算成本, 在实际应用中更具

实用性和适应性. 

4   结束语

本文针对联邦学习中的客户端数据分布异质性问

题, 提出了一种基于解耦自蒸馏的个性化联邦学习算

法, 通过使用解耦知识蒸馏, 客户端能够从自身历史模
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型中提取有价值的个性化知识, 在应对个性化需求和

低开销的平衡上做出了重要贡献, 实验结果表明, 该方

法在多个标准数据集上的性能表现优越, 在数据异质

和资源受限的场景中具有较强的应用潜力.
  

表 4    CIFAR-10下的通信开销和计算开销
 

方法 通信开销 (MB) 计算开销 (GFLOPs)

FedAvg[1] 3.76 1 132.75
FedProx[6] 3.76 1 132.75
FedPer[23] 3.70 1 132.75
pFedMe[24] 3.76 1 132.75
FedFomo[25] 9.16 1 248.86
pFedSD[20] 3.76 1 132.75
本文方法 3.76 1 187.38 (4.82%)

 

在未来的工作中, 可以探索更加灵活的个性化策

略. 目前使用的静态解耦参数可能无法适应所有客户

端的需求, 可以考虑根据各客户端的数据特征, 动态地

调整目标类蒸馏和非目标类蒸馏的权重, 进一步提升

模型在不同客户端上的适应能力.
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