
 

 

无人机辅助 MEC 中的依赖性任务卸载①
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摘　要: 在任务计算密集型和延迟敏感型的场景下, 无人机辅助的移动边缘计算由于其高机动性和放置成本低的特

点而被广泛研究. 然而, 无人机的能耗限制导致其无法长时间工作并且卸载任务内的不同模块往往存在着依赖关

系. 针对这种情况, 以有向无环图 (direct acyclic graph, DAG)为基础对任务内部模块的依赖关系进行建模, 综合考

虑系统时延和能耗的影响, 以最小化系统成本为优化目标得到最优的卸载策略. 为了解决这一优化问题, 提出了一

种基于亚群、高斯变异和反向学习的二进制灰狼优化算法 (binary grey wolf optimization algorithm based on sub-
population, Gaussian mutation, and reverse learning, BGWOSGR). 仿真结果表明, 所提出算法计算出的系统成本比其

他 4种对比方法分别降低了约 19%、27%、16%、13%, 并且收敛速度更快.
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Abstract: In computation-intensive and latency-sensitive tasks, unmanned aerial vehicle (UAV)-assisted mobile edge
computing has been extensively studied due to its high mobility and low deployment costs. However, the energy
consumption of UAVs limits their ability to work for extended periods, and there are often dependencies among different
modules within offloading tasks. To address these issues, directed acyclic graph (DAG) is utilized to model the
dependencies among internal modules of tasks. Considering the impacts of system latency and energy consumption, an
optimal offloading strategy is derived to minimize system costs. To achieve optimization, a binary grey wolf optimization
algorithm based on subpopulation, Gaussian mutation, and reverse learning (BGWOSGR) is proposed. Simulation results
show that the proposed algorithm reduces system costs by around 19%, 27%, 16%, and 13% compared to four other
methods, with a faster convergence speed.
Key words: mobile edge computing (MEC); unmanned aerial vehicle (UAV); task offloading; dependent task; binary
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随着 5G技术的不断发展, 用户终端上运行的计算

密集型程序, 如线上游戏、虚拟现实、面部识别等, 对

低延迟和高性能的需求日益增长. 为了满足这些应用

的计算需求, 进一步提升用户的服务质量 (quality of

service, QoS)[1]. 移动边缘计算 (mobile edge computing,

MEC)[2]作为一种新型计算模式应运而生, 它通过在边
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缘服务器上处理用户终端任务的卸载请求, 实现高效

的数据处理. 然而, 传统的基础设施型 MEC 存在部署

成本高昂的问题, 而且在缺乏基础设施的农村地区、

大型场所的高流量期间或发生自然灾害时的地区可能

无法正常满足用户的计算需求. 近年来, 无人机 (unman-
ned aerial vehicle, UAV)因其卓越的机动性和灵活部署

能力而备受瞩目, 已广泛应用于多个领域[3]. 在沙漠、

山区等偏远区域, 无人机可作为空中通信枢纽, 与卫

星、地面网络融合, 实现全球空天地一体化覆盖. 在自

然灾害发生, 地面基站受损的情况下, 无人机可作为应

急通信设施支持救援. 在具有密集人群的热点场景, 无
人机可增强或补充地面网络. 无人机不仅能提升 MEC
的计算能力, 还能扩展其覆盖范围, 为用户提供更加稳

定可靠的服务[4].
无人机辅助的移动边缘计算系统相较于传统固定

边缘服务器位置的MEC系统, 它提供了更为高效、迅

速的计算服务. 然而, 实际的应用上, 这项技术仍面临

着诸多挑战. 其中一个问题是, 用户任务往往由多个依

赖模块组成, 这些模块之间存在明确的顺序依赖关系[5].
这意味着, 任何一个模块都需要在其所有前置模块完

成之后才能启动执行, 这就增加了任务的计算时延和

求解最优卸载方案的难度. 另一个核心问题是支持MEC
的无人机在能耗方面存在限制, 与云服务器和传统MEC
系统相比, 其能源储备更为有限. 因此, 不合理的卸载

决策不仅会导致任务完成时间的延长, 还会显著增加

无人机的电池能量消耗[6]. 为了充分发挥无人机辅助MEC
系统的优势, 本文计划探索出最佳的卸载策略, 以在有

限的能源条件下, 实现任务延迟和能耗的最小化.
Yan等[7]提出了一种多用户单MEC服务器的系统

模型, 设计出一种二等分的搜索方法以降低系统的时

延和能耗的加权和. Yuan 等[8]将计算卸载问题解耦为

资源规划问题和卸载策略问题. 使用基于任务卸载率

和资源分配率的博弈论方法设计了计算卸载方案, 减
少了高能耗和不确定延迟. Lv 等[9]提出了一种启发式

算法, 这种任务卸载算法能够预测卸载决策的影响. 该
算法在减少时间和能耗方面具有显著效果. Li 等[10]针

对单服务器场景提出了一种轻量级且高效的卸载决策.
此决策可以按顺序调度多用户任务, 从而使任务的平

均计算延迟最小. Bai 等[11]为了解决任务分布不均匀,
无法满足实时性要求的问题, 提出了一种使用凸近似

法简化原有问题并利用李雅普诺夫优化做出决策的协

作卸载算法. 仿真表明该算法显著减少了任务的完成

延迟. Fan等[12]基于每个任务的最大容忍完成时间的约

束下以最小化所有任务的总成本为目标, 提出了一种

启发式算法来解决依赖性任务的卸载问题. Zhao 等[13]

考虑了单个边缘服务器和多个用户的场景下依赖性任

务的卸载问题, 提出了一种启发式算法来优化系统时

延和用户设备的能耗. Xu等[14]通过假设已知的无人机

位置, 通过获得博弈模型的均衡解来解决服务定价和

任务卸载子问题, 并且采用遗传算法求解无人机定位

子问题. 仿真结果表明, 该算法可以带来更高的无人机

卸载收益并降低用户延迟. Zhou 等[15]将无人机与用户

之间的交互建模为 Stackelberg 博弈, 并且设计了一种

基于梯度的动态迭代搜索方法来获取卸载方案的近似

最优解. Wang等[16]提出一种太赫兹波段的无人机辅助

计算卸载架构, 综合考虑了无人机系统的服务质量和

资源约束, 提出了一种双重深度 Q 学习算法以获得卸

载方案的近似最优解.
综上所述, 由于依赖性任务的卸载问题较复杂, 在

以往的研究中考虑任务间依赖约束的工作只有较少的

一部分, 且大多只考虑单一用户或者单一MEC服务器

的场景. 在此背景下, 本文对无人机辅助 MEC 场景下

多用户多服务器中具有依赖关系的用户任务如何进行

卸载的问题进行分析研究.
本文的主要贡献如下.
1) 在基于无人机辅助边缘服务器卸载的场景下,

构建了网络模型、任务依赖模型、计算模型, 采用加

权法将时延、能耗的联合优化问题转化为对系统成本

的单一优化问题, 通过尽可能地减少系统成本来获取

最优的任务卸载方案.
2)提出了一种 BGWOSGR算法, 引入动态双亚群

的策略, 使得两个亚群可以分别发挥局部搜索和全局

搜索的优势, 在此基础上加入了高斯变异和反向学习

策略, 保持了算法迭代过程中的种群多样性以尽可能

地避免局部收敛问题.
3) 在 Matlab 环境上对本文提出的算法进行仿真,

仿真结果表明, 与参考的基准算法相比, 该算法收敛性

更好, 并且可以有效地降低系统的时延和能耗. 

1   系统模型 

1.1   网络模型

无人机辅助MEC系统的网络模型如图 1所示. 该
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N M系统场景包括 个地面用户和 个配备 MEC 服务器

在用户区域上方一定高度的无人机.
 
 

通讯链路
无人机

边缘服务器

地面用户

 
图 1    无人机辅助的MEC系统网络模型

 

假设无人机均飞行在某高度下的多个最优位置,
用户和无人机通过无线方式进行通信, 并且在无人机

范围内的用户可以选择是否将计算任务卸载到指定的

无人机上进行处理.
n (xn,yn,0)

m (xm,ym,H)

n

m Gn,m

地面用户 的位置可以用三维坐标 表示,
无人机 的位置使用 进行表示. 本文考虑用

户与无人机进行通信时的相对位置不变, 用户 和无人

机 之间的信道增益 可以表示为:

Gn,m =
β0

d2
n,m
=

β0

(xn− xm)2+ (yn− ym)2+H2
(1)

dn,m n m β0

dn,m = 1

其中,  表示用户 和无人机 之间的距离,  表示

时的信道功率的增益.

n

m

因此, 通过香农定理可知, 用户 将任务数据上传

到无人机 的数据传输的通信速率可以表示为:

rn,m = Blog2

(
1+

PnGn,m

N0B

)
(2)

B Pn n N0其中,  为信道带宽,  为用户 终端的发射功率,  为

无线信道中的噪声功率谱密度. 

1.2   任务依赖模型

现有的计算密集型任务通常由多个相互依赖的模

块组成, 例如处理虚拟现实相关的程序任务, 完成该任

务主要包括环境建模、场景渲染、交互设计、用户输

入捕获、实时反馈、系统优化这 6 个关键步骤, 而且

各个步骤之间存在着数据依赖.

G = (P,E)

因此, 本文将同一任务的不同模块间的依赖关系

建模为一个 DAG, 表示为 , 如图 2所示.
P = {P1,P2, · · · ,PK}

K E

ei, j (1 ⩽ i < j ⩽ K) i j

j i i j

表示组成任务所需要的所有模

块集合[17],  表示为模块的个数,  表示边的集合. 每条

边 代表模块 和 之间的依赖关系, 即
如果模块 需要模块 完成之后才能执行, 称模块 为 的

Rn n

Rn i Pn
i Pn

i =

{Dn
i ,C

n
i ,T

n
i,max} Dn

i Cn
i

Dn
i T n

i,max

Pn
i

前驱任务, 一个模块只有在其所有前驱模块完成后才

能开始执行. 假设每个用户同一时隙有且仅有一个任

务需要进行计算处理, 设 为用户 产生的计算任务,
将 中的第 个模块 相关信息定义为三元组

. 其中,  代表模块数据量的大小,  代

表处理 大小的数据所需要的 CPU 周期数,  表

示处理模块 可容忍的最大时延.
  

模块依赖关系

卸载模块
P4

P2 P7

P1 P5 P9

P3 P8

P6

 
图 2    任务模块依赖图

 

Pn
i Pn

j en
i, j定义 1. 若 是 的前驱模块, 则 为 1, 否则为

0, 即:

en
i, j =

 1, Pn
i是Pn

j的前驱模块

0, 其他情况
(3)

Xn
i Pm

i定义 2. 卸载决策变量 表示模块 的卸载方式:

Xn
i =

{
1, 卸载到无人机

0, 数据本地计算
(4)

Xn
i = 1

n Pn
i Xn

i = 0

Pn
i

模块的卸载方式本文考虑二进制卸载:  表示

用户 产生的模块 卸载到无人机上;  表示模块

进行本地计算, 不进行卸载. 

1.3   计算模型 

1.3.1    本地计算

f loc
n Pn

i

当用户对任务模块进行本地计算时, 假设本地的

计算速率为 , 则模块 的本地的计算时延表示为:

T n,loc
i =

Dn
i Cn

i

f loc
n

(5)

Pn
i模块 的本地计算的能耗为:

En,loc
i = αn ·

(
f loc
n

)2
Dn

i Cn
i (6)

αn n f loc
n

n

其中,  为用户 的本地设备的能耗系数,  为用户

的本地设备的 CPU频率. 

1.3.2    边缘计算

无人机辅助的MEC网络中, 用户可以将计算任务

卸载到无人机上进行计算. 边缘计算时延包含计算时

延、数据上传时延和处理后数据的回传时延. 考虑通

常情况下处理后数据的大小远小于上传数据的大小,
因此可以忽略数据的回传时延.
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n Pn
i

m

在边缘计算的场景中, 用户 将模块 卸载到无人

机 的总时延为:

T n,m,up
i =

Cn
i

rn,m
+

Cn
i Dn

i

fm
(7)

该场景下的能耗主要包含用户上传数据的传输能

耗和无人机的计算能耗, 可以表示为:

En,m,up
i = Pn ·

Cn
i

rn,m
+αm ·

(
fm

)2Dn
i Cn

i (8)

αm m fm m其中,  为无人机 的能耗系数,  为无人机 的 CPU
频率. 

1.4   问题描述

n Pn
i

由于每个任务可以选择在本地计算或卸载至无人

机上进行计算, 则用户 完成模块 的计算时延为:

T n,com
i = (1−Xn

i ) ·T n,loc
i +Xn

i ·T
n,m,up
i (9)

n

i

由图 2 可知, 任务的总完成时间包含各个模块的

执行时间和不同模块之间的依赖关系可能导致的等待

时间. 因此, 用户 的任务总完成时间等价于最后一个

模块完成的时间, 而且模块 的完成时间取决于其前驱

模块的完成时间, 两者关系如下:

T n
i =


max

j∈pre(i)
{en

j,i ·T
n,com
j }+T n,com

i , pre(i) , ∅

T n,com
i , pre(i) = ∅

(10)

pre(i) Pn
i n Rn其中,  为模块 的前驱模块集合. 用户 任务

的总时延可以表示为:

Tn =max
i
{T n

i } (11)

n用户 的任务总能耗可以表示为:

En =

K∑
i=1

((1−Xn) ·En,loc
i +Xn ·En,m,up

i ) (12)

Xn = (Xn
1 ,X

n
2 , · · · ,X

n
i ) n其中,  为用户 任务中所有模块的

卸载方案.

n

本文优化目标为任务执行时延和能耗的加权和[18],
用户 的任务执行成本可以表示为:

Yn = γ ·Tn+ (1−γ) ·En (13)

γ (1−γ)
γ ∈ [0,1]

γ

γ

其中 ,   为时延权重因子 ,   为能耗权重因子 ,
. 可以根据不同的场景设定不同的权重因子,

例如在时延敏感场景, 可以将 设为较大的值, 在能耗

敏感场景,  可以将设为较小的值.
n

n

m

除此之外, 还需要定义用户 的任务卸载到哪一个

无人机上, 因此使用式 (14)来表示用户 和卸载无人机

的关系:

Zn,m=
{
1, 用户 n需要卸载到无人机 m
0, 其他情况

(14)

U

综上所述, 本文将系统中用户任务中所有模块的

卸载决策作为优化问题, 以最小化任务的执行成本作

为优化目标. 因此可以描述为如下的优化问题 :

U : min
N∑

n=1

Yn(Xn)

s.t.



C1 : Xn
i ∈ {0,1}

C2 :
M∑

m=1

Zn,m ⩽ 1

C3 : T n
i ⩽ T n

i,max

(15)

C1

C2 n

C3

其中,  表示任务模块只能进行本地计算或者全部卸

载至无人机上进行计算.  表示用户 只能选择将任

务卸载到最多一个无人机上执行.  表示任务模块的

计算时延不允许超过其最大容忍时延. 

2   算法设计 

2.1   灰狼优化算法

α β δ

ω α β

δ ω

灰狼优化算法 (grey wolf optimization, GWO) 是
Mirjalili等人于 2014年提出的[19]. GWO算法具有全局

搜索能力强、原理简单、参数少等特点, 广泛用于求

解特征选择、参数寻优等问题. 所以本文采用 GWO
算法用于寻找MEC卸载决策问题的最优近似解. 灰狼

优化算法中的解是灰狼个体的位置, 适应度值前 3 的

解分别被视作领导狼群的 狼、 狼和 狼. 剩余适应

度较低的解, 被视为 狼. GWO 算法通过 狼、 狼和

狼模拟狼群的狩猎行为来指导 狼进行搜索, 能够在

复杂的搜索空间中有效地寻找问题的最优解. 灰狼种

群的狩猎过程通常包括包围猎物、追捕猎物和攻击猎

物等步骤, 这些步骤在 GWO 算法中被转化为数学公

式, 用于指导搜索过程, 公式大致如下:

D =
∣∣∣C ·Xp(t)−X(t)

∣∣∣ (16)

X(t+1) = Xp(t)−A ·D (17)

A = 2 ·a · r1−a (18)

C = 2 · r2 (19)

a = 2− 2 · t
T

(20)

t T

X(t) Xp(t) A C r1

其中,  和 分别为算法当前迭代次数和最大迭代次数;
表示灰狼位置;  为猎物位置;  和 为系数;  ,
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r2 a为[0, 1]之间的随机数;  为收敛因子.
灰狼个体的位置更新公式为:

Dα = |C1 ·Xα(t)−X(t) |
Dβ = |C2 ·Xβ(t)−X(t) |
Dδ = |C3 ·Xδ(t)−X(t) |

(21)


X1 = Xα−A1 ·Dα
X2 = Xβ−A2 ·Dβ
X3 = Xδ−A3 ·Dδ

(22)

X(t+1) =
X1+X2+X3

3
(23)

Dα Dβ Dδ α

β δ X1 X2 X3

α β δ

其中, 式 (21) 中的 、 、 表示灰狼个体到 狼,
狼和 狼之间的距离. 式 (22)中的 、 、 表示灰

狼个体向 狼、 狼和 狼前进的步长和方向. 最终, 算
法根据式 (23)得到每只灰狼的更新后的位置. 

2.2   改进二进制灰狼优化算法

本文求解的任务卸载决策问题本质上是一个二元

选择问题, 而传统的灰狼优化算法的搜索空间是连续

的, 所以需要对连续的灰狼位置做二进制的映射处理,
使用 Sigmoid 函数将灰狼位置映射到[0, 1]区间内:

Sigmoid[X(t+1)] =
1

1+ e−10
[(

X1+X2+X3
3

)
−0.5

] (24)

xd(t+1) =
 1, Sigmoid[X(t+1)] > rand

0, 其他
(25)

rand [0,1] xd(t+1)

d

其中,  是 内均匀分布的随机数;  是在

维中灰狼迭代后更新的位置. 

2.2.1    动态双亚群策略

A

A

[0,a] A

A

为了增强灰狼优化算法的全局搜索能力, 本文引入

了广泛应用于算法优化的亚群策略[20], 它通过将种群分

割成多个子群 (亚群), 每个亚群专注于各自区域内的搜

索和开发, 从而大幅增强了算法的全局搜索能力. 然而,
根据“没有免费的午餐”定理[21], 种群的分割间接地削弱

了算法的局部搜索能力. 为了弥补这一缺陷, 本文使用

了一种动态双亚群策略. 在算法的每次迭代开始时, 该
策略会根据灰狼个体适应度的大小将灰狼种群划分为

两个亚群. 其中亚群 1 负责局部搜索, 亚群 2 专注于全

局搜索. 在灰狼优化算法中, 系数 的大小影响着算法

局部搜索和全局搜索的能力. 由式 (18) 可知,  的绝对

值会在 范围变化. 当 的绝对值小于 1 的时候, 灰
狼个体会进行精细的局部搜索以更准确地定位猎物, 而
当 的绝对值大于 1的时候, 灰狼个体会向远离猎物的

方向进行移动, 扩大搜索范围进行全局搜索.
A a考虑到 的值会因为 的变化而变化, 本文通过改

a

a

变亚群 1 和亚群 2 的 的公式来对不同亚群实现不同

的搜索方式, 并将原先线性变化的 值改为非线性变化.
a亚群 1中 的公式为:

a = 1− e
t
T −1
e−1

(26)

a亚群 2中 的公式为:

a = 2−
( t
T

)2
(27)

1/4

3/4

在动态双亚群策略中, 每次迭代的开始阶段, 种群

会动态地分为两个亚群. 亚群 1 的主要任务是局部搜

索, 因此适应度最好的前 的灰狼个体被划分到亚群

1中, 剩余 的灰狼个体被划分到亚群 2中. 随着迭代

的进行, 算法会逐渐从全局搜索转向局部搜索, 因此两

个亚群内的个体数量也需要动态调整. 亚群的个体数

量由式 (28)、式 (29) 来决定, 以确保算法在不同阶段

都能保持最佳的性能.

G1 = (1−
(

3
4
· sin

( tπ
2T
+
π
2

))
·N (28)

G2 = N −G1 (29)

G1 N −3

G2 N

其中,  为亚群 1 的数量, 向下取整且最大值为 ,
为亚群 2的数量,  为灰狼种群数量. 

2.2.2    高斯变异策略

α β δ

灰狼优化算法迭代过程中的寻优能力主要依靠

狼,  狼和 狼的位置变化, 但灰狼优化算法本身不具

有变异机制, 这就可能导致算法迭代过程中的种群多

样性降低, 收敛速度下降. 为了解决这一问题, 本文在

原有的位置更新公式的基础上加上了一个服从高斯分

布的随机扰动项, 定义如式 (30)所示.

X(t+1) =
X1+X2+X3

3
· (1+Gauss(0,1)) (30)

Gauss(0,1)其中,  为均值为 0, 标准差为 1 具有高斯分

布性质的随机变量. 因此, 灰狼的位置更新方法从式 (23)
替换成式 (30). 

2.2.3    贪婪反向学习策略

D

X = (x1, x2, · · · , xd) X̄ = (x̄1, x̄2, · · · ,
x̄d)

由于算法的迭代过程中存在容易陷入局部最优解

的问题, 本文引入了反向学习机制[22]. 反向学习的核心

思想在于生成个体的反向解. 假设 维搜索空间中的

灰狼个体 , 则其反向解

的定义如下:

xi =

{
1− xi, rand > pl
xi, 其他

(31)

rand [0,1] pl其中,  为 之间的随机数;  是反向学习系数,
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pl xi表明有 比例的 变异为二进制相反数.

X

X̄

反向学习既可以使得算法当前解迅速接近最优解,
也可能使得较优解迅速远离最优解, 为了避免后者这

种情形, 本文采用了一种反向学习结合贪婪策略二次

选择的方法. 该方法在当前灰狼个体的位置 和通过反

向学习得到的新位置 之间进行比较, 选择适应度更优

的位置进行保留, 见式 (32). 该方法能够有效增强算法

的全局搜索能力, 从而提高算法的收敛速度.

Xnew =

 X, f (X) ⩽ f (X)

X, f (X) > f (X)
(32)

 

2.2.4    算法流程

结合上述改进策略, BGWOSGR的流程如算法 1.

算法 1. BGWOSGR算法

N M

Z
N∑

n=1
Yn(Xn)

输入: 用户数量 , 无人机数量 , 不同用户任务的 DAG 矩阵, 用户

和无人机的卸载关系矩阵 , 适应度计算函数 .

输出: 最优适应度值, 最优卸载策略.

T P

X=(X1,X2,··· ,XP)T XP=(X1,X2,··· ,Xn)

初始化: 最大迭代次数 , 灰狼种群数量 , 灰狼位置矩阵 (卸载方案

矩阵)  , 其中 ;
t⩽T1. while   do

P1=(1−( 3
4 ·sin( tπ

2T +
π
2 ))·P P2=P−P1

2.　  将灰狼种群自适应划分为灰狼亚群 1 和亚群 2,  亚群 1 为

, 亚群 2为 ;
i=1:P13. 　 for   //亚群 1 负责局部搜索

f it_1(i)=
N∑

n=1
Yn(Xn)4. 　 　  //计算亚群 1的个体适应度

α β δ a

A C

Xi

5.　　 更新 ,  和 狼; 根据式计算出 , 并根据式 (18) 和式 (19) 计
算出 和 ; 根据式 (30)对灰狼位置进行更新, 并根据式 (24)和式 (25)
获得新的灰狼位置 ;
6. 　 end for

j=1:P27. 　 for   //亚群 2 负责全局搜索

f it_2( j)=
N∑

n=1
Yn(Xn)8. 　 　   //计算亚群 2的个体适应度

α β δ a

A C

X j

9. 　 　 更新 ,  和 狼; 根据式 (27)计算出 , 并根据式 (18)和式 (19)
计算出 和 ; 根据式 (23)、式 (31) 和式 (32) 对灰狼位置进行更新,
并根据式 (24)和式 (25)获得新的灰狼位置 ;
10. 　end for

fitbest(t)=min( f it_1, f it_2)11. 　  //记录适应度值的最小值

Xbest(t)=min(X1,X2,··· ,XP)12. 　  //记录当前迭代最优卸载方案

P13. 　将亚群 1和亚群 2重组为数量为 的灰狼种群

14. 　迭代次数++
15. end while

min( f itbest) Xbest16. 输出最优的适应度值 与其对应的最优卸载策略
 

3   仿真与评估 

3.1   仿真参数设置

本文仿真实验基于 Matlab 平台, 该平台适合本文

的复杂问题模型求解. 假设了如下场景: 某一地区发生

M

N

n

m

了地质灾害, 地面通信基站损坏, 当地路况较差. 为了

恢复通信, 有关部门安排了 个携带MEC的无人机飞

往灾区, 无人机群在灾区上方悬停, 为当地的 个用户

提供通信和计算服务. 假设每个用户同一时隙有一个

任务需要卸载, 该任务可以拆分为若干个模块, 根据模

块间的依赖关系确定每个模块的执行顺序. 针对不同

用户, 按照距离最近原则生成为用户 分配可供任务卸

载的无人机 . 针对不同用户的任务, 随机生成多个模

块和代表模块依赖关系的 DAG 矩阵作为系统的输入.
仿真实验部分参数配置如表 1所示.
 
 

表 1    仿真实验参数配置
 

参数名称 数值

N用户数量 [30, 80]
M无人机数量 8

Dn
i任务模块的数据量  (MB) [400, 900]

Cn
i任务模块的计算量  (G) [1, 3.5]

T n
i,max任务模块的容忍时延  (s) [1,2]

H无人机飞行高度  (m) 10

fm无人机MEC的CPU频率  (GHz) 10

fn用户的CPU频率  (GHz) 2

B信道带宽  (GHz) 0.5

Pn用户传输功率  (W) 5
  

3.2   仿真结果分析

为了评估本文所提出的算法的性能, 本文将与以

下 4 种基准方案进行对比: 1) 二进制蜻蜓算法 (binary
dragonfly algorithm, BDA); 2) 遗传算法 (genetic
algorithm, GA)[23]; 3) 二进制粒子群优化算法 (binary
particle swarm optimization, BPSO)[24]; 4)二进制灰狼优

化算法 (binary grey wolf optimization, BGWO). 

3.2.1    算法收敛性分析

不同算法的收敛情况如图 3 所示. 由图 3 可知,
BDA算法和 BGWO算法的收敛速度较慢, GA算法收

敛慢且系统成本较高, BPSO收敛快但其容易陷入局部

最优解, BGWOSGR算法收敛速度和 BPSO算法相近,
但 BGWOSGR 算法的系统成本比 BPSO 算法低 16%
左右, 比 BGWO 算法低 13% 左右. 综合各种算法的收

敛速度和寻优效果来看, BGWOSGR 算法在求解本文

设计的问题模型的前提下, 具有更优越的性能. 

3.2.2    不同用户数量下的性能分析

为了验证不同用户数量对系统性能的影响, 本文

考虑动态调整用户数量以模拟不同场景下算法对系统

性能的影响. 由图 4 可知, 随着用户数量的增加, 每一

个时隙系统处理的任务也随之增加, 从而使得系统的
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时延和能耗也随之增加.
相比于其他 4 种基准算法, 本文提出的算法具有

更低的系统成本, 这说明, BGWOSGR算法可以实现时

延和能耗之间的均衡, 并选择最优的卸载策略.
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图 3    迭代次数与系统成本的关系
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图 4    用户数量与系统成本的关系

  

3.2.3    不同任务模块计算量下的性能分析

从图 5 可知, 计算任务模块计算量的提高导致了

所需要的执行时间和执行能耗的增加, 从而导致系统

成本变大. 通过与其他 4种算法对比, 当任务模块计算

量较小时, 不同算法的系统成本接近, 但是当任务模块

计算量逐渐增大后, BGWOSGR 算法的系统成本明显

比其他 4种算法更低, 具有更好的性能. 

3.2.4    不同任务模块数据量下的性能分析

图 6为不同任务模块数据量下的系统成本的变化.
每一种算法的系统成本都随着任务模块数据量的增加

而增大, 这是由于任务模块数据量的增加导致了任务

模块的传输时延变大, 从而影响了整体的系统成本. 实
验数据表明, 对比方案下的 4 种算法的系统成本均大

于 BGWOSGR算法, BGWOSGR算法大大降低了系统

成本, 减少了资源浪费.

 

BDA

GA

BPSO

BGWO

BGWOSGR

1.0 1.5 2.0 2.5 3.0 3.5

4

5

6

7

8

9

10

11

12

13

系
统
成
本

任务模块所需 CPU 指令数 (G) 
图 5    任务模块计算量与系统成本的关系
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图 6    任务模块数据量与系统成本的关系 

4   结束语

针对无人机辅助边缘计算的场景中具有依赖性的

任务卸载问题, 本文通过构建依赖性矩阵来表示同一

任务间不同模块的依赖关系. 提出一种 BGWOSGR算

法来求解多用户、多模块下的最小化系统时延-能耗

加权开销的卸载策略. 通过最终的仿真结果可知, 与对

照的方案相比, 本文提出的算法收敛性和降低系统成

本的能力更强, 具有更好的优越性.
本文只考虑了单个任务卸载的情况, 实际情况下

存在多个任务协同卸载的场景. 因此, 未来计划研究多

个任务的协同卸载, 并对研究问题进行实验验证.
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