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摘　要: 大语言模型的兴起对自然语言处理领域产生了深远影响. 随着计算资源的增长和模型规模的扩大, 大语言

模型在自然语言处理中的应用潜力日益显现. 然而, 广泛使用的低秩适应微调方法在面对模型规模增大时, 遇到了

微调效率和存储成本等方面的挑战. 为了解决这一问题, 本文提出了一种基于奇异值分解的适应微调方法. 该方法

只需将奇异值分解得到的对角矩阵和缩放向量作为可训练参数, 从而在降低训练成本的同时, 实现了在多个自然语

言处理任务上的性能提升. 实验结果显示, 基于奇异值分解的适应微调方法在 GLUE和 E2E基准测试中的性能超

越了同等数量级的方法. 通过与常用的参数高效微调方法进行比较, 发现基于奇异值分解的适应微调方法在减少可

训练参数数量和提高微调效率方面具有显著优势, 并在可训练参数微调效率实验中实现了最高的性能增益. 在未来

的研究中, 将专注于进一步优化基于奇异值分解的适应微调方法, 在更广泛的任务和更大规模的模型中实现更高效

的微调.
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Abstract: The rise of large language models has profoundly impacted natural language processing. With the growth of
computational resources and the expansion of model sizes, the potential applications of large language models in natural
language processing are increasingly evident. However, the widely used low-rank adaptation (LoRA) method faces
challenges related to fine-tuning efficiency and storage costs as model sizes increase. To address this issue, this study
proposes a singular value decomposition-based adaptation fine-tuning method. This method only requires the diagonal
matrix and scaling vector obtained from singular value decomposition to be trainable parameters, achieving performance
improvement in multiple natural language processing tasks while reducing training costs. Experimental results show that
the proposed method outperforms other methods of the same order of magnitude in GLUE and E2E benchmark tests.
Compared with commonly used parameter-efficient fine-tuning methods, it demonstrates significant advantages in
reducing the number of trainable parameters and improving fine-tuning efficiency, achieving the highest performance
gains in experiments on the fine-tuning efficiency of trainable parameters. Future research will focus on optimizing the
proposed method to achieve more efficient fine-tuning in a wider range of tasks and larger-scale models.
Key words: parameter efficient fine-tuning (PEFT); large generative model; deep learning; domain adaptation; limited
computational resource

计算机系统应用 ISSN 1003-3254, CODEN CSAOBN E-mail: csa@iscas.ac.cn
2025,34(1):276−284 [doi: 10.15888/j.cnki.csa.009731] [CSTR: 32024.14.csa.009731] http://www.c-s-a.org.cn
©中国科学院软件研究所版权所有. Tel: +86-10-62661041

① 基金项目: 国家自然科学基金 (61976053, 62171131)
收稿时间: 2024-06-06; 修改时间: 2024-07-10; 采用时间: 2024-07-18; csa在线出版时间: 2024-11-25
CNKI网络首发时间: 2024-11-26

276 研究开发 Research and Development

mailto:ggd@fjnu.edu.cn
http://www.c-s-a.org.cn/1003-3254/9731.html
http://www.c-s-a.org.cn/1003-3254/9731.html
http://www.c-s-a.org.cn/1003-3254/9731.html
http://www.c-s-a.org.cn/1003-3254/9731.html
http://www.c-s-a.org.cn/1003-3254/9731.html
http://www.c-s-a.org.cn/1003-3254/9731.html
http://www.c-s-a.org.cn/1003-3254/9731.html
http://www.c-s-a.org.cn/1003-3254/9731.html
mailto:cas@iscas.ac.cn
http://doi.org/10.15888/j.cnki.csa.009731
https://cstr.cn/32024.14.csa.009731
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


近年来, 生成式模型在多个领域内取得了重要成

果. 学术界和工业界对 LLM的研究都得到了很大程度

的推进, 其中令人瞩目的进展是 ChatGPT的推出, 引起

了社会的广泛关注. GPT-3、ChatGPT、LLaMA、文心

一言、通义千问等模型, 借助亿级的参数量与海量的

训练数据, 在许多领域任务上得到了惊艳的效果[1]. 目
前 GPT-4 与 PaLM 2 在医学 AI 创新的前沿占据了中

心地位, 这些新技术在临床、教育和研究工作中得到

了广泛的应用[2].
预训练微调策略通过在通用预训练模型上进行少

量调整, 大幅节省了计算资源, 并在很大程度上促进了

大型模型的成功. 传统的微调使用预先训练的模型来

生成上下文表示, 然后添加特定任务的分类层. 这种在

下游数据集上使用全部参数微调的方法可以显著提升

模型性能. 然而, 随着模型参数规模的持续扩大, 全参

数微调的局限性逐渐显现. 特别是在计算资源和存储

需求方面, 这对于大规模部署和实时应用带来了巨大

的挑战. 此外, 针对下游任务的全参数微调训练过程中,
使用大量的参数会导致过拟合和泛化能力下降等问题.
这也极大地限制了大模型在各种垂直场景中的高效灵

活适配.
参数高效微调 (parameter efficient fine-tuning,

PEFT) 技术旨在保持模型泛化能力的同时, 仅通过微

调少量参数来适应特定任务. PEFT技术的关键在于冻

结原模型的大部分参数, 仅微调小部分参数或引入少

量额外的训练参数, 从而减少过拟合的风险[3]. 与传统

的全参数微调相比, PEFT 更加高效, 适用于大规模模

型的部署和实际应用.
然而, Ding 等人[4]研究了 1  200 篇已发表的 NLP

领域论文 ,  发现大约 0.5%–4% 的研究采用了超过

10 亿参数的预训练模型. 这些模型仍不受欢迎的一个

主要原因是其部署和实验验证成本难以承受. 作为使

用最为广泛的 PEFT 方法, LoRA[5]在面对这些模型时,
内存限制成为一个显著的障碍. 这样庞大的内存需求

不仅在计算资源上构成了一个巨大的挑战, 同时也引

发了存储成本的激增.
为了解决这一难题, QLoRA[6]在 LoRA 的基础上

使用了 4 bit 量化技术, 进一步减少了微调过程中的显

存占用. 尽管这种方法有效地避免了在梯度检查点期

间由于内存峰值导致的内存不足问题. 但 QLoRA通过

牺牲少量精度来减少存储需求, 并没有实现对可训练

参数的高效利用. 这意味着尽管内存使用得到了优化,
但模型性能可能会因训练时精度的降低而受到影响,
未能充分发挥大型模型的潜力.

综上所述, LoRA在传统方法上通过减少参数数量

和内存需求, 实现了更高效的微调. 然而, QLoRA尽管

在内存优化方面取得了显著进展, 但在可训练参数的

高效利用上仍存在不足. 因此本文提出了一种基于奇

异值分解的适应微调方法 (singular value decomposi-
tion based adaptation, SvdA), 通过使用缩放向量提高了

微调效率. 本文主要贡献如下.
1) 提出了一种基于奇异值分解的参数高效微调方

法 SvdA, 无需额外的推理时间成本, 并减少了 LoRA
等传统方法的可训练参数的数量.

2) 为了验证 SvdA 不使用秩的策略是否能带来更

高的实验效率, 与基于向量的随机矩阵适应方法 (vector-
based random matrix adaptation, VeRA) 进行了对比实

验. 实验结果显示, SvdA 方法在无需定义秩的前提下,
能够获得更优异的实验结果. 这表明 SvdA方法在简化

实验设置的同时, 仍能取得更好的性能.
3) 将 SvdA 方法与 LoRA、VeRA 等微调方法在

自然语言理解 (GLUE) 和自然语言生成 (E2E) 基准上

进行了实验对比, 证明了 SvdA方法的有效性.
4) 研究各参数高效微调方法在 RTE 任务上的性

能增益效率. 实验结果表明, SvdA每增加 1k的可训练

参数, 其获得的性能增益最高. 

1   相关工作

大型预训练模型的出现不仅提升了模型性能, 同
时也使得微调工作变得更具挑战性. 在当前资源受限

的环境中, 维护和更新这些模型变得尤为困难. 为了应

对这一挑战, 参数高效微调方法成为一种有效的策略,
将大型预训练模型适配到不同的下游任务[7]. 仅通过优

化少量参数, 实现高效地驱动大型语言模型的微调任

务, 从而降低由于参数规模不断扩大所带来的微调和

存储成本.
具体而言, 参数高效微调方法包括 4 种类型[8]: 选

择性方法通过选择性地更新预训练模型的一部分参数

来实现微调; 适配器加性方法引入可以在预训练模型

不同层中添加的适配器层, 以便在微调时进行参数更

新; 软提示词加性方法[9,10]使用软提示词来指导微调,
用以调整模型的输出; 而重新参数化方法[11]通过重新
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定义模型的参数来实现微调, 其中一种方式是将权重

分解为多个部分, 以便灵活地适应微调任务. 如图 1所示.
重新参数化方法是目前被广泛采用的参数高效微

调方法, 相对于其他类型的方法, 它使用较少的可训练

参数量, 取得了传统微调相当的性能. Aghajanyan 等

人[12]提出了一种名为 Intrinsic SAID 的重新参数化方

法, 该方法通过 Fastfood 变换将高维向量投影到低维

空间, 从而重新参数化模型权重的更新. 他们的研究发

现, 常见的预训练模型存在一种低维度的重新参数化

方式, 使得微调效果与全参数微调相当. 然而, 由于该

方法需要对所有模型参数进行更新, 因此在微调大型

网络时并不适用.
 
 

适配器加性方法

加性方法

软提示词加性方法

选择方法

重新参数化方法

Ladder-side tuning
(IA)3

AttentionFusion
LeTS

Adapters
AdaMix
MAM adapter
Paraller adapters

BitFit
Attention tunning
Diff-pruning
FAR

LoRA
AdaLoRA
QLoRA
GLoRA
VeRA

Prefix tuning
AdaMix
MAM adapter
Paraller adapters

 
图 1    参数高效微调方法汇总

 

∈

∈ ∈
≪

∈ h =

W(0)x+b(0)

低秩适应微调 (LoRA) 的核心思想是将预训练模

型的权重冻结, 并将可训练的低秩分解矩阵注入每层

Transformer 架构中. 具体来说, 它在原始权重 W(0)

Rd1×d2 旁路增加两个可训练的低秩矩阵, 第 1 个矩阵

A Rr×d2 负责降维, 第 2个矩阵 B Rd1×r 负责升维, 中间

层维度 r 用来模拟微调后矩阵的本征秩, 且 r min(d1,
d2). 其中 d1、d2 表示原模型层的输出维度和输入维

度, 式 (1) 中的 x、h 与 b(0) 表示输入、输出特征和偏

置 ,  ΔW Rd1×d2 表示该层的增量更新矩阵 .  对于

, 修改后的正向传递为:

h =W(0)x+∆Wx+b(0)

=W(0)x+BAx+b(0) (1)

在一项研究中[13], LoRA 方法使用 2M 指令数据

对 LLaMA-7b模型进行微调, 采用 8个 NVIDIA A100-
40 GB GPU. 结果显示, LoRA方法完成一轮训练需 7 h,
而全参数微调需 31 h. LoRA 显著提升了时间效率, 但
随着模型规模的增长, 寻找节省存储和算力的微调方

法变得愈发重要.
自适应预算分配的低秩适应微调 (AdaLoRA)[14]的

目标是根据每个参数的重要程度自动分配可微调参数

的预算. AdaLoRA也尝试采用奇异值分解的形式来参

∈ ∈
∈

≪

h =W(0)x+b(0)

数化增量矩阵. 这种参数化方式不仅规避了大量 SVD
运算, 还允许高效地裁剪不重要的更新中的奇异值, 从
而降低计算资源的消耗. 式 (2) 中的 P Rd1×r、Q Rr×d2

和对角矩阵 Λ Rr×r 分别为奇异值分解得到的 3 个矩

阵, Λ 中包含奇异值{λi}1≤ i≤ r 且 r min(d1, d2), 其他

符号的含义与 LoRA 中类似. 为了确保在训练开始时

Λ 被初始化为 0, P 和 Q 采用随机高斯初始化. 对于

, 修改后的正向传递为:

h =W(0)x+∆Wx+b(0)

=W(0)x+PΛQx+b(0) (2)

AdaLoRA 不仅拥有比 LoRA 更少的可训练参数,
而且在多个指标上优于 LoRA. 奇异值分解方法在其

中发挥着重要作用. 此前的研究表明, 奇异值分解方

法在神经网络的各个领域中起着重要作用, 特别是在

神经网络的优化和训练中展现了其巨大的潜力[15–20].
虽然 AdaLoRA 考虑了节省奇异值分解中的计算开销,
但相比 LoRA, 其可训练参数量并没有显著减少. 类似

的方法还有 PiSSA[21], 它仅在参数初始化过程中使用

了奇异值分解, 但本质上并未改变 LoRA 的结构. 因
此, 上述方法在微调任务中仍面临存储和算力不足的

困境.
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∈ ∈
h =W(0)x+b(0)

基于向量的随机矩阵适应 (VeRA)[22]并没有选择

和先前研究一样将旁路矩阵全部作为可训练参数, 而
是将 LoRA 中的增量矩阵全部冻结, 并插入两个的缩

放向量来适应低秩矩阵. 在适应下游任务的过程中,
VeRA 仅使用缩放向量作为可训练参数. 在训练过程

中, 共享矩阵 AB 初始化后保持静态. 共享矩阵并不会

占用额外的存储空间, 因此 VeRA 中的 r 并不需要是

低秩的. 下面公式中 Λb Rd1×d1, Λd Rr×r, 其他符号的含

义与 LoRA中类似. 对于 , 修改后的正向

传递为:

h =W(0)x+∆Wx+b(0)

=W(0)x+ΛbBΛdAx+b(0) (3)

上述的重新参数化的参数高效微调方法都采用了

可训练矩阵与冻结权重可合并的结构, 因此它们在部

署时不会产生额外的推理时间成本. 当前, 参数高效微

调领域的研究重点仍集中在如何有效地减少可训练参

数. 为应对这一挑战, VeRA引入了缩放向量的概念, 从
而显著降低了实验研究的成本. Zhang 等人[14]的研究

中提到, LoRA 或 VeRA 中的 A, B 矩阵并非正交矩阵,
这意味着其行或列之间的特征具有较高的相关性. 当
秩降低或是特征置零时, 这种特征相关性会被破坏. 奇
异值分解方法因其优越的数学性质在训练中表现出更

强的鲁棒性, 但庞大的计算量增加了微调任务的负担.
因此, 需要进一步研究如何在参数高效微调中合理应

用奇异值分解方法. 

2   基于奇异值分解的适应微调

在参数高效微调领域, 有效减少可训练参数一直

是研究的重点. 现有方法通常采用可训练矩阵与冻结

权重可合并的结构来实现参数高效微调, 但仍存在一

些挑战. 本文提出基于奇异值分解的适应微调 (SvdA)
方法, 该方法使用了缩放向量和奇异值分解对角矩阵

这两个一维的向量作为可训练参数, 有效地平衡了存

储成本与性能之间的关系, 为将奇异值分解有效应用

于参数高效微调领域开辟了新的途径. 

2.1   基本定义

与先前方法相同, SvdA 冻结了原始权重矩阵 W,
但它并没有采用先前的低秩矩阵作为可训练参数或是

共享矩阵的策略. 具体而言, SvdA 冻结了通过奇异值

分解生成的两个奇异向量矩阵, 并将对角奇异值矩阵

Λs 改为缩放向量的形式. 随后, 在奇异值分解矩阵之前

插入了一个新的缩放向量 b. 该方法包含两个重要组成

部分.
1) 奇异值分解矩阵: SvdA 以奇异值分解原权重

的形式构建增量矩阵, 使左奇异向量矩阵 U 与右奇异

向量矩阵 V 作为缩放向量的共享矩阵. 通过奇异值分

解保留了原权重矩阵的重要信息, 同时可以避免数值

计算中的不稳定性问题. 在训练过程中, 这种方法能

够保持较高的数值精度, 从而提高模型的稳定性和可

靠性.
2) 缩放向量 (scaling vector): 缩放向量是用来表示

对角矩阵的一维向量. 与 VeRA 中将缩放向量全部初

始化为 1 的策略不同, SvdA 的缩放向量 s 是由奇异值

分解得来的可靠数值. 为了增加微调模型的鲁棒性,
SvdA 引入了第 2 个缩放向量 b, 通过两个缩放向量适

应两个共享奇异向量矩阵, 详见图 2. 经过训练的缩放

向量, 可以同共享奇异值向量矩阵合并到原始权重中,
从而消除额外的推理延迟.

∈ ∈ ∈ ∈
∈ ∈ ∈ ∈

h =W(0)x+b(0)

SvdA 在本质上属于重新参数化的参数高效微调

方法, 通过奇异值分解的共享矩阵与缩放向量作为原

权重矩阵的旁路, 实现对模型的增量更新. 在生产环境

中部署时, 可以显式地计算和存储 , 采用权重分解的策

略在推理阶段不会带来额外的计算负担. 当 d1>d2 时,
U Rd1×d2、V Rd2×d2, 缩放向量 s R1×d2、b R1×d1. 当 d1≤
d2 时, U Rd1×d1、V Rd2×d2, 缩放向量 s R1×d1、b R1×d2.
对于 , 修改后的正向传递为:

h =W(0)x+∆Wx+b(0)

=W(0)x+ΛbUΛsVTx+b(0) (4)

其中, 对角矩阵 Λs=diag(s)、Λb=diag(b), 其他符号的含

义与 LoRA 中类似. 矩阵 U 和 V 是冻结且跨层共享的

酉矩阵, 在训练过程中保持静态, 无需额外占据存储空

间. 缩放向量 b 和 s 是可训练的, 通过学习这两个向量

的值即可适应下游任务. SvdA 并没有直接将奇异值分

解后的原权重矩阵作为可训练参数, 而是利用奇异值

分解后得到的正交矩阵来保证微调任务的鲁棒性. SvdA
通过奇异值分解提取的奇异值来初始化缩放向量, 这
不仅保留了原权重中的关键特征, 还显著加快了收敛

速度, 并提升了训练稳定性. 这样的设计充分利用了奇

异值分解在参数高效微调方法中的优势, 同时避免了

额外的计算开销.
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图 2    参数高效微调方法汇总

 
 

2.2   初始化策略

正交矩阵与矩阵相乘时会改变矩阵范数, 这一性

质在解决梯度消失与梯度爆炸问题上具有重要意义[23].

Saxe 等人[24]的研究发现, 通过将权重矩阵初始化为正

交矩阵, 深度线性神经网络可以更快地收敛到最优解.

在一些结合奇异值分解方法的神经网络的研究中[25,26],

通常采用正交约束来确保训练参数的正交性, 以更好

地适应下游任务.

具体地, 在初始化过程中, SvdA 首先对原权重矩

阵进行奇异值分解, 得到满足正交矩阵的特性的 U、

V 矩阵. 与传统方法不同的是, SvdA不会再对 U、V 矩

阵进行额外更新约束, 而是将它们冻结, 从而确保共享

矩阵的正交性. 这种初始化策略在保持模型有效性的

同时, 提供了更好的训练稳定性和收敛速度.

为了确保权重矩阵在前向传播时不受影响, 通常

将缩放向量 b 初始化为 0. 在模型微调任务中, 通过奇

异值分解得到的对角奇异值矩阵 Λs 会被调整为缩放

向量, 以适应微调过程中权重参数分解的需求. 缩放

向量 s 在初始化时, 可以选择保留奇异值, 或将所有值

置为非零值. 图 2 提供了 SvdA 中缩放向量初始化的

示例. 

2.3   数据集

E2E (end-to-end NLG challenge dataset)[27]作为一

个在自然语言生成研究中被广泛采用的基准数据集,

其主要目标是推动端到端自然语言生成系统的进步.

该数据集包含大约 50 000对的语义表示和对应的目标

文本. 在这些对应关系中, 语义表示描绘了餐馆的各种

属性, 而目标文本则是根据这些属性生成的自然语言

描述.

在使用 E2E 数据集测试自然语言生成能力时, 通

常会采用多种不同的评估指标. BLEU 指标[28]偏重于

较短的翻译结果, 它更看重准确率而非召回率. NIST[29]

是对 BLEU 的改进, 考虑了 n-gram 的罕见度, 使得罕

见的 n-gram匹配获得更高的权重. METEOR[30]通过考

虑词形变化、同义词匹配以及词序来衡量生成文本与

参考文本之间的相似度. ROUGE-L[31]则是一种基于召

回率的相似性度量, 主要用于评估参考译文的充分性

和忠实性. 而 CIDEr[32]则通 TF-IDF 加权的 n-gram 匹

配来评估生成文本与参考文本之间的相似度.

GLUE 基准[33]由一系列自然语言理解数据集或任

务组成. GLUE的核心任务包括: 确定单句语法准确性

的任务 CoLA; 确定单句情感的任务 SST-2; 检测两个

句子是否是彼此释义的 MRPC; 确定两个问题是否语

义等价的 QQP; 在连续尺度上测量两个句子的相似性

的 STS-B; 在多样式环境中测试模型预测文本蕴含能

力的 MNLI; 将斯坦福问答数据集转换为自然语言推

断任务的 QNLI; 以及带有来自各种来源的数据的文本

蕴含任务 RTE.
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GLUE和 E2E基准在各自领域中推动了预训练模

型的进步, 并通过不同的任务和指标为模型的全面测

评提供了坚实基础. 这些基准不仅促进了模型在自然

语言理解和生成方面的能力提升, 还为进一步研究和

改进预训练模型的微调提供了宝贵的资源和参考框架. 

3   实验

本节将进行一系列实验, 以评估 SvdA 方法的性

能. SvdA 将与其他常见的微调方法进行比较, 测试它

们在自然语言生成和理解基准数据集上的性能. 为了

测试每增加 1k参数对实验效果的提升率, 实验设置在

RoBERTa-base 模型[34]上对比不同参数高效微调方法

在 GLUE 基准的 RTK 任务上的参数效率. 在 GLUE
基准中的 MNLI 任务上设置对比实验, 展示 SvdA 对

比同量级方法无需寻找最优超参数秩的效率优势.
LoRA方法通过采用缩放因子进行缩放, 能够在面

对不同的 r 值时, 保持输出的大小一致. 当 r 值发生变

化时, 这种策略有助于降低重新调整学习率的成本. 然
而, 尽管引入缩放因子可以帮助维持稳定的输出大小,
但也可能增加过拟合的风险. 相比之下, SvdA 方法为

了追求更高的通用性, 在实验中并未使用缩放因子. 

3.1   基线

除了使用 LoRA与 VeRA的实验结果作为本次实

验的基线以外, SvdA也将和以下基线进行测评指标的

对比.
全参数微调 (FT): 将模型初始化为预训练模型的

权重和偏差, 所有的参数都进行梯度更新. 下面实验中

的基线采用先前工作中冻结其他层, 只去适应 GPT-2
模型最后两层的方法[35].

偏置项微调 (BitFit): 在训练时只更新偏置的值. 实
验表明 BitFit 只会微调万分之 4 的参数, 它的微调比

重略低于 LoRA方法的比重[36].
适配器微调 (Adapters): 该方法在 Transformer 块

之间插入两层适配器, 下面的实验涉及了多个不同类

型的适配器. 由 Houlsby等人[37]提出最早的适配器, 记
为 AdptH. 其将适配器使用残差连接插入到注意力机

制与前馈神经网络层之间. Lin等人[38]提出只在多层感

知机模块和 LayerNorm之后各自插入一个适配器层的

方法, 记为 AdptL. 类似的工作还有 Pfeiffer 等人[39]的

工作中提到的方法, 记为 AdptP. 由 Rücklé等人[40]提出

的基线, 通过动态移除部分适配器层来提高效率, 记

为 AdptD.

主奇异值和向量微调 (PiSSA): 一种使用主奇异值

和向量初始化 LoRA低秩矩阵的方法. 下列实验中, 将

秩等可训练参数相关超参设置与 LoRA 实验一致, 保

留Meng等人[21]工作中的其他设置. 

3.2   自然语言生成能力测评

实验采用了 GPT-2模型[41], 在 E2E数据集上进行

微调, 并对微调后的自然语言生成能力进行了评估. 实

验超参数基于 Hu 等人[5]的设置, 并加入了 Kopiczko

等人[22]关于 VeRA的设定. SvdA实验在一个 NVIDIA

4090 24 GB GPU上完成, 通过超参数调优来确定学习

率等超参数.

该实验使用了最后一个 epoch 的结果进行指标测

试. 实验结果表明, SvdA 在保持与 VeRA 相近的可训

练参数的同时, 在自然语言生成的多数指标的性能上

优于 VeRA. 如表 1 所示, 带有星号 (*) 的方法的结果

取自之前的工作. 与 LoRA 相比, SvdA 的可训练参数

少了 3 倍以上; 与 VeRA 相比, SvdA 在多项指标上达

到最优, 在实验中表现出更好的性能.
 
 

表 1    在 E2E基准测试上不同微调方法的实验结果
 

方法
可训练参

数量 (M)
BLUE NIST METEOR ROUGE_L CIDEr

FT* 354.92 68.2 8.62 46.2 71.0 2.47
AdptL* 0.37 66.3 8.41 45.0 69.8 2.40
AdptL* 11.09 68.9 8.71 46.1 71.3 2.47
AdptH* 11.09 67.3 8.5 46.0 70.7 2.44
LoRA* 0.35 68.9 8.69 46.4 71.3 2.51
PiSSA 0.35 68.5 8.62 46.2 70.8 2.44
VeRA* 0.098 70.0 8.81 46.6 71.5 2.50
SvdA 0.098 70.1 8.82 46.7 71.4 2.54

  

3.3   自然语言理解能力测评

下列实验采用 RoBERTa-base 模型, 在 GLUE 基

准上评估了 SvdA 方法. 该基准测试涉及自然语言推

断、文本蕴含、情感分析、语义相似等多个任务. 实

验设置与Hu等人[5]的一致. 关于参数效率的实验与 SvdA

部分实验在一个 NVIDIA 4090 24 GB GPU上进行.

实验采用了 CoLA 的马修相关性, STS-B 的皮尔

逊相关性, 以及其他任务的准确性作为评价指标. 在所

有情况下, 值越高表示性能越好. 实验结果如表 2所示,

在自然语言理解能力的测评中, SvdA 相比拥有同量

级可训练参数的 VeRA, 仍展现出了更为优秀的平均

性能.
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表 2    在 GLUE基准测试上不同微调方法的实验结果
 

方法
可训练参

数量 (M)
MNLI SST-2 MRPC CoLA QNLI RTE STS-B Avg

FT* 125 87.6 94.8 90.2 63.6 92.8 78.7 91.2 85.2
AdptL* 0.1 84.7 93.7 92.7 62.0 91.8 81.5 90.8 85.4
AdptL* 0.3 87.1 94.2 88.5 60.8 93.1 71.5 89.7 83.0
AdptH* 0.9 87.3 94.7 88.4 62.6 93.0 75.9 90.3 84.2
LoRA* 0.3 87.5 95.1 89.7 63.4 93.3 86.6 91.5 86.6
PiSSA 0.3 86.9 94.6 88.2 60.6 92.2 76.2 89.0 84.0
VeRA* 0.031 — 94.5 89.7 64.1 91.9 75.8 90.3 84.4
SvdA 0.036 85.5 93.8 90.0 64.6 92.0 77.6 90.9 84.9

 

为了更深入地了解不同微调方法对可训练参数利

用效率, 实验评估了不同微调方法在 RTE 任务上的性

能增益. 首先, 使用各个微调方法在MNLI任务上训练

得到的模型作为基准模型 ,  然后在基准模型上进行

RTE任务的微调. 最终, 使用微调后的模型与基准模型

进行性能增益的比较. 性能增益计算公式如下:
accuracymethod−accuracybaseline

parametersmethod
×100% (5)

其中, accuracymethod 表示 method微调方法在MNLI任
务上微调 RoBERTa-base模型得到的 RTE指标准确率,
而 accuracymethod 则表示将MNLI任务得到的模型, 针对

RTE任务二次微调的 RTE指标准确率. parametersmethod
表示微调方法的可训练参数量, 其计算方法为: 实际训

练参数量/103. 实验结果如图 3 所示. 结果表明, SvdA
方法在每增加 1k的可训练参数的情况下, 获得了最高

的性能增益.
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图 3    RoBERTa-base模型在 RTE任务上每增加 1k参数

量的性能增益对比
  

3.4   寻找秩的成本

由于 VeRA 的共享矩阵不需要额外的存储空间,
其 r 值不需要是低秩的. 在进行 VeRA实验时, 选择一

个适合的 r 值成为一个具有挑战性的问题. 而 SvdA由

于并没有使用低秩矩阵作为共享矩阵, 其不涉及秩的

概念. 因此, 它能在单次实验中完成传统方法一组实验

的工作量.
Kopiczko 等人[22]的研究工作中, 为了找到 LoRA

和 VeRA在 RTE任务上的最佳效果, 使用了两组秩并

各自进行了多次实验. 尽管引入秩作为超参数在某种

程度上提高了方法的灵活性, 但在不同任务中寻找一

个适合的秩无疑会增加额外的工作量.
实验将 SvdA 与先前研究中表现更好的 VeRA 进

行对比, 并观察 SvdA方法是否能更高效地得到更为优

质的实验结果. 对于 VeRA 的实验, 将使用 Kopiczko
等人[22]在 RoBERTa-base 实验中的学习率参数, 使用

秩 r={1, 4, 16, 64, 256, 1024}进行多次实验, 并将结果

与 SvdA 在 RTE 任务上的效果进行对比. 值得注意的

是, SvdA并没有秩这一超参数, 因此将 SvdA实验单次

结果作为与 VeRA进行比较的基线.
当 rank值为 1 024时, 单张的 NVIDIA 4090 24 GHz

GPU 无法满足 VeRA 实验的需求 .  因此 ,  采用一张

NVIDIA A100 40 GHz GPU来完成 rank为 1 024部分

的实验. 实验结果显示, 相比于 VeRA方法, 在 RTE任

务上, SvdA方法表现更佳, 如图 4所示. 当 VeRA方法

的 rank值为 1 024时, SvdA方法以更少的实验成本取

得了更优异的结果.
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图 4    SvdA和 VeRA方法在 RTE任务上的性能

  

4   结论与展望

本文提出了一种基于奇异值分解的适应微调方法

(SvdA), 旨在解决大语言模型在微调效率和存储成本

方面的挑战. 通过将奇异值分解得到的对角矩阵和缩

放向量作为可训练参数, SvdA方法在多个自然语言处

理任务中表现出色, 验证了其在减少参数数量和提高

微调效率方面的有效性. 奇异值分解计算复杂且占用

大量存储空间, 特别是对高维矩阵. SvdA 通过引入缩
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放向量作为可训练参数, 利用共享酉矩阵有效地结合

了奇异值分解方法, 提升了存储效率.

然而, 本文的研究也存在一些局限性. 例如, SvdA

方法在超大规模模型上的应用效果仍需进一步验证.

未来的研究工作将致力于以下几个方向: 首先, 从存储

优化的角度进一步改进 SvdA方法, 以提升其在更大规

模模型和更广泛任务上的适应性和效率; 其次, 研究如

何更有效地应用 SvdA方法, 以应对大规模数据和模型

的训练需求; 最后, 探索 SvdA 方法与其他微调技术的

结合, 以实现更高效的模型微调.
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