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摘　要: 时间序列插补旨在根据现有数据填补缺失值以恢复数据的完整性. 目前基于 RNN的插补方法存在较大的

误差, 并且增加网络层数容易出现梯度爆炸和消失问题, 而基于 GAN 和 VAE 的插补方法经常面临训练困难和模

式崩溃的挑战. 为解决上述问题, 本文提出了一种基于扩散与时频注意力的时间序列插补模型 DTFA (diffusion
model and time-frequency attention), 通过反向扩散实现从高斯噪声中重建缺失数据. 具体而言, 本研究利用多尺度

卷积模块与二维注意力机制捕获时域数据中的时间依赖性, 并利用MLP与二维注意力机制学习频域数据的实部与

虚部信息. 此外, 本研究通过线性插补模块以对现有的观测数据进行初步的数据增强, 从而更好地指导模型的插补

过程. 最后, 本研究通过最小化真实噪声与估计噪声的欧氏距离来训练噪声估计网络, 并利用反向扩散实现对时序

数据的缺失插补. 本研究的实验结果表明, DTFA在 ETTm1、WindPower和 Electricity这 3个公开数据集上的插补

效果均优于近年主流的基线模型.
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Abstract: Time series imputation aims to restore data integrity by filling in missing values based on existing data.
Currently, RNN-based imputation methods suffer from large errors, and increasing the number of network layers often
leads to exploding and vanishing gradients. Additionally, GAN-based and VAE-based imputation methods frequently
encounter challenges such as training difficulties and pattern collapse. To address these challenges, this study proposes a
time series imputation model named diffusion model and time-frequency attention (DTFA), which reconstructs missing
data from Gaussian noise through reverse diffusion. Specifically, this study utilizes multi-scale convolutional modules and
two-dimensional attention mechanisms to capture temporal dependencies in time-domain data and employs MLPs and
two-dimensional attention mechanisms to learn real and imaginary parts of frequency-domain data. This study also
implements a linear imputation module to augment the existing observed data, thereby providing better guidance for
model imputation. Finally, this study trains a noise estimation network by minimizing the Euclidean distance between real
noise and estimated noise and then utilizes reverse diffusion to fill in the missing values in time series data. The
experimental results demonstrate that DTFA outperforms mainstream baseline models in terms of imputation
effectiveness on three public datasets: ETTm1, WindPower, and Electricity.
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1   引言

时间序列数据是按照时间顺序排列的数据序列,
具有较强的时间相关性和连续性, 是工程、医疗、气

象等众多领域中常见的数据类型, 因此时序数据对于

人们理解系统的演变过程具有重要的研究意义[1]. 然而

在实际应用场景中, 时序数据常会因为传感器故障、

数据采集错误或通信中断等原因而出现部分数据缺失

的情况, 这将会对时序数据的分析、预测和分类等下

游任务产生不利的影响.
时序数据插补是解决数据缺失问题的重要手段之

一. 其核心目标是通过捕获现有数据中潜在的信息以

推断出缺失位置的数据, 实现对残缺时序样本的修复,
从而为后续的分析和预测任务提供可靠的数据基础.
因此研究有效的时序数据插补方法对于众多领域的发

展具有广泛的意义, 并且在理论方面和实际应用中具

有重要的价值[2]. 多元时序数据插补的示例如图 1 所

示, “×”标记的位置表示发生数据缺失, 而“·”标记的位

置表示模型根据现有数据估计的插补数据, 两者的距

离越近表明模型的插补准确率越高.
 
 

0

12

10

8

V
a
lu
e

6

4

2

50 100

Time

150 200 250

 
图 1    多元时间序列插补示例

 

早期研究中的传统统计方法如均值插补、中值插

补和多项式插值等, 对数据分布的假设较为严格, 难以

适应不同类型的时序数据. 而 K 近邻、回归模型和随

机森林等机器学习方法虽然简单高效, 但随着大数据

时代的到来, 这些方法难以捕捉高维数据中复杂的非

线性关系[3]. 此外, 在大部分应用场景下略长插补的时

间几乎不会对下游任务造成负面影响, 因此人们对于

时序插补的实时性需求较少, 而时序插补的准确率才

是首要的考量因素.
近年来, 基于深度学习的时序数据插补方法受到

了广泛关注, 循环神经网络 (recurrent neural network,
RNN) 展示了深度学习模型处理高维时序数据的强大

能力. Che 等人[4]通过改进门控循环单元 (gated recur-
rent unit, GRU) 设计了一种插补模型 GRU-D, 利用时

间间隔矩阵记录最后一次观测缺失数据的时间, 并根

据权重衰减机制反应时序数据的长短期依赖关系 .
Yoon 等人[5]将 RNN 改进为一种双向的时序插补模型

M-RNN (multi-directional recurrent neural network), 通
过结合前向和后向的信息, 实现对多元时间序列动态

变化的全面捕获. Cao等人[6]提出的模型 BRITS (bidirec-
tional recurrent imputation for time series)无需对数据的

生成过程强加假设, 即可通过 Bi-RNN 实现有效的缺

失插补. 然而, 基于 RNN 的插补方法仍然存在较大的

误差, 难以满足大部分场景的插补需求, 并且随着网络

层数的增加容易引发梯度爆炸和消失等问题.
Luo 等人[7]提出了一种基于生成对抗网络 (gen-

erative adversarial network, GAN) 的时序插补模型, 并
设计了 GRUI 以及 E2GAN[8]. 然而, 基于 GAN 的模型

训练方式通常比较复杂, 生成器与鉴别器之间的博弈

过程容易引发训练不稳定等问题. Fortuin 等人[9]提出

一种基于变分自编码器 (variational autoencoder, VAE)
的时序插补模型 GP-VAE. 然而基于 VAE的插补模型

输出的样本质量容易受到潜在空间结构的限制. 因此,
相比于之前的研究工作, 基于 GAN 和 VAE 架构的模

型虽然成功地将时序插补的准确率提升至一个全新的

高度, 但是两者在训练阶段中仍可能遭遇模式崩溃等

问题[10]. Vaswani等人[11]于 2017年提出的 Transformer
在各种自然语言处理任务中证明了其出色的性能, 并
被广泛应用于其他研究领域[12], 包括时间序列插补. 例
如, Shan 等人[13]提出的 NRTSI 模型直接利用 Trans-
former编码器部分对不规则采样的时间序列进行建模.
另一方面, 随着人们对概率建模的研究逐渐深入, 扩散

模型在生成任务中取得了一系列卓越的成就 .  例如

Tashiro 等人[14]提出的一种基于扩散的时序插补模型

CSDI可以实现更精准的时序插补, 并且与其他确定性

插补方法不同, CSDI还支持概率性插补. 然而, 上述的

时序插补方法仅支持学习时域特征中的潜在信息, 这
将导致模型学习的能力无法得到充分的发挥.

为了进一步提升时序插补的准确率, 同时尽可能

避免梯度爆炸和模式崩溃等问题, 本文提出了一种基

于扩散与时频注意力的时序插补模型 DTFA. 受扩散

模型的启发, 本研究在训练过程中通过随机掩码策略

移除部分观测值, 并使用前向扩散得到的高斯噪声填
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补缺失部分. 接着 DTFA 中的噪声估计网络将学习根

据现有数据来估计缺失部分的高斯噪声, 在此过程中

实现对时序数据的建模. 在真实插补场景中, DTFA 将

使用高斯噪声 填补时序数据的缺失片段, 预训练的噪

声估计网络则根据现有数据推测出一个估计噪声 ,
最后通过逆向扩散对高斯噪声 进行去噪, 逐渐将其转

换为插补数据, 实现从噪声 中重建数据.
为使 DTFA 兼顾学习时域和频域信息, 本研究在

噪声估计网络中分别引入了时域注意力模块和频域注

意力模块, 以便 DTFA 更全面地学习多维特征在时域

和频域中的时间依赖性与特征相关性, 以及更好地识

别和理解复杂的数据模式. 除此之外, 为了给噪声估计

网络提供更好的全局背景, DTFA 还采用了一种增强

控制条件的方法. 该方法通过线性插补模块对残缺的

时序样本计算出一个粗略但有效的线性插补结果, 并
将其作为噪声估计网络的控制条件之一.

本文的贡献主要有如下几点.
(1) 本文提出了一种基于扩散与时频注意力时序

插补模型 DTFA. 该模型通过时域注意力模块和频域

注意力模块捕获时序数据在时域和频域中的时间依赖

性与特征相关性, 并进行了有效的特征融合.
(2) 本文设计了一种增强控制条件的方法, 通过对

样本中缺失的部分进行初步的线性插补, 以提高数据

的完整性, 并为噪声估计网络提供了更强的全局信息.
(3)本文在 ETTm1[15]、Electricity[16]和Wind Power[17]

这 3 个公开的数据集上对 DTFA 进行验证, 并使用

9 种不同缺失程度的 EETm1 数据集进行更细粒度的

对比 ,  误差指标均低于一系列的基线模型 ,  证明了

DTFA的通用性和可靠性. 

2   相关工作 

2.1   时间序列插补

多元时间序列是一种具有时间依赖性的数据, 被
广泛应用于现实世界中的电力系统监测、交通状态监

测和生态系统监测[18–20]等场景中. 然而, 传感器故障引

起时序数据丢失是一个常见问题, 这将导致下游任务

难以开展和推进. 时序插补的主要目标是捕获现有数

据的时空依赖性并推理缺失位置的数据. 在此, 本文总

结了几类先前的时序插补相关工作.
起初, 由于 RNN 的结构特性比较适用于序列数

据, 因此被研究人员广泛应用于时序插补任务中. Che

等人[4]提出一种基于 RNN 的插补方法 GRU-D, 它属

于 GRU 的一种变体. 同时, 作者还提出了时间衰减机

制的概念, 即利用最后一次观测值与整体平均值作为

插补的依据. Yoon 等人[5]提出了 M-RNN, 尝试通过从

双向 RNN 的隐藏状态中捕获缺失特征之间的相关性

来插补缺失值. 但是由于 M-RNN 将缺失值视为常量,
意味着它忽略了缺失变量之间的联系. 与 M-RNN 类

似, Cao 等人[6]提出的 BRITS 也同样利用了双向 RNN
来对时间序列进行建模, 然而 BRITS 将缺失值视为

RNN图的变量, 并且还特别关注了特征之间的相关性.
另外, M-RNN和 BRITS同样采用了 GRU-D的时间衰

减机制以提高插补性能.
随着数据和计算需求的指数级增长, 神经网络也

在深度和广度上稳步增长. 以 RNN为主要架构的模型

因其顺序处理特性或内存限制, 在处理较长序列数据

时可能面临可扩展性问题, 甚至引起梯度消失或爆炸.
因此, 研究者们尝试将其他研究领域的优秀研究方法

迁移到时序插补领域之中, 如基于 GAN 的方法和基

于 VAE的方法.
Yoon等人[21]提出一种基于 GAN的插补方法 GAIN

(generative adversarial imputation net), 利用提示向量进

行数据生成, 但是在时序数据上的适用性欠佳. Luo 等

人[7]提出了一种 RNN单元, 名为 GRUI (gated recurrent
unit for data imputation), 并利用 GRUI层和全连接层构

建生成器与鉴别器, 以共同组成 GRUI-GAN模型整体

结构. 然而该方法需要分为两个阶段来训练, 并且第 2
阶段需要投入大量时间寻找最佳匹配的输入向量. 因
此, Luo 等人 [8 ]又提出了一种端到端的模型 E2GAN
(end-to-end GAN-based imputation model), 其生成器由

基于 GRUI 的自动编码器构成, 以避免 GRUI-GAN 中

的“噪声”优化阶段. 另外, 作者采用了压缩和重构策略,
以减少训练的时间并降低训练的难度. Fortuin 等人[9]

受 GPPVAE和 HI-VAE的启发, 提出了第 1个基于 VAE
的时序插补方法 GP-VAE. 它使用高斯过程先验来捕

捉时间动态, 并且可以实现概率性插补. 然而, 基于

GAN的模型可能会遇到难以收敛和模式崩溃的问题[22],
基于 VAE 的模型也可能因隐变量与数据分布不匹配

而导致难以学习复杂数据的情况, 从而使模型的插补

误差较大. 

2.2   基于注意力的时间序列插补

以注意力结构为基础的 Transformer 结构在许多
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任务中都表现出了卓越的性能. 目前, 越来越多研究者

致力于利用自注意力机制来设计时序插补模型 ,  如
GLIMA、CDSA、DeepMVI和MTSIT等[23]. 最近, Shan
等人[13]提出了一种更加新颖的时序插补模型 NRTSI
(non-recurrent time series imputation), 将时间序列表示

为一个集合, 直接利用 Transformer 编码器进行建模,
并通过一种分层插补的策略来进行缺失插补. Du等人[24]

提出了一种基于联合优化训练的方法 SAITS (self-
attention-based imputation for time series), 通过两个对

角掩码自注意力块来进行插补. 然而 SAITS 对于非线

性关系的建模能力较弱, 且对超参数的选择较为敏感. 

2.3   基于扩散的时间序列插补

扩散概率模型作为新兴的深度生成模型之一, 在
图像生成和音频生成等多个领域均证明了其优秀的性

能. 目前扩散模型在时间序列领域的预测任务中已有

一些应用先例[17,25], 然而在时序插补任务中的应用仍然

较少 .  Kong 等人 [ 2 6 ]提出一种用于音频生成的模型

DiffWave, 由于音频属于一种特殊的时间序列, 因此将

其进行适当的修改, 即可应用于时序插补领域. 例如,
Tashiro 等人[14]提出了一个多元时间序列的概率插补

模型 CSDI (conditional score-based diffusion models for
imputation), 初步展示了扩散模型在时序插补领域中的

性能优势. 该模型将现有数据作为观测条件来插补缺

失数据, 并结合注意力模块捕获数据之间的关联性.
Liu 等人[27]提出了 PriSTI (spatiotemporal imputation
with enhanced prior modeling)模型, 通过条件特征提取

模块将提取的时空依赖性作为全局上下文先验.
然而, 所有上述包含 RNN的插补模型都容易受到

误差累积的影响[28], 即当前的插补结果可能是由一系

列错误的历史插补结果依次推理的, 而基于 GAN 与

VAE 的模型也容易引发模式崩溃和难以收敛的问题.
除此之外, 上述所有模型仅考虑从时域中获取信息, 并
没有挖掘频域中的隐含信息, 这将不利于模型学习深

层的数据关系. 受上述相关工作的启发, 本论文提出一

种基于扩散与时频注意力的时间序列插补模型 DTFA.
该模型在已捕获时域特征的基础之上, 充分挖掘了频

域特征, 通过从更丰富的角度学习时序数据的时间依

赖性和特征相关性, 从而提高插补的准确率. 此外, 本
文还提出了一种增强控制条件的方法, 通过线性插补

模块对现有数据进行初步插补, 从而为噪声估计网络

提供更完整的控制条件以及更有效的全局信息. 

3   方法

本文提出的基于扩散与时频注意力的时间序列插

补模型 DTFA 整体结构如图 2 所示. 本节将首先介绍

时序插补任务中的一些关键定义, 然后简要介绍 DTFA
中使用扩散思想插补时序数据的原理和设计思路, 最
后将介绍 DTFA 中核心组成部分的结构, 如线性插补

模块、噪声估计网络及其内部的时域注意力模块和频

域注意力模块.
 
 

X

X observed X target

X linear X t

前向扩散

Conv1D

Conv1D

Conv1D

Side info.

Gated activation unit

Output

Conv1D & ReLU

作为下一层的输入

Diffusion time

embedding

Linear imputation module

Time domain Frequency domain

Attention module Attention module

 
图 2    DTFA整体结构图

  

3.1   任务定义

X ∈ RL×D

L D

Xl,d l d

本文将每个多元时序样本表示为 , 其中

表示样本的采样点数 ,   表示样本的特征维数 ,  则
表示在第 时刻所观测到第 维特征的原始数据.
MLM (masked language modeling) 在自然语言处
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X

M ∈ RL×D

M

理领域中是一种常见的自监督学习方法[29], 在本研究

的时序插补任务中依然可以发挥作用. 其基本思想是

在时间序列样本中随机选择一部分数据进行掩码标记,
并利用模型预测掩码位置的数据. 本研究将通过该自

监督训练的方式, 迫使 DTFA 学习时间序列中的模式

以及上下文信息. 具体而言, 本研究对每个样本 都利

用与之对应的掩码矩阵 进行随机掩码标记,
其中 的每个元素定义如下:

Ml,d =

{
1, 若Xl,d可以观测
0, 若Xl,d视为缺失

(1)

X M因此,  可由 划分为两个部分:

X = Xobserved+Xtarget (2)

Xobserved = M⊙X (3)

Xtarget = (1−M)⊙X (4)

⊙ Xobserved

Xtarget t

Xt Ximpute =

DTFA(Xobserved)

其中,  表示矩阵点乘.  将作为模型的观测条

件, 而 在训练阶段将通过 步前向扩散计算带噪

数据 , 在测试阶段则用于评估模型插补结果

的误差.
最后, 可以将插补后的样本表示为:

X̂ = M⊙Xobserved+ (1−M)⊙Ximpute (5)
 

3.2   线性插补模块

Xobserved

(l1,X
l1 ,dn

observed) (l2,X
l2 ,dn

observed)

(l,Xl,dn
linear) l1 < l < l2 1 ⩽ n ⩽ D

线性插补模块将对残缺的样本进行初步的插补,
以保证观测条件的完整性和连续性. 具体而言, 在给定

的 中, 对于任意缺失片段左右两个已知数据点

和 , 线性插补模块将通过两者

之间的直线以粗略地估计中间缺失区域每个点的数值

, 其中 ,  , 公式如下:

Xl,dn
linear = Xl1,dn

observed+
(l− l1)(Xl2,dn

observed−Xl1,dn
observed)

l2− l1
(6)

Xlinear Xobserved

这种基于线性插补的观测条件增强方法具有计算

高效、保留数据趋势和时空一致性的优点, 特别是在

缺失片段中数据变化平缓或者缺失值较少的情况下,
它能够简单高效地解决了观测信息完整性的问题, 并
为下游的噪声估计网络提供可靠的全局先验信息. 另
外,  与 在 DTFA 训练和测试的全过程中

都是可见的. 

3.3   DTFA 模型

基于物理热力学扩散思想的扩散模型, 类似一个

更深层次的变分自编码器, 包括了前向扩散和反向扩

散两个过程[30].

X

X Xobserved Xtarget

ε ∼ N(0, I) Xtarget Xt

Xt

q(Xt | Xtarget)

qdata(X0) Xt

X0

t ∈ [1,T ] T

在 DTFA 的训练阶段, 本研究首先对数据集执行

滑动窗口取样, 将原始样本记为 , 并根据随机掩码将

分解为互补的 和 两部分 .  接着使用

对 执行前向扩散过程得到带噪数据 .

由于扩散模型是基于马尔可夫过程的数学假设的, 因
此根据马尔可夫链的性质可知, 只要向样本中加入足

够多次的噪声, 最终将得到纯随机噪声分布的数据 ,
概率分布 也将趋于稳定的标准高斯分布.

本文将 定义为原始数据的分布,  则表示原始

数据 经过了 t 次前向扩散后的带噪数据 ,  其中

,  是人为设定的超参数. 则前向扩散过程可

以表示为:

q(X1:T | X0) =
T∏

t=1

q(Xt | Xt−1) (7)

q(Xt | Xt−1) = N(Xt;
√

1−βtXt−1,βtI) (8)

βt

1−βt α̂t
∏t

i=1 α̂i

αt ε ∼ N(0, I) Xt

其中,  表示所添加噪声的方差, 是可以自行调整的超

参数. 为了方便表示, 本文将 记为 , 将 记

为 , 标准高斯噪声记为 .则采样 具有以下

闭合解:

q(Xt | X0) = N(Xt;
√
αtX0, (1−αt)I) (9)

Xt =
√
αtX0+ (1−αt)ε (10)

Xobserved

Xlinear

Xlinear Xobserved Xt

Xt ε

接着, 线性插补模块将根据残缺的 计算出

线性插补条件 .  最后将采用一维卷积模块对

、 与 进行特征融合后输入到噪声估计

网络之中, 以估计 在各个时间步中的噪声 .

εθ

min
θ
L(θ)

训练扩散模型的本质是训练其中的噪声估计网络

. 本研究设计的噪声估计网络由 3个残差层组成, 并
在每层都引入了时域注意力模块与频域注意力模块,
便于更细粒度地提取数据中的深层时频特征, 以实现

更准确的噪声估计. 本文将在第 3.4节与第 3.5节对时

域注意力模块与频域注意力模块的内部结构进行详细

介绍. DTFA的训练目标 可表示为:

min
θ

EX0∼qdata(X0),ε∼N(0,I)∥ε−εθ(Xt,Xobserved,Xlinear, t)∥2

(11)

Xt Xtarget

ε ∼ N(0, I) Xtarget

DTFA 的测试阶段与训练阶段不同之处在于, 带
噪数据 不再通过对 执行前向扩散获取, 取而代

之的是随机采样的高斯噪声 , 并且 将作
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Xt Xobserved Xlinear

εθ Xt

为 ground truth 以评估 DTFA 的插补误差. 另外, 噪声

估计网络根据输入的带噪数据 、 和 得

到估计噪声 , 将用于对 执行反向扩散过程进行去

噪, 以实现对掩码数据的重建.

ε ∼ N(0, I)

εθ

DTFA 的反向扩散过程是一种对高斯噪声样本

逐步去噪的生成过程. 与前向扩散的不同之

处在于, 反向扩散过程是由一系列神经网络参数化的

高斯分布所组成的马尔可夫链实现的, 即本研究的噪

声估计网络 .

εθ Xobserved Xlinear

ε =

Xt ∼ N(0, I) Xt Xt−1

预训练的噪声估计网络 在 和 引导

下 ,  将反向扩散过程直接应用于标准高斯噪声

, 使 转变为略微去噪后的带噪数据 ,

该反向扩散过程可以表示为:

pθ(X0:T | Xobserved,Xlinear)

= p(XT )
T∏

t=1

pθ(Xt−1|Xt,Xobserved,Xlinear) (12)

pθ(Xt−1 | Xt,Xobserved,Xlinear)

= N(Xt−1;µθ(Xt,Xobserved,Xlinear, t),σ2
t I) (13)

µθ σ2
t根据 Ho等人[31]提出的一种参数化 和 的方法,

本研究将其表示为:

µθ(Xt,Xobserved,Xlinear, t)

=
1
√
αt

(
Xt −

βt√
1−αt

εθ(Xt,Xobserved,Xlinear, t)
)

(14)

σ2
t =

1−αt−1

1−αt
βt (15)

Xt−1

t−1

X0 Ximpute

Ximpute

Xtarget

同理, DTFA将 再按照上述的反向扩散过程迭

代去噪 次, 最终得到一个高度符合数据集分布的时

序样本 , 将其记为 以作为模型的插补结果. 本

文将在第 4.2 节中介绍根据插补结果 与 ground

truth  评估模型插补性能的方法. 

3.4   时域注意力模块

本文提出了一种采用多尺度卷积核结构的时域注

意力模块, 其主要目标是捕捉时序数据在时域中的重

要特征与时空关系, 具体结构如图 3所示.

本研究设置了 8 个不同大小的卷积核, 分别为 1、

2、4、8、16、32、64和 128. 得益于每个卷积核具有

不同大小的感受野, DTFA 可以通过多个卷积核的组

合识别时序数据中多种尺度的特征, 从而可以更准确

地捕获不同时间跨度的依赖性. 其中, 较小的卷积核专

注于捕获局部模式与短期依赖关系, 而较大的卷积核

则负责捕获全局模式与长期依赖关系. 此外, 该设计在

特定情况下有助于模型更好地适应不同尺度的数据变

化, 可减少 DTFA 对单一尺度特征的过度依赖, 从而

提高模型的鲁棒性并降低过拟合的风险. 因此, 该特性

对于处理具有不同周期性与时序特性的时序数据尤为

重要.
 
 

Input

Conv1D 1

Average pooling

2D Transformer

Output

Time domain

Conv1D N

 
图 3    时域注意力模块

 

提取到的多尺度特征将通过平均池化层合并为一

个统一的表示, 接着输入到时域二维 Transformer层中.

时域二维 Transformer层由时间 Transformer层和特征

Transformer层组成, 每层都使用 Transformer编码器学

习整个序列的上下文信息. 时间 Transformer层将沿着

时间轴的方向学习各个特征的时间依赖性 ,  而特征

Transformer层则沿着特征轴的方向学习各个时刻的特

征相关性.
 

3.5   频域注意力模块

由于时域特征仅能表示数据中局部的趋势和模式,

而频域特征通常还包含关于数据周期性和波动性等更

丰富的信息, 所以仅依靠时域特征进行学习的模型无

法充分发挥其学习能力. 因此, 学习时序数据的频域表

示将更有利于提取深层特征并提高插补模型的准确率,

特别是对于具有复杂频率特征的时序数据效果更加

显著.

本文提出了一种频域注意力模块, 主要包括快速

傅里叶变换层 (FFT)、多层感知机 (MLP)、Transformer

层和快速傅里叶逆变换层 (IFFT), 如图 4所示.
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Input

Temporal FFT Channel FFT

Temporal IFFT

Temporal MLP

Temporal
Re-Transformer

Temporal
Im-Transformer

Channel MLP

Channel
Re-Transformer

Channel
Im-Transformer

Channel IFFT

Output

 
图 4    频域注意力模块

 

Y

在该模块中, Temporal FFT 层与 Channel FFT 层

将时序数据分别在时间维度和通道维度上进行时频

域之间的转换 .  转换后的频域数据 将分别输入

Temporal MLP与 Channel MLP进行学习, 实现数据中

周期性和频率成分特征的提取, 以及捕捉不同通道之

间的潜在关系和共变模式. 该 MLP 的输出可以统一

表示为:

YMLP = σ(YW +B) (16)

σ YMLP ∈ Cn×m Y ∈ Cn×m W ∈ Cm×m

B ∈ Cm Y W

其中,  表示激活函数,  ,  ,  ,
. 由于 与 均为复数矩阵, 根据复数乘法法则,

可以将式 (16)表示为:

YMLP = σ(YW +B)
= σ((Yr + jYi)(Wr + jWi)+ (Br + jBi))
= σ(YrWr + jYrWi+ jYiWr −YiWi+Br + jBi)
= σ(YrWr −YiWi+Br)+ jσ(YrWi+YiWr +Bi)

(17)

YMLP因此, 本研究将单独计算 的实部与虚部部分.
对于计算得到的实数矩阵与虚数矩阵通过 Re-Trans-
former层与 Im-Transformer层学习关键的频率分量特

征与模式, 以及抑制噪声频率的影响. 最后将整合后的

复数矩阵通过 Temporal IFFT层或 Channel IFFT层转

换为时域表示. 

4   实验 

4.1   数据集

本研究使用 3 个公开的多元时间序列数据集

EETm1、Electricity和Wind Power对 DTFA进行插补

准确率的评估.

ETTm1[15]: 电力变压器温度数据集中的每个采样

点都包含了关于油温以及 6种不同类型的外部电源负

载特征的信息 ,  时间戳范围为 2016 年 7 月 1 日

–2018 年 6 月 26 日. ETTm1 数据集为 ETT 数据集预

处理之后的一种版本, 数据以 15 min为间隔均匀采样,
共计 69 680个采样点. 本研究将 ETTm1的前 4个月数

据作为测试集, 接下来的 4个月数据作为验证集, 剩余

的 16个月数据作为训练集. 并且本研究通过滑动窗口

来进行多元时序样本的取样, 其中窗口大小设置为 24,
滑动步长设置为 12.

Wind Power[16]: 该风力发电数据集的时间戳范围

为 2020 年 1 月 1 日–2021 年 5 月 22 日, 共计 7 个特

征, 数据以 15 min 为间隔均匀采样, 共计 48 673 个样

本点. 数据集的划分比例和取样方法与 ETTm1数据集

的相同, 即窗口大小设置为 24, 滑动步长设置为 12.
Electricity[17]: 源自 UCI 存储库中的 Electricity 电

力数据集包含从 370 个客户端收集的用电量数据, 单
位为千瓦时. 该数据集以 15 min为间隔均匀采样, 共计

140 256 个采样点, 每个采样点具有 370 个特征. 在本

研究对该数据集通过大小为 100和步长为 100的窗口

进行取样. 

4.2   评价指标与实验细节

本研究使用 3个时序插补领域中常用的评价指标

来衡量 DTFA 的性能: 均方根误差 (root mean square
error, RMSE)、平均绝对误差 (mean absolute error,
MAE ) 和连续分级概率评分 ( con t inuous   r anked
probability score, CRPS), 三者的数值越小表明模型的

插补性能越好.
RMSE 与 MAE 量化了真实值与预测值之间的差

异, 主要用于评估模型在回归任务中的性能. RMSE 偏

向关注异常离群值, 而MAE可以更好地体现误差的实

际情况. 本研究中的 RMSE 和 MAE 计算方式可以表示为:

RMSE=

√√√√√√√√∑L

l=1

∑D

d=1

[(
(Xtarget− (1−M)⊙Ximpute)

)2
]l,d

∑L

l=1

∑D

d=1
(1−M)l,d

(18)

MAE =

∑L

l=1

∑D

d=1

∣∣∣(Xtarget− (1−M)⊙Ximpute)
∣∣∣l,d∑L

l=1

∑D

d=1
(1−M)l,d

(19)

CRPS 是一种评估数据与概率分布差异的指标, 因
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Λα(D−1(α),X) = (α− X<D−1(α))(X−D−1(α))

α ∈ [0,1] D−1(α) D I

此特别适用于评估 DTFA 的插补准确性. 本文参考了

Tashiro 等人[14]的计算方法, 将其定义为分位数损失

的积分, 其中

分位数水平 ,  是分布 的分位数,  为指

示函数.
由于本研究设置生成 100个样本以近似缺失值的

分布, 因此将计算 0.05 刻度的离散分位数水平的分位

数损失. 最后, 本研究对所有插补结果的 CRPS 计算平

均值作为评估指标. 具体计算方式如下:

CRPS(D−1, x) =
∫ 1

0
2Λα(D−1(α), x)dα

≃
19∑
i=1

2Λi×0.05(D−1(i×0.05), x)/19 (20)

CRPS(D, X̃) =

∑
x̃∈X̃

CRPS(D−1, x̃)∣∣∣X̃∣∣∣ (21)

本研究中的 DTFA 是基于 PyTorch 框架搭建的,
并在 16 GB 显存的 NVIDIA GeForce RTX 4070 Ti
SUPER GPU计算资源上进行训练、验证以及测试. 实
验的参数设置如表 1所示.
 
 

表 1    实验参数设置
 

参数 设置值 说明

Batchsize 32 批处理大小

Optimizer Adam 优化器

Learning rate 0.001 学习率

Attention head 8 注意力头数

Layers 4 残差层数

Num steps 50 扩散步数
  

4.3   基线方法

为了验证 DTFA 的性能优越性, 本研究选取了一

系列基于深度学习的基线方法与之对比.
M-RNN[5]: 该模型使用双向 RNN 络进行插值, 并

采用了 GRU-D的时间衰减函数来捕获信息缺失.
BRITS [ 6 ] :  该模型同样使用了双向 RNN 以及

GRU-D 的时间衰减函数来对时间序列进行建模, 不同

之处在于它将缺失值作为 RNN 图的变量, 接着使用

RNN的隐藏状态进行插补.
Transformer[11]: 在本研究中仅使用了 Transformer

的编码器部分, 去除了 Transformer的解码器部分.
SAITS[24]: 该模型采用了一种掩码插补和观测值

重建的联合优化训练方法, 并使用两个对角屏蔽自注

意力块和一个加权组合块以对时间序列建模.

GP-VAE[9]: 该模型在潜在空间中利用高斯先验过

程捕获时间动态, 其 ELBO仅依赖现有数据的特征.
CSDI[14]: 该模型是一种基于分数的条件扩散模型,

通过使用二维注意力机制以进一步捕获时间和特征的

相关性. 

4.4   对比实验

本研究在 ETTm1、Wind Power和 Electricity数据

集上进行了插补效果的对比实验, 如表 2所示. 其中测

试集的缺失率设置为 10%, 最优的指标通过加粗来表

示. 该对比实验表明, DTFA 在 ETTm1、Wind Power
和 Electricity 数据集上插补误差均都低于其他基线模

型, 充分证明了 DTFA 通用性和泛化能力. 具体而言,
DTFA 在 ETTm1 数据集上的 RMSE 与 MAE 分别为

0.103 和 0.065, 比最优基线模型的误差分别降低了

7.21% 和 4.41%; 在 Wind Power 数据集上的 RMSE 与

MAE 分别为 0.127和 0.022, 比最优基线模型的误差分

别降低了 3.05% 和 15.38%; 在 Electricity 数据集上的

RMSE 与 MAE 分别为 0.122和 0.053, 比最优基线模型

的误差分别降低了 6.87%和 5.36%.
 
 

表 2    DTFA与基线模型在 ETTm1、Wind Power和
Electricity数据集上插补的 RMSE 与 MAE

 

模型 ETTm1 Wind Power Electricity
M-RNN 1.395/0.989 0.840/0.668 1.869/1.269
BRITS 0.265/0.142 0.196/0.081 1.346/0.883

Transformer 0.184/0.116 0.199/0.091 1.294/0.821
SAITS 0.183/0.123 0.178/0.060 1.148/0.737
GP-VAE 0.465/0.334 0.408/0.299 1.565/1.094
CSDI 0.111/0.068 0.131/0.026 0.131/0.056

DTFA (Ours) 0.103/0.065 0.127/0.022 0.122/0.053
降低百分比 (%) 7.21/4.41 3.05/15.38 6.87/5.36

 

M-RNN因其无法考虑缺失变量之间的关系, 导致

插补误差较大, 尽管 BRITS 通过将缺失值视为 RNN
图的变量以捕获特征的相关性, 两者的插补性能也无

法摆脱 RNN结构特性的限制, 从而难以大幅降低插补

误差. GP-VAE 可能因隐变量与数据分布匹配困难而

导致误差较大. Transformer与 SAITS受益于注意力机

制, 在 3个数据集上的插补性能上实现新的突破. CSDI
与 DTFA 是基于扩散架构的插补模型, 两者相较于其

他基线模型在 RMSE 和 MAE 指标上具有明显优势, 在

特征维度较高的 Electricity数据集上效果更为显著. 综
上所述, DTFA 实现了扩散架构与时频注意力的有效

结合, 并对于多种数据场景具有较好的泛化性.
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为了进一步比较 DTFA与基线模型在不同缺失率

数据集上的插补性能, 本研究向 ETTm1测试集分别引

入 10%–90% 数据缺失以进行验证, 表 3–表 5 分别详

细展示了 RMSE、MAE 和 CRPS 的评估结果. 该实验

结果表明, 尽管面对不同程度缺失的数据集, DTFA 的

插补效果依然优于其他基线方法, 且完整度较高的数

据集可以更充分地发挥 DTFA 的学习能力. 具体而言,
DTFA的 RMSE 相较于最优的基线模型降低了 0.58%–
8.53%, MAE 相较于最优的基线模型降低了 0.98%–7.79%,
CRPS 相较于最优的基线模型降低了 1.08%–7.35%.

 
 

表 3    缺失率不同时, DTFA与基线模型在 ETTm1数据集上的 RMSE 对比实验结果
 

模型 10% 20% 30% 40% 50% 60% 70% 80% 90%
M-RNN 1.395 1.415 1.420 1.420 1.419 1.415 1.406 1.417 1.405
BRITS 0.265 0.290 0.328 0.357 0.378 0.418 0.448 0.503 0.542

Transformer 0.184 0.225 0.223 0.219 0.221 0.260 0.277 0.313 0.343
SAITS 0.183 0.196 0.208 0.221 0.236 0.265 0.284 0.316 0.350
GP-VAE 0.465 0.534 0.599 0.612 0.670 0.734 0.802 0.912 1.060
CSDI 0.111 0.114 0.121 0.129 0.139 0.152 0.173 0.223 0.362

DTFA (Ours) 0.103 0.107 0.112 0.118 0.130 0.146 0.167 0.217 0.341
降低百分比 (%) 7.21 6.14 7.44 8.53 6.47 3.95 3.47 2.70 0.58

 
 

表 4    缺失率不同时, DTFA与基线模型在 ETTm1数据集上的 MAE 对比实验结果
 

模型 10% 20% 30% 40% 50% 60% 70% 80% 90%
M-RNN 0.989 1.012 1.019 1.027 1.028 1.030 1.024 1.034 1.029
BRITS 0.142 0.160 0.182 0.205 0.222 0.250 0.270 0.303 0.331

Transformer 0.116 0.139 0.136 0.137 0.143 0.162 0.174 0.193 0.216
SAITS 0.123 0.129 0.139 0.147 0.160 0.180 0.193 0.205 0.231
GP-VAE 0.334 0.384 0.432 0.448 0.491 0.548 0.594 0.683 0.795
CSDI 0.068 0.071 0.077 0.081 0.087 0.095 0.108 0.132 0.204

DTFA (Ours) 0.065 0.068 0.071 0.075 0.081 0.090 0.103 0.128 0.202
降低百分比 (%) 4.41 4.23 7.79 7.41 6.90 5.26 4.63 3.00 0.98

 
 

表 5    缺失率不同时, DTFA与基线模型在 ETTm1数据集上的 CRPS 对比实验结果
 

模型 10% 20% 30% 40% 50% 60% 70% 80% 90%
GP-VAE 0.386 0.446 0.501 0.519 0.571 0.638 0.692 0.796 0.928
CSDI 0.060 0.062 0.068 0.071 0.077 0.084 0.096 0.118 0.185

DTFA (Ours) 0.057 0.060 0.063 0.066 0.072 0.080 0.092 0.114 0.183
降低百分比 (%) 5.00 3.23 7.35 7.04 6.49 4.76 4.17 3.40 1.08

 
 

4.5   消融实验

为了深入研究 DTFA中不同组件对整体性能的增

益, 本研究设计了 3 组消融实验, 并在缺失率为 10%
的 ETTm1数据集上进行验证, 实验结果如表 6所示.
 
 

表 6    DTFA在 ETTm1数据集上的消融实验结果
 

消融项 RMSE MAE CRPS
w/o 时域注意力模块 0.126 0.072 0.081
w/o 频域注意力模块 0.134 0.076 0.114
w/o 线性插补模块 0.107 0.069 0.073

DTFA (Ours) 0.103 0.065 0.057
 

该消融实验表明, 当去除线性插补模块后, DTFA
仅以现有数据作为辅助条件进行训练, 导致模型的插

补误差增大. 该现象可以印证线性插补模块在一定程

度上为 DTFA提供有效的全局信息和缺失数据的潜在

变化趋势. 而当去除时域注意力或频域注意力模块后,

模型的准确率大幅下降, 该现象可以印证结合时频特

征进行学习有助于更好地挖掘数据的时间依赖性和特

征相关性. 综上所述, 线性插补模块、时域注意力模块

和频域注意力模块均对 DTFA的插补性能有着不同程

度的性能增益. 

4.6   残差层数的对比

为了进一步探索 DTFA的最优性能与残差层数之

间的关系, 本研究将残差层从 1 层逐渐增加至 6 层分

别进行验证, 在缺失率为 10% 的 ETTm1 数据集上的

实验结果如表 7所示.
为了突出 3 种评价指标的变化趋势 ,  本研究对

表 7 数据可视化之前对数据进行了最小-最大归一化

处理, 如图 5 所示, 其中蓝色线表示 RMSE, 橙色线表

示 MAE, 绿色线表示 CRPS. 根据图 5中各曲线整体趋
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势可知, 当残差层数仅为 1 时, DTFA 无法充分捕获时

间序列中的动态规律, 从而无法充分发挥其插补性能.
随着残差层数的增加, 3种误差指标在整体上具有下降

的趋势. 当残差层数为 4 时, 模型表现出最佳的性能,
而当残差层数为 5 或更多时, 模型的误差呈上升趋势,
出现了过拟合的现象, 不仅浪费计算资源, 而且对模型

的性能产生了负面的影响. 因此, 选择合适的残差层数,
可在一定程度上降低模型的插补误差.
  

表 7    缺失率为 10%时, 不同残差层数的 DTFA在

ETTm1数据集上的 RMSE、MAE 与 CRPS 的对比结果
 

残差层数 RMSE MAE CRPS
1 0.107 5 0.067 7 0.060 0
2 0.104 2 0.064 9 0.057 4
3 0.103 0 0.065 2 0.057 5
4 0.102 8 0.064 5 0.056 8
5 0.103 5 0.064 5 0.056 9
6 0.103 3 0.064 9 0.057 1
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图 5    不同残差层数对 3种评价指标误差的影响

  

5   结论与展望

本文提出一种基于扩散与时频注意力的时间序列

插补模型 DTFA, 通过线性插补模块进行初步的缺失

插补以保证数据的完整性和连续性. 为捕捉时序数据

在时域和频域中的重要特征和时空关系, 本研究将分

别通过时域注意力模块与频域注意力模块提取特征信

息以学习更高质量的表示. 其中 DTFA 的时域注意力

模块利用多尺度卷积核的结构识别时间序列中多种尺

度的特征, 并利用 Transformer编码器捕获不同时间跨

度的时间相关性. 而 DTFA 的频域注意力模块则使用

FFT获取时序数据的频域表示, 并利用MLP与 Trans-
former编码器学习频域特征中潜在的相关性以及依赖

性. 最后, 本研究通过对比实验证明 DTFA在 ETTm1、
WindPower 和 Electricity 数据集上的插补性能均优于

其他基线模型, 同时通过消融实验证明了 DTFA 核心

模块的有效性.
在数字经济蓬勃发展与物联网设备不断进步的推

动下, 人们迫切需要更高准确率的插补方法. 由于目前

主流的基线模型暂时无法通过简单地加深网络层数实

现更准确的插补, 因此 DTFA 成功地解决了时序插补

领域中最具有挑战性的难题. 在今后的研究中将考虑

提高 DTFA 针对更大规模数据集的扩展性, 以及提高

DTFA的训练和推理的速度.
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