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摘　要: 保障选矿设备的精准维护和稳定运行一直是矿山相关企业所面临的重要课题, 而研发设备预测性维护系统

已成为降低设备维护成本、提升企业生产效率的重要手段. 分析了选矿设备预测性维护系统功能需求, 设计了基于

微服务结构的预测性维护系统架构和总体功能结构, 深入阐述了系统关键技术, 提出了基于多尺度 CNN融合注意

力机制的设备健康状态评估模型, 以及基于 CNN和 BiLSTM的电流趋势融合预测模型, 为设备预测性维护系统的

构建提供了技术支撑. 在鞍钢集团关宝山矿业有限公司对完成的系统进行了应用示范, 并对提出的模型进行了测

试. 结果表明提出的模型具有较高的准确性和健壮性, 优于现有模型; 完成的系统能够提供精准的设备维护计划, 降
低了设备维护成本, 并提升了企业生产效率.
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Abstract: Ensuring the precise maintenance and stable operation of mineral processing equipment has always been an
important challenge for mining-related enterprises while developing predictive maintenance systems for equipment has
become a crucial means to reduce maintenance costs and improve production efficiency. This study analyzes the
functional requirements of predictive maintenance systems, designs architecture and overall functional structure for a
predictive maintenance system based on a micro-service architecture, and elaborates on the key technologies of the
system. Moreover, the study proposes an evaluation model for equipment health status based on a multi-scale CNN fusion
attention mechanism, as well as a prediction model for current trend fusion based on CNN and BiLSTM, to support the
construction of the predictive maintenance system. The completed system has been applied at Ansteel Group
Guanbaoshan Mining Co. Ltd., where the proposed model undergoes testing. The results show that the proposed model
outperforms existing models with its high accuracy and robustness. The developed system can provide precise equipment
maintenance plans, reduce equipment maintenance costs, and improve enterprise production efficiency.
Key words: predictive maintenance system; mineral processing equipment; health status evaluation; current trend
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矿山行业作为我国经济的重要支柱产业[1], 其稳定

运行和持续发展对经济建设和社会发展具有重要意义.
然而矿山运营环境复杂, 设备会受到颗粒物、腐蚀性

物质等因素的影响, 导致容易损耗和发生故障. 因此对

矿山设备进行科学合理维护一直是矿山相关企业所面

临的重要课题. 预测性维护[2]利用先进的传感器、大数

据和人工智能技术, 通过监测和分析设备运行数据, 提
前发现潜在问题并进行精准维护, 是降低维护成本, 实
现维护智能化、高效化的关键技术.

近年来, 在预测性维护方法研究方面已取得了许

多研究成果, 主要包括基于经验的方法、基于设备特

性的方法和基于数据驱动方法. 基于经验模型的方法,
如基于半经验模型的汽车电池的剩余寿命预测方法[3]、

基于经验模态分解 (EMD) 的风速预测模型[4]等, 多依

赖于行业内专家经验, 其智能程度与使用范围有限. 从
设备特性出发开展的研究[5–7]针对性更强, 有较强的实

用价值, 如牟园伟等人[8]基于 Tannaka-Mura 理论模型

提出了涡轮盘剩余使用寿命 (RUL)预测方法, Swanson
等人[9]在钢带裂纹产生的过程中, 使用卡尔曼滤波器跟

踪模态频移, 并通过运动学模型进行 RUL 预测等. 此
类方法高度依赖领域专业知识, 难以准确刻画复杂设

备系统. 数据驱动的方法不依赖于经验, 适合于复杂系

统和缺乏领域知识的情况, 受到了广泛关注. 主要包括

机器学习方法[10–13]和深度学习方法[14,15]. 在这方面, 张
永等人[16]提出了一种基于 LightGBM、主成分分析及

GRU的评估方法, 实现了对工业设备的健康状态评估.
周哲韬等人[17]提出了基于 Transformer 的滚动轴承剩

余寿命预测方法. 曹现刚等人[18]提出了一种基于卷积

神经网络 (convolutional neural network, CNN) 和
XGBoost 的采煤机健康状态评估方法, 取得了较高的

预测精度.
在预测性维护系统研究方面, 张明涛[19]基于 Spring-

Boot 与 TensorFlow 框架设计开发了一个工业设备预

测性维护系统. 胡晓轩等人[20]基于 KNN 和支持向量

机 (support vector machine, SVM)模型, 设计了针对船

舶车间焊接机器人设备的预测性维护系统. 房琦等人[21]

则基于振动信号, 采用频谱分析算法来确定设备故障

类型, 并开发了污水处理厂关键设备预测性维护系统.
张旭辉等人[22]针对恶劣环境下的设备维护, 提出了一

种基于数字孪生的预测性维护系统, 并应用于采煤机

的压柱塞泵维护中. 高燕军等人[23]针对骆驼山选煤厂

电机设备, 构建了选煤厂设备预测性维护系统, 实现了

电机设备工作状态及故障的智能分析和预测. 冯吉等

人[24]将预测性维护技术应用到了汽车总装设备的生产

中, 设计了基于大数据的总装设备的预测性维护系统.
虽然预测性维护相关技术及应用系统的研究已广

泛开展, 但目前还缺少对磨磁、渣浆泵、旋给泵等选

矿设备预测性维护技术的研究, 更鲜有这方面的实际

应用系统. 为此, 以鞍钢集团关宝山矿业生产线为应用

场景, 从真实设备维护需求出发, 提出了面向选矿设备

的预测性维护系统架构、总体功能结构, 阐述了所采

用的关键技术, 并提出了基于多尺度 CNN融合注意力

的设备健康状态评估模型, 以及基于 CNN和双向长短

期记忆网络 (bi-directional long short-term memory,
BiLSTM) 的电流趋势融合预测模型, 为选矿设备预测

性维护系统的构建提供了支撑. 实际应用测试结果表

明, 提出的模型优于现有模型, 具有较高的准确性和健

壮性; 完成的系统能够提供精准的设备维护计划, 降低

了企业设备维护成本、提升了企业运行效率. 

1   选矿设备预测性维护系统分析与设计 

1.1   系统需求分析

选矿设备种类繁多、功能多样, 从功能上看, 选矿

设备预测性维护系统应该具有如下 3大功能.
(1) 设备健康状态监测. 设备健康状态监测是预测

性维护系统的基础, 负责采集设备状态数据, 对设备状

态进行监测和评估, 并将设备状态及评估结果展示给

操作人员, 以便从整体评判选矿设备的健康状态, 并及

时进行决策.
(2) 设备故障预警. 设备故障预警是预测性维护系

统的关键, 它首先对采集到的设备运行状态数据进行

预处理, 之后采用数学或人工智能模型感知与评价设

备的健康状态, 并完成设备潜在故障的发现, 以便及时

给予预警和维修处理.
(3) 设备预测维护. 基于设备的健康状态评估和设

备故障预警信息, 对设备进行预测维护, 制定故障设备

和潜在故障设备的维护及保养计划, 从而实现精准维护. 

1.2   系统架构设计

根据预测维护性系统需求分析, 考虑矿业公司业

务场景实际情况, 结合微服务技术设计了选矿设备预

测维护性系统架构, 如图 1所示, 主要由数据源层、微

服务平台层、数据管理层、服务层和程序层组成.
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图 1    系统总体架构

 

(1) 数据源层主要为平台层提供各类选矿设备的

运行状态数据, 这些数据通过采集设备或设备自带的

传感设备接入到微服务平台.
(2) 微服务平台层. 微服务平台层主要由接入管理

工具组件、分布式管理与运行控制组件、集群环境部

署工具和数据消息服务系统构成. 接入管理组件有反

向代理与发送请求工具 Nginx、数据接入网关 Gateway
和微服务管理与注册中心 Nacos 等. 分布式管理与运

行控制组件有轻量级分布式流量控制工具 Sentinel、
支持分布式事务管理工具 Seata 以及负载均衡与集群

监控工具 Nacos等. 集群环境及部署管理工具有 Docker
容器、Kubernetes 部署管理工具, 数据库管理系统

Redis、MySQL, 以及消息服务中间件 RocketMQ等.
(3) 数据管理层. 数据管理层主要提供数据治理功

能, 包括数据清洗、增强、融合、质量分析, 以及数

据、模型管理、元数据、知识库管理等功能, 为上层

服务提供各类数据服务.
(4) 服务层. 服务层主要以微服务方式实现了预测

性维护系统所需要的各项功能, 包括设备健康状态评

估与设备预测性维护、设备维修排期以及仪表盘相关

功能等.
(5) 应用层. 应用层向用户提供用户交互接口, 通

过调用业务支持层的封装服务 API 或 SDK, 将系统业

务功能以 Web、桌面应用程序或移动端 APP 等形式

呈现给用户. 同时提供 Open API 服务接口, 以对外部

系统提供服务. 

1.3   系统总体功能设计

根据选矿设备预测性维护系统功能需求分析, 考
虑矿业公司的实际应用场景, 设计了选矿设备预测性

维护系统的总体功能, 其总体功能结构如图 2所示.
从图 2 中可以看出, 整个系统由 Web 端在线系统

与移动端 APP组成. Web端系统用于设备监控与仿真

模型观察 (仪表盘), 设备健康状态评估, 预测性维护以

及维修计划排期等; APP 在手机端支持健康状态监控,
历史数据可视化以及异常报警, 维修计划查看与管理,
联合决策等.

Web端功能如下.
(1) 仪表盘. 仪表盘主要由设备信息管理、设备模

型观察和产线设备监控 3 部分组成. 设备信息管理提

供对设备信息的更新和维护, 包括换件和维修信息等;
设备模型观察以三维建模技术构建设备的虚拟数字模

型, 便于在线和远程观察设备运行状态; 在设备组件健

康状态监控中, 设备的数字模型不是静态的, 而是动态

的交互界面, 设备状态模型内部包含若干组件, 可以单
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独观察, 同样是立体模型; 产线设备监控功能支持观察

生产线上的全线设备, 以及单独观察某台设备等, 可以

直观地感受设备对哪些产线产生影响, 及时溯源问题

所在.
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图 2    系统总体功能结构图

 

(2) 设备健康状态评估模块. 该模块由支撑条件录

入、健康状态可视化和健康状态预测与评价 3部分构

成. 支撑条件录入提供用户自主输入评价激励模型, 来

辅助设备健康状态评估. 设备健康状态预测与评价模

块则主要是根据设备运行历史和实测数据, 通过机器

学习和深度学习预测算法来预测并反馈设备健康状态.

健康状态是人为根据观察或者聚类历史数据而得到的

健康级别, 系统根据历史数据和领域经验知识来设定

设备健康级别.

(3) 设备预测性维护. 预测性维护提供了设备故障

预测、电流趋势可视化、电流异常报警和设备故障诊

断功能. 设备故障诊断模块根据健康状态预测模型对

历史数据进行状态评估形成劣化趋势, 评估潜在故障,
并以直观的方式来展示设备的近期状态或历史状态,
为问题溯源以及可能发生的维修换件提供数据支撑.
电流趋势可视化模块对于设备的关键性特征—电流,
系统通过电流预测模型来拟合电流的变化趋势. 不同

类型设备, 采用不同的电流趋势预测模型. 利用电流趋

势曲线直观地体现出历史时刻与当前时刻电流的大小,
以及未来电流的波动等, 辅助技术人员决策. 电流异常

报警功能提供当电流趋势出现明显偏差时, 工作人员

以及管理人员将收到具体的设备信息与电流预警通知.
(4) 设备维修排期. 根据设备故障类型, 预测模型

等组成的设备故障信息库自动选定维修方法, 根据产

线关系与生产环境确认维修对象并自动生成维修周或

月计划. 维修计划管理则提供对维修计划的修改等操

作, 按照不同的身份可以执行删除、确认、修改等操

作. 维修计划以甘特图的形式在工作台中展示. 多人联

合决策则是提供各级管理人员对生成的维修计划进行

审核、修正, 并形成最终执行决策.
APP端提供用户使用手机移动终端来对系统进行

操作, 采用轻量化设计, 从而方便用户操作. APP 端业

务功能与Web端大致相同, 主要包括以下功能.
(1) 仪表盘. 展示设备的信息、状态以及静态的仿

真模型, 可以观察产线上的设备的运转信息表征, 监控

整个产线设备的运行状态.
(2) 设备健康状态监控. 展示设备的历史健康状态

并可视化, 方便工作人员查看、记录设备健康状态以

及总结规律. 评估与展示当前的设备健康状态, 实现及

时监控与管理设备健康信息.
(3) 设备预测性维护. 展示设备表征信息的变化曲

线, 如电流等, 并进行电流异常报警, 离线时采用留言

与短信形式的报警.
(4) 设备维修排期. 为工作人员参与维修计划排期

的联合决策提供数据支持, 维修计划的发布与推送功能

将在手机端展现最新的维修计划以及最新状态. 如果

操作人员权限允许, 支持手机端确认与驳回维修计划等. 

2   系统关键技术

选矿设备维护系统主要涉及选矿设备健康状态评
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价、电流趋势预警、设备故障诊断和检修计划排期等

关键技术. 

2.1   设备健康状态评价技术

设备健康状态评价主要是对当前设备健康程度进

行定性或定量评价, 从而确定设备的健康状态, 为后续

的保养维修计划提供支撑. 设备健康状态评价技术主

要涉及确定评估指标、指标数据处理和计算健康等级

3个部分, 其总体评价流程如图 3所示.
 
 

确定评估指标 指标数据处理 计算健康等级

筛选相关因素 预处理策略选定 构建健康评估模型

计算设备健康指数

确定设备健康等级

指标数据预处理

计算统一化指标

构建指标评价体系

确定指标权重

 
图 3    设备健康状态评估流程

 

(1) 确定评估指标. 主要是根据专家经验, 筛选与

设备健康相关的因素, 构建健康评价的指标体系, 包括

换件周期、设备实时运转表征数据 (如实时频率、渣

浆泵的矿浆流量、球磨机的球磨粒度等)、最大使用

寿命等从投入生产到实时运作的所有相关指标, 再根

据生产制造及产线运作的经验和数据统计分析结论确

定各指标权重, 最终确定评估使用的相关指标.
(2) 指标数据处理. 对健康评估模型的各指标进行

特征数据预处理, 并选用合适归一化标准, 按照标准对

各指标对应的数据进行处理, 通常将结果处理到[0, 100]
或[0, 1]区间. 特征数据预处理使用的技术主要包括小

波变换, Fisher特征降维、标准化互信息 (NMI)、主成

分分析等特征工程方法等, 以及用于状态识别的 FCM
状态识别算法等.

(3) 计算健康等级. 设计或选用合适的健康评价模

型, 并将经归一化处理后的各个指标相关数据代入相

应的健康评价模型, 计算出健康指数, 确定设备的健康

等级.
由于涉及设备众多, 不同设备需要建立不同的评

价模型. 为此, 我们针对磨磁设备, 提出了一种基于多

尺度卷积神经网络 (CNN)融合注意力的健康状态评价

模型 (MHA-MSCNN), 模型的总体结构如图 4所示, 模
型中 Xi 为设备特征, y 为设备健康状态分类. 该模型主

要由并行多尺度卷积层、多头注意力融合层、深度卷

积建模层和全连接层构成. 首先通过并行多尺度卷积,
在扩大感受野的同时有效提取数据中不同尺度的特征

信息; 然后利用多头自注意力机制来综合考虑不同空

间尺度和通道的关系, 在更高层次上融合这些特征; 之
后, 采用两层卷积层在全局关系的基础上构建更深层

次的表示, 以实现设备状态的最终分类, 最后采用全连

接网络实现了磨磁设备健康状态的精确预测. 下面将

就特征数据预处理及模型的各个组成部分进行简单

介绍.
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图 4    基于多尺度 CNN融合注意力的设备健康状态评价模型

 

(1) 数据预处理. 首先对设备状态数据进行清洗,

移除故障信息和停机信息, 并采用 Z-Score标准化方法

数据标准化消除不同量纲的数据特征对分析的影响,

然后采用高斯噪声对数据进行增强. Z-Score标准化计

算见式 (1):

x′ = (x− x̄)/σ (1)

x′ x x̄

σ

其中,  是标准化后的数据,  是原始数据,  是样本数

据的均值,  是所有样本数据的标准差.

为了增强模型的健壮性, 防止过拟合, 本文采用高

斯数据增强技术对数据进行增强, 计算公式见式 (2):
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X = X′+σ× rand_gauss(µ,σ, size = X′.shape) (2)

X X′

σ µ rand_gauss

(µ,σ, size = X′.shape) µ σ

µ σ

其中,  是添加高斯噪声后的值,  是采用 Z-Score 标
准化后的值,  是噪音标准差,  是噪声均值, 

是一个从均值为 , 标准差为 的

正态分布中抽取 size 个随机数的函数, 其中 和 的值

分别设置为 0和 0.1.

X

(2) 并行多尺度卷积层. 并行多尺度卷积层由多个

并行卷积块组成, 主要是利用大小不同卷积核来提取

数据中不同尺度的特征信息, 从而扩大感受野, 丰富特

征信息. 3个卷积块所采用的卷积核大小依次设为 1×1,
3×1, 5×1. 其参数 padding 依次设置为 0, 1 和 2, 以保

证 3 个并行卷积块输出的特征图大小相同. 若输入特

征为 分别经过 3个并行卷积块后, 将得到的输出经过

批归一化 (BatchNorm) 函数和激活函数 (ReLU) 处理

后, 得到了多尺度特征, 具体计算见式 (3):
X1 = ReLU (BatchNorm (Conv1D1 (X)))

X2 = ReLU (BatchNorm (Conv1D2 (X)))

X3 = ReLU (BatchNorm (Conv1D3 (X)))
(3)

X1 X2 X3

Z

其中,  ,  ,  分别为 3 个不同尺度特征, 将这 3 个

特征进行拼接, 从而形成最终特征 , 其表示见式 (4):

Z =Concat (X1,X2,X3) (4)

Z

(3) 多头自注意力特征融合层. 对于上一步提取到

的特征 , 利用多头自注意力机制来综合考虑不同空间

尺度和通道的关系, 在更高层次上进行加权融合, 从而

进一步提升模型的预测精度. 具体注意力计算方法见

式 (5): 
Qz = ZWq+bq

Kz = ZWk +bk

Vz = ZWv+bv

(5)

Qz Kz Vz

hi

其中,  ,  ,  分别表示查询向量、键向量和值向量,
由 3 个全连接网络得到. 对于第 i 头注意力 计算见

式 (6):

hi = Attention (Qz,Kz,Vz) = Softmax
(

QzKT
z√

dk

)
Vz (6)

W0将自注意力矩阵拼接在一起并乘以权重矩阵 ,
即得到注意力的输出 H, 计算见式 (7):

H =Concat (h1,h2, · · · ,hh)W0 (7)

将多尺度卷积层的输出 Z 与 H 进行残差连接得到

最终融合特征 C, 具体见式 (8):

C = Z+H (8)

(4)深度卷积建模层. 将融合后的特征 C 输入到一

层全连接网络, 再通过两层卷积层在全局关系的基础

上构建更深层次的特征表示, 从而达到更准确的健康

状态分类, 具体计算公式见式 (9):
C = linear(C)
C1 = ReLU (BatchNorm (Conv1D1(C)))

C2 = ReLU (BatchNorm (Conv1D2(C1)))
(9)

C2

y

(5) 全连接输出分类层. 将深度卷积层的输出特征

向量 进行维度展开后为输入到 3 层全连接网络, 再
经过 Softmax 函数, 最终得到健康状态评估级别 , 具体

计算公式如下:

D0 = ReLU (BatchNorm (linear1 (C2.reshape))) (10)

D1 = ReLU (BatchNorm (linear2 (D0))) (11)

D2 = ReLU (BatchNorm (linear3 (D1))) (12)

y = Softmax (D2) (13)
 

2.2   电流趋势预警技术

电流趋势预警是一种非常重要的设备故障预警技

术, 主要是通过分析设备电流的变化趋势, 检测电流异

常波动, 通过预测未来的电流变化情况, 及时捕捉电流

异常, 为操作人员提供设备预警信息, 从而为设备运维

提供有效的技术支持, 帮助提升设备的稳定性和可靠

性, 减少不必要的停机和维修成本, 提高生产效率. 电
流趋势预警主要分为模型构建和智能预警两个阶段,
其处理流程如图 5所示.

模型构建阶段主要包括数据预处理、报警阈值设

定和电流趋势预测模型构建 3部分.
(1) 数据预处理. 首先基于传感器获取设备的状态

数据, 并对获取到的数据进行预处理, 包括清除停机数

据、清除离群点数据, 并对缺失数据进行填充等. 预处

理后的设备数据, 被用于报警阈值设定和电流趋势预

测模型的训练和测试.
(2) 报警阈值设定. 设定合适的报警阈值是实现及

时报警的关键, 本文通过统计正常状态下电流变化律

来设定报警阈值, 具体步骤如下.
步骤 1. 设置统计时间窗口大小, 长周期默认设为

24 h, 短周期设置为 1 h.
步骤 2. 截取正常状态下设备的电流历史数据, 利
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用滑动窗口提取电流数据, 采用线性拟合方法来计算

电流增长率.
步骤 3. 滑动时间窗口, 时间窗口的滑动步长可以

人工设置, 默认为时间窗口大小的 1/4, 随着窗口滑动,
产生一组电流增长率, 选取其中的最大值和最小值作

为值上下界.
步骤 4. 依据增长率和预设的放大系数 z, 计算增

长率的报警阈值, 并保存报警阈值.
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去除离群点数据 补充缺失数据

 
图 5    电流趋势预测模型构建流程

 

(3) 电流趋势预测模型构建. 电流趋势预警技术需

要预先预测电流的变化趋势, 并发现潜在的异常电流

变化, 从而提前给予预警. 因此, 准确高效的电流趋势

预测是关键. 我们基于深度学习技术, 提出了一种基于

CNN和 BiLSTM的电流趋势融合预测模型, 其结构如

图 6所示.
从图 6 中可以看出, 该模型主要由特征提取模块

和加权融合模块两部分组成. 首先, 通过输入层将数据

特征输入到 CNN 和 BiLSTM 网络分别进行空间特征

和时序特征提取, 然后将两个网络的输出特征进行拼

接, 并使用全连接层 1对拼接后的特征压缩, 以保留最

重要的特征. 之后经过全连接层 2 扩充至与原来特征

数相同, 再通过 Sigmoid 函数将权重矩阵数据压缩到

(0, 1) 之间, 得到注意力权重, 再与原始特征进行矩阵

点乘, 得到未来的预测电流值. 该模型充分利用了 CNN
和 BiLSTM 模型各自在时空特征提取方面的优势, 并
通过对两种网络特征进行自动加权融合, 从而达到了

较高的预测精度. 有助于实时监测选矿设备的电流异

常状态, 并给予及时报警. 下面将就模型的主要组成模

块进行详细介绍.
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图 6    基于 CNN和 BiLSTM的电流趋势融合预测模型

 

X = {X1,X2, · · · ,Xn}
Y = {y1,y2, · · · ,yn}

H1

1) 特征提取模块. 特征提取模块由 CNN 模块和

BiLSTM模块构成, 负责提取数据之间的空间和时间特

征, CNN模块由 3个卷积层 Conv1, Conv2和 Conv3构
成. 预处理后的输入特征数据表示为 ,
标签数据为实时电流 . 将特征数据输

入 CNN网络, 其输出特征 的计算方法见式 (14):
X′ = ReLU(Conv1D(X))
X′′ = ReLU(Conv1D(X′))
H1 = ReLU(Conv1D(X′′))

(14)

H2BiLSTM模块输出特征 的计算方法见式 (15):

→
H2 =

−−−−→
LSTM(X)

←
H2 =

←−−−−
LSTM(X)

H2 = [
→
H2,

←
H2]

(15)

H1

H2 H

2) 加权融合模块. 将 CNN 模块的输出特征 和

BiLSTM 模块的输出特征 拼接得到新的特征 , 再
经过两次全连接层计算权值, 之后经过 Sigmoid 函数

形成权重, 将原始数据 H 与当前数据的权重进行加权

融合, 计算出最终的预测电流值. 具体计算公式见式 (16):
H =Concat(H1,H2)
Z = ReLU(linear(ReLU(linear(H))))
Y = Sigmoid(Z)⊙H

(16)

上述电流趋势预测模型, 采用预处理后的训练集
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和测试集进行训练, 并保存训练好的电流趋势预测模

型以供智能预警阶段使用.
智能预警阶段则是基于当前设备的实时数据, 利

用训练好的电流趋势预测模型预测为来的电流趋势,
再根据预测结果来计算电流的增长率, 并和预先设定

的阈值进行比较, 如超出阈值, 则进行报警. 智能预警

处理流程如图 5所示. 具体处理步骤如下.
(1)加载训练好的基于 CNN和 BiLSTM的电流趋

势融合预测模型, 并将获取到的设备实时数据输入模

型, 经过模型计算, 得到未来电流的预测值.
(2) 基于电流预测值和时间窗口大小, 并采用线性

模型计算未来一段时间的电流增长变化率.
(3) 如果电流增长变化率超出阈值, 则进行报警,

并以手机短信、大屏等多种方式展示报警信息.
(4) 重复此过程, 并继续检测设备实时电流变化,

以便下一次报警. 

2.3   设备故障诊断技术

设备故障诊断技术主要是基于设备实时状态信息

给出装备是否故障、故障发生部位、故障产生原因和

故障排除方案等信息. 在设备状态预测技术和故障预

警技术的基础上, 可以通过设备故障诊断技术来实现

潜在故障的诊断, 对于企业开展快速设备维修保障工

作具有重要意义. 我们充分利用现有的各类选矿设备

问题数据库和关宝山矿业有限公司多年来的设备运转

数据, 设计了多层次的选矿设备故障诊断方法. 分别采

用基于支撑变量的故障诊断、基于深度学习模型的故

障诊断和专家联合诊断 3 个层次故障诊断. 选矿设备

故障诊断处理流程如图 7所示.
选矿设备故障诊断主要包括以下 3个步骤.
(1) 基于支撑变量的故障诊断. 首先采集设备的实

时状态信息, 包括设备故障代码等, 并将其输入到基于

支撑变量的诊断模型, 模型将通过支撑变量指标库中

的支撑评价等式来诊断故障, 若设备的某些支撑变量

值违背支撑指标库中的正常阈值范围, 则可确定相应

的故障点. 或者利用支撑变量相关的数学模型来确定

故障点. 若诊断成功则生成故障报告信息, 并更新设备

历史信息, 否则继续进行基于深度学习的故障诊断.
(2) 基于深度学习的故障诊断. 当基于支持变量的

故障诊断方法故障诊断不成功时, 就会启动基于深度

学习的故障诊断. 基于深度学习的故障诊断方法通过

机器学习或者深度学习模型来学习设备运行的历史状

态数据及其相应的故障标签信息, 从而获取相应知识.
学习模型可以选用前馈神经网络, SVM、随机森林、

XGBoost等机器学习模型, 以及 CNN、DNN等深度学

习模型. 将实时设备状态信息输入到这类模型中就可

以快速得到机器故障的预测信息. 此类方法虽然速度

快, 但预测的准确性与模型质量和模型训练相关, 需要

大量带故障标签的训练数据, 而训练数据的准备是一

个比较困难的事情. 我们采用了传统的前馈神经网络

模型实现了基于深度学习的故障诊断.
(3) 专家联合诊断. 当前两种方法无法完成故障诊

断时, 采用人工诊断方式, 即由该领域专家或专业技术

人员来检查确认故障, 并给出最终诊断结果. 同时, 根
据诊断结论将设备状态信息和专家诊断结果信息作为

新知识, 用于更新支撑变量指标库和训练基于学习的

诊断模型, 从而提升机器故障诊断水平和能力.
  

设备实时状态信息采集

基于支撑变量的故障
诊断

基于深度学习的故障
诊断

诊断成功?

专家联合诊断

形成故障报告
更新设备历史信息

设备历史
信息

诊断成功?

支撑变量
指标库

是

是

否

否

 
图 7    选矿设备故障诊断处理流程

  

2.4   设备检修计划排期技术

设备检修计划排期是一个比较复杂的过程, 需要

考虑许多因素, 如设备价值及重要性、复杂性、使用

频率、历史维护记录、维修周期等. 结合企业实际需

求, 考虑到对生产效率的影响, 我们针对不同设备和工

况情况提出了修复性成组维修、机会成组维修方法和

预防性成组维修 3种维修方法.
(1) 修复性成组维修方法. 主要针对存在冗余部
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件、备件的设备系统. 由于存在冗余设计, 发生故障的

单个设备在不影响系统继续运行的情况下, 等待多个

设备出现故障造成系统停机以进行修复性成组维修,
从而减少整体维修时间, 降低对生产的影响.

(2) 机会成组维修方法. 当设备中的某个部件发生

故障时, 在对故障部件进行维修的同时, 将役龄或性能

退化超过一定阈值的其他部件, 或者到临近更换时间

的周期性部件一并进行维修, 从而减少后续维修停机

时间.
(3) 预防性成组维修方法. 在对设备健康状态进行

准确评价的基础上, 提前进行维修规划, 并提前准备部

件维修活动所需的维修资源, 提供充足的备件准备时

间, 从而间接地减少维修资源的准备成本.
我们根据维修规模, 将设备维修分为单设备维修

和产线维修. 对于多设备产线维修, 结合上述 3种维修

方法进行优化维修, 同时增加产线设备依存关系维修

权重指标, 在主设备维修时, 附属设备可同时进行维修,
从而减少停机时间. 维修排期的流程如图 8所示.
 
 

故障信息池 设定维修方法

设定维修规模

是否单设备维修?

排期计划自动生成

否

是

生产线知识库

多设备联合排期

审核与修改

排期计划确认与
发布

 
图 8    维修计划排期流程

  

3   技术验证及系统展示

如前所述, 我们提出了基于注意力融合多尺度 CNN
的设备健康状态评价模型 (MHA-MSCNN), 来更好地

支持设备健康状况评价和监测; 同时我们提出了基于

CNN 和 BiLSTM 的电流趋势融合预测模型 (CNN+
BiLSTM), 以支持设备故障的预警. 对于设备故障诊断,
我们采用传统的前馈神经网络方法; 而本文提出的

3 种设备检修计划排期方法, 相对简单. 故本节重点对

所提出的两种预测模型的性能进行评估, 并对设计完

成的系统进行简单展示. 

3.1   验证实验设置

(1)实验环境

系统部署在鞍钢集团关宝山矿业有限公司, 系统

运行硬件环境由 8 台服务器构成, 分别为: 7 台高性能

服务器 (2个 Intel酷睿 i9 7960X处理器, 硬盘 4×12 TB,
内存 4×32 GB) 和 1 台 GPU 服务器 (Intel CPU 2×16
核, 硬盘 4×12 TB, 内存 4×32 GB, 2块 RTX 3090 GPU
卡)组成. 服务器上安装了微服务相关容器软件和运行

支撑系统以及开发的预测性维护系统及相关算法模块.
(2)实验数据

实验数据来自鞍钢集团关宝山矿业有限公司, 提
取了两种设备的数据集分别用于测试本文提出的MHA-
MSCNN模型和 CNN+BiLSTM模型.

① 磨磁设备测试数据集 Dataset1. 数据集由 10个
特征组成, 分别为低压循环冷却后温度、进料端主轴

测温、净油油箱温度、蓄能器高压油压、出料端高压

油压、进料端高压油压、球磨粒度、低压循环冷却前

温度和球磨机大小齿轮红外测温 10种特征. 涵盖设备

健康状态分为 1–9 级 9 个类别. 其中 1 代表最差, 9 代

表最好. 数据时间为 2022年 10月–2023年 4月共 6个月

历史数据. 数据集有效数据共计 27  071 条数据, 其中

21 656条数据作为训练集, 5 415条数据作为测试集.
② 电流预测数据集 Dataset2. 本数据集来自鞍钢

集团关宝山矿业有限公司, 提取了二旋给矿泵的真实

监测数据, 数据时间跨度为 2023年 1月–2023年 10月,
共计 3 420 条记录. 每条状态数据包括了 5 个特征, 分
布为流量、浓度、压力、频率和电流, 其中前 4 个特

征都与电流密切相关. 该数据主要用于测试电流趋势

预测模型.
(3)评价指标

本文使用通用指标来评价所提模型和方法的性能,
对于 MHA-MSCNN 分类模型, 使用 Accuracy (准确

率)和 Weighted-average F1两个指标用来进行评价.
① Accuracy (准确率). 是指被分类器正确分类的

样本数占所有分类样本数的比例, 值越大表明分类效

果越好. 计算机公式如下:

Accuracy =
正确分类样本数

所有分类样本数
(17)
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② Weighted-average F1. Weighted-average F1 考

虑了每个类别的权重, 从而能够更好地应对类别不平

衡的情况. 对于每个类别, 计算他的 F1值, 然后对所有

类别的 F1值进行加权平均, 就得到了 Weighted-average
F1. 其计算公式如下:

Weighti =
第i类样本数量
整个测试集样本数

(18)

Weighted-average F1 =

∑10

i=1
F1i×Weighti∑10

i=1
Weighti

(19)

Weighti F1i

F1

其中,  代表第 i 类样本的权重,  为第 i 类样

本的 值. F1 的计算方法与二分类相同, 涉及精确到

Precision、召回率 Recall 等指标, 由于这些为常用指

标, 故在此不再累述.
③ 回归评价指标. 对于电流趋势预测模型, 由于预

测目标为电流值, 因而是一个回归问题, 因此采用回归

问题常用指标 MSE (均方误差)、MAE (平均绝对误

差)、MAPE (平均绝对百分比误差) 和 R2 (R 平方) 这
几个指标来评价.

(3)模型参数设置

对于两个模型, 参照现有 CNN 和 BiLSTM 模型

参数设计方法, 在实验的基础上, 选取较优结果的参

数值作为模型的参数. 两个模型的参数分别见表 1 和

表 2.
 
 

表 1    多尺度注意力融合 CNN模型参数设置
 

参数 取值 参数 取值

输入特征维度 10 优化器 AdamW
Batch size 20 学习率 0.001

多尺度卷积层输出维度 64 多尺度卷积层卷积核 1×1, 3×1, 5×1
深度卷积层1输出维度 128 深度卷积层1卷积核 3×1
深度卷积层2输出维度 64 深度卷积层2卷积核 1×1

 
 
 

表 2    CNN融合 BiLSTM电流趋势预测模型参数
 

参数 取值 参数 取值

输入特征维度 5 BiLSTM隐藏层维度 64
CNN卷积核数 16 BiLSTM堆叠层数 1
CNN卷积层数 3 线性层输入特征维度 64
CNN优化器 Adam 全连接层2输出维度 128
卷积核大小 4×1 学习率 0.001

全连接层1输出 64 Batch size 64
  

3.2   实验结果分析

(1) 设备健康状态评估方法 MHA-MSCNN 实验

结果

为了验证本文提出基于多尺度 CNN 网络融合注

意力的健康状态评价模型 (MHA-MSCNN) 的有效性.
我们基于关宝山矿业有限公司的球磨机设备运行状态

数据 Dataset1, 对模型的性能进行了测试. 同时, 我们选

择了几种经典的深度学习网络作为基线进行对比, 实
验结果见表 3.
 
 

表 3    不同模型实验结果对比
 

Model Accuracy Weighted-average F1
MLP 0.892 2 0.890 9
LSTM 0.900 6 0.898 1
CNN 0.918 5 0.914 1

LSTM+Attention 0.921 3 0.916 7
CNN+Attention 0.932 6 0.930 7
MHA-MSCNN 0.967 3 0.967 3

 

从表 3 可以看到, 几种模型的预测精度达到 89%
以上, 另外 LSTM模型和 CNN模型在增加了注意力模

块后, 预测精度都有一定提升, 这说明注意力机制是有

效的. 我们的模型 MSA-MSCNN 相比于其他模型, 准
确率和加权平均 F1 值均有较大提高, 这主要是由于

MSA-MSCNN 模型通过并行多尺度卷积来提取特征,
能够有效提取不同尺度的特征信息, 并综合考虑了不

同空间尺度和通道的关系, 采用多种注意力机制实现

了向量子空间内的权重分配, 在更高层次上实现了特

征融合, 得到了更高层次的表示, 因而具有更好的分类

结果. 实验也表明, MSA-MSCNN模型在对磨磁设备健

康状态程度分析上表现非常优良, 说明我们提出的MSA-
MSCNN模型是有效的.

(2)电流趋势预测模型实验

为了验证本文提出的基于 CNN 和 BiLSTM 的电

流融合预测模型 (CNN+BiLSTM) 的正确性和有效性,
在真实数据集 Dataset2 上进行了一系列实验, 并与线

性回归、多项式回归等传统模型, 典型深度学习方法

DNN、CNN、LSTM、BiLSTM, 以及现有的方法

CNN+XGBoost[18]方法进行了对比实验.
表 4 为 9 种方法在进行电流预测时的实验结果,

从中可以看出, 9 种方法的预测精度都比较高, 传统线

性回归比较差一些, 其他几种模型的差距并不是特别

大, 这可能是由于本文数据的特征数量少、数据样本

少的缘故, 也进一步说明在小数据集和特征少的数据

集上, 深度学习方法不一定都比机器学习好. 从整体来

看, 本文提出的 CNN和 BiLSTM融合的电流预测模型

优于各自单独预测结果, 也优于其他模型, 这也说明本
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文提出的融合方法是有效的, 具有较高的预测精度.
通过计算正常情况下的电流增长率, 设定电流增

长率的最低报警阈值为−0.19, 最高阈值为 0.21. 基于

CNN 和 BiLSTM 融合的电流趋势预测模型的结果,
进行了电流趋势预警测试, 模型共发出超过阈值预警

次数 16 次, 其中有效预警 13 次, 准确率达到 81%, 这
说明我们提出的基于电流趋势预警模型是可行和有

效的.
 
 

表 4    7种模型的电流预测结果
 

相关方法 MSE MAE MAPE R2

线性回归 13.854 2.853 3 0.014 3 0.851 6
多项式回归 6.008 5 1.899 2 0.009 5 0.935 2
XGBoost 6.279 6 1.951 2 0.009 8 0.933 0
DNN 5.857 3 1.837 6 0.009 2 0.937 5
CNN 5.352 8 1.854 3 0.009 3 0.942 9

CNN+XGBoost 7.139 7 2.028 7 0.010 2 0.923 9
LSTM 5.304 1 1.804 8 0.009 0 0.943 4
BiLSTM 5.090 4 1.774 7 0.008 9 0.944 5

CNN+BiLSTM 4.361 1 1.721 7 0.008 3 0.957 1
  

3.3   系统建设与展示

结合矿务公司实际需求, 在对现有系统和相关技

术进行深入研究的基础上, 设计了选矿设备预测性维

护系统. 在完成系统整体架构、各模块功能设计及关

键技术模块设计基础上, 研发了关键算法模型, 并发基

于三维仿真技术实现了设备的仿真, 基于微服务架构

实现了系统的核心功能模块.
在鞍钢集团关宝山矿业有限公司对开发完成的系

统进行了安装部署和示范应用. 从阶段性运行情况来

看, 设备健康状态评估模型运行良好, 具备较高的故障

诊断准确率, 设备历史健康状态实现了可追溯, 设备检

修计划排期合理, 实现了设备的精准预测性维护, 提高

了设备维护效率、降低了成本, 企业反馈良好. 图 9为
系统运行状态展示界面, 图 10为球磨机状态展示界面,
图 11为系统维修排期列表展示.
 
 

 
图 9    系统设备状况展示大屏

 

 
图 10    球磨机状态展示页面

 
 

 
图 11    系统维修排期列表展示 

4   结束语

基于大数据和人工智能技术, 构建设备预测性维

护系统是降低设备维护成本、提升企业生产效率的重

要手段, 也是当前业界和学界关注的热点. 本文对预测

性维护系统进行了深入研究, 并结合矿山企业选矿设

备维护和生产的实际需求, 分析了选矿设备预测性维

护系统需求, 设计了基于微服务的预测性维护系统架

构和总体功能结构, 深入阐述了系统关键技术, 并结合

深度学习技术提出了基于多尺度 CNN 融合注意力的

磨磁设备健康状态评估模型, 以及基于 CNN和 BiLSTM
的电流趋势融合预测模型, 为设备预测性维护系统的

构建提供了支持. 在鞍钢集团关宝山矿业有限公司对

完成的系统和模型进行了部署和测试. 测试结果表明

系统方案是可行的, 相关技术方案是有效的. 所提出的

基于深度学习的预测模型具有较高的预测精度, 提高

了故障预测与诊断的置信度, 减轻人力负担与对专家

经验的依赖, 助力选矿设备的维护实现从事后停机抢

修到预防性维修再到智能维护的跨越. 后续将进一步

完善系统方案, 并开展大规模试验, 以进一步完善系统,
并改进模型的精度.
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