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摘　要: 隐式反馈数据是推荐系统的重要数据来源, 但通常是稀疏的, 并且存在曝光偏差和从众偏差. 已知的去偏方

法往往只针对其中一种偏差, 影响个性化推荐的效果, 或者需要一个昂贵的无偏数据集作为多重去偏的辅助信息.
为此, 本文提出了一个适用于稀疏隐式反馈数据, 同时对曝光偏差和从众偏差去偏的协同过滤推荐算法. 该算法通

过我们提出的双重逆倾向加权方法和对比学习辅助任务去除输入双塔自编码器的隐式反馈数据中包含的两种偏

差, 估计用户对物品的偏好概率. 实验结果显示, 本文的算法在公开无偏数据集 Coat、Yahoo!R3上, 归一化折扣累

积增益 NDCG@K、均值平均精度MAP@K 和召回率 Recall@K 优于对比的算法.
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Abstract: Implicit feedback data plays a crucial role in recommender systems, but it often suffers from sparsity and
biases, including exposure bias and conformity bias. Existing debiasing methods tend to address only one type of bias,
which can impact personalized recommendation effectiveness, or require a expensive debiased dataset as auxiliary
information for multiple debiasing. To address this issue, a collaborative filtering recommendation algorithm specifically
designed for sparse implicit feedback data, which can simultaneously debias exposure bias and conformity bias, is
proposed. The algorithm utilizes the proposed dual inverse propensity weighting method and a contrastive learning
auxiliary task to remove the two biases contained in the implicit feedback data which are input into dual-tower
autoencoders so that the complete algorithm can estimate users’ preference probability to items. Experimental results
demonstrate that the proposed algorithm outperforms comparative algorithms in terms of normalized discounted
cumulative gain (NDCG@K), mean average precision (MAP@K), and recall (Recall@K) on publicly available debiased
datasets such as Coat and Yahoo!R3.
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1   引言

由于互联网的普及, 信息过载在人们的日常生活

中是一个日益严重的问题 .  推荐系统是缓解信息过

载、方便用户寻求所需信息、增加应用服务提供方流

量和收入的有效解决方案, 是现代信息系统中最普遍

的以用户为中心的人工智能应用之一. 基于隐式反馈

数据的协同过滤技术在推荐系统中非常重要. 协同过

滤[1]是构建商业推荐系统最常用的技术之一, 只使用用

户对物品的显式反馈或隐式反馈数据而不使用用户或

物品的其他属性信息, 能够从海量物品中快速筛选出

与用户相关的个性化物品推荐列表. 显式反馈数据包

含用户对物品的打分, 如用户对电影的评分, 隐式反馈

数据则通常只包含用户对物品的点击记录[2]. 由于在许

多应用程序和网站中通常只有少部分用户会提供明确

的打分, 显式反馈数据的收集有一定困难, 用户覆盖度

也低于隐式反馈数据, 与此同时, 通过记录用户的点击

链接、点击加入收藏等行为, 则可以更容易地收集到

隐式反馈数据[2].
隐式反馈数据是由观测而不是随机实验收集来的,

存在多种偏差, 包括曝光偏差和从众偏差. 曝光偏差是

指用户只接触到系统所推荐的一小部分物品, 导致观

测数据存在遗漏和偏向; 从众偏差则发生于用户倾向

于与群体中的其他人保持一致所以违背自身偏好进行

点击的情况[3]. 当存在曝光偏差时, 用户和物品的相关

概率的估计有偏; 当存在从众偏差时, 用户与物品相关

这一事件包含用户在被曝光该物品时会违背自身偏好

从众点击该物品和用户偏好该物品两个事件. 因此, 单
纯估计用户与物品的相关概率并不是用户对物品的偏

好概率的无偏估计.
根据综述和文献检索结果, 已知的去偏领域的研

究对曝光偏差关注较多, 较少关注从众偏差, 而且较少

同时对这两种偏差进行去偏, 少数能够去偏多种偏差

的算法需要一个难以获得的无偏数据集作为辅助信

息[3]. 在不考虑数据偏差的情况下盲目拟合数据将导致

算法的推荐结果偏离用户的真实偏好. 对用户偏好的

偏离随着反复的采集数据和训练迭代参数而逐渐被反

馈回路放大, 会导致推荐结果中的偏向性逐渐加强, 从
而损害用户对推荐服务的满意度和信任[4].

针对曝光偏差这一问题, Saito 等人提出逆倾向加

权方法[5], 假设用户对物品的点击概率是曝光概率和用

户与物品相关概率之积, 证明经过该方法加权的经验

损失是其提出的理想损失的无偏估计量. 逆倾向加权

方法对曝光偏差有一定的无偏性质, 已被灵活应用到

许多算法中用于去偏, 包括许多基于神经网络的协同

过滤推荐算法. 例如, Gupta 等人[6]在 Truong 等人[7]的

基于变分自编码器的相关概率估计算法的基础上, 用
训练集中物品被点击的频次估计物品的流行度, 用逆

倾向加权方法去偏. 但该方法没有考虑从众偏差问题,
而隐式反馈数据中经常存在从众偏差, 这会导致基于

逆倾向加权方法估计出的用户与物品的相关概率和用

户对物品的偏好概率之间存在差异[3,4].
为了进一步满足推荐系统精准命中用户偏好的需

要, 本文的目标是提出一个对曝光偏差和从众偏差双

重去偏的协同过滤推荐算法, 利用隐式反馈数据估计

用户对物品的偏好概率, 从而使得推荐算法能够根据

用户偏好对物品进行排序.
传统协同过滤算法和矩阵分解算法对线性交互进

行建模, 难以捕捉用户和物品之间的非线性关系[7,8]. 为
了突破上述局限性, 人们开始研究基于具有非线性复

杂建模能力的神经网络的协同过滤推荐算法. 同时, 隐
式反馈数据有着稀疏的特点, 而自编码器便于拟合非

线性关系, 而且可以将稀疏数据编码为尽量保留原始

信息的降维向量, 在近年的一些研究中已被应用于协

同过滤推荐算法的构建, 与几种竞争方法相比, 其性能

有很大的改进[2,7,9,10]. Khawar 等人[11]学习物品间的相

关性作为先验信息指导构建一个参数量更小的稀疏连

接的自编码器, 但这样的先验是基于观察性而不是实

验性的历史数据得到的, 而且只提取其中的显著相关

的组而没有提取其他信息, 可能加剧观察到的数据中

存在的偏差问题. Lee 等人[2] 针对隐式反馈数据提出

BISER 算法和自逆倾向加权方法, 以双塔自编码器在

参数迭代过程中输出的用户与物品的相关概率估计作

为倾向得分的估计, 对曝光偏差进行去偏, 取得了比其

对比算法更优的推荐效果, 但没有考虑其他偏差对反

馈数据的影响. Wu 等人[12]通过引入额外的输入节点,
允许在输入层加入用户侧的额外信息的表示向量, 以
基于用户的去噪自编码器结合构造的正样本去除曝光

偏差. 但该算法的重构目标只有被加入增强噪声的输

入而没有原始输入的隐式反馈数据.
对比学习能够同时从原始的输入数据和加入增强

噪声的输入数据中学习, 通过抽取自监督信号, 能够有
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效地缓解隐式反馈数据的数据稀疏问题, 而且在自监

督学习的生成、对比和预测这 3类范式中具有轻量级

和设计灵活的优点[13,14]. InfoNCE损失是最流行的对比

学习损失之一, 而且有更好的理论支持: 最小化 InfoNCE
对比损失相当于最大化正样本之间的互信息的下界;
此外, Wang 等人[15]证明, 渐近地, 经过采用 InfoNCE
损失的对比学习, 能够加强正例对的表示向量的接近

度、诱导表示向量均匀分布在单位超球面上, 一定程

度上可以防止表示崩塌并保存更多的信息.
已有一些研究采用 InfoNCE 对比损失, 设置对比

学习辅助任务以去除推荐系统中的数据偏差. Yu 等

人[14]提出 SimGCL 算法, 通过向图节点的表示向量添

加均匀噪声的方法实现数据增强从而利用 InfoNCE
对比损失进行训练, 并通过实验说明, 优化 InfoNCE对

比损失不仅能够加快参数梯度下降的收敛, 而且能带

来更均匀的特征表示, 特征表示的均匀程度与去除流

行度偏差的能力存在一定的正相关. 热门商品更有可

能被用户看到, 因此, “流行度偏差”是“曝光偏差”的另

一种形式[3]. Zhou 等人[16]用对比学习去除隐式反馈数

据的曝光偏差, 实验表明, 与按倾向分数或物品流行度

采样相比, 用等概率随机采样的数据增强方法设置对

比学习辅助任务能带来更好的推荐效果. 该算法从反

事实的角度设置对比学习辅助任务以去偏曝光偏差,
但没有同时考虑和去偏从众偏差等其他偏差.

综合考虑隐式反馈数据的曝光偏差、从众偏差以

及数据稀疏问题, 本文提出了一种适用于稀疏隐式反

馈数据的双重去偏协同过滤算法. 算法通过我们提出

的双重逆倾向加权方法和对比学习辅助任务去偏输入

双塔自编码器的隐式反馈数据中包含的两种偏差, 估
计用户对物品的偏好概率. 本文的主要工作和贡献如下.

(1)针对逆倾向加权方法[5]去偏曝光偏差但没有考

虑从众偏差的问题, 分析曝光偏差和从众偏差的存在

机理, 我们提出同时去偏两种偏差的双重逆倾向加权

方法, 并证明经过该方法加权的经验损失是理想的以

偏好概率为标签的损失的无偏估计量.
(2) 虽然理论上已经证明双重逆倾向加权方法的

去偏作用, 但它仍然需要准确的倾向分数的估计来保

证. 我们设置一个去偏曝光偏差和从众偏差的自监督

对比学习辅助任务, 与自编码器的偏好概率估计任务联

合训练, 得到双重去偏的偏好概率估计, 进而依照自蒸

馏的思想, 以训练过程中偏好概率的估计作为倾向得分.

(3) 通过在双塔自编码器上整合上述两种双重去

偏方法, 我们提出了一种适用于稀疏隐式反馈数据的

双重去偏协同过滤推荐算法, 能够从用户和物品的双

重视角学习, 同时对曝光偏差和从众偏差去偏. 在两组

隐式反馈协同过滤场景的公开的有偏训练集和无偏测

试集上的实验结果表明, 相较于对比算法, 我们的算法

表现出了更优的推荐性能. 消融实验表明, 我们提出的

双重逆倾向加权方法和对比学习辅助任务对推荐效果

都有贡献.
本文的其余部分组织如下. 第 2 节介绍本文的问

题设置. 第 3 节介绍双重去偏协同过滤算法的具体内

容. 第 4 节用两个现实数据集进行对比实验、消融实

验并讨论实验结果. 第 5 节总结全文. 

2   问题设置

U = {u1, · · · ,uN}
I = {i1, · · · , iM} ,Y ∈ {0,1}N×M

Yui u i

u i Yui = 1 Yui = 0

Y = {yui,u ∈ U, i ∈ I}

给定 N 个用户的集合 , M 个物品

的集合 称为点击矩阵, 每

个元素 是表示用户 是否点击物品 的伯努利随机变

量. 如果观察到用户 点击物品 , 则 , 否则 .
我们收集到的隐式反馈点击记录

是点击矩阵的一个采样, 通常也只能收集到这一个样本.

R ∈ {0,1}N×M

Rui u i

Rui = 1 u i

Rui = 0,γui ≜ P (Rui = 1) O ∈ {0,1}N×M

Oui

ωui ≜ P (Oui = 1) = P (Yui = 1|Rui = 1)

Yui = Oui ·Rui

为了更形式化地表达隐式反馈数据中曝光偏差

的影响机理, Saito 等人[5]引入了关于相关事件和曝光

事件是否发生的两个随机变量矩阵.  称

为相关性矩阵, 元素 是表示用户 和物品 是否相关

的伯努利随机变量,  表示 和 是相关的, 反之

称为相关概率.  称

为曝光矩阵, 每个元素 都是一个伯努利随机变量,
称为曝光概率 .  则

有假设 , 以及式 (1)[5]:

P (Yui = 1) = P(Oui = 1) ·P(Rui = 1) = ωui ·γui (1)

B ∈ {0,1}N×M C ∈
{0,1}N×M Bui u

i Bui = 1 u i

上面的定义只考虑了曝光偏差, 但从众偏差和曝

光偏差一样, 会与真实的用户偏好一同体现在点击记

录中, 影响推荐的效果. 为了减少从众偏差的负面影响,
本文继承 Saito等人的假设, 并进一步假设用户与物品

相关这一事件是用户在被曝光该物品时会违背自身偏

好从众点击该物品和用户偏好该物品两个事件的和事

件. 为此, 引入偏好矩阵 和从众矩阵

. 偏好矩阵的元素 是表示用户 是否偏好物

品 的伯努利随机变量,  表示用户 偏好物品 , 反
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Bui = 0,βui = P (Bui = 1)

Cui u

i Cui = 1

u i

Cui = 0, ξui = P (Cui = 1)

之 称为偏好概率. 从众矩阵的元

素 是表示用户 是否会在被曝光该物品时违背自身

偏好点击物品 的伯努利随机变量,  表示用户

会在被曝光物品 时违背自身偏好从众点击该物品,
反之 称为从众概率. 则两条假设

可以形式化表达为式 (2):

P (Yui = 1) = P(Oui = 1) · (P(Bui = 1)+P(Cui = 1))
= ωui · (βui+ ξui) (2)

从而有:

βui =
P (Yui = 1)
ωui

− ξui (3)

P (Yui = 1) ,ωui, ξui

Y

Y

在现实的推荐系统应用场景中, 

都是难以直接观察的, 只有点击矩阵 是可观察的, 观

察得到的一个样本就是隐式反馈点击记录 .

Y
B = {βui,u ∈ U, i ∈ I}

本文的目标是用隐式反馈数据 估计用户对物品

的偏好概率 , 从而使得我们的推荐

算法可以根据用户偏好对物品排序. 

3   双重去偏协同过滤算法

针对曝光偏差和从众偏差问题, 本文提出能够利

用稀疏隐式反馈数据估计用户对物品的偏好概率的双

重去偏协同过滤推荐算法. 算法的执行流程如图 1.
 
 

LDIPW(θI(k)) LDIPW(θU(k))

Linfonce(θU(k))LBU(θU(k), θI(k))

偏好概率估计βui| 偏好概率估计βui|ˆ ˆ β′ui|ˆ β′′ui|ˆ

物品塔解码器 用户塔解码器

增强特征向量h′u用户特征向量hu 增强特征向量h′u′物品特征向量hi

物品塔编码器

物品i被全部用户
点击记录yi, i∈I

用户塔编码器

用户u对全部物品
点击记录yu, u∈U

Dropout

Dropout

θ
I
(k) θ

U
(k) θ

U
(k) θ

U
(k)

 
图 1    算法整体流程图

 

LBU

算法采用的神经网络结构是两个并行的自编码器,

分别是图中左边第 1 列的物品塔和右边的用户塔, 每

个自编码器由编码器和解码器组成; 两个自编码器分

别从用户和物品的角度学习, 由双边正则损失 联

系起来, 将在第 3.1节介绍.

LDIPW Linfonce

交叉熵损失是常用的用于更新自编码器神经元参

数的经验损失,但没有考虑曝光偏差和从众偏差的影

响, 因此, 为了对两种偏差进行去偏, 使得自编码器的

输出能够作为用户对物品的偏好概率的估计, 我们为

其设置了两个损失, 包括经过双重逆倾向加权的交叉

熵重构损失 和对比学习辅助任务的损失 ,

将分别在第 3.2节和第 3.3节介绍.

由于自编码器适合较小的批训练数据大小 (batch-
size), 而我们的对比学习辅助任务需要大于 1 的批训

练数据大小来提供负样本, 为得到最优效果, 我们只限

制用户塔的批训练数据大小大于 1, 只对用户塔设置对

比学习辅助任务. 综上, 可以形式化表示物品塔的损失

如式 (4), 用户塔的损失如式 (5):

L
(
θ(k)

I

)
=LDIPW

(
θ(k)

I

)
+λBLBU

(
θ(k)

U , θ
(k)
I

)
(4)

L
(
θ(k)

U

)
=LDIPW

(
θ(k)

U

)
+λBLBU

(
θ(k)

U , θ
(k)
I

)
+λCLLinfonce

(
θ(k)

U

)
(5)

θ(k)
U , θ

(k)
I λB,λCL其中, 参数 的定义将在第 3.1 节介绍,  是

人工设置的超参数, 采用网格化超参数搜索进行选优. 
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3.1   双塔自编码器

Y
B

自编码器有着神经网络便于拟合非线性关系的优

点, 能够在重构输入的同时将输入的稀疏数据编码为

降维的特征向量, 近年来也被应用于协同过滤推荐算

法领域, 以它对点击记录的重构输出作为所求概率的

估计. 结合之后两个章节将介绍的两个双重去偏方法,
本文将它对输入的隐式反馈 的重构输出作为用户对

物品的偏好概率 的估计.
进一步, 为从用户和物品的双方角度进行学习以

及缓解双重逆倾向加权方法在实践中的高方差问

题[3,5], 本文使用两个并行的自编码器分别从用户和物

品双方的角度编解码, 并用一个双边正则损失约束两

个自编码器给出数值接近的偏好概率估计.

u yu ≜ (yu1, · · · ,yuM)T bu

i

yi = (y1i, · · · ,yNi)T bi

y h h

[0,1] bu bi

两个自编码器分别称为用户塔和物品塔. 用户塔

的一个输入是一个用户对全部 M 个物品的点击记录,
对用户 记为 , 每次用 个输入得到

的梯度的均值做随机梯度下降; 物品塔的一个输入是

一个物品被全部 N 个用户的被点击记录, 对物品 记为

, 每次用 个输入得到的梯度的均值

做随机梯度下降. 由于隐式反馈数据的数据量较小, 为
避免过拟合, 本文采用简单的自编码器结构及交叉熵

损失, 通过一层神经元个数为 h 的全连接网络编码输

入 得到隐含特征 , 再将 通过一层全连接网络解码

得到输出, 输出与输入的维数相同. 偏好概率估计属于

二元分类任务, 所以使用 Sigmoid 激活函数, 使得输出

落在 范围内. 两塔的批数据大小 和 、神经元

个数 h 通过一定范围内的网格超参数搜索确定, 具体

搜索范围见实验章节.
用户塔的自编码器如式 (6)、式 (7):

hu = Sigmoid (Wue · yu+ bue) (6)

β̂u|θU = Sigmoid (Wud · hu+ bud) (7)

物品塔的自编码器如式 (8)、式 (9):

hi = Sigmoid (Wie · yi+ bie) (8)

β̂i|θI = Sigmoid (Wid · hi+ bid) (9)

yu ∈ {0,1}M , yi ∈ {0,1}N Wue ∈
Rh×M ,Wud ∈ RM×h

bue ∈ Rh, bud ∈ RM

Wie ∈ Rh×N ,Wid ∈ RN×h

bie ∈ Rh, bid ∈ RN

其中,  是输入的点击记录, 

分别是用户塔的编码层、解码层的

权重,  分别为用户塔的编码层、解码

层的偏置项,  分别是物品塔的编

码层、解码层的权重,  分别为物品塔的

θU = {Wue,Wud, bue, bud}
θI = {Wie,Wid, bie, bid} θ = {θU , θI} β̂u|θU = (β̂u1|θU , · · · ,
β̂uM|θU ) θU u

βu = (βu1, · · · ,βuM) β̂i|θI =(
β̂1i|θI , · · · , β̂Ni|θI

)
θI

i βi = (β1i, · · · ,βNi)

编码层、解码层的偏置项. 记 ,
,   ,  

是用户塔基于参数 输出的用户 对全部 M

个物品的偏好概率 的估计 ,  

是物品塔基于参数 输出的全部 N 个

用户对物品 的偏好概率 的估计.

D̃

两塔的自编码器的重构损失都是经过双重逆倾向

加权的交叉熵损失, 将在后文介绍, 如式 (17). 除此之

外, 鉴于隐式反馈数据的稀疏性, 我们加入额外的先验

知识以帮助自编码器收敛到合理的参数, 并缓解逆倾

向加权方法的高方差问题. 我们认为, 对于已经有点击

的用户-物品对, 两塔的偏好概率估计应该接近. 为此,
在发生点击的用户-物品对集合 上, 两塔互相以对方

的估计作为伪标签, 如式 (10) [2]:

LBU
(
θ(k)

U , θ
(k)
I

)
=

1
|D̃|

∑
(u,i)∈D̃

(
β̂ui|θ(k)

U
− β̂ui|θ(k)

I

)2
(10)

θ(k)
U , θ

(k)
I

β̂ui|θ(k)
U
, β̂ui|θ(k)

I

u i

其中,  分别是用户塔、物品塔自编码器的两层

全连接层在第 k 次迭代前的全部权重和偏置参数 ,

分别是用户塔、物品塔在第 k 次迭代前估

计的用户 对物品 的偏好概率.

θU , θI Y

用随机梯度下降法训练至收敛后, 得到两塔的参

数 , 再将点击矩阵 和它的转置输入两塔, 两塔估

计的偏好概率的平均值作为最后的估计输出:

β̂ui|θ =
β̂ui|θU + β̂ui|θI

2
(11)

 

3.2   双重逆倾向加权方法

βui βui ωui, ξui

ω̃ui

Saito等人提出的逆倾向加权方法只考虑了曝光偏

差, 目标是从隐式反馈中估计用户-物品相关概率[5]. 当
存在从众偏差时, 用户与物品相关这一事件包含用户

在被曝光该物品时会违背真实意愿从众点击该物品和

用户偏好该物品两个事件. 因此, 单纯估计用户与物品

的相关概率并不是用户-物品偏好概率的无偏估计. 本
文的目标是估计用户-物品偏好概率, 希望推荐系统更

精准命中用户偏好. 所以理想中的损失应该促使输出

拟合偏好概率 , 如式 (12), 但 和 都是难以直

接获知的 .  我们提出现实可行的损失如式 (13),  将
作为一个整体进行估计, 称为双重逆倾向加权方法

(dual inverse propensity weighting, DIPW), 方法同时考

虑了曝光偏差和从众偏差对隐式反馈数据推荐任务的

影响.
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Lideal2(θ) =− 1
|D|

∑
(u,i)∈D

(βui log(β̂ui|θ)

+ (1−βui) log(1− β̂ui|θ)) (12)

Lunbiased2 (θ) =− 1
|D|

∑
(u,i)∈D

(
yui

ω̃ui
log(β̂ui|θ)

+

(
1− yui

ω̃ui

)
log(1− β̂ui|θ)

)
(13)

ω̃ui其中,  是我们的双重逆倾向加权方法中定义的倾向

分数, 定义如式 (14):

ω̃ui ≜
ωuiyui

yui−ωuiξui
(14)

从而由式 (2)可得:

E

[
yui

ω̃ui

]
= E

[
yui

ωui
− ξui

]
=
E[yui]
ωui

− ξui

=
P(Yui = 1)
ωui

− ξui = βui (15)

从而可以证明, 采用双重逆倾向加权方法的损失

的期望等于理想中的以用户对物品的偏好概率作为标

签的损失, 如式 (16):
E[Lunbiased2 (θ)]

=− 1
|D|

∑
(u,i)∈D

(
E[yui]
ω̃ui

log(β̂ui|θ)+
(
1− E[yui]

ω̃ui

)
log(1− β̂ui|θ)

)
= − 1
|D|

∑
(u,i)∈D

(βui log(β̂ui|θ)+ (1−βui) log(1− β̂ui|θ))

=Lideal2 (θ)
(16)

ω̃ui

β̂ui|θ(k)

ω̃ui θ(k)

为了估计 , 我们采用 Lee 等人提出的自逆倾向

加权去偏方法[2], 借鉴自蒸馏思想, 利用参数训练期间

的知识, 采用每一轮训练更新参数后输出的偏好概率

估计 作为双重逆倾向加权方法中使用的倾向分

数 , 如式 (17), 其中 是第 k 次迭代前的权重和偏

置参数:

LDIPW(θ(k)) =− 1
|D|

∑
(u,i)∈D

 yui

β̂ui|θ(k)
log(β̂ui|θ(k) )

+

1− yui

β̂ui|θ(k)

 log(1− β̂ui|θ(k) )

 (17)
 

3.3   对比学习双重去偏辅助任务

由于自逆倾向加权方法是将迭代过程中自编码器

的重构输出作为倾向分数, 用额外的双重去偏辅助任

务促使自编码器的重构输出尽快收敛于准确的偏好概

率估计可以在进一步去偏的同时加快算法整体的收敛

速度, 因此, 我们在用户塔上增加一个以去偏为目的的

对比学习辅助任务. 第一, 通过 dropout[17]数据增强的

对比学习训练, 可以避免算法过度依赖部分数据, 从而

避免算法过度依赖存在从众偏差的数据. 第二, 曝光偏

差导致的数据缺失不应当影响我们对用户的刻画, 通
过经验损失的设置人为地拉近同一个用户经过 dropout
数据增强和解码得到的两个偏好概率估计、推远不同

用户的偏好概率估计, 我们把这一先验知识传递给算

法, 结合 InfoNCE 损失促使表示向量在超球面上的均

匀分布的作用, 提高算法对曝光偏差的鲁棒性.
yu

hu

h′u,h′′u

对用户塔的一个输入向量 , 对应一个用户对全

部 N 个物品是否有过点击的记录, 经编码器得到维度

更低的特征向量 ,  分别做两次神经元保留概率为

p 的 dropout[17], 则由于随机性, 可以得到两个大概率不

同的增强后的特征向量 , 如式 (18):
hu = Sigmoid(Wue · yu+ bue)
h′u = dropout(hu | p)
h′′u = dropout(hu | p)

(18)

h′u,h′′u
β̂
′

u|θ(k)
U

, β̂
′′

u|θ(k)
U

u

再将两个数据增强后的特征向量 输入解码

器, 得到两个估计向量 , 均为用户 对全部

N 个物品的偏好概率估计, 如式 (19):
β̂′

u|θ(k)
U
= Sigmoid(Wud · h′u+ bud)

β̂′′
u|θ(k)

U
= Sigmoid(Wud · h′′u + bud)

(19)

为了使算法对有缺失的数据做有意义的输出, 认
为同一个用户的特征向量做两次数据增强和解码得到

的两个估计向量的余弦相似度应该较大, 不同用户的

估计向量的余弦相似度应该较小. 采用 InfoNCE 经验

损失表达这种约束, 如式 (20) [18,19]:

Linfonce(θ
(k)
U )

= − 1
bu

∑
u∈{1,··· ,bu}

log
exp(s(β̂′u|θ(k)

U
, β̂′′

u|θ(k)
U

))∑
v∈{1,··· ,bu},v,u

exp(s(β̂′
u|θ(k)

U
, β̂′

v|θ(k)
U

))
(20)

β̂′
u|θ(k)

U

, β̂′
v|θ(k)

U

bu Yu

bu bu

β̂′′
u|θ(k)

U

β̂′
u|θ(k)

U

s ()

其中,  是由用户塔的同一批训练数据中两个

不同的用户的点击记录输入式 (18) 和式 (19) 得到的.
用户塔的一批大小为 的训练数据是点击矩阵 的随

机 行, 对应训练集中 个用户对全部物品的点击记

录. 对同一个用户的估计 是 的正样本, 其他

用户的估计是负样本,  计算余弦相似度. 
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4   实验 

4.1   数据集

本节我们在公开实际数据集 Yahoo!R3[20]和 Coat[21]

上验证算法的效果.
Yahoo!R3[20]是在音乐推荐场景下收集的用户给歌

曲的评分的数据集. 训练集收集了用户在雅虎音乐服

务中的正常交互的评分, 可以被认为是受到数据偏差

影响的数据, 包括 15 400 个用户在使用 Yahoo 音乐服

务的过程中对 1 000首歌曲的交互评分记录, 有 311 704
个评分数据. 测试集是通过在线调查实验收集的, 包含

5 400个用户分别对 10首系统随机选择的歌曲的评分.
Coat[21]是用户对衣物的评价数据集, 它覆盖 290

个用户和 300 件衣物, 每个用户首先被分配一个网页

商店, 被要求选择最想购买的 24 件衣物给出评分, 得
到训练集. 之后要求用户对随机选出的 16件衣物给出

评分, 得到测试集.
因为这两个数据集的训练集收集自真实场景, 很

可能包含从众偏差、曝光偏差等语义偏差, 而测试集

给出的物品是等概率随机选出的, 用户一定会对它们

给出评分, 可以认为是无偏的, 所以这两个数据集是在

受控环境下评估去偏推荐算法的理想选择[2]. 已知的其

余公开数据集则没有提供由随机实验得到的测试集,
所以我们遵循历史研究[2,5]的实验设置, 将这两个评分

范围是 1–5分的显式反馈数据集转换为隐式反馈数据

集使用, 具体做法是, 将 4分或更高的评分视为有正反

馈, 其余评分被视为无正反馈. 经过这样的预处理后,
Yahoo!R3 的训练集中有 125 077 个正反馈, 稀疏率为

99.2%; Coat 的训练集中有 1  905 个正反馈, 稀疏率

为 97.8%.
对于测试集中的每个用户, 我们计算对该用户最

推荐的 K 个物品, 并计算 3个推荐系统中的常用指标:
归一化折扣累积增益 (NDCG@K)、均值平均精度

(MAP@K)和召回率 (Recall@K). 考虑到测试集中每个

用户评分的物品数量有限, 其中表示出偏好的物品数

量一定少于评分物品的数量, 而且我们希望用户偏好

的物品尽可能被排在推荐列表的最前面, 而不是靠集

中在推荐列表偏后的位置的更多的偏好物品带来更高

的得分, 所以 K 设置得太大时上述指标体现推荐性能

的意义有限. 我们使用 K=1, 3, 5来计算评估指标, 评估

估计概率最大的 K 个物品的推荐准确性. 具体的评估

指标计算方法遵循 RelMF[5]中的定义. 

4.2   对比实验

我们将本文提出的算法与适用于隐式反馈数据的

传统推荐算法MF[22]、使用自编码器的 UAE[10]、 IAE[10],

以及去偏推荐算法 RelMF[5]、CJMF[23]、MACR[24]、

BISER[2]进行比较. 由此, 我们在去偏方面比较采用逆

倾向加权和因果推断两类方法的算法, 在网络结构设

计方面比较传统的MF[22]、使用自编码器的 UAE[10]和

IAE[10] , 以及使用其他神经网络结构的MACR[24]. 后面

用 DUCF (dual unbiased collaborative filtering) 表示我

们提出的算法. 国内外相关研究中还有一些算法消除

隐式反馈数据中的偏差, 但部分算法[25,26]需要无偏数据

参与训练, 因此没有选为对比算法.
(1) 矩阵分解 (MF)[22]: 经典推荐算法, 通过用户和

商品特征向量矩阵的乘积估计相关概率.
(2) 相关性矩阵分解 (RelMF)[5]: 使用启发性函数

估计物品的流行度作为逆倾向分数, 并做阈值裁剪减

小方差.
(3) 基于用户的自编码器 (UAE)[10]: 接收不同的用

户与一组固定的物品的交互记录, 使用自编码器学习

非线性的物品-物品相关性.
(4) 基于物品的自编码器 (IAE)[10]: 接收不同的物

品与一组固定的用户的交互记录, 使用自编码器学习

非线性的用户-用户相关性.
(5) 组合联合学习矩阵分解 (CJMF)[23]: 基于逆倾

向加权方法, 引入一个联合训练框架, 使用多个子网络

估计倾向得分和相关概率. 对于我们的数据集, 我们将

子网络的数量设置为 8个.
(6) 模型无关因果推理 (MACR)[24]: 使用因果图通

过反事实推理的方法去偏流行度对于推荐的影响. 具
体实现时使用 LightGCN[27]算法.

(7) 双边自去偏自编码器 (BISER)[2]: 接受隐式反

馈数据, 两个自编码器以自逆倾向加权方法去偏, 双边

自编码器估计的平均作为估计概率输出

bu

bi

我们采用 Lee 等人[2]随论文提供的代码实现用于

比较的算法. 实验采用 AdaGrad优化器, 采取 5个数据

批次的早停和最多 500 轮的迭代轮次限制. 基于自编

码器的算法的编码器的全连接层的神经元个数 h 在

{50, 100, 200, 400}中, 两塔的批数据大小 在{2, 4}中,
在{1, 2, 4}中; 基于矩阵分解的算法的隐藏层维数在
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{32, 64, 128, 256}中; 经验损失的各权重在{0.1, 0.5,
0.9}中, 以 MAP@3 为目标进行网格化超参数搜索[2].
之后, 数据增强方法 dropout[17]的保留概率 p 在 0.1–1

之间以 0.1为间隔进行超参数搜索.
在两个数据集上的实验结果见表 1, 其中加粗部分

表示最优结果.
 
 

表 1    真实无偏测试集上各算法的效果
 

数据集 算法
NDCG@K MAP@K Recall@K

K=1 K=3 K=5 K=1 K=3 K=5 K=1 K=3 K=5

Coat

MF 0.327 5 0.338 4 0.370 8 0.102 6 0.198 1 0.250 1 0.102 6 0.270 1 0.390 3
RelMF 0.379 3 0.375 2 0.406 8 0.142 5 0.236 5 0.287 3 0.142 5 0.306 0 0.423 7
UAE 0.355 1 0.370 1 0.392 7 0.131 7 0.227 9 0.275 2 0.131 7 0.291 6 0.402 0
IAE 0.355 1 0.359 5 0.376 0 0.119 2 0.216 2 0.260 3 0.119 2 0.285 7 0.382 1

MACR 0.403 4 0.350 5 0.380 9 0.140 8 0.214 3 0.263 9 0.140 8 0.252 0 0.374 1
CJMF 0.403 4 0.363 5 0.380 2 0.147 2 0.225 3 0.267 0 0.147 2 0.267 5 0.368 4
BISER 0.444 8 0.408 3 0.436 2 0.171 4 0.266 4 0.319 0 0.171 4 0.316 7 0.431 3
DUCF 0.475 9 0.418 4 0.462 1 0.176 5 0.273 3 0.337 2 0.176 5 0.323 1 0.471 0

Yahoo!R3

MF 0.183 7 0.210 9 0.242 7 0.110 6 0.171 7 0.199 6 0.110 6 0.224 4 0.303 3
RelMF 0.185 2 0.210 8 0.247 1 0.110 1 0.171 8 0.202 5 0.110 1 0.223 6 0.312 6
UAE 0.198 7 0.223 7 0.253 0 0.119 6 0.183 6 0.210 2 0.119 6 0.236 9 0.311 0
IAE 0.209 6 0.233 0 0.265 2 0.129 4 0.193 2 0.222 4 0.129 4 0.243 8 0.324 3

MACR 0.195 0 0.220 6 0.252 7 0.115 8 0.180 6 0.209 6 0.115 8 0.233 6 0.313 2
CJMF 0.220 2 0.250 6 0.280 6 0.136 0 0.209 5 0.238 2 0.136 0 0.265 3 0.341 5
BISER 0.229 8 0.258 7 0.287 8 0.143 3 0.217 7 0.246 6 0.143 3 0.272 1 0.345 9
DUCF 0.235 2 0.264 6 0.293 4 0.147 1 0.223 1 0.251 8 0.147 1 0.278 9 0.352 4

 

首先, 总体而言, 我们的 DUCF算法的推荐效果优

于对比的算法, 在 Coat 数据集上提升较大, 相比推荐

效果次好的算法, NDCG@5、MAP@5和 Recall@5这
3 个指标分别提升 5.94%、5.71% 和 9.20%, 而在提升

相对较小的 Yahoo!R3数据集上, NDCG@5、MAP@5
和 Recall@5 这 3 个指标也分别有 1.95%、2.11% 和

1.88% 的提升, 这说明我们的算法在有偏训练集上能

够更好地去除偏差、学习无偏的用户对物品的偏好概

率, 因为无偏测试集上更好的表现表明偏差被更好地

去偏, 或者至少, 我们提出的算法比对比算法对于数据

偏差更具鲁棒性.
从每个评估指标来看, 相比基线算法, 更高的归一

化折扣累积增益、均值平均精度指标说明我们的算法

能够将用户偏好的物品排在推荐列表中更靠前的位置;
更高的召回率说明我们的算法能够筛选出更多用户偏

好的物品.
其次, 矩阵分解算法 MF 表现较弱, 分析原因可

能在于数据集的规模较小 , 不足以帮助我们找到合

适的算法参数以及去偏超参数 , 容易欠拟合 , 而且

MF 没有进行去偏. 由 8 个子网络集成的 CJMF 与其

他基于MF的算法包括MF和 RelMF相比, 取得了更

好的推荐效果 . 这也侧面验证了子网络的集成效应

在隐式反馈数据上的正面作用 , 而我们的对比学习

辅助任务中采用的 dropout 数据增强也有类似的集

成效应.
最后, 基于矩阵分解的去偏推荐算法 RelMF、CJMF

在两个数据集上的表现通常优于传统矩阵分解算法MF;
基于自编码器的去偏推荐算法 BISER 在两个数据集

上的表现优于未做去偏的自编码器推荐算法 UAE、IAE,
这可能意味着去除训练数据中的偏差可以改善用户体

验. MACR和使用单个自编码器的 UAE、IAE在对比

算法中也表现出了竞争力. 相比于 CJMF、UAE、IAE、
MACR 等, 我们的算法不仅能从用户和物品双边角度

进行学习, 而且采用对比学习和双边正则损失帮助参

数收敛, 以及两种双重去偏方法同时对曝光偏差和从

众偏差去偏, 表现出更优的效果. 

4.3   重要超参数影响分析

我们讨论本文算法的重要超参数, dropout 保留概

率 p 对算法效果的影响. 在本节的实验中, 我们保持其

他条件不变, 并逐步调整 dropout 保留概率 p 的值, 以
探索它如何影响推荐的性能. 实验选取该参数的集合

为{0.1, 0.3, 0.6, 0.9}. 由于 Yahoo!R3数据集较大, 实验

耗时较长, 我们选择在 Coat 数据集上进行实验. 由于

实际应用中的推荐列表一般可以达到 5 的长度, 所以

选择综合了准确和排序顺序的常用指标 NDCG@5 作

为比较指标. 结果如图 2所示.
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图 2    dropout 保留概率 p 对 NDCG@5 的影响

 

从图 2中可以看出, 不同的 dropout 保留概率 p 对

推荐效果存在影响 ,  Coat 数据集上 DUCF 算法的

NDCG@5指标值随着 dropout 保留概率 p 的变大先上

升再下降, 在 p=0.6时达到最大, 在 p=0.1时最小. 分析

其原因可能是, p 过小时, 大部分神经元被丢弃, 特征向

量变得稀疏, 对比学习辅助任务只能在稀疏向量上学

习, 更难学到有意义的表示. 在 p>0.3之后, 指标的变化

并不大, 我们进行的更细粒度的实验也支持这一观察,
这可能是因为相比于数据增强的程度, InfoNCE 经验

损失促使表示向量在超球面上的均匀分布的作用对向

量表示和去偏的效果有更大的影响. 

4.4   消融实验

为了进一步验证本文算法和各个子方法的有效性,
我们在 Coat 数据集上进行消融实验, 分别测试算法的

每一部分的贡献, 结果如表 2所示. 从表 2中可以看出,
如果不使用双重逆倾向加权或者不使用对比学习辅助

任务来去偏, 那么效果都会低于本文提出的完整算法.
这是因为双重逆倾向加权方法可以同时对曝光偏差和

从众偏差进行去偏; 对比学习辅助任务利用 InfoNCE
经验损失引入先验知识, 促使表示向量在超球面上的均

匀分布的作用和 dropout 带来的集成效应, 同样可以对两

种数据偏差进行去偏、提高算法对数据偏差的鲁棒性.
 
 

表 2    消融实验
 

算法
NDCG@K MAP@K Recall@K

K=1 K=3 K=5 K=1 K=3 K=5 K=1 K=3 K=5
无双重逆倾向加权 0.406 9 0.390 8 0.405 4 0.150 0 0.245 6 0.289 4 0.150 0 0.304 9 0.397 2
无对比学习去偏 0.444 8 0.408 3 0.436 2 0.171 4 0.266 4 0.319 0 0.171 4 0.316 7 0.431 3

DUCF 0.475 9 0.417 6 0.461 9 0.176 5 0.272 6 0.337 0 0.176 5 0.321 9 0.471 0
  

5   结论与展望

针对隐式反馈数据中存在的曝光偏差、从众偏差

和数据稀疏的问题, 为了估计用户对物品的偏好概率,
使推荐系统能够更精准地命中用户偏好, 本文提出了一

种同时去偏曝光偏差和从众偏差的双重去偏协同过滤

推荐算法. 算法通过我们提出的双重逆倾向加权方法和

对比学习辅助任务去偏输入双塔自编码器的隐式反馈

数据中包含的两种偏差, 估计用户对物品的偏好概率.
本文采用衣物推荐和歌曲推荐两个现实推荐场景

的公开数据集, 在去偏测试集上进行效果验证, 对比了

传统推荐算法和一些已知表现较好的去偏推荐算法,
并进行了消融实验验证方法每一部分的作用. 结果表

明, 本文提出的方法具有较好的效果, 能够提高推荐的

准确度、将用户偏好的相关物品排在更靠前的位置、

对用户偏好的物品集有更高的召回率.
在信息爆炸、物质极大丰富的时代背景下, 用户

面临海量选择, 需要提高信息接收效率、探索潜在需

求; 应用服务提供方对需求和偏好各异的用户需要进

行个性化精准推荐以提高用户满意度和收益, 而推荐

系统在不断地推荐、观测记录、迭代训练的循环中加

剧偏差. 影响用户和应用服务提供方双方的利益. 本文

提出的算法易于部署应用, 能够去偏多种成因和形式

的数据偏差, 利用更容易采集、数据量更大的隐式反

馈数据, 取得更好的推荐效果.
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