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摘　要: 以往机器阅读理解模型中存在文本特征提取单一, 文本和问题的交互信息不全面等问题, 导致模型不

能充分对文本进行理解, 本文提出了一种多层次信息融合的机器阅读理解模型. 通过在不同位置使用不同方

法, 对文本信息进行多种层次的获取. 使用膨胀卷积网络捕捉文本的全局信息, 采用双向注意力机制和自注意

力机制融合文本和问题之间的交互信息, 通过指针网络预测答案及其对应的支撑句. 该模型在 CAIL2019 和

CAIL2020阅读理解数据集上训练的联合 F1值分别达到 50.09%和 58.44%, 相比于其他基线模型取得了明显的

性能提升.
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Abstract: In previous machine reading comprehension models, there were some problems, such as single-text feature
extraction and incomplete interactive information between text and questions, which led to insufficient text understanding.
This study proposes a machine reading understanding model with multi-level information fusion, which can obtain text
information at multiple levels by using different methods in different locations. The model uses the dilated convolutional
network to capture the global information of the text. Bi-directional attention mechanism and self-attention mechanism are
used to fuse the interactive information between text and questions. Finally, the answer and its corresponding supporting
sentence are predicted through the pointer network. The joint F1 values of the model trained on the CAIL2019 and
CAIL2020 reading comprehension datasets reach 50.09% and 58.44% respectively, which achieves significant
performance improvement compared with other baseline models.
Key words: multi-hop machine reading comprehension; attention mechanism; information fusion

 

1   引言

作为自然语言处理的研究热点之一, 机器阅读理

解 (machine reading comprehension, MRC) 在智能问

答、引擎搜索等任务中发挥着重要作用. 机器阅读理

P = {p1, p2, · · · , pm}
Q = {u1,u2, · · · ,ul}

解任务试图让机器阅读并理解文本内容, 从而对给定

的问题进行回答[1]. 即给定一段文本

以及基于文本 P 提出的问题 , 需要机

器阅读给定的若干段文本和问题并返回问题对应的答
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A = {w1,w2, · · · ,wn} pi ui wi案 . 其中,   、  、  分别表示文

本、问题和答案中的一个词或一个字, m、l、n 分别表

示文本、问题和答案的长度. 根据返回答案的不同类

型, 可以将机器阅读理解任务分为完形填空、多项选

择、片段抽取和开放式问答 4类[2], 4类任务的难度依

次递增. 本文研究目标主要针对片段抽取任务, 即从给

定的文本 P 中查找出若干段连续的语句作为问题的

答案.
预训练模型以及注意力机制的出现极大地促进了

机器阅读理解任务的发展, 和传统的深度学习任务相

比, 采用预训练模型及注意力机制的阅读理解任务取

得了全面性能优势. 传统模型需要人工进行特征工程

的构建, 或者采用固定的词向量模型进行文本向量表

示, 例如Word2Vec[3], GloVe[4]等, 这种方式缺乏灵活性

且任务性能表现较差. 预训练模型经过大量语料的训

练, 对下游任务具有强大的泛化能力, 可以与不同的下

游任务进行结合, 极大减少人工工作量, 提高任务精度.
同时, 阅读理解任务中“文本-问题”交互模式, 非常适合

使用注意力机制, 对两者的交互信息进行充分挖掘, 以
模拟人类阅读习惯, 使模型更关注文本和问题中的重

要部分, 提高MRC任务的性能[5].
随着近年来裁判文书网相关法律数据的公布, 以

及中国法研杯司法人工智能挑战赛的举行, 越来越多

的司法数据得以公开, 为司法大数据相关的研究任务

提供了便利条件. 法律机器阅读理解任务的目的是让

机器理解法律文书, 并对相应的问题进行回答, 从而辅

助司法人员提高案件处理的效率. 因此将MRC相关技

术应用到司法领域, 对提高司法服务效率和促进MRC
相关技术的发展具有重要的现实意义.

因此, 本文提出了基于多层次信息融合的机器阅

读理解模型. 本文的主要贡献包括数据重构和多层次

信息融合两方面. 数据重构主要使用改进的 BM25 算

法[6]对 CAIL2019 机器阅读理解赛道的数据进行重构

以适用于多跳 MRC 的训练任务, 增加训练数据量, 以
及用来对模型的泛化性能进行验证. 多层次信息融合

主要是对文本和问题, 以及两者的交互信息进行充分

提取和融合, 以提高模型性能. 

2   相关工作 

2.1   机器阅读理解

早期的 MRC 任务是基于规则的或者基于机器学

习技术的. Hirschman等[7]于 1999年开始探索MRC技

术的研究, 设计出第 1 个以小学年级故事为语料库的

自动阅读理解测试系统 Deep Read, 该系统采用词袋模

型进行向量编码, 利用人工编写的规则进行模式匹配,
达到了 40% 的正确率. 这种传统的 MRC 任务大多采

用模式匹配来提取特征, 其鲁棒性差、耗时长、泛化

能力差. 2015 年 Hermann 等[8]提出使用深度学习神经

网络模型, 其提出的 Deep LSTM Reader、Attentive
Reader和 Impatient Reader这 3种神经网络模型, 极大

地促进了MRC相关任务的发展, 但其无法解决复杂推

理和长文档答案推理的问题. Wang等[9]提出的Match-
LSTM 模型, 首次将 Pointer Net 中指针的思想应用于

MRC任务中, 提高了答案预测的准确性. Seo等[10]提出

的 BiDAF 模型奠定了 MRC 任务的基本框架, 其将

MRC任务分为 5层, 分别为文本嵌入层、上下文嵌入

层、注意力流层、模型层和输出层, 并且首次提出了

文本到问题和问题到文本的双向注意力计算方法. Yu
等[11]提出的 QANet 模型是预训练模型发布之前排名

最优的一个 MRC 模型, 与之前的模型明显不同的是,
QANet 模型抛弃了循环神经网络 (recurrent neural
network, RNN), 只使用卷积神经网络 (convolutional neural
network, CNN)和自注意力机制完成编码工作, 但是此

模型使用 CNN进行编码不能保留长文档的信息. 随着

谷歌团队的 Devlin 等 [12 ]提出 BERT (bidirectional
encoder representations from Transformers)预训练模型

后, 其在 11个自然语言处理任务中均取得了最好效果.
李芳芳等[13]提出了一种基于多任务联合训练的法律文

本 MRC 模型, 使用 RoBERTa 预训练模型进行文本编

码, 对答案分类、答案预测、答案支持句子判别 3 个

子任务进行联合训练, 有效地提升了 MRC 性能. 朱斯

琪等[14]使用实体图结构和注意力机制对文本进行建模,
通过注意力机制融合不同细粒度的实体图结构的信息.
Zhang 等 [15]以 BiDAF 模型为基础, 提出了 ELMo+
Gated self-attention 模型, 该模型通过引入 ELMo 预训

练模型[16]和自注意力机制提高了任务性能. 深度学习

模型具有强大的语义特征捕捉能力, 但是其本身缺乏

可解释性, 并不能给出问题对应的答案的推理过程, 而
图结构中实体和关系的网络连接关系则适合于进行逻

辑推理 .  Ding 等 [ 1 7 ]提出了一种基于认知图的多跳

MRC模型, 通过抽取文本中的实体和关系建立图网络,
并加入线索增强推理时各个答案间的联系. Qiu 等[18]
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通过设计一个图融合层来研究模型推理过程中的每一

个推理步对应的子图变化. 但是这种通过实体和实体

间的关系建立的图结构很难捕获文本的全局信息, 尤
其是当问题的答案需要融合多个文档的信息时[19]. 

2.2   多跳机器阅读理解

根据答案抽取时是否需要参考多个文章 P 进行多

步推理, 可以将机器阅读理解任务分为单跳机器阅读

理解和多跳机器阅读理解[20]. 单跳机器阅读理解任务

只需要根据给定的相关文章, 给出问题的答案即可, 不
需要在相关文章中找出和答案对应的支持句. 因此, 大
多数问题的答案趋向于查找文章 P 中与问题 Q 最相

似的句子, 一般通过构建问题感知上下文表示来解决[21],
并不涉及复杂的推理过程. 使用这种阅读理解模型, 会
导致模型过度关注答案的生成而并非理解文章, 使模

型失去泛化能力.
多跳机器阅读理解任务与传统的单跳机器阅读理

解任务不同, 其不仅需要查找相关问题的答案, 还需要

给定答案在文本中的支持句. 具体而言, 给定一个问题,
模型只通过一个文章无法找到问题的正确答案, 而是

需要模型根据多篇文章、经过多次理解推理才能找到

答案, 相比于单跳机器阅读理解具有更好的泛化能力.
这就要求机器不仅只关注寻找相关问题的答案, 而是

需要真正对文本进行理解, 从而回答问题和查找答案

相关的支持句.
目前针对多跳机器阅读理解任务的研究方法可分

为以下 3类: ① 基于图结构的方法: 通过抽取文本中的

实体和实体间的关系建立图网络, 通过实体间的关系

对相关问题进行逻辑推理. 该方法具备一定的可解释

性, 符合人的直觉思维, 但是这种图结构只具备推理实

体间关系的能力, 对于整体文本的复杂逻辑关系难以

推理, 尤其是跨语句间的答案查找, 图网络无法进行推

理[22]. ② 将多跳任务转换为多个单跳任务, 再按照传统

的单跳问题进行回答. 该方法可以分别对单跳任务进

行回答, 再进行答案综合, 可以取得一定的效果. 但是

多个单跳任务间缺乏逻辑联系和可解释性, 对于复杂

的多跳任务难以有效模拟[23,24]. ③ 使用深层次的神经

网络模拟多跳任务[25]: 使用深层次的神经网络强大的

特征捕捉能力对文本信息进行挖掘, 使模型对文本信

息进行充分理解, 其在多跳机器阅读理解任务上表现

较好. 但是随着神经网络层次的加深, 网络训练面临着

梯度消失和梯度爆炸的问题, 需要采取各种措施进行

缓解. 本文采用基于预训练模型的深度神经网络来进

行建模, 以充分利用预训练模型强大的泛化能力和深

度神经网络的特征捕捉能力.
针对以上问题, 本文提出了一种机器阅读理解模

型, 我们的主要工作包括 3个方面.
(1) 提出了一种基于多层次信息融合的机器阅读

理解模型, 模型可对文本和问题的交互信息进行有效

融合, 可较为准确地查找问题的答案和相应的支持句.
(2) 提出了一种基于 BM25 算法的改进算法, 对

CAIL2019 数据集进行重构, 使其适用于多跳 MRC 任

务, 在增加数据量的同时, 可以对模型的泛化性能进行

验证.
(3) 在 CAIL2020数据集和重构的 CAIL2019数据

集上进行实验, 验证模型性能. 

3   模型设计

本文提出的机器阅读理解模型, 使用多种方法在

多个层次上对文本信息进行获取. 使用膨胀卷积网络

(dilated convolution network, DCN)[26]对输入文本序列

的全局特征进行捕捉, 膨胀卷积网络可以在保持参数

不变的情况下, 增大卷积核的感受野, 更好的捕捉文本

特征. 使用双向注意力机制和自注意力机制, 捕获全局

文本交互信息以及问题和文本之间的交互信息. 

3.1   模型结构

为了充分提取文本序列特征以及对文本和问题包

含的信息进行交互, 本文提出了基于多层次信息融合

的多跳阅读理解模型, 模型结构分为 4个子模块: 文本

嵌入模块、上下文交互模块、信息融合模块、答案预

测模块, 模型结构如图 1. 

3.1.1    文本嵌入模块

∈

文本嵌入模块的作用是对问题和文档进行向量化

编码以输入到下层模块中. 本文将多个文档和问题进

行拼接作为输入文本, 文本拼接方式为 Inputs=[CLS]+
Q+[SEP]+D+[SEP], 其中 Q 表示问题, D 表示多篇拼接

的文档, [CLS]表示文本的起始位置, [SEP]表示问题和

文档的分隔符. 将 Inputs 输入到 RoBERTa-wwm-ext[27]

预训练模型进行编码得到编码向量表示, 再将编码结

果输入到高速公路网络 (highway network)[28], 得到文

本的向量化表示 P RH×d, 对应于图 1 中的 Passage_
encoding. 其中, H 为文本的长度, d 为向量编码的维度.
高速公路网络的核心是将网络的输出跳跃着连接到后

2024 年 第 33 卷 第 7 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Research and Development 研究开发 241

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


∈ ∈

面的网络层, 在保证模型深度的同时减少梯度消失和

梯度爆炸的问题. 根据文档和问题的长度, 分别获取文

档和问题的编码表示, 分别记为 Q RHq×d 和 C RHc×d,

分别对应于图 1 中的 Question_encoding 和 Context_

encoding, 其中 Hq 和 Hc 分别为问题和文档的长度.
 
 

答案预测模块

Answers type

Classification

D

DCN

Q2 C2

Context2Query & Query2Context

Self-attention

Highway

RoBERTa

Context Question

p1 q1 q2 qnp2 pn

Self-attention

Context_encodingQuestion_encodingPassage_encoding

Q2C & C2Q

L
S

T
M

L
S

T
M

Pointer networks Sup networks

Start End Supports

信息融合模块

上下文交互
模块

文本嵌入模块

······

 
图 1    多层次信息融合的机器阅读理解模型结构图

  

3.1.2    上下文交互模块

上下文交互模块包含两个子任务: 全局特征捕捉

和文本注意力计算, 其中全局特征捕捉使用膨胀卷积

网络 DCN:

D = DCN (P) ∈ RH×2d (1)

文本注意力计算部分包含 4 个部分: 问题自注意

力、文档自注意力、文档到问题的交互注意力、问题

到文档的交互注意力, 注意力计算如下.

问题自注意力 Q2 和文档自注意力 C2 使用自注

意力进行计算, self-attention 为自注意力计算函数, 计

算公式如下所示:

Q2 = self-attention (Q) (2)

C2 = self-attention (C) (3)

∈

C2Q 是文档到问题的注意力, 首先通过问题和文

档的向量表示 C 和 Q 计算两者的相似度概率矩阵

S RHc×Hq, 即文档和问题中各个词之间的相似度得分,

然后对 S 按行做归一化处理, 将归一化的矩阵与 Q 相

乘得到融合注意力权重的问题向量:

S i j = α
(
C:i,Q: j

)
(4)

α (c,q) = u
[
c;q;c ·q] (5)

δi = Softmax (S i:) (6)

Q′ =
∑

j

δi jQ: j ∈ RH×2d (7)

α

[;] [·] δi

δi

其中, Sij 表示文档中第 i 个词和问题中第 j 个词的相似

度,  为可训练的缩放函数, u 为可训练参数矩阵, 式中

表示向量拼接,  表示向量点积.  是 S 每一行归一

化后的结果, 将 与 Q 中的每一列加权求和得到新的

向量 Q′, 表示文档到问题的注意力.

Q2C 是问题到文档的注意力, 计算出每一个问题

的单词在文档中相似度最高的词, 对相似度矩阵 S 的

列方向进行归一化, 然后计算文档向量加权和, 计算公

式如下:

α j = Softmax
(
S : j

)
(8)

C′: j =
∑

i

αi jC: j (9)

I = ω
(
C,Q′,C′

) ∈ RH×2d (10)

ω
(
c,q′,c′

)
=

[
c;q′;c ·q′;c · c′] (11)

α j α j

ω

其中,  是 S 每一列归一化后的结果, 将 与Ｃ中的每

一行加权求和得到新的向量 C', 对以上计算的向量进

行线性变换, 其中 为可训练函数, 最终的输出向量为

I, 表示问题到文档的注意力. 

3.1.3    信息融合模块

信息融合模块主要负责将上下文交互模块产生的

独立的信息进行进一步的交互融合, 此模块的输入有

5 部分, 分别为文本全局特征 D、问题自注意力 Q2、
文档自注意力 C2、问题到文档的注意力 Q2C、文档

到问题的注意力 C2Q, 将以上信息进行拼接后输入到

前馈网络层进行线性变换, 然后将其输入到双向长短

期记忆网络 (bi-directional long short-term memory,

BiLSTM)中进行融合, 计算公式如式 (12)、式 (13)所示:

in = w (D; Q2; Q2C;C2Q) (12)

out = BiLSTM (in) ∈ RH×4d (13)

∈
其中, w 为可训练参数矩阵, 拼接的向量经过维度转换

之后维度为 in RH×2d, 将其输入 BiLSTM得到上下文交
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互模块的最终输出 out. 

3.1.4    答案预测模块

答案预测模块主要完成 3 个子任务: 答案类型判

断、答案片段抽取、答案支持句判别.

∈

答案类型判断: CAIL2020机器阅读理解任务的答

案类型有 4 种: Span、YES、NO、Unknown. 其中,
Span 类型答案是从文档中抽取出的连续片段作为答

案 ,  YES 和 NO 类型答案表示答案类型为是或否 ,
Unknown 类型答案是文档中不存在答案的情况. 答案

类型判断可视为分类任务, 本文使用 RoBERTa-wwm-ext
预训练模型编码中的分类标记[CLS]位置的编码向量

进行文本分类, 将[CLS]位置的编码向量 P RH×d 送入

全连接层进行四分类任务, 得到答案类型的概率为 pi,
计算公式如式 (14)所示:

pi = Softmax (Linear (P)) (14)

在答案类型预测子任务中, 使用实际答案类型 qi

和预测答案类型 pi 的交叉熵作为损失函数, 计算公式

如式 (15)所示:

L1 = CrossEntropy (qi, pi) (15)

答案片段抽取: 本文使用指针网络 pointer network[29]

预测答案在文档中的开始位置 qs 和结束位置 qe, 计算

公式如式 (16)、式 (17)所示:

qs = tanh
(
W sout

)
(16)

qe = tanh
(
Weout

)
(17)

其中, Ws 和 We 是可训练的参数矩阵.
在答案片段抽取子任务中, 损失函数定义为预测

答案开始、结束位置和答案实际的开始、结束位置的

交叉熵, 计算公式如式 (18)所示:

L2 = CrossEntropy
(
qs

j,P
s
j;qe

j,P
e
j

)
(18)

Ps
j Pe

j

qs
j qe

j

其中,  和 表示第 j 个样本答案的真正开始和结束

位置,  和 表示第 j 个样本预测答案的开始和结束

位置.
答案支持句判别: 此子任务主要用来查找答案对

应的支持句子, 可将其视为分类任务. 首先计算文档编

码 C 和文本编码 P 的点积, 获取每个句子的表示 zsup,
并对其列方向进行归一化, 然后输入到全连接层进行

支持句预测, 得到支持句的分布概率为 psup, 计算公式

如式 (19)、式 (20)所示:

zsup = [C ·P] (19)

psup = Linear
(
Softmax

(
zsup

))
(20)

在支持句判别子任务中, 损失函数定义为预测的

支持句 psup 和实际的支持句 qsup 的交叉熵, 计算公式

如式 (21)所示:

L3 = CrossEntropy
(
psup,qsup

)
(21)

最终结果通过共享模型底层参数设计多任务学习

函数[30], 共同训练上述 3个子任务, 计算公式如式 (22)、
式 (23)所示:

L = λ1L1+λ2L2 + λ3L3 (22)

λ1 + λ2 + λ3 = 1 (23)
 

3.2   数据集样例

本文所使用的数据集为中国法研杯机器阅读理解

赛道发布的数据集, 包括 CAIL2019数据集和 CAIL2020
数据集, CAIL2020 数据集样例如图 2 所示, 每一个数

据样例包含若干个句子级的文档、一个根据文档提出

的问题、问题对应的答案和答案对应的支持句子.
  

句子1: 经审理查明,

句子2: 2016年6月初至同月21日,

句子3: 被告人汪某1在经营位于绍兴市柯桥区漓渚镇永安路16号邱

某凤熟食摊期间,

句子4: 在制作熟烤麸、熟腐竹的过程中添加依法禁止添加的防腐剂

山梨酸,

句子5: 并销售供人食用.

句子6: 经检测汪某1销售的熟烤麸、熟腐竹中山梨酸含量为0.2 g/kg,

句子7: 不符合《食品安全国家标准食品添加剂使用标准》的要求

(熟烤麸、熟腐竹不在山梨酸添加范围内).

句子8: 案发后被告人汪某1经民警电话联系主动到案,

句子9: 如实供述了上述事实.

句子10: 上述事实,

句子11: 被告人汪某1在开庭审理过程中亦无异议,

句子12: 并有营业执照、抓获经过、绍兴市柯桥区市场监督管理局

涉嫌犯罪移送材料,

句子13: 被告人汪某1的违法行为,

句子14: 足以认定.

问题: 汪某1在哪些食物中添加了防腐剂山梨酸?

答案: 熟烤麸、熟腐竹

支持句: 3, 4
 

图 2    CAIL2020数据集样例
 

CAIL2019数据集样例如图 3所示, 每一段文本对

应着若干个问题, 每一个问题对应的答案仅有答案文

本, 并没有支撑答案所需要的支持句, 不符合多跳MRC
任务的数据要求.
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文章: 经审理查明, 被告人张某3、张某1系张广庙乡九龙村村民, 系

父子. 2013年至2014年期间, 张某3、张某1以非法占有为目的, 强行

索要他人钱财. 具体事实如下: 2013年2月1日, 被告人张某3利用固始

县张广庙乡九龙村开发建设九龙新型农村社区之机, 以阻止施工相

威胁, 强行索要施工方张某2、李某5人民币20万. 其中7万被其送给

李某2, 后李某2将此款退还张某3、张某1.

问题: 被告人利用什么阻止施工进行？

答案: 九龙新型农村社区之机
 

图 3    CAIL2019数据集样例
  

3.3   数据重构

目前MRC任务面临的困难之一是相关数据集的缺

乏, 尤其是针对中文MRC任务的相关数据集. CAIL2019
的数据集是针对单跳MRC任务的, 需要对其进行重构

以适应多跳MRC任务, 用来增加训练数据量以及验证

模型泛化性能. 因此, 本文提出了一种基于 BM25 (best
matching) 的改进算法对 CAIL2019 数据集进行重构,
将文章拆分为多个句子级的文档, 以寻找答案对应的

支持句子.
BM25 算法是信息检索领域计算查询和文档的相

似度得分的经典算法, 该算法包含两个重要指标, 分别

是查询中每个词的权重以及查询中每个词与文档的相

关性得分, 计算公式如下:

Score (Q,d) =
n∑
i

WiR (qi,d) (24)

其中, Q 表示一条查询语句, qi 表示对 Q 分词后的词

语; d 表示查询文档; Wi 表示查询 Q 中单词 qi 的权重;
R(qi, d)表示单词 qi 与文档 d 的相关性得分. 单词权重

Wi 一般使用逆文档词频 (inverse document frequency,
IDF)进行计算:

IDF (qi) = log
n−n (qi)+0.5

n (qi)+0.5
(25)

其中, n 为检索中的所有文档数, n(qi)为包含了 qi 的文

档数. 由式 (25) 可以看出, 包含 qi 的文档数越多, 则 qi

的权重越低. 查询中的单词与文档的相关性得分计算

公式如下所示:

R (qi,d) =
fi (k1+1)

fi+K
Fi (k2+1)

Fi+ k2
(26)

K = k1

(
1−b+b

l
avg (l)

)
(27)

其中, k1、k2、b 为调节因子, 通常根据经验设置, 一般

为 k1=1.2, b=0.75; f i 为 q i 在文档 d 中的出现频率,

avg (l)Fi 为 qi 在查询 Q 中的出现频率; l 为文档的长度, 
为所有文档的平均长度. 由于绝大多数情况下, qi 在查

询 Q 中只会出现一次, 即 Fi=1. 因此式 (26)可化简为:

R (qi,d) =
fi (k1+1)

fi+K
(28)

由 BM25 算法的式 (24) 可知, BM25 算法计算时

考虑了查询 Q 中每个单词 qi 和文档 d 的相似度, 但没

有考虑查询 Q 和文档 d 的整体相似度, 因此本文提出

了一种改进的 BM25 算法, 将考虑计算查询 Q 和文档

d 的整体相似度, 改进的 BM25算法的计算公式如下:

Score (Q,d) = R (Q,d)
n∑
i

WiR (qi,d) (29)

R (Q,d)其中,   表示查询 Q 和文档 d 的整体相似度得

分, 其计算步骤如下.

R (Q,d)

使用 RoBERTa-wwm-ext 预训练模型对文本和查

询分别进行向量编码, 再使用余弦相似度方法计算两

者编码向量的相似度, 得到两者的相似度得分为  .
通过在具有答案支持句标记的 CAIL2020 数据集上进

行改进 BM25 算法的验证实验, 验证了改进算法的有

效性. 因此, 本文使用改进的 BM25 算法对 CAIL2019
数据集进行重构. 将问题 Q 作为查询, 将文章拆分后的

句子作为文档, 计算两者的相似度得分并进行排序. 实
验结果表明, 选取和得分最高的句子分差小于 20% 的

句子作为支持句, 可以获得最佳的支持句判定精度. 

4   实验 

4.1   数据集

使用改进的 BM25 算法重新标记的 CAIL2019 数

据集包含 37 600 条数据, CAIL2020 数据集包含 5 000
条数据. 将两个数据集按照 7:2:1 的比例划分为训练

集、验证集、测试集, 划分结果如表 1所示.
 
 

表 1    实验数据集
 

数据集 train dev test
CAIL2019 26 320 7 520 3 760
CAIL2020 3 500 1 000 500

 

CAIL2019 和 CAIL2020 数据集的文章长度统计

如图 4、图 5所示, 由于数据集中文本长度超过 512的
部分较少, 所以不对输入数据进行截断或滑动窗口处

理, 仅对文本长度超过 512的数据进行适当删减, 使其

长度小于预训练模型输入长度限制.

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2024 年 第 33 卷 第 7 期

244 研究开发 Research and Development

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


 

8 000

7 000

6 000

5 000

4 000

F
re

q
u
en

cy

3 000

2 000

1 000

0

100 150 200 250

Context length

300 350 400 450

 
图 4    CAIL2019数据集文本长度分布
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图 5    CAIL2020数据集文本长度分布

  

4.2   评估指标

片段抽取式机器阅读理解任务的性能评价, 主要

是根据对比预测答案和真实答案的匹配度来进行的,
评价指标主要为精确匹配 (exact match, EM)值和模糊

匹配 F1 值, 同时, 片段抽取阅读理解任务中还需要考

虑答案支持句, 所以本文评价指标增加了联合 F1值进

行评价.
EM 用来计算预测答案与真实答案完全相同的比

例, 当两个答案完全一致时得分为 1, 否则为 0, 计算公

式如式 (30)所示:EM = 1, if pred = gold
EM = 0, otherwise

(30)

其中, pred为预测答案, gold为真实答案.
F1 值用来计算预测答案和真实答案之间单词的

重合程度, 它不要求两者完全一致, 因此比 EM 评价指

标更为宽松, 计算公式为准确率和召回率的加权平均

值, 计算公式如式 (31)所示:

F1 =
2× precision× recall

precision+ recall
(31)

其中, precision 为准确率, recall 为召回率.
联合 F1 根据答案和支持句的精度和召回率进行

联合计算, 计算公式如式 (32)–式 (34)所示:

precisionjoint = precisionans× precisionsup (32)

recalljoint = recallans× recallsup (33)

Joint F1 =
2× precisionjoint× recalljoint

precisionjoint+ recalljoint (34)

其中, precisionans、precisionsup 和 recallans、recallsup 分
别为答案和支持句的精度和召回率. precision joint 和

recalljoint 为联合精度和召回率. 

4.3   实验设置

本文选用哈工大讯飞联合实验室 (HFL)发布的中

文预训练模型 Chinese-RoBERTa-wwm-ext[27]来进行向

量编码, 向量编码维度为 768, 实验设置文档最大输入

长度为 512, 问题最大输入长度为 50, 训练集 batch_
size大小为 2, 测试集和验证集 batch_size为 4, dropout
设置为 0.1, DCN 网络的膨胀率设置为 2. 训练中使用

BERTAdam 优化器进行优化, 学习率设置为 2E–4, 模
型训练 10个 epoch后停止. 

4.4   实验结果

本文选择了 6 个基准模型进行对比实验, 分别为:
BiDAF[10]模型、QANet[11]模型、BERT[12]模型、比赛

官方的 RoBERTa[27]基准模型、RAiO[31]模型、R-NET[32]

模型. 由于本文针对的是中文数据集, 所以使用 RoBERTa
对文本进行向量编码, 代替基准模型中针对英文数据

集的字符级和词级别的向量编码. 各个基准模型和本

文模型在 CAIL2019 和 CAIL2020 数据集上的实验结

果如表 2、表 3所示.
 
 

表 2    不同模型在 CAIL2019数据集上的实验结果 (%)
 

实验模型 EM F1 Joint F1
BiDAF 41.30 60.20 41.67
R-NET 42.34 58.44 41.50
QANet 47.72 63.81 48.04
RAiO 46.54 67.52 47.95
BERT 47.21 68.40 49.11

RoBERTa 47.91 69.64 49.27
Ours 48.14 69.33 50.09

 

 
 

表 3    不同模型在 CAIL2020数据集上的实验结果 (%)
 

实验模型 EM F1 Joint F1
BiDAF 44.32 61.83 49.10
R-NET 46.28 60.95 48.74
QANet 49.10 66.32 53.22
RAiO 51.67 70.90 56.17
BERT 52.31 69.12 53.06

RoBERTa 52.70 68.05 54.89
Ours 66.64 76.22 58.44

 

本文提出的模型在两个数据集上均表现较好, 体
现了模型良好的泛化性能. 相比于比赛官方的基准模

型和其他基准模型, 本文所提出的模型的表现优于基
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准模型. 同时能够发现各个模型在 CAIL2020 数据集

上的训练结果明显优于在 CAIL2019 数据集上的训练

结果, 这可能是由于改进的 BM25 算法对 CAIL2019
数据集进行标记的过程中, 并没有找到问题所对应的

所有支持句或将不相关的句子作为支持句而引起的. 

4.5   消融实验

为了评估模型中每个部分的贡献, 在本文所提出

的模型中分别去掉双向注意力模块、自注意力模

块、DCN网络、Highway网络, 在 CAIL 2020数据集

上验证各个模块对模型性能的影响, 实验结果如表 4
所示.
 
 

表 4    不同模块在 CAIL2020数据集上的消融实验结果 (%)
 

模型 EM F1 Joint F1
Ours 66.64 76.22 58.44

双向注意力 49.19 67.51 55.20
自注意力 50.06 71.28 57.11
DCN网络 51.30 68.69 54.39

Highway网络 51.90 72.10 57.52
 

由表 4 可以看出, 各个模块均会对模型性能产生

影响. 其中双向注意力模块对模型性能影响最大, 可见

文本和问题的信息交互对 MRC 模型充分理解文本有

明显作用. 自注意力模块加强了文本和问题对自身的

理解, 两者的信息相对独立, 从而对模型性能影响较小.
DCN 网络加强了整个文本的特征捕捉能力, 对 MRC
模型寻找正确答案及支持句有较大贡献. Highway 网

络对模型计算稳定性和收敛速度有贡献, 而对模型性

能影响相对较小. 

5   结论

本文提出了一种基于多层次信息融合的机器阅读

理解模型, 该模型能够较为全面地综合文档和问题的

特征以及两者的交互信息. 同时, 针对 CAIL2019 数据

集只能适用于单跳MRC任务的情况, 提出了一种改进

的 BM25 算法对 CAIL2019 的数据集进行重构, 使其

适应于多跳 MRC 任务, 增加了数据量, 同时更好地验

证模型的泛化性能.
未来的研究工作中, 我们希望将知识图谱引入到

模型训练过程中, 通过构建不同层级的知识图谱来查

找支持句子, 同时能够将答案的推理过程进行可视化

分析, 这对于认识MRC模型对文本的理解过程具有重

要意义.
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