
 

 

多策略融合改进的蜣螂优化算法①
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摘　要: 针对标准蜣螂优化算法 (DBO)存在的全局探索能力欠缺、收敛精度低及易陷入局部最优等不足, 提出了

一种融合多策略的改进蜣螂优化算法 (MSDBO). 首先, 引入社会学习策略引导推球蜣螂进行位置更新, 提高了算法

全局探索能力, 避免算法陷入局部最优; 其次, 提出一种方向跟随策略, 建立起小偷蜣螂与推球蜣螂个体间的交互,
提高了寻优精度; 最后, 引入环境感知概率, 引导小偷蜣螂合理采用方向跟随策略, 兼顾了性能与时间消耗. 在 12个
基准测试函数上进行求解分析, 并与其他优化算法进行对比, 证明了MSDBO的寻优性能明显优于对比算法, 在压

力容器设计优化问题上的结果验证了MSDBO求解实际工程约束优化问题的有效性.
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Abstract: An improved dung beetle optimization algorithm integrating multiple strategies (MSDBO) is proposed to solve
the problems of weak global exploration ability, low convergence accuracy, and easy capture by local optimum solution.
Firstly, this study introduces the social learning strategy to guide the dung beetle to update its position, which improves
the global exploration ability of the algorithm and avoids the algorithm falling into local optimal. Secondly, the study
proposes a direction-following strategy to establish the interaction between the thief and the ball-rolling dung beetle,
which improves the accuracy of optimization. Finally, taking into account the performance and time consumption, it
introduces environment-aware probability to guide the thief to adopt the direction-following strategy reasonably. Several
optimization algorithms are selected and compared with MSDBO. By solving and analyzing 12 benchmark test functions,
it is proved that the optimization performance of MSDBO is significantly better than that of the comparison algorithm.
The results of pressure vessel design optimization verify the effectiveness of MSDBO in solving practical engineering
constraint optimization problems.
Key words: dung beetle optimization (DBO) algorithm; social learning; direction following; environment perception
probability; benchmark test function; pressure vessel design

优化是指对特定问题的解决方案进行调整和改进,

使其相关指标达到最优或近似最优的过程, 使用优化

技术可以让人类更加合理有效地可持续使用资源. 传

统的优化算法通常根据问题的情况使用特定的数学模

型或求解方法进行寻优, 但这些算法通常存在一些局

限性, 例如依赖于梯度信息、面对非线性复杂问题难
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以处理[1]等, 为此, 启发式算法应运而生并被广泛应用

于各领域. 启发式算法通过模拟自然界的演化[2,3]、物

理现象[4–6]、人类的行为[7,8]等, 来探索问题空间中的最

优解决方案, 往往能够有效地在实际执行时间内解决

传统算法无法解决的问题.
群体智能优化算法就是一种典型的启发式算法,

是一类受自然界中各种生物的群体行为启发而创造出

的寻优方法. 种群个体在遵循相关规则进行交互的过

程中实现对全局最优解的探索. 典型的群体智能优化

算法有灰狼优化算法 (grey wolf optimization, GWO)[9]、
鲸鱼优化算法 (whale optimization algorithm, WOA)[10]、
哈里斯鹰优化算法 (Harris hawks optimization, HHO)[11]

等. 根据没有免费午餐定理 (no free lunch)[12], 没有一种

优化算法可以解决所有优化问题, 为此, 越来越多的优

化算法被提出用于解决新的优化问题, 例如沙丘猫群

优化算法 (sand cat swarm optimization, SCSO)[13]、海

马优化算法 (sea-horse optimization, SHO)[14]等.
蜣螂优化算法 (dung beetle optimization, DBO)[15]

是 Xue等人于 2022年提出的一种新颖的优化算法. 该
算法模拟了蜣螂推球、跳舞、觅食、偷窃以及繁殖等

行为, 将蜣螂种群分为推球蜣螂、育雏球、小蜣螂以

及小偷蜣螂 4 个角色, 分别按照不同的搜索策略对问

题空间进行搜索. 蜣螂优化算法有着独特的结构, 其关

注重点不再是种群的整体任务如觅食或躲避天敌等,
算法的主要思想是种群不同角色通过不同的生存行为

及相互之间的经验交互获得有利于自身的位置信息,
蜣螂的位置越好表示其适应环境的生存能力越优秀,
每只蜣螂的位置代表问题的一个解, 最终, 最优蜣螂的

位置即为所求问题最优解.
DBO 独特的结构使其具有不错的寻优性能及实

际应用潜力. 李晴[16]将 DBO 用于水质 COD 预测模型

优化; 董奕含等人[17]引入 Halton 序列初始化 DBO 并

用于瑞雷波频散曲线反演; 潘志远等人[18]将 DBO用于

优化 DV-Hop 定位算法; Zhu 等人[19]引入量子计算等

策略对 DBO 进行改进并将其用于多个实际工程约束

优化问题的求解. 上述文献证明了 DBO的实际应用价

值, 相关改进也提升了 DBO 的寻优性能, 但是 DBO
在全局探索、寻优精度等方面仍有较大提升空间. 为
此, 本文提出了一种多策略融合改进的蜣螂优化算法

(multi-strategy fusion improved DBO, MSDBO), 首先,
使用社会学习策略引导推球蜣螂进行位置更新, 提升

算法全局探索能力; 其次, 引入方向跟随策略, 增强算

法局部开发能力, 提高了收敛精度; 最后, 引入环境感

知概率控制方向跟随策略的调用频率, 平衡算法性能

与运行时间消耗. 在 12个基准测试函数与压力容器设

计优化问题上的结果证明了改进算法的有效性与实用性. 

1   蜣螂优化算法 (DBO)

N = 30

X = {Xi|i =
1,2, · · · ,Nall}

R = {Re|e = 1,2, · · · ,Nroll} B = {Bm|m =
1,2, · · · ,Nball}、L = {Lh|h = 1,2, · · · ,Nlittle} T = {Tz|z =
1,2, · · · ,Nthief} X = R ∪B ∪L ∪T Nroll+Nball+

Nlittle+Nthief = Nall D

f

Xi = {xi,1, xi,2, · · · , xi,D}
f (Xi) Re、Bm、Lh、Tz Xi

DBO 根据蜣螂的不同社会分工, 将种群分为推球

蜣螂、育雏球、小蜣螂及小偷蜣螂 4 个角色, 当种群

数量 时文献[15]将这 4 种蜣螂的数量分别设定

为 6, 6, 7, 11 只. 蜣螂种群的位置表示为: 
. 为区分起见, 4 种蜣螂子种群的位置使用

不同符号表示为 、

以及

.  则有 且

. 若优化问题维度为 , 对应目标函

数为 ,  则每只蜣螂的位置即问题的一个解表示为

, 个体适应度值即最优值表示为

,  及对应适应度值的表示与 类

似. 算法按照不同策略更新不同角色蜣螂的位置, 根据

适应度评估蜣螂的生存能力, 假设适应度值越小表示优

化效果越好, 则适应度值越小表明蜣螂所处位置越佳,
其生存能力越优秀, 则最优及最差位置的数学表示如下: Xb =

{
Xi ∈ X, i = 1,2, · · · ,N|∀X j, f (Xi) ⩽ f (X j)

}
Xw =

{
Xi ∈ X, i = 1,2, · · · ,N|∀X j, f (X j) ⩽ f (Xi)

}
Xb最终得到的最优位置 即为所求问题的最优解. 

1.1   推球蜣螂位置更新

蜣螂会把动物粪便滚成球状并利用天体线索如太

阳月亮等进行导航以实现有效的搬运. 当遇到障碍物

时, 蜣螂通常会爬到粪球上跳舞决定新的移动方向.

λ < γ λ

λ ∈ [0,1] γ = 0.9

为模拟推球行为, 蜣螂在整个搜索空间沿着给定

方向移动, 推球蜣螂位置更新分为有障碍物与无障碍

物两种情况, 当 时无障碍状态, 这里 为随机数且

,  , 位置更新公式如下:

Rt+1
new,e = Rt

e+α× k×Rt−1
e +u×∆x (1)

∆x =
∣∣∣Rt

e−Xw
∣∣∣ (2)

t Rt
e e

t k k ∈ (0,0.2]

α

其中,  表示当前迭代次数,  表示第 只推球蜣螂在第

次迭代后的位置.  为常数且 , 表示位置偏转

系数.  是一个自然系数用于模拟一些自然因素对于移
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λ < η α 1 α −1 η

η ∈ [0,1] u u ∈ [0,1] Xw

∆x ∆x

λ ⩾ γ

动方向的影响, 当 时 为 否则 为 , 其中 为随

机数且 ,  为常数且 .  代表全局最差

位置,  用于模拟光照强度的变化,  值越高意味着

光源越弱, 蜣螂的路线越弯曲. 当 时, 为有障碍物

状态, 引入正切函数模拟蜣螂通过跳舞确定偏转角更

改方向的行为, 位置更新如下:

Rt+1
new,e = Rt

e+ tan(θ)
∣∣∣Rt

e−Rt−1
e

∣∣∣ (3)

θ θ θ ∈ [0,π]

θ 0,π/2,π
其中,  为弧度表示的偏转角,  为随机数且 , 若
为 , 则不更新位置.

Rt+1
new,e t+1

f (Rt+1
new,e) > f (Rt

e) Rt+1
e = Rt

e Rt+1
e = Rt+1

new,e

上述位置更新公式中 为个体第 次迭代时

得到的候选位置, 最终将与历史最优位置对比, 择优保留,
即: 若  则 , 否则 .

其他蜣螂位置更新类似, 不再重复说明. 

1.2   育雏球位置更新

蜣螂收集的粪球一部分作为食物, 另外一部分则

推到安全的地方用于产卵, 作为育雏球繁育下一代, 育
雏球所在的区域边界被严格限制如下:

Lb∗ =max(Xb∗× (1−Q),Lb)

Ub∗ =min(Xb∗× (1+Q),Ub)
(4)

Ub∗ Lb∗ Xb∗

Q = 1− t/T T

Ub Lb

其中,  与 分别表示产卵区域的上下界.  表示

种群所有蜣螂当前的最优位置,  ,  表示最

大迭代次数,  与 表示优化问题的上下界.
将育雏球推到确定的产卵区域后, 雌性蜣螂就会

在里面产卵 ,  每只雌性蜣螂在每次迭代过程中只产

1颗卵, 育雏球的位置更新如下所示:

Bt+1
new,m = Xb∗+a1× (Bt

m−Lb∗)+a2× (Bt
m−Ub∗) (5)

Bt
m m t

a1 a2 1×D D

其中 ,   表示第 只育雏球在第 次迭代后的位置 ,
和 是两个大小为 的独立随机向量,  为优化

问题解的维度. 

1.3   小蜣螂位置更新

育雏球中的小蜣螂发育成熟后, 会钻出来寻找食

物, 为此需要建立最优觅食区域引导他们觅食以达到

对空间进行探索的目的. 最优觅食区域边界定义如下:

Lb′ =max(Xb× (1−Q),Lb)

Ub′ =min(Xb× (1+Q),Ub)
(6)

Xb Ub′ Lb′

Q、Lb Ub

其中,  表示全局最优位置,  和 分别表示最优

觅食区域的上下界,  及 的定义与式 (4) 中相

同, 小蜣螂位置更新公式如下:

Lt+1
new,h = Lt

h+C1× (Lt
h−Lb′)+C2× (Lt

h−Ub′) (7)

Lt
h h t C1

C1 ∈ [0,1] C2

0 1

其中,  为第 只小蜣螂在第 次迭代后的位置,  是一

个符合正态分布的随机数且 ,  是各分量介

于 到 之间的随机向量. 

1.4   小偷蜣螂位置更新

并不是所有蜣螂都会努力地推球, 有些蜣螂会去

偷窃推球蜣螂的粪球, 假设全局最优位置是最适合它

们偷窃的位置, 那么小偷蜣螂的位置更新公式如下:

T t+1
new,z = Xb+S ×g×

(∣∣∣T t
z −Xb∗∣∣∣+ ∣∣∣T t

z −Xb
∣∣∣) (8)

Xb Xb∗

T t
z z t

S 0.5 g 0 1

D

其中,  表示全局最优位置,  的含义与式 (4) 中的

描述相同.  表示第 只小偷蜣螂在第 次迭代后的位

置信息,  为常数且设置为 ,  为各分量介于 到 之

间的 维随机行向量. 

1.5   标准 DBO 算法步骤

T N步骤 1. 设置最大迭代次数为 , 种群大小为 , 随
机初始化种群并计算个体对应的适应度值.

λ < γ

λ λ ∈ [0,1] γ = 0.9

步骤 2. 更新推球蜣螂位置, 若 , 为无障碍状

态使用式 (1) 更新位置, 反之为有障碍状态按照式 (3)
更新, 其中 为随机数且 ,  .

步骤 3. 根据式 (5) 更新育雏球位置并使用式 (4)
中的上下界对新位置进行边界约束.

步骤 4. 由式 (7)更新小蜣螂位置.
步骤 5. 由式 (8)更新小偷蜣螂位置.

Xb Xw步骤 6. 更新全局最优位置 及最差位置 .
步骤 7. 判断算法是否达到迭代次数, 若是则终止

运行, 返回最优位置即问题最优解否则转步骤 2. 

2   多策略融合改进的蜣螂优化算法 (MSDBO) 

2.1   改进原因

虽然 DBO有着不错的寻优性能, 但是仍然存在全

局探索能力欠缺、易陷入局部最优的问题. 对问题解

进行精确寻优要求算法同时具有良好的全局搜索能力

与局部开发能力, 全局探索能力不足会让算法的寻优

在局部最优区域停滞, 而局部开发能力不足则导致算

法不能在全局最优区域取得更高的精度, MSDBO融合

了社会学习策略、方向跟随策略以及环境感知概率对

DBO 进行改进, 兼顾算法的探索与开发, 提高了算法

的寻优性能, 接下来具体介绍这 3种策略. 

2.2   社会学习策略

在进行位置更新时, 每只推球蜣螂个体主要依赖

自身历史位置信息进行探索, 群体内部缺乏足够的信

息交流, 导致对问题空间的探索过于随机、全局探索
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效率低, 受到哈里斯鹰优化算法[11]中哈里斯鹰种群在

探索阶段共享位置信息合作搜索猎物的策略启发, 提
出了一种社会学习策略引导推球蜣螂进行位置更新,
以改善标准 DBO全局搜索能力欠缺的问题.

γ = 0.5 λ λ ∈ [0,1] λ ⩽ γ

θ θ ∈ [0,π] θ = 0,π/2,π

与原算法不同, 在该策略中, 蜣螂遇到障碍物的概

率被假设为 . 设 为随机数且 , 当
时, 生成一个随机数 且 , 当 时不更

新位置, 否则位置更新如下:

Rt+1
new,e = Rb− R̄+ tan(θ)

∣∣∣Rt
e−Rt−1

e

∣∣∣ (9)

Rb t

R̄

其中,  表示第 次迭代后最优推球蜣螂此时的候选位

置, 定义如式 (10) 所示,  表示其他推球蜣螂此时的平

均候选位置, 定义如式 (11)所示, 式 (9)用于替换式 (3).

Rb = {Rω ∈ Rnew,ω = 1,2, · · · ,Nroll|∀β, f (Rt
ω) ⩽ f (Rt

β)}
(10)

R̄ =
1

Nroll−1

Nroll∑
ε=1

Rnew,ε, ε , e (11)

λ > γ当随机数 时为无障碍状态, 位置更新如下:

Rt+1
new,e = Rrand+u×∆x+α× k×Rt−1

e (12)

∆x = Distancechebychev(Rt
e,R

w) (13)

Rrand

Rw t

Rb ∆x e t

Rt
e Rw u

α,k

其中,  表示随机选择的一只推球蜣螂此时的候选

位置,  表示第 次迭代后最差推球蜣螂此时的候选位

置, 定义与上述 类似,  表示第 只推球蜣螂第 次迭

代后的位置 与 之间的切比雪夫距离,  为常数设

置为 2, 参数 取值与标准 DBO相同, 式 (12)用于替

换式 (1).
引入上述策略改进后, 推球蜣螂内部具有了社会

性质, 个体不仅可以利用自身信息, 还能充分利用其他

推球蜣螂个体共享的信息进行位置迭代, 这不仅提高

了全局探索效率, 还有助于算法跳出局部最优, 为其他

类别的子种群在局部空间的精确寻优奠定基础. 

2.3   方向跟随策略

标准 DBO 中, 虽提及了小偷蜣螂的偷窃行为, 但
是并未直接建立其与推球蜣螂的交互, 两个群体各自

的位置更新相对独立且缺乏必要的信息交流, 导致信

息孤岛的形成并陷入局部最优. 本节将使用公式建立

起小偷蜣螂与推球蜣螂之间的交互并作为改进方法避

免算法陷入局部最优, 提高算法的寻优精度.
为提高算法的局部开发能力, 所有小偷蜣螂更新

完位置之后采取方向跟随策略再次更新位置. 在偷窃

前小偷蜣螂需要对推球蜣螂进行观察, 根据各自的观

察随机选择一只推球蜣螂, 对其进行跟随以便于进行

下一步的偷窃行为, 假设全局最优位置是最适合观察

的位置, 使用方向跟随策略进行位置更新公式如下:

T t+1
new,z = Xb+Direction(Rtarget−Xb)×δ (14)

δ =
(r21× (1− t/T ))2

t
×
(∥∥∥Xb+ r22× (Ub−Lb)

∥∥∥) (15)

Xb Rtarget

Direction(Rtarget−Xb)

r21 r22 r21,r22 ∈ [0,1]

δ

其中,  为全局最优位置,  为小偷蜣螂随机选择

的目标推球蜣螂所在的位置,  表

示从最优位置移动到随机选择的推球蜣螂所在位置的

直线方向的单位向量,  与 为随机数且 ,
是移动步长.

A

B

B−A C δ ⩾ 0

A+δ×C A C δ

A

C

A+δ×C

二维情况下所提出的方向跟随策略如图 1 所示.
其中, 实心点表示推球蜣螂可能的位置,  表示全局最

优位置向量,  表示随机选择的一只推球蜣螂的位置向

量, 将 记作 . 由运动的合成与分解可知, 设 ,
则 表示从 沿着方向 移动了 个单位距离后

一个新的位置向量. 由概率学理论可知, 推球蜣螂分布

在最优位置周围各方向的概率相等, 因此, 小偷蜣螂群

体采用该策略以一定步长从全局最优位置 处沿着方

向 移动可以实现对最有希望找到最优解的区域 (即
图中虚线圆形区域) 的充分开发,  是采用方向

跟随策略得到的新位置向量. 得到的新位置将与之前

取得的位置对比, 择优保留.
  

Y

O X

A

A+
δ×C

B

δ

C

 
图 1    方向跟随策略示意图 (二维)

  

2.4   环境感知概率

虽然上述提出的方向跟随策略可以提高算法的局

部开发能力, 但是频繁地执行会消耗额外的运算时间,
且不一定会取得更好的结果, 应该考虑性能与时间消

耗的平衡. 因此, 只有当小偷蜣螂采用原先的寻优策略

陷入停滞的时候, 才会以一定的概率采用方向跟随策

略建立与推球蜣螂之间的交互, 综上所述, 需要设定一

个阈值去控制小偷蜣螂采用跟随策略的概率.
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count

假定食物充足时, 小偷蜣螂不需要偷窃, 当食物不

充足时, 小偷蜣螂对于环境缺乏食物的情况有所感知

并转换搜索策略, 判定食物是否充足的依据是小偷蜣

螂在新一轮迭代中是否取得了比上一轮迭代更好的解.
为此, 在小偷蜣螂更新位置前, 设定计数器 记录

在新一轮迭代中未取得比上一轮更优解的小偷个体数

量, 则环境感知概率计算公式如下:

prob =
√

count/Nthief (16)
Nthief

p ∈ [0,1] p < prob

其中,  是小偷蜣螂数量, 得到环境感知概率后, 生
成随机数 , 当 时, 小偷蜣螂采用方向

跟随策略准备偷窃行为. 

2.5   改进蜣螂优化算法的步骤及流程描述

MSDBO的流程图如图 2所示, 执行步骤如下.
  

开始

设置种群大小 N、迭代次数 T 及其他参数

随机初始化种群, 计算个体对应的适应度值

推球蜣螂位置更新

有障碍, 随机生成整数 θ∈[0, 180], 

根据 θ 决定不更新或由式(9)更新
推球蜣螂位置

无障碍状态, 由式(12)

更新推球蜣螂位置

更新种群所有蜣螂当前的最优位置 Xb*, 由式(5)

更新育雏球位置, 并由式(4)约束边界

由式(7)更新小蜣螂位置

根据式(16)计算环境感知概率 prob

根据式(14)再次更新小偷蜣螂位置

更新全局最优位置 Xb 及全局最差位置 Xw

输出最优位置及对应解值

结束

t<T ?

随机数 p<prob ?
N

N

Y

Y

计数器 count 置零, 由式(8)更新小偷蜣螂位置, 

记录未获得比上次更优位置的小偷蜣螂个数

随机数 λ<0.5？
Y N

 
图 2    改进算法流程图

 

T N步骤 1. 设置最大迭代次数 , 设置种群大小 , 随
机初始化种群并计算个体对应的适应度值.

λ < γ

λ λ ∈ [0,1] γ = 0.5

步骤 2. 更新推球蜣螂位置, 若 , 为有障碍状

态, 由式 (9) 更新位置, 反之为无障碍状态由式 (12) 更
新, 其中 为随机数且 ,  .

步骤 3. 根据式 (5)更新育雏球位置, 使用式 (4)中

的上下界对新位置进行边界约束.
步骤 4. 由式 (7)更新小蜣螂位置.

count步骤 5. 设置计数器 , 由式 (8) 更新小偷蜣螂

位置, 记录未取得更优位置的小偷个体数.
prob

p ∈ [0,1] p < prob

步骤 6. 根据式 (16)计算环境感知概率 , 生成

随机数 , 若 , 小偷蜣螂子种群根据式 (14)
再次更新位置.

Xb Xw步骤 7. 更新全局最优位置 及最差位置 .
步骤 8. 判断算法是否达到迭代次数, 若是则终止

运行, 返回最优信息, 否则跳转到步骤 2. 

2.6   时间复杂度分析

O

N T D

O(N)

O(N ×T +N ×T ×D)

本文采用大 法分析算法的时间复杂度. 假设种群

规模为 , 最大迭代次数为 , 问题规模为 , 种群初始

化的时间复杂度为 ; 个体适应度计算及位置更新

的时间复杂度为 . 则 DBO 的时间

复杂度为:

O(N +N × (T +T ×D)) (17)

p

O(p×Nthief × (T +T ×D))

对于改进的 DBO, 改进点 1 对于复杂度没有太大

的影响, 假设改进点 2 的平均调用概率是 , 则改进点

2 的复杂度为 , 所以, MSDBO
的时间复杂度为:

O(N + (N + p×Nthief)× (T +T ×D)) (18)

综上所述, MSDBO 与标准 DBO 相比, 时间复杂

度是一个数量级的, 并没有增加太多时间复杂度. 

3   仿真实验与结果分析 

3.1   实验设计 

3.1.1    实验环境

本文仿真实验操作系统为 64位Windows 10, CPU
为 Intel(R) Core(TM) i7-7700HQ 2.80 GHz, 编程平台

为Matlab R2022a. 

3.1.2    测试函数

为有效验证本文所提出改进算法的寻优性能, 使
用 12 个基准测试函数对算法进行测试. 其中, F1–F6

为单峰测试函数, 用于评估算法的局部开发能力及求

解精度, F7–F12 为多峰测试函数, 具有多个局部最优解,
用于评估算法的全局探索能力与跳出局部最优的能力.
测试函数的信息如表 1所示. 

3.1.3    对比算法参数及实验设置

除了标准 DBO以外, 本文选取 3种被广泛应用的

优化算法以及 2 种最近提出的优化算法作为对比, 分
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别是: GWO[9]、WOA[10]、HHO[11]、SCSO[13]、SHO[14],
各算法参数均按对应原文设置, 如表 2所示.
  

表 1    测试函数表
 

函数 名称 维度 搜索空间 最优值 类型

F1 Sphere Function 30 [−100, 100] 0 单峰

F2 Schwefel’s Problem 2.22 30 [−10, 10] 0 单峰

F3 Schwefel’s Problem 1.2 30 [−100, 100] 0 单峰

F4 Schwefel’s Problem 2.21 30 [−100, 100] 0 单峰

F5 Rosenbrock’s Function 30 [−30, 30] 0 单峰

F6 Step Function 30 [−100, 100] 0 单峰

F7 Schwefel’s Problem 2.26 30 [−500, 500] −12 569.486 6多峰

F8 Penalized Function 1 30 [−50, 50] 0 多峰

F9 Foxholes Function 2 [−65.536, 65.536] 0.998 多峰

F10 Shekel’s Family 1 4 [0, 10] −10.153 2 多峰

F11 Shekel’s Family 2 4 [0, 10] −10.402 9 多峰

F12 Shekel’s Family 3 4 [0, 10] −10.536 4 多峰
 

在实验设置上, 所有算法迭代次数均为 500次, 种
群规模均为 30, 各独立运行 30 次. 采用平均值、标准

差作为算法性能评价标准, 其中, 均值越小表示算法收

敛精度越高, 标准差越小表示算法寻优越稳定. 为避免

单次运行的偶然性, 采用 30次独立运行的平均适应度

变化曲线反映各算法的收敛速度与寻优性能.
 
 

表 2    算法参数设置
 

算法 参数 参数设置

GWO[9] a收敛因子 [2, 0]
WOA[10] b对数螺旋常数 1
HHO[11] J跳跃强度 [0, 2]
SCSO[13] r灵敏度范围 [2, 0]
SHO[14] r1捕食成功率 0.9

DBO[15]

γ遇障概率 0.1
k偏转系数 0.1

u s常数 与 0.3, 0.5

MSDBO
γ遇障概率 0.5
k偏转系数 0.1

u s常数 与 2, 0.5
  

3.2   实验分析

实验结果如表 3所示, 平均适应度变化曲线如图 3
所示, 可以看出改进的蜣螂优化算法在 12个选定的标

准测试函数上的表现均优于其他对比算法.
 
 

表 3    与其他优化算法的对比结果
 

函数 指标 MSDBO DBO SHO SCSO HHO WOA GWO

F1
平均值 0 3.2588E–107 5.2929E–141 2.7096E–114 2.6295E–96 9.9211E–76 2.2211E–27
标准差 0 1.7823E–106 2.0303E–140 8.8291E–114 1.3739E–95 2.5879E–75 5.5254E–27

F2
平均值 0 1.0381E–60 4.0791E–78 2.3351E–60 7.0731E–49 1.3432E–51 7.4798E–17
标准差 0 4.8898E–60 1.1336E–77 7.6738E–60 3.8102E–48 3.1318E–51 4.5327E–17

F3
平均值 0 1.3859E–56 1.3707E–96 4.9692E–98 3.7786E–69 42 263.608 1 1.5933E–05
标准差 0 7.5907E–56 7.5058E–96 2.7162E–97 2.0696E–68 14 425.831 1 2.6779E–05

F4
平均值 0 5.777E–57 2.0365E–56 4.7602E–50 5.1024E–50 43.584 4 9.3607E–07
标准差 0 3.0126E–56 6.4732E–56 2.5625E–49 1.7071E–49 27.394 6 8.0325E–07

F5
平均值 2.5385E–05 25.752 3 28.161 8 28.085 1.0869E–02 27.922 5 26.978 8
标准差 1.1172E–04 1.9981E–01 4.0786E–01 9.2274E–01 1.1126E–02 4.7762E–01 7.1021E–01

F6
平均值 3.8142E–10 5.2634E–04 3.197 3 2.004 1 1.2965E–04 4.2478E–01 9.5069E–01
标准差 6.8838E–10 1.0661E–03 5.6947E–01 5.6575E–01 1.8468E–04 2.5401E–01 3.9586E–01

F7
平均值 −12 569.486 6 −8 343.187 9 −6 192.69 −6 667.888 5 −12 568.72 −10 628.561 −6 212.821 5
标准差 2.3661E–08 1 824.828 1 559.632 7 629.697 2 1.254 3 1 644.063 7 599.117 2

F8
平均值 2.9575E–11 1.8116E–04 2.7014E–01 9.8043E–02 7.9339E–06 2.166E–02 5.2687E–02
标准差 8.4855E–11 5.2449E–04 1.3728E–01 4.5424E–02 1.0323E–05 1.3299E–02 2.6221E–02

F9
平均值 0.998 1.295 7 4.652 5 4.136 3 1.328 2.574 3 5.110 3
标准差 1.7001E–16 6.967E–01 4.306 5 3.820 2 9.4661E–01 2.497 3 4.285 5

F10
平均值 −9.983 3 −7.272 7 −5.468 5 −5.519 5 −5.052 8 −8.531 5 −9.476 3
标准差 9.3076E–01 2.559 3 2.246 7 2.040 9 2.89E–03 2.530 3 1.750 4

F11
平均值 −10.225 8 −8.051 6 −5.732 9 −6.677 4 −5.228 5 −8.225 6 −10.146 7
标准差 9.7043E–01 2.769 5 2.414 2 2.791 6 7.9504E–01 2.901 7 1.394

F12
平均值 −10.356 1 −7.873 9 −5.667 1 −6.123 7 −5.291 6 −6.736 6 −10.264 3
标准差 9.8735E–01 3.207 7 2.074 6 2.579 8 9.162E–01 3.004 6 1.481 2

 

对于单峰测试函数而言, 在 F1–F4 上, MSDBO 可

以稳定地寻找到最优值 0, 从对应的迭代曲线上来看,

MSDBO 刚开始与其他算法性能相近, 当迭代进行到

100次左右, MSDBO能迅速地收敛到最优值 0, 而其他

算法往往一直到迭代结束仍未收敛到最优值 0, 这说

明MSDBO不易陷入局部最优并且具备较强的局部开
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发能力, 而其他算法因为局部开发能力较弱从而在局部

最优区域周围盲目开发陷入停滞; 在 F5与 F6上, MSDBO
与其他算法相比, 取得了更高的精度, 从变化曲线上可

以看出, 在 F5 上, 绝大多数算法在进行到第 100 次迭

代左右即陷入停滞, 而 MSDBO 在则迭代到第 400 次

左右才陷入停滞, 在 F6 上, 其他优化算法在迭代结束

前或早或晚都陷入了停滞或者以缓慢的速度收敛, 而
MSDBO直到 500次迭代结束仍有较大的寻优提升空间.
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图 3    平均适应度变化曲线

 

对于多峰测试函数而言, 在 F7及 F9–F12上, MSDBO
都取得了更优结果, 从变化曲线可以看出, 其中, MSDBO
在 F7 及 F10–F12 上收敛较其他算法快且没有出现明显

的停滞情况, 在 F9 上, 虽然出现了多次停滞, 但在每次

短暂的停滞之后总是能跳出局部最优, 并可以稳定地

寻找到最优解, 在函数 F8 上则取得了比其他算法更高

的精度且仍有继续寻优的空间.
综上, MSDBO在上述不同类型的基准测试函数上

的表现均优于对比算法. 

3.3   压力容器设计问题

为了验证MSDBO对现实中工程设计问题的优化

性能, 本文引入压力容器设计优化对算法进行测试, 各

参数不变, 记录各算法独立运行 30次所求得的最优解

及最优解对应的解决方案进行对比, 如表 4所示.
  

表 4    各算法求解压力容器设计问题的结果对比
 

算法 Ts(x1) Th(x2) R(x3) L(x4) f (x)

MSDBO 0.778 17 0.384 65 40.319 62 200.000 0 5 885.332 8
DBO 0.782 78 0.389 69 40.366 94 200.000 0 5 941.204 2
SHO 0.780 76 0.385 77 40.430 34 198.464 9 5 892.516 1
SCSO 0.778 53 0.386 09 40.327 00 199.897 5 5 891.095 1
HHO 0.824 91 0.406 61 42.529 20 171.371 0 5 993.066 9
WOA 0.859 76 0.443 19 44.411 61 149.936 6 6 119.828 7
GWO 0.780 60 0.386 49 40.426 47 198.726 4 5 898.400 4

 

Ts Th

R L

压力容器设计是一个经典的工程优化问题, 该问

题的目标是在圆柱形容器壁厚度 ( )、封头厚度 ( )、
容器内径 ( )、容器长度 ( ) 这 4 个变量在满足一定

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2024 年 第 33 卷 第 2 期

230 软件技术•算法 Software Technique•Algorithm

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


f g约束条件下总成本最小, 目标函数 、约束条件 及变

量范围如下:

x = [x1, x2, x3, x4] = [Ts,Th,R,L]

f (x) = 1.7781x2x2
3 +0.6224x1x3x4

+3.1661x2
1x4+19.84x2

1x3

g1(x) = 0.00954x3 ⩽ x2

g2(x) = 0.0193x3 ⩽ x1

g3(x) = x4 ⩽ 240

g4(x) = −3πx2
3x4−4πx3

3 ⩽ −3888000
0 ⩽ x1, x2 ⩽ 99 10 ⩽ x3, x4 ⩽ 200

通过对上述的压力容器优化设计问题的测试, 可
以看出本文算法在处理实际工程约束优化问题方面具

有一定的应用潜力. 

4   结论与展望

为克服标准 DBO 算法全局探索能力欠缺、收敛

精度低等问题, 提出了一种多策略改进的蜣螂优化算

法 (MSDBO). 首先提出并使用了一种社会学习策略引

导推球蜣螂进行位置更新, 提高了算法全局探索及跳

出局部最优的能力; 其次, 提出方向跟随策略建立起小

偷蜣螂与推球蜣螂之间的交互, 提高了算法的寻优精

度. 最后, 提出环境感知概率引导小偷蜣螂个体合理采

取方向跟随策略, 平衡了算法的性能与时间消耗. 通过

对 12个不同类型的基准测试函数的求解分析, 验证了

改进算法具有良好的寻优性能, 在压力容器设计问题

上的测试结果表明MSDBO在求解实际工程约束优化

问题上也有着良好的应用潜力. 未来工作是研究MSDBO
在聚类等问题中的应用.
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