
 

 

结合跳跃连接的多层图注意力网络会话推荐①
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摘　要: 基于会话的推荐旨在根据匿名用户的短期交互数据来预测用户下一次交互项目. 现有图神经网络会话推荐

模型大多在信息传播过程中平等对待所有邻居节点, 而没有区分他们对于中心节点的重要性, 从而给模型训练引入

噪声. 此外, 随着图神经网络层数的增加, 过度平滑问题会随之产生. 针对上述问题, 本文提出结合跳跃连接的多层

图注意力网络会话推荐模型 (MGATSC). 首先利用图注意力网络学习邻居节点对于中心节点的重要性, 并堆叠多

层网络以获取高阶邻居信息; 然后为了缓解过度平滑问题, 采用基于残差注意力机制的跳跃连接更新每层网络的节

点嵌入, 并通过平均池化得到最终节点嵌入. 最后将反向位置嵌入融合到节点嵌入中, 经过预测层生成推荐. 在
Tmall、Diginetica以及 Retailrocket这 3个公开数据集上的实验结果表明所提模型优于所有基线模型, 验证了模型

的有效性与合理性.
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Abstract: Session-based recommendation aims to predict the next interaction item for anonymous users based on short-
term interaction data. Most of the existing graph neural network session recommendation models treat all neighboring
nodes equally during information propagation without distinguishing their importance to the central node, which
introduces noise into the model training. In addition, the problem of over-smoothing arises as the number of layers of
graph neural networks increases. To address these issues, a model named multi-layer graph attention network with skip
connection for session-based recommendation (MGATSC) is proposed. Firstly, the graph attention network is used to
learn the importance of neighboring nodes to the central node, and multiple networks are stacked to obtain high-order
neighbor information. Then, to alleviate the over-smoothing problem, a skip connection based on the residual attention
mechanism is used to update the node embeddings of each network layer, and the final node embedding is obtained
through average pooling. Finally, the reverse positional embedding is fused into the node embedding, and recommen-
dations are generated through the prediction layer. Experimental results on three public datasets, Tmall, Diginetica, and
Retailrocket, demonstrate that the proposed model outperforms all baseline models, which validates the effectiveness and
rationality of the model.
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在信息爆炸的数字经济时代, 推荐系统在缓解信

息过载方面正发挥着越来越重要的作用[1]. 其能够为用

户呈现个性化信息, 帮助用户做出更有效的选择和决

策, 从而提升用户体验. 大多数推荐方法假设用户信息

及其长期历史交互可以获取[2], 然而在许多实际场景

中, 比如线上购物平台或流媒体平台在用户未登入的

情况下是无法获取用户信息及其长期历史交互的, 而
只能利用匿名用户的短期会话数据. 在此情形下, 这些

推荐方法表现不是非常理想. 因此, 基于会话的推荐受

到了研究者们的广泛关注, 其旨在研究如何根据匿名

用户的短期会话数据预测用户下一次交互项目[3].
基于会话的推荐早期使用马尔可夫链从会话数据

中挖掘时序信息[4]. 随着深度学习成为主流建模技术,
循环神经网络 (recurrent neural network, RNN) 被用于

对序列数据模式进行建模并成为会话推荐的主流方法[5].
近期, 图神经网络 (graph neural network, GNN)由于出

色的建模复杂项目转换的能力而被引入会话推荐中,
并取得了比基于 RNN 的会话推荐模型更好的推荐性

能[6]. 虽然现有图神经网络模型取得了不错的推荐效

果, 但仍然存在不足: ① 在聚合邻居节点嵌入用于更新

中心节点嵌入的信息传播过程中, 这些模型给予所有

邻居节点相同权重而没有区分它们对于中心节点的重

要性, 从而给模型训练引入噪声. 例如, 假设中心节点

Airpods有 iPhone、iPad以及衣服 3个邻居节点. 这些

模型在更新 Airpods嵌入的过程中, 给予 3个邻居节点

相同权重 .  但实际上用户的偏好在于电子产品 ,
iPhone、iPad与 Airpods关联度较高, 应给予较大权重.
而衣服可能是用户误点击形成的噪声, 权重应该较小.
② 虽然这些模型都通过堆叠多层图神经网络获取高阶

邻居信息, 但他们忽略了因此产生的过度平滑问题, 即
随着网络层数的增加, 节点嵌入会趋向于类似变得难

以区分.
为了解决上述问题, 文中提出结合跳跃连接的多

层图注意力网络会话推荐模型 (mult i- layer graph
attention network with skip connection for session-based
recommendation, MGATSC). 首先利用图注意力网络

(graph attention network, GAT)在信息传播过程中学习

邻居节点对于中心节点的重要性以减少噪声引入, 并
通过堆叠多层网络获取高阶邻居信息. 其次为了缓解

过度平滑问题, 使用基于残差注意力机制的跳跃连接

更新每层网络的节点嵌入以更好地保留节点的低阶与

高阶信息, 并通过平均池化得到最终节点嵌入. 最后融

合节点嵌入与反向位置嵌入, 经过预测层生成推荐列表.
本文的主要贡献如下.
(1) 利用图注意力网络为不同邻居节点分配不同

权重以减少噪声对模型的影响.
(2) 通过基于残差注意力机制的跳跃连接更好地

保留节点的低阶与高阶信息, 以缓解网络层数增加引

起的过度平滑问题.
(3) 在 Tmall、Diginetica与 Retailrocket这 3个公

开数据集上进行实验, 结果表明所提模型优于所有基

线模型, 验证了本模型的有效性和合理性. 

1   研究进展 

1.1   传统会话推荐

早期的会话推荐利用马尔可夫链从会话数据中获

取时序信息. 马尔可夫链假设用户基于前一次交互做

出下一次交互 ,  但这种假设可能会限制推荐的准确

性[7]. Zimdars 等人[8]研究了基于马尔可夫链的时序数

据顺序, 并使用概率决策树建模项目间转换模式. Shani
等人[9]利用马尔科夫决策过程 (Markov decision process,
MDP)对项目之间的转换概率进行建模. Rendle等人[10]

提出 FPMC 模型, 通过基于矩阵分解和一阶马尔可夫

链相结合的混合方法获取顺序模式和长期用户偏好以

进行推荐. 虽然基于马尔可夫链的方法较为简单高效,
但其仅对两个相邻项目间的顺序转换进行建模, 模型

推荐性能表现仍然欠足. 

1.2   基于循环神经网络的会话推荐

随着深度学习的发展, 循环神经网络凭借其出色

的建模序列数据的能力成为会话推荐的主流方法, 并
在会话推荐场景中取得优异效果[11]. 但当顺序转换不

是影响用户偏好的唯一因素时, 基于 RNN的会话推荐

模型就不能有效捕捉用户偏好. Hidasi 等人[12]提出的

GRU4Rec是第 1个采用 RNN对会话进行建模的模型.
该模型引入考虑项目顺序的排名损失函数以及同时考

虑多个会话的并行小批量训练, 从而提升推荐准确性.
Tan 等人[13]通过序列预处理以及嵌入丢弃策略实现数

据增强, 从而防止过拟合并进一步提升基于 RNN模型

的性能. Li等人[14]提出的 NARM模型使用了一种基于

注意力机制的混合编码器对用户的顺序行为进行建模

以及捕捉当前会话中用户的主要偏好. 并且使用双线

性匹配方案计算每个候选项目的推荐得分. Liu等人[15]
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提出的 STAMP 模型利用注意力机制分别从当前会话

的长期记忆和短期记忆中获取长期偏好和短期偏好.
然而与基于马尔可夫链的方法类似, 这些基于 RNN的

模型侧重于建模相邻项目间的顺序转换, 而不擅长捕

捉复杂的项目转换模式. 

1.3   基于图神经网络的会话推荐

最近, 图神经网络在建模复杂的项目转换模式方

面展现出前所未有的高效性. 具体说, 图神经网络能够

迭代聚合邻居节点的特征信息并在信息传播过程中将

聚合信息与当前的中心节点嵌入相结合, 从而增强中

心节点嵌入[16]. 由于会话可以表示成图结构, 基于 GNN
的会话推荐模型不断涌现. Wu 等人[17]提出 SR-GNN
模型, 使用门控图神经网络 (gated graph neural network,
GGNN)传播会话图中的信息以学习项目嵌入. 然后根

据每个项目和最后一个项目的相关性计算注意力权重,
并将每个学习到的项目嵌入与注意力权重相结合获得

具有代表性的会话嵌入. 随着 SR-GNN模型取得成功,
一些变体也被提出用于会话推荐, 例如 GC-SAN[18]模

型. 其动态构建会话图, 并使用自注意力网络通过图信

息聚合捕捉会话图中项目之间的依赖关系. Yu等人[19]

提出 TA-GNN 模型, 通过考虑给定目标项目的历史行

为相关性自适应激活用户偏好, 从而进一步改善会话

嵌入. 但这些模型在信息传播过程中并没有区分邻居

的重要性, 而是给予它们相同权重. 同时也没有考虑堆

叠多层网络所引起的过度平滑问题. Qiu 等人[20]提出

FGNN 模型, 采用多头注意力机制学习项目嵌入以捕

捉项目转换模式的内在顺序, 并使用读取函数聚合学

习到的项目嵌入生成最终的会话嵌入. Wang 等人[21]

提出的 GCE-GNN 模型利用了来自其他会话的信息,
通过构建会话图和全局图以分别获取项目的会话级和

全局级嵌入, 并使用软注意力机制聚合这两种级别的

项目嵌入. 虽然它们取得了不错的推荐性能, 但过度平

滑问题对模型产生了负面影响, 模型性能还有待改进

提升. 

2   结合跳跃连接的多层图注意力网络会话推

荐模型

先前的图神经网络会话推荐模型大多在信息传播

过程中赋予邻居节点相同权重而没有区分它们的重要

性, 此外在网络层数增加所引发的过度平滑问题方面有

待改进提升. 为了缓解这两个问题, 文中提出MGATSC
模型. 其框架如图 1所示. 该模型利用图注意力网络区

分邻居节点的贡献, 并使用基于残差注意力机制的跳

跃连接缓解多层网络堆叠引发的过度平滑问题, 从而

提升模型性能. MGATSC 模型主要分为会话图构建、

项目嵌入学习、会话嵌入学习以及预测层 4 个部分.
本节首先对会话推荐任务以及相关符号进行定义, 然
后再分别介绍模型的 4个部分.
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图 1    MGATSC模型框架

 
 

2.1   任务描述

V = {v1,v2, · · · ,vn}
n s =

{v1,v2,v3, · · · ,vm}
vk ∈ V (1 ⩽ k ⩽ m) s k

m vi ∈ V d

h(l)
i ∈ Rd vi l

h(0)
i vi

s vm+1

令 代表所有会话中不重复项目

的集合 ,   代表项目数量 .  每个会话表示成序列

, 由按交互时间排序的一系列项目组

成.  代表会话 中匿名用户的第 个交

互项目,  代表会话长度. 将项目 嵌入到 维向量

空间中并用 代表 在第 层网络的嵌入, 其中

代表项目 的随机初始化嵌入. 会话推荐的任务是

根据会话 预测匿名用户下一次交互项目 . 会话序

s ŷ = [ŷ1, ŷ2,

ŷ3, · · · , ŷn] ŷi (1 ⩽ i ⩽ n) vi

K (1 ⩽ K ⩽ n)

列 作为模型的输入, 输出为一个概率列表

.  表示用户下一次与项目 交互

的概率. 模型最终选取交互概率最高的 个

项目推荐给用户. 

2.2   会话图构建

s

Gs = (Vs,Es) Vs ⊆ V s

将会话序列构建成会话图的目的是通过图神经网

络处理会话, 从而对会话中包含的复杂项目转换模式

进行建模. 参照文献[21], 本文将会话序列 构建成有向

图 ,  表示会话 中不重复交互项目的
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Es (vi,v j) ∈ Es

vi,v j

集合,  代表会话图中边的集合, 边 表示用

户先后与项目 进行交互. 在实际场景中由于匿名

用户可能多次点击同一个项目, 所以会话图中的节点

均添加了自循环边.
vi

v j rin rout rin-out rself

(vi,v j) rin v j vi rout vi

v j rin-out vi v j rself

s = [v1,v4,v3,v4,v2]

会话图中存在 4种类型的边, 分别对应于项目 与

的 4 种不同的连接关系, 即 ,  ,  以及 .
对于边 ,   为 指向 的有向边 ,   为 指向

的有向边,  为 与 的双向边,  为自循环边.
以会话 为例, 会话图如图 2所示.
 
 

v1 v4 v4 v2

v2

v4v1 v3v3

 
图 2    会话图

  

2.3   项目嵌入学习 

2.3.1    多层图注意力网络

v2 h(2)
2

h(2)
2 v2

v2 v4 v2 v4

(v1,v2,v3,v4) v2 (v2,v4)

由于邻居节点具有不同的重要性, 因此在构建会

话图之后, 文中利用图注意力网络学习会话图中的节

点嵌入. 图注意力网络假设邻居节点对于中心节点的

重要性既不相同, 也不由图结构预先确定[22]. 因此将注

意力机制引入图神经网络中以区分邻居节点的贡献,
并通过聚合邻居信息更新中心节点嵌入从而实现节点

间的信息传播. 图 3 展示了一个双层图注意力网络如

何通过信息传播计算图 2中节点 的最终嵌入 . 嵌

入 的计算基于节点 的所有一阶与二阶邻居. 节点

的一阶邻居为 及其 本身, 二阶邻居为 的一阶

邻居 与 的一阶邻居 .
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图 3    信息传播过程

 

s vi

对于信息传播的实现过程, 首先利用注意力机制

计算当前会话 中每个项目 的邻居的重要性:

ei j = LeakyReLU
(
aT

ri j

(
h(l−1)

i ⊙ h(l−1)
j

))
(1)

ei j v j vi其中,  表示邻居项目 对于中心节点 的重要性并选

LeakyReLU h(l−1)
i vi l−1

ri j vi v j a∗ ∈ Rd

ain, aout, ain-out, aself

Softmax ei j

择 作为激活函数,  为项目 在第 层

网络的嵌入,  表示 与 的连接关系.  为可学

习的权重向量. 针对 4种不同的连接关系, 训练 4种不

同的权重向量, 即 . 接着, 为便于对

比不同项目间的注意力权重, 使用 函数对 做

归一化处理:

αi j =
exp
(
LeakyReLU

(
aT

ri j

(
h(l−1)

i ⊙ h(l−1)
j

)))∑
vk∈Nvi

exp
(
LeakyReLU

(
aT

rik

(
h(l−1)

i ⊙ h(l−1)
k

)))
(2)

αi j vi v j

Nvi

vi

vi vi

v j ∈ Nvi vi l

h(l)
i

其中, 注意力系数 是不对称的, 因为项目 与 具有

不同的邻居, 所以它们对彼此的贡献是不同的.  表

示项目 的一阶邻居 (因为节点有自循环边, 所以一阶

邻居包含 自身). 最后, 通过加权聚合 本身及其所有

一阶邻居 的嵌入得到项目 在第 层网络的嵌

入 , 其包含自身及其邻居项目的特征信息:

h(l)
i =

∑
v j∈Nvi

αi jh(l−1)
j

(3)

上述方法自适应地为邻居项目分配合适的权重,
能够在信息传播过程中减少噪声的引入. 同时通过堆

叠多层网络, 帮助每个节点获取到更高阶邻居的信息

而不是像传统方法那样只能获取一阶邻居的信息, 使
得模型能够更高效地对会话图中复杂的项目转换模式

进行建模. 

2.3.2    跳跃连接

l

l

s

vi l h(l)
i

通过堆叠多层网络, 每个节点都能获取到高阶邻

居信息, 帮助模型更好地建模高阶图结构. 然而堆叠层

数太多会使节点嵌入变得过度平滑, 不同节点会具有

相似的嵌入, 导致性能下降. 为了缓解这个问题, 模型

利用基于残差注意力机制的跳跃连接将 层与上一层

的节点嵌入进行加权聚合以更新 层的节点嵌入. 由此,
节点可以更好地保留低阶与高阶信息. 对于会话 中的

任意项目 , 其 层嵌入 的更新过程如下:

βi =W1(σ(W2h(l−1)
i +W3h(l)

i )) (4)

h(l)
i = βih(l−1)

i + (1−βi)h(l)
i (5)

W1 ∈ Rd、W2,W3 ∈ Rd×d σ

vi

vi hi

其中,  为可训练参数,  为 Sig-
moid 激活函数. 最后, 通过对项目 在每一层网络的嵌

入进行平均池化得到 的最终嵌入 :

hi =
1

L+1

∑L

l=0
h(l)

i (6)
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L其中,  为图神经网络的堆叠层数. 

2.4   会话嵌入学习

s s

P = [p1, p2,

p3, · · · , pm]

基于学习到的项目嵌入, 接下去介绍如何获得会

话 的嵌入. 对于会话 , 不同位置的项目对下一次预测

的贡献是不同的. 一般而言, 会话中位置越靠后的项目

越能代表用户当前偏好, 即它们对于推荐的重要性更

大. 虽然多层神经网络使模型能够获取会话图的高阶

结构信息, 但无法对项目的位置信息进行编码. 位置嵌

入是 Transformer[23]中引入的一项有效技术, 能够记忆

项目位置信息. 因此, 通过可学习的位置矩阵

将反向位置嵌入与学习到的项目嵌入相结合:

zi = hi+ pm−i+1 (7)

zi ∈ Rd vi pi ∈ Rd

i m s

其中,  为融合了位置信息的项目 的嵌入, 

代表位置 的嵌入,  代表当前会话 的长度.
s

s

会话嵌入通过聚合会话 中所有项目的嵌入获得.
由于不同项目具有不同优先级, 因此使用软注意力机

制计算会话 的嵌入, 并应用 dropout 技术[24]防止模型

过拟合:

µi = qTσ(W4zi+W5hs+ b) (8)

S =
m∑

i=1

µizi (9)

S = dropout(S) (10)

q, b ∈ Rd、W4,W5 ∈ Rd×d µi

hs ∈ Rd s

其中,  用于学习项目权重 的

可训练参数.  通过平均会话 中所有项目的嵌入

得到, 即:

hs =
1
m

m∑
i=1

hi (11)

S s会话嵌入 由当前会话 中的所有项目构建而成,
其中每个项目的贡献不仅取决于会话图中的信息, 而
且还由其在会话中的位置确定. 

2.5   预测层

S vi ∈ V

h(0)
i vi

Softmax

在获得会话嵌入 后, 将其与候选项目 的初

始嵌入 做点积 ,  得到 的推荐分数 ,  并对其应用

函数:

ŷi = Softmax(STh(0)
i ) (12)

ŷi vi其中,  表示用户下一次交互的项目是 的概率. 损失

函数定义为预测值与真实值的交叉熵函数:

L = −
n∑

i=1

yi log(ŷi)+ (1− yi) log(1− ŷi) (13)

图 4展示了MGATSC模型分别在 Tmall、Digine-
tica和 Retailrocket这 3个数据集上进行训练时的损失

收敛曲线. 其中 loss 值的含义为每个训练轮次的平均

批处理损失.
 
 

10

8

6

L
o
ss

4

2

0
3 5 7 9

Epoch
11 13 15 17 191

Tmall  Diginetica Retailrocket

 
图 4    损失收敛曲线

  

3   实验与分析 

3.1   数据集与预处理

本文在 Tmall、Diginetica 以及 Retailrocket 这
3个公开数据集上对所提模型MGATSC进行验证. Tmall
数据集包含匿名用户在天猫线上购物平台上的消费日

志, 来源于 IJCAI-15 竞赛. Diginetica 数据由一系列的

交易数据组成, 来源于 CIKM Cup 2016. Retailrocket为
一家电子商务公司发布的 Kaggle 竞赛数据集, 其中包

含用户在 6个月内的浏览活动.

s = {v1,v2,v3, · · · ,vm}
([v1],v2), ([v1,v2],v3), · · · , ([v1,v2,vm−1],

vm)

实验参照文献[17, 18]对 3 个数据集进行预处理.
具体而言, 将 3 个数据集中长度为 1 的会话以及出现

次数小于 5次的项目过滤. 最新的数据 (比如上周的数

据)作为测试集, 其余数据则作为训练集. 此外, 通过对

会话序列 进行分割, 生成多个具有相

应标签的子序列

.  经过预处理后 ,  3 个数据集的相关信息如表 1
所示.
 
 

表 1    数据集信息
 

数据集 Tmall Diginetica Retailrocket
训练会话数量 351 268 719 470 433 648
测试会话数量 25 898 60 858 15 132
项目数量 40 728 43 097 36 968

会话平均长度 6.69 5.12 5.43
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3.2   评价指标

参照文献[15,17], 实验选取 P@K (precision) 与
MRR@K (mean reciprocal rank) 两种指标评估模型有

效性. P@K 用于度量预测精准度, 表示交互概率最高

的前 K 个推荐项目中正确推荐的项目所占比例. P@K
不考虑项目的实际排名, 而只关注项目是否在前 K 个

推荐项目中; 而 MRR@K 考虑了项目排名, 表示正确

推荐项目的倒数排名的平均值. MRR值越大表示项目

排名越靠前, 推荐效果越好. 如果排名大于 K, 则倒数

排名设置为 0. 本实验 K 取 10和 20. 

3.3   基线模型

为了评估MGATSC模型的推荐性能, 将其与以下

基线模型作对比.
(1) FPMC[10]: 一种基于矩阵分解与马尔可夫链的

序列方法, 其根据顺序行为预测下一次交互项目. 为了

使其适用于会话推荐, 模型在计算推荐分数时不考虑

用户的潜在嵌入.
(2) GRU4Rec [12]: 一种基于循环神经网络的模

型, 其采用门控循环单元对匿名用户的会话序列进行

建模.
(3) NARM[14]: 一种基于 RNN的模型, 其通过注意

力机制获取用户主要意图, 并结合顺序行为特征生成

推荐.
(4) STAMP[15]: 使用注意力层代替 RNN 编码器,

并利用自注意力机制提升会话推荐的性能.
(5) SR-GNN[17]: 利用门控图神经网络获得项目嵌

入, 并采用软注意力机制计算会话嵌入.
(6) GCE-GNN[21]: 首个利用当前会话之外的其他

会话信息生成全局级项目嵌入, 以提升模型性能.
(7) S2-DHCN[25]: 通过构建两种不同类型的超图学

习会话内与会话之间的信息, 并利用自监督学习缓解

会话数据稀疏性, 提升模型性能. 

3.4   参数设置

{64,128,256,

512} {1,2,3,4,5,6}
{0,0.1,0.2, · · · ,0.8}

嵌入维度设置为 100, 批处理大小从

中选取, 图注意力网络的堆叠层数从

中选择, dropout 率从 中选取. 使用初

始学习率为 0.001的 Adam优化器优化模型参数, 每迭

代 3次学习率衰减 0.1. 正则化系数 L2设为 10−5. 所有

参数使用均值为 0、标准差为 0.1 的高斯分布进行初

始化. 并从训练集中随机抽取 10%作为验证集. 

3.5   实验结果与分析

表 2记录了所提模型与所有基线模型在 3个公开

数据集上的实验结果. 每一列的最优结果用粗体标注,
次优结果用下划线标注. 提升率是通过计算 MGATSC
模型与最优基线模型的性能差值除以后者性能得到的.
对于各种指标, MGATSC 模型在 3 个数据集上均取得

了最好的表现, 这证明了所提模型的有效性. 观察表 2
可以得出如下结果.

 
 

表 2    性能比较 (%)
 

Model
Tmall Retailrocket Diginetica

P@10 MRR@10 P@20 MRR@20 P@10 MRR@10 P@20 MRR@20 P@10 MRR@10 P@20 MRR@20
FPMC 13.10 7.12 16.06 7.32 25.99 13.38 32.37 13.82 15.43 6.20 26. 53 6.95

GRU4REC 9.47 5.78 10.93 5.89 38.35 23.27 44.01 23.67 17.93 7.33 29.45 8.33
NARM 19.17 10.42 23.30 10.70 42.07 24.88 50.22 24.59 35.44 15.13 49.70 16.17
STAMP 22.63 13.12 26.47 13.36 42.95 24.61 50.96 25.17 33.98 14.26 45.64 14.32
SR-GNN 23.41 13.45 27.57 13.72 43.21 26.07 50.32 26.57 36.86 15.52 50.73 17.59
GCE-GNN 28.01 15.08 33.42 15.42 — — — — 41.16 18.15 54.22 19.04
S2-DHCN 26.22 14.60 31.42 15.05 46.15 26.85 53.66 27.30 40.21 17.59 53.66 18.51
GMATSC 31.28 16.48 36.78 16.84 47.18 28.39 54.60 28.92 41.49 18.34 54.63 19.25

Improvement 11.67 9.28 10.05 9.21 2.23 5.74 1.75 5.93 0.80 1.05 0.76 1.10
 

(1) 传统会话推荐模型 (FPMC)的性能在所有基线

模型当中竞争力不足, 这是因为其仅考虑相邻项目间

的顺序转换而忽略了会话中包含的时序信息. 而所有

基于神经网络的模型 (除 FPMC 之外) 的性能均优于

传统模型, 这表明深度学习在会话推荐领域的优越性.
(2) 与不考虑时序信息的传统会话推荐模型相比,

考虑时序信息的深度学习模型 (GRU4Rec、NARM、

STAMP) 推荐性能表现较为优秀, 说明在会话推荐中

捕获项目间顺序依赖的重要性. 此外, 在基于 RNN 的

模型中, NARM 与 STAMP 的性能优于 GRU4Rec. 这
是因为 NARM与 STAMP不仅使用 RNN建模顺序行

为, 而且在学习会话嵌入时利用注意力机制学习每个

项目的重要性, 从而提升了推荐效果. 然而仅使用门控

循环单元 (gated recurrent unit, GRU)的 GRU4Rec只考
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虑了顺序行为, 难以处理用户偏好的变化. 这说明仅使

用 RNN学习会话嵌入可能会导致推荐偏差, 也证明区

分当前会话中不同项目的重要性有助于更准确地获取

用户偏好.
(3) 表 2 中所有基于 GNN 的模型 (SR-GNN, S2-

DHCN, GCE-GNN) 的性能要优于基于 RNN 的模型,
表明 GNN能更有效地对会话数据进行建模, 捕获更复

杂的项目转换关系. 其中, GCE-GNN与 S2-DHCN的表

现优于 SR-GNN 模型. GCE-GNN 通过构建局部会话

图和全局会话图以分别获取会话级和全局级信息. S2-
DHCN通过构建两种类型的超图以学习会话内与会话

之间的信息. 然而 SR-GNN仅基于当前会话进行建模.
这说明利用其他会话捕获不同层级的信息有助于更精

确的学习用户意图与偏好. 与 GCE-GNN相比, S2-DHCN
在 Tmall和 Diginetica数据集上的表现较差, 说明自监

督学习在提升会话推荐效果方面存在着局限性, 而融

合来自其他会话的信息则更为有效. 虽然 GCE-GNN
取得了不错的性能, 但由于其复杂的模型结构, 在运行

Retailrocket数据集时出现内存不足的问题.
(4) 所提模型MGATSC利用图注意力网络在信息

传播过程中自适应学习每个邻居的重要性从而减少模

型训练过程中噪声的引入, 并通过堆叠多层网络获取

会话图的高阶结构信息. 同时采用基于残差注意力机

制的跳跃连接缓解过度平滑问题 ,  进而提升推荐效

果. 与最优基线模型相比, MGATSC 在 Tmall 数据集

上 P@20 与 MRR@20 分别提升 10.05% 和 9.21%; 在
Diginetica 数据集上, P@20 与 MRR@20 分别提升

0.76% 与 1.10%. 在 Retailrocket 数据集上, P@20 与

MRR@20分别提升 1.75%和 5.93%. 可以看出, MGATSC
模型性能在 3 个数据集上优于所有基线模型. 尤其是

在 Tmall 数据集上 ,  其表现优势较为明显 ,  验证了

MGATSC模型的有效性和合理性. 

3.6   消融实验

在本节, 为了探究模型中各个组件的贡献, 本文设

计了MGATSC模型的 4种变体与其自身进行对比实验.
(1) MGATSC-GGNN: 用门控图神经网络代替图

注意力网络学习会话中的项目嵌入, 在信息传播过程

中不对邻居的重要性进行区分.
(2) MGATSC-NSC: 移除基于残差注意力机制的

跳跃连接, 忽略过度平滑问题.
(3) MGATSC-NP: 移除反向位置嵌入, 不考虑位置

信息.
(4) MGATSC-NA: 移除软注意力机制并将会话中

所有项目的平均嵌入作为会话嵌入.
对比实验的结果如表 3 所示. 从中可以看出: (1)

MGATSC-GGNN 的效果差于 MGATSC, 这是因为

GGNN 在信息传播过程中平等对待邻居节点, 从而引

入噪声误导模型, 使得模型不能有效学习项目嵌入. 而
图注意力网络能够为邻居节点自适应分配合适的权重,
这表明在信息传播过程中区分邻居节点的重要性是很

有必要的. (2)在移除跳跃连接后模型性能出现了下降,
说明跳跃连接能够缓解堆叠多层图注意力网络所引发

的节点嵌入过度平滑问题, 从而提升模型性能. (3) 当
项目嵌入不与反向位置嵌入融合时模型性能出现了下

滑, 说明反向位置嵌入能够为模型提供有效的位置信

息, 从而提升推荐效果. (4) 将平均项目嵌入作为会话

嵌入时, 模型性能出现了极大下降, 这表明在生成会话

嵌入时利用注意力机制区分不同项目优先级的必要性.
  

表 3    消融实验 (%)
 

Model
Tmall Diginetica Retailrocket

P@20 MRR@20 P@20 MRR@20 P@20 MRR@20
GGNN 30.84 16.15 52.32 17.96 49.68 26.26
NSC 36.65 16.59 54.47 18.95 54.45 28.59
NP 33.73 13.94 48.66 16.68 48.63 25.50
NA 15.66 10.54 35.67 11.91 31.52 15.91

MGATSC 36.78 16.84 54.63 19.25 54.60 28.92
  

3.7   聚合操作的影响

hi pm−i+1

hi pm−i+1

为了探究项目嵌入 与反向位置嵌入 的不

同聚合操作对模型性能的影响, 本文选择了 5 种不同

的聚合操作在 3 个数据集上进行实验. (1) 求和池化,
即式 (7). (2) 均值池化是求和池化的特殊表现形式, 其
在求和的基础上进行平均. (3) 最大池化, 在每个维度

上取两种嵌入的最大值. (4)拼接, 对 与 进行拼

接, 即:

zi = M(hi||pm−i+1) (14)

M ∈ Rd×2d hi

pm−i+1

其中,  为可训练参数. (5) 门控融合, 对 与

使用线性插值, 即:

ci = σ(Whhi+Wp pm−i+1) (15)

zi = cihi+ (1− ci)pm−i+1 (16)

Wh,Wp ∈ Rd×d ci其中,  为可训练参数,  用于平衡两个嵌

入的重要性.
实验结果如表 4所示. 从中可以看出, 求和池化和
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均值池化的性能优于其他聚合操作. 最大池化也展现

出不错的效果, 这源于其相对较高的计算效率以及能

较为有效地捕获最重要的信息. 门控融合通过注意力

机制为项目嵌入和位置嵌入分配合适的权重, 也有不

错的表现. 但可能由于参数较多导致过拟合, 其性能差

于求和池化. 拼接的性能是最差的, 可能是由于简单的

整体平滑无法对两种嵌入进行有效融合. 

3.8   网络层数的影响

{1,2,3,4,5,6}
为了研究图注意力网络堆叠层数对模型性能的影

响, 实验将网络层数设置为 . 从图 5 可以

看出, 对于 Tmall 数据集, 随着层数的增加模型性能存

在较大波动, 当层数为 6时模型取得最好性能; 而对于

Diginetica 数据集, 模型性能则较为稳定, 层数为 2 时

性能达到最佳. 当层数大于 2时性能逐渐下降, 这是因

为随着堆叠层数的增加, 过度平滑问题随之产生.
 
 

表 4    聚合操作的影响 (%)
 

聚合操作
Tmall Diginetica Retailrocket

P@20 MRR@20 P@20 MRR@20 P@20 MRR@20
最大池化 36.03 16.37 54.05 19.03 53.83 28.46
拼接 29.75 13.27 52.92 17.67 53.84 28.21

门控融合 35.93 16.44 54.36 19.02 54.31 28.48
均值池化 36.40 16.48 54.56 19.10 54.10 28.82
求和池化 36.78 16.84 54.63 19.25 54.60 28.92
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图 5    网络层数的影响

 
 

3.9   dropout 比例的影响

p

p {0,0.1,0.2, · · · ,0.8}

为了防止模型过拟合, 文中采用了 dropout 正则化

技术. 该技术已被证明在包括图神经网络在内的各种

神经网络架构中有效[26,27]. dropout 的核心思想是在训

练过程中以概率 随机丢弃神经元, 而在测试时则使用

所有神经元 .  本文将 设置为 并在

3个数据集上进行实验. 实验结果如图 6所示, 当 dropout
率较小时, 模型在 3个数据集上均表现不佳, 因为容易

出现过拟合的情况. 当 dropout 率在 Diginetica、Retail-
rocket、Tmall上分别设置为 0.2, 0.2和 0.3时, 模型效

果最好. 然而随着 dropout 率继续增加模型性能开始衰

退, 这是因为模型很难通过有限的神经元从数据中学习.
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图 6    dropout 率的影响

 
 

3.10   模型复杂度分析

为了探究模型的复杂度, 本节从时间和空间两个

方面对模型进行分析. 模型MGATSC的时间复杂度主

m d

L

要集中在多层图注意力网络、跳跃连接以及注意力机

制 3个部分. 设会话长度为 , 嵌入维度为 , 图注意力

网络层数为 . 则多层图注意力网络部分的时间开销为
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O(Lm2d) O(md2)

O(md)

O(Lm2d+md(d+1)) = O(Lm2d+md2)

, 跳跃连接部分的时间开销为 , 注意力

机制部分的时间开销为 . 因此, 模型的时间复杂

度为 . 可以看出模

型的时间复杂度主要与会话长度、嵌入维度以及网络

层数有关. 表 5 展示了 MGATSC 模型与基线模型在

Tmall和 Diginetica两个数据集上的平均每轮次训练时

间. 从表 5 可以看出, MGATSC 模型的平均每轮次训

练时间基本短于所有基线模型, 训练效率更高. 同时,
GCE-GNN 和 S2-DHCN 的平均训练时间比 MGATSC
长得多, 原因是 GCE-GNN和 S2-DHCN均依赖于由全

部会话序列构成的完整图结构, 模型计算量较大. 而
MGATSC 模型仅通过当前会话序列形成的会话图进

行学习, 计算量较小.
同时为了探究模型的空间复杂度, 本文从模型的

参数量以及大小两个维度进行分析. 从表 5 可以看出,
MGATSC 模型的参数量、大小与基线模型几近相当.
这说明MGATSC模型在提升推荐性能的同时, 并没有

产生较多的额外开销.
 
 

表 5    复杂度分析
 

模型

Tmall Diginetica
平均训练

时间 (s)
参数量

模型大

小 (MB)
平均训练

时间 (s)
参数量

模型大

小 (MB)
SR-GNN 147 4 234 300 16.15 331 4 471 300 17.06
GCE-GNN 325 4 173 800 15.92 1203 4 410 800 16.83
S2-DHCN 781 4 133 000 15.77 1731 4 370 000 16.67
MGATSC 253 4 173 600 15.92 322 4 410 600 16.83

 

综合来看, MGATSC 模型较为轻便高效, 适用于

用户偏好更多地取决于短期交互数据而非长期历史交

互数据的场景. 比如某用户近期需要购买苹果手机及

相关配件. 同时该用户是一名经常在电商平台上购买

各类服饰的穿搭爱好者. 在这种情况下, 该用户过往的

交互数据并不能产生合适的推荐, 而只能依靠用户浏

览苹果手机及相关配件的短期交互数据进行推荐. 

4   结语

先前的图神经网络会话推荐模型大多在信息传播

过程中赋予邻居节点相同权重而没有区分它们的重要

性, 此外在网络层数增加所引发的过度平滑问题方面

有待改进提升. 针对这两个问题, 文中提出结合跳跃连

接的多层图注意力网络会话推荐模型 MGATSC. 该模

型通过图注意力网络自适应学习邻居节点的重要性,
减少噪声引入. 并利用基于残差注意力机制的跳跃连

接更有效地保留节点的低阶与高阶信息, 从而缓解过

度平滑问题. 文中通过消融实验验证了图注意力网络

在区分邻居节点贡献时发挥了重要作用, 且跳跃连接

能够较为有效地缓解过渡平滑问题. 通过对比实验表

明MGATSC模型的性能优于 S2-DHCN, GCE-GNN等

主流基线模型, 验证了模型的有效性与合理性.
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