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摘　要: 联邦学习是一种分布式机器学习方法, 它将数据保留在本地, 仅将计算结果上传到客户端, 从而提高了模型

传递与聚合的效率和安全性. 然而, 联邦学习面临的一个重要挑战是, 上传的模型大小日益增加, 大量参数多次迭

代, 给通信能力不足的小型设备带来了困难. 因此在本文中, 客户端和服务器被设置为仅一次的互相通信机会. 联邦

学习中的另一个挑战是, 客户端之间的数据规模并不相同. 在不平衡数据场景下, 服务器的模型聚合将变得低效. 为
了解决这些问题, 本文提出了一个仅需一轮通信的轻量级联邦学习框架, 在联邦宽度学习中设计了一种聚合策略算

法, 即 FBL-LD. 算法在单轮通信中收集可靠的模型并选出主导模型, 通过验证集合理地调整其他模型的参与权重

来泛化联邦模型. FBL-LD利用有限的通信资源保持了高效的聚合. 实验结果表明, FBL-LD相比同类联邦宽度学习

算法具有更小的开销和更高的精度, 并且对不平衡数据问题具有鲁棒性.
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Abstract: Federated learning is a distributed machine learning approach that enables model delivery and aggregation
without compromising the privacy and security of local data. However, federated learning faces a major challenge: the

large size of the models and the parameters that need to be communicated multiple times between the client and the

server, bringing difficulties for small devices with insufficient communication capability. Therefore, this study set up the

client and server to communicate with each other only once. Another challenge in federated learning is the data imbalance

among different clients. The model aggregation for servers becomes inefficient in data imbalance. To overcome these

challenges, the study proposes a lightweight federated learning framework that requires only one-shot communication

between the client and the server. The framework also introduces an aggregation policy algorithm, FBL-LD. The

algorithm selects the most reliable and dominant model from the client models in a one-shot communication and adjusts

the weights of other models based on a validation set to achieve a generalized federated model. FBL-LD reduces the

communication overhead and improves aggregation efficiency. Experimental results show that FBL-LD outperforms

existing federated learning algorithms in terms of accuracy and robustness to data imbalance.
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大数据时代背景下, 数据量快速增长, 同时数据规

模急剧扩大, 然而这并没有带来数据训练的质量和效

率的提升, 反而出现了数据孤岛问题. 具体地说, 由于

商业模式、隐私法律、传输限制等因素的影响, 并非

所有数据都能被有效地利用和共享, 很多数据被孤立

在不同用户设备上. 这就导致了机器学习中最重要最

本质的资源, 即数据, 无法被充分地聚合和利用. 同时,
数据的收集者和利用数据进行机器学习训练的开发者

通常不属于同一体系, 这也增加了数据训练的难度和

成本. 这些问题不仅限制了机器学习模型的质量和效

率, 也阻碍了人工智能技术在各行各业的广泛应用. 为
了解决“数据孤岛”问题, 研究人员提出了一种分散数

据训练的方案, 联邦学习 (federated learning, FL). 联邦

学习通过各种深度神经网络, 将各个数据碎片训练的

成果联合起来, 在处理分散数据方面表现出了优异的

性能[1].
联邦学习结合深度神经网络广泛应用于人脸识

别[2]、无线通信[3]、车辆物联网[4]等领域. 尽管神经网

络在许多领域表现出优异的性能, 但由于深度神经网

络的多层网络结构, 训练深度神经网络模型是一个非

常耗时且重复的过程, 此外, 联邦学习支持在大量边缘

设备上进行训练, 但这些设备的算力往往比较有限[5],
这给联邦学习带来了新的挑战和需求. 一方面, 随着智

能设备用户的增多, 他们逐渐成为数据贡献的重要一

环. 为了根据用户偏好制定商业策略, 娱乐购物应用对

用户数据的需求快速增长. 另一方面, 万物互联成为趋

势, 无论是工业生产设备还是家用电器设备, 不同设备

之间需要处理对方收集的数据进行智能化工作. 因此,
小型设备的联邦训练场景日益增加, 联邦学习需要更

加简洁快速的网络结构.
近年来也有以快速高效为特点的神经网络, 如宽

度学习系统[6], 可以通过伪逆计算和增量计算, 快速处

理大量数据并生成网络参数. 宽度学习系统并非在深

度上扩展网络, 而是横向扩展, 并且可以使用增量学习

方法不断增加网络节点, 以实现更好的性能. 本文将宽

度学习系统引入联邦学习, 以减少大量参数的通信开

销. 目前在联邦宽度学习上的研究存在以下 3个问题.
(1) 陈旧更新问题: 为了节省时间, 采用异步策略

的联邦学习可能会导致陈旧问题. 即客户端和服务器

的模型版本不同步, 从而使用了过时的模型来更新参数.
(2)通信消耗问题: 一方面, 在联邦学习中, 通信资

源是有限的, 尤其是部分联邦设备不具备较强的通信

能力, 因此需要上传参数模型尽可能小, 通信次数尽可

能少. 另一方面, 大量参数多次迭代的通信很容易发生

隐私泄露问题. 因此需要利用有限的通信资源来提高

全局模型的优化效率, 将客户端服务器的通信次数尽

可能降低.
(3) 数据不平衡问题: 现实场景下, 每个客户端的

数据来源受限于多种因素影响, 例如, 受环境制约而收

集数据量悬殊的不同用户之间进行联合训练时, 存在

客户端之间的数据规模差距过大的现象. 如果简单地

聚合数据量少的用户模型, 将会降低全局模型效果, 如
果剔除数据量少的用户, 这将导致全局模型缺失部分

特征, 无法在这些用户上发挥作用.
针对陈旧更新, 通信消耗, 数据不平衡问题, 本文

首先将客户端与服务器之间限制为一轮通信, 将联邦

学习中的通信轮次降至最低, 同时模型参数的缩减也

让通信开销减少. 此外, 由客户端控制模型的发送时机,
每个客户端随时可以上传自己的最新模型并获取联邦

模型, 在一轮通信的模型更新中, 客户端所获取的一定

是当前最新的模型, 避免了陈旧问题. 此外, 在单轮通

信中, 从客户端选出主导者, 利用其他客户端的模型参

数泛化联邦模型, 通过主导权重步来动态调整各个用

户的聚合占比, 使得小数据客户端也能参与聚合并分

配到合理的权重, 进一步提高联邦模型的效果. 综上所

述, 本文提出了一个新的算法 FBL-LD, 贡献为以下 3点.
(1) 在单轮通信的限制下, 本文设计的 FBL-LD 通

信方法简洁高效, 由客户端掌握主动权, 每个客户端随

时可以上传自己的最新模型并获取联邦模型, 若服务

器收集的模型充分, 则直接返回给客户端最新的联邦

模型, 否则等待服务器充分收集模型, 在这过程中, 客
户端可以使用新的模型覆盖上一次的模型重新进行通

信, 保证每次收到的联邦模型都使用了客户端最新的

模型, 解决了客户端陈旧模型更新的问题.
(2) FBL-LD 将更多工作交给服务器端, 迭代不再

发生在客户端与服务器之间, 而是在服务器上完成. 本
文设计了一种服务器上的主导者聚合策略, 这是 FBL-LD
的核心思想, 选出一个具有代表性和优势性的主导者,
利用其他模型的参数进行泛化, 动态调整这些模型的

权重比直到达到收敛条件.
(3) FBL-LD 能有效应对数据不平衡问题, 不同客

户端的数据规模不同时, 算法会动态调整各个客户端
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模型的权重, 既不舍弃小数据客户端的部分特征, 也不

会让小数据客户端模型对联邦模型的影响过大, 从而

提高联邦模型的精度.

 1   相关工作

由于数据隐私保护越来越受到关注和重视, 各个

数据方不愿意将自己所拥有的数据直接交付给第三方

进行联合训练, 联邦学习应运而生. 联邦学习方法在构

建模型时, 不需要移动或共享原始数据, 用于上传和聚

合的只有网络中的权重参数. 但是模型却得益于每个

数据方的贡献, 从而可以在每个用户上发挥作用. 用户

在本地用自己的数据训练模型, 并交换优化彼此的模

型参数梯度. 例如在训练期间选择性共享模型参数, 随
机梯度下降过程中, 在参数共享和局部参数更新之间

进行权衡, 让参与者从其他参与者的模型中获益[7]. 这
是一种典型的横向联邦场景, 所有的参与方持有不同

样本但相同特征的数据. 在模拟场景中, 一个持有大量

同类数据的数据方, 将数据分发给各个用户, 每个用户

分配到不同的数据, 然后数据方不再参与训练过程, 各
个用户在不共享原始数据的情况下联合训练模型, 即
横向联邦[8]. 除了横向联邦以外, 联邦学习还有两种类

型, 纵向联邦学习和联邦迁移学习[9]. 本文主要聚焦于

横向联邦学习, 此类联邦学习中各个客户端数据的区

别在于样本, 通常以公司, 集团, 地域, 国家等方式划分,
因此客户端之间存在较大的数据规模差异[10].

联邦学习发展至今, 已细分出多个侧重研究方向,
如数据[11–13], 安全[14,15], 公平[16–18], 多任务[19,20], 压缩[21,22]

等. FedAvg 作为经典的基线算法, 使用大批量同步

SGD, 在客户端上进行更多的计算来提高收敛速度. 为
了应对数据异构和系统异构, FedProx[23]将 FedAvg 抽

象出来, 对原有算法进行了近端修正项的微调, 这一项

的改变保留了 FedAvg的算法特性, 并且可以缓解模型

陷入局部最优的问题. 同时根据客户端的情况动态调

整训练终止条件, 防止系统异构导致的过度训练影响

整体模型的收敛. 文献[24]充分考虑了客户端的个性需

求, 通过结合元学习方法, 为每一个客户端设计个性化

全局模型, 解决小数据客户端无法初始化模型的问题,
并考虑了更多类型的设备. 文献[25]采取客户端服务

器异步策略, 针对本地模型在联邦模型更新后出现的

陈旧问题, 将 3种衰减策略函数应用到模型更新中, 调
整陈旧模型的权重, 减少陈旧模型对收敛的影响. 文

献[26]考虑了局部和全局损失的差异性, 对于局部的本

地训练, 矫正其向全局最优的方向收敛, 利用动态正则

化阻止客户端的局部收敛, 从而提升联邦模型的质量.
与上述研究不同, 本文的研究重新设计了一种客户端

与服务器的交互方法, 客户端在一轮通信内获取联邦

模型, 因此, 客户端不再会因为服务器的超前训练而忽

略自己的模型. 这提高了训练过程中的隐私性, 减少了

通信开销.
深度学习的许多网络中包含了大量的层和连接参

数, 消耗大量的时间和资源, 为了给深度学习提供更多

视角, 提出了更为简洁的宽度学习系统 (broad learning
system, BLS)[6], 将输入数据通过两次激活函数的变换,
并为一层, 不断横向扩展, 直到网络参数学习到数据特

征与标签的关系. 具体地说, BLS源于随机向量函数链

神经网络 (random vector functional link neural network,
RVFLNN)[27], 在其基础上新增加了一层提取原始数据

的特征, 将原网络中数据与增强层的连接升级为映射

层与增强层的连接, 可以直接对接其他网络的特征提

取器, 在扩展了网络适用性能力的同时也增加了网络

的性能. BLS 具有灵活性高, 扩展性强, 计算速度快等

优点, 能够有效解决过拟合的问题[28]. 例如, Lei等人提

出了 ConvBLS[29], 这是一种用于图像分类的高效递增

卷积宽度学习系统, 它采用了球形 K-means 算法和两

阶段多尺度特征融合的卷积技术, 能够提取出更有效

的多尺度特征. Yuan等人则将 BLS应用于迁移学习领

域, 并提出了 DABLS-LLE[30], 这是一种基于局部线性

嵌入的领域适应性宽度学习系统, 它可以利用目标域

的少量标记数据和源域的全部标记数据学习分类模型.
一个 BLS 的主要结构如图 1[6], 输入数据 X 乘以

一组随机的权重并加上随机的偏差, 通过激活函数的

非线性变换得到许多组新节点, 这些节点构成映射层,
如式 (1)[6]:

Zi =
[
Φ (XkWei+βei)

]
(1)
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图 1    BLS基本网络模型
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对映射层使用相同的方法, 如式 (2)[6], 当然, 在这

过程中可以设置不同的超参数, 这样就得到了增强层.

H j =
[
ξ
(
ZnWh j+βh j

)]
(2)

将映射层和增强层水平拼接, 获得输入矩阵. 输入

矩阵与特定的权重 Wm 相乘即可变为输出层 Y, 权重 Wm,
又称参数矩阵, 可以通过输入矩阵的伪逆与 Y 计算得

到. 如式 (3)[6]. 参数矩阵决定了 BLS的网络性能, 也就

是宽度网络的模型参数, 可以通过增量学习不断微调.

W = [Zn,Hm]+Y (3)

BLS网络与联邦宽度学习的结合是近年来一个新

兴的研究领域, 已经有许多研究在这方面取得了显著

的进展. 例如, Le 等人提出了 FCL-BL[31], 这是一种基

于宽度网络结构的联邦持续学习方法. 为了满足连续

学习的需求, 它采用了加权处理策略来应对灾难性遗

忘问题, 并使用了批处理异步方法来减少客户端和服

务器端之间的交互次数, 同时利用了增量学习技术来

加快新数据的处理速度和节省计算资源. Ren 等人提

出了 FBL-ET[32], 这是一种基于事件触发机制的联邦宽

度学习框架, 它为每个客户端设定了动态触发条件来

筛选上传模型的质量, 并设计了一种激励机制来提升

客户端的参与度和活跃度, 从而吸引更多高质量的客

户端加入全局聚合过程. Ge 等人提出了一种基于垂直

联邦学习思想的宽度学习系统[33], 它将两个客户端的

数据特征集成到第三方进行模型训练, 从而利用更丰

富的信息来提高模型性能. 但是这种方法需要将标签

数据共享给第三方, 存在标签信息泄露的问题. 同样,
宽度学习思想已应用于一些联邦学习的具体实例, 如
通用的轻量级联邦学习框架 FedDBL[34], 将深度学习特

征提取器与宽度学习联邦聚合方法结合起来, 用于组

织病理学; BiBLS[35]使用双向连接方式改进宽度网络

结构, 并将联邦学习模式应用到车联网领域.

 2   FBL-LD方法

本节中详细介绍了 FBL-LD模型. 首先介绍 FBL-LD
的通信方法, 然后介绍 FBL-LD 在服务器上所使用的

聚合策略, 讨论主导权重步这一参数的作用. 最后通过两

个算法描述 FBL-LD的总体框架, 给出全部具体的步骤.
 2.1   通信方法

联邦学习中, 通信资源是宝贵的. 为了减少通信开

销和提高隐私性, 各种研究尝试缩减通信模型的大小,

加快收敛速度, 减少通信轮次. 这样既能节省通信资源,
又能提高模型在传输中的安全性. 本文将通信次数限制

为单轮, 使得算法能适用于低通信力的设备. 此外, 部分

用户出于对隐私保护的考虑, 不愿意频繁地在客户端和

服务器之间交换模型数据, 单轮通信同样满足此类用户

的需要. 在通信方式中, 最常见的模式是服务器主导训

练, 服务器随机地选择客户端并接受这些客户端的模型,
聚合后分发联邦模型再次训练迭代, 但是客户端并不都

是可靠的, 存在掉线客户端或中断传输的客户端, 这就

造成了客户端模型的陈旧和服务器的等待延迟. 一些研

究为了克服这样的问题, 将测试集数据分发给客户端,
在客户端上进行模型的改进, 但是测试集的分发又会涉

及通信开销和隐私问题[32]. 为了解决上述问题, 本文提

出的通信方法如下: 客户端被设置为通信的发起者, 任
何时候都可以向服务器发送最新的本地模型, 而服务器

在接受足够的模型后进行聚合并下发给客户端.
算法 1 描述了客户端所做的工作, 其输入是客户

端 k 拥有的本地数据 (Xk, Yk), 其输出是经过训练的本

地模型参数 Wk. 每个客户端 k 都利用自己的数据构建

本地模型, 并不需要向服务器端传输数据. 具体的过程

如下: 首先, 客户端 k 根据式 (1) 使用激活函数对数据

进行变换, 得到 n 个映射层; 然后, 根据式 (2)再次使用

激活函数对映射层进行变换, 得到 m 个增强层; 接着,
根据式 (3)利用伪逆方法计算出 BLS网络的本地模型

参数 Wk; 最后, 客户端 k 将 Wk 发送给服务器端. 所有

客户端都重复上述步骤, 直到服务器端收集到足够数

量的本地模型.

算法 1. 客户端本地训练

1) for k = 0; k < N do
2) 　for i = 0; i < n do
3) 　　Random Wei, βei;
4) 　　Calculate Zi = [Φ(XkWei + βei)];
5) 　  end for
6) 　  Set the mapping nodes Znk = [Z1, …, Zn];
7) 　  for j = 0; j < m do
8)　　   Random Whj, βhj;
9) 　　  Calculate Hj = [ξ(ZnWhj + βhj)];
10) 　end for
11) 　Set the enhancement nodes Hmk = [H1, …, Hm];
12) 　Set Ak = [Znk, Hmk];
13) 　Calculate Ak

+;
14) 　Wk = Ak

+Yk;
15) 　Send Wk to server;
16) end for
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对于服务器端来说, 在完成联邦聚合后, 它会立即

将全局模型参数 Wfed 分发给各个客户端. 如果某个客

户端在服务器停止模型接收之前已经更新了自己的本

地模型, 则该客户端可以用新的本地模型参与下一轮

联邦聚合, 并且放弃旧的本地模型, 将新的本地模型参

数 Wk2 发送给服务器端. 这样就保证了服务器下发的

模型所使用的都是最新的本地模型, 避免了陈旧模型

问题. 关于服务器的工作将在第 2.2节讨论.
 2.2   聚合策略

在一般的联邦学习中, 服务器在收集到足够的客

户端模型后, 会将模型聚合成新模型下发, 在分配本地

模型的参与度时, 会根据样本数, 本地精度, 时间滞后

性等因素进行加权平均, 这样的分配在使用梯度下降

的深度网络中往往有效. 在单轮的宽度模型聚合中, 本
文提出了主导者策略. 首先, 服务器在接受了一定数量

的客户端模型后, 将一个模型作为主模型, 分配固定的

最大权重, 其余模型则平分剩余的权重. 在聚合得到新

的模型参数后, 在验证集上得到新模型的精度并记录.
然后更换主模型重复此过程, 将精度最大的主模型确

立为最新的主模型. 最后, 在主模型确立后利用其他客

户端的模型参数泛化联邦模型, 通过主导权重步这一

参数来动态调整其他用户的泛化程度, 重复此过程直

到收敛或最大验证数达到最大轮次, 便得到了最终的

联邦模型, 下发给用户即完成了此次联邦训练.
 2.3   主导权重步

联服务器在首轮聚合后确定了基准模型, 之后将

其他模型参数均匀地分配给主模型, 以改进其对于所

有数据的适用性. 在这过程中, 主导者的权重会随着主

导权重步依次下降直到收敛.
算法 2 描述了服务器所做的工作, 其输入是客户

端 k 训练得到的本地模型 Wk, 其输出是经过联邦聚合

的全局模型参数 Wfed. 首先, 服务器端需要等待一定比

例的客户端完成训练并上传本地模型. 然后服务器端

将收集到的 N 个本地模型分别作为主模型, 并与其他

本地模型进行 N 轮联邦聚合. 在每轮聚合中, 主模型和

其他本地模型分别赋予最大权重 M 和次要权重 Y. 同
时, 服务器端根据每轮聚合后的验证精度来更新主模

型所属的客户端编号, 选择验证精度最高的客户端作

为主导者. 在确定了主导者之后, 服务器端将逐渐降低

主模型的最大权重 M, 按照主导权重步长 Step 进行衰

减, 并继续进行联邦聚合和验证精度检测, 直至验证精

度 θ 达到预设阈值 α 或轮次达到最大迭代轮数 epoch
为止. 值得注意的是, 在服务器开始聚合前的任何时候,
客户端都可以更新自己的模型, 让服务器接受最新的

客户端模型, 但是当服务器收集足够数量的本地模型

后, 服务器将不再接受客户端的模型, 此时服务器会快

速计算出联邦模型并完成此次训练, 确保训练不会被

客户端的响应无限延长, 并避免本地模型的陈旧.

算法 2. FBL-LD算法

1) Initialize epoch = 0, θ = 0;
2) for m = 0; m < N do
3) 　for n = 0; n < N do
4) 　　Yn = (1 – M)/(N – 1);
5) 　end for
6) 　Ym = M; ∑N

k=1 YkWk7) 　Calculate Wfed =  ;
8) 　Update kmax;
9) end for
10) while θ ≤ α and epoch ≤ γ do
11)　 M = M – Step;
12) 　for n = 0; n < N do
13) 　　Yn = (1 – M)/(N – 1);
14) 　end for

Ykmax15) 　  = M; ∑N
k=1 YkWk16)　 Calculate Wfed = ;

17) 　Update Wfed

18)　 θ ← Calculate prediction accuracy in validation set;
19) 　epoch = epoch + 1;
20) end while

 2.4   算法步骤

FBL-LD 单模型主导联邦学习算法如算法 3所示.

算法 3. FBL-LD 单模型主导联邦学习算法

1) 客户端用本地数据构建宽度学习系统, 通过映射层和增强层的合

并伪逆计算得到网络参数, 然后发送给服务器.
2) 客户端在服务器下发联邦模型前, 可以重新上传本地模型, 覆盖之

前自己上传过的客户端模型.
3) 服务器接受本地模型直到满足聚合数量, 停止对客户端请求的响应.
4) 服务器通过验证精度选出主导者模型, 并通过主导权重步对主导

模型的权重进行调整直到模型收敛.
5) 服务器下发模型给客户端用于后续测试.

图 2展示了 FBL-LD模型的工作流程, FBL-LD被

分为客户端和服务器端两部分. 客户端可以随时使用

本地的数据独立训练各自的模型上传, 并向服务器请

求返回当前的联邦模型. 服务器接受到客户端的模型

后, 若模型数量达到预期, 则立刻完成聚合并下发, 若
模型数量不足, 则等待更多的本地模型, 在这过程中,
本地模型随时可以更新自己的模型防止陈旧模型. 
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图 2    FBL-LD框架

 

 2.5   算法特点

FBL-LD算法具有以下几个特点.
(1) 客户端可以随时上传本地训练得到的最新模

型, 而无需从服务器端不断迭代下载和更新模型. 由于

本地模型是由轻量级的 BLS 网络构建的, 层数浅参数

少, 因此上传的模型小, 对通信资源的消耗低.
(2) 服务器端可以实时更新本地模型, 并利用它们

进行联邦聚合. 这样可以避免使用过时的本地模型, 提
高联邦模型的准确性.

(3) 算法对客户端设备的要求很低, 不需要频繁通

信或处理大量数据. 算法的主要计算工作都在服务器

端完成, 而服务器端有足够的计算能力和存储空间.
综上所述, FBL-LD算法具有结构轻量、即时性和

低限制等特点.

 3   实验分析

本节中介绍了实验所使用的数据集以及数据集的

划分方式. 然后通过几组实验对 FBL-LD 的参数进行

调整, 并评估其性能表现. 最后将 FBL-LD与基准算法

做出比较, 以显示其在时间和通信上的优越性.
 3.1   实验设置

MNIST是一个经典的手写数字识别数据集, 有 60 000
个样本的训练集和 100  000 个样本的测试集 ,  对应

10个标签. Fashion-MNIST是一个与MNIST设置相仿

的数据集, 拥有更高的挑战性. Fashion-MNIST将对数

字的识别升级到对服饰的识别, 同样有 10 个标签, 相
同的数据集大小. 本文采用了 2种数据划分方式: (1)平
衡划分, 将数据集随机打乱并均匀地分配给所有客户.
所有客户持有的样本数量是相同的. (2) 非平衡划分:

将数据集随机打乱, 采取不均等比例的循环二分法划

分, 直到数据分区大于要求的客户端数, 由于分配比例

是不均等的, 客户端的样本数目具备明显的差距, 采用

这样的数据划分以显示 FBL-LD对小样本设备和差异

性设备的适用性, 实验将每次二分比例设置为 1/3 和

2/3, 两个客户端的样本差距最大会达到 64倍.
在实验中, FBL-LD 每组节点数设置为 100, 组数

通过实验确定为 20, 映射层和增强层均使用 ReLU 激

活. 设置主导权重步为 0.01, 然后设置最大验证数 γ 为
10. 对于比较算法, 选择联邦学习的基本算法 FedAvg[2],
及结合联邦学习和宽度学习的算法 FCL-BL[31], FBL-
ET[32].
 3.2   结果

实验验证了映射层增强层的数量, 客户端数, 客户

端接受率等参数对预测准确性的影响 .  实验使用了

MNIST和 Fashion-MNIST两种数据集, 并分别对其进

行了平衡和不平衡的数据划分. 实验首先在平衡数据

划分上进行了基准测试, 然后在不平衡数据划分上采

用了相同的参数设置, 以评估算法在处理不平衡数据

时的鲁棒性. 实验还将本文提出的 FBL-LD 算法与联

邦宽度学习领域的其他算法进行了对比, 包括最初的

FedAvg 算法和近 3 年提出的 FCL-BL 和 FBL-ET 算

法. 实验以预测精度和时间消耗为主要性能指标, 并通

过上传模型的大小来估计通信开销. 实验结果表明,

FBL-LD算法在各项指标上优于其他算法, 体现了其在

联邦宽度学习中的优势.
映射层增强层的数量: 在图 3(a)中, 给客户端设置

了不同的映射层, 从 5 层到 30 层, 比较了不同映射层

的预测精度. 实验表明, 随着映射层的增加, 预测精度
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也会增加 .  还可以从图 3(a) 观察到 ,  映射层从 5 到

10 层的增加对预测精度提升最为显著, 从 10 到 20 层

也有稳定的增长趋势, 20层到 30层的增长趋势最为缓

慢. 从整体上看, 映射层的调整在两个数据集上都显示

了类似的结果. 在图 3(c) 中, 在 20 层映射层的基础上

给客户端设置了不同的增强层, 同样是从 5层到 30层,
比较了不同增强层的预测精度. 实验表明, 随着增强层

的增加, 预测精度也会增加. 但是与图 3(a) 不同的是,
增强层对预测精度提升几乎是线性增长的, 这在两个

数据集上都有所体现.
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图 3    不同网络层数量的预测精度和时间消耗

 

在图 3(b) 和图 3(d) 中, 考虑了映射层和增强层的

增加对时间消耗的影响. 可以观察到, 无论是映射层还

是增强层, 时间消耗都随着层数的增加稳步上升, 在
20 层后时间消耗的上升速度会有所提高, 因此综合预

测精度和时间消耗, 将映射层增强层的数量都设置为 20.
客户端数和客户端接受率: 实验比较了不同客户

端数量和客户端接受率对预测精度的影响, 在图 4 中

可以看到随着客户端数的增加, 预测精度也会增加, 而
客户端接受率对预测精度没有太大的影响, 不同的接

受率下, 服务器的整体精度没有太大差别. 从整体上看,
客户端数从 16增加到 32时, 预测精度提升显著, 而增

加到 64 时已经没有太大的提升, 但是在图 5 中, 客户

端数为 64的时间消耗要明显大于 32, 因此, 32个客户

端是合适的, 可以保持全局模型的高预测精度, 同时减

少聚合时间消耗.
数据划分: 为了比较算法在平衡和不平衡数据上

的性能差异, 实验采用了两种不同的数据划分方式,
分别应用于两种数据集. 不平衡数据由于存在数据规

模和特征提取的问题, 通常会导致联邦模型的性能下

降. 从图 6 可以看出, 对于 MNIST 数据集, 无论是平

衡还是不平衡的数据划分 , 算法的预测精度都稳定

在 0.85 左右. 对于 Fashion-MNIST 数据集, 不平衡数

据划分虽然使得算法的预测精度降低, 约为 0.05, 但
并没有下降太多. 这说明 FBL-LD算法具有较强的鲁

棒性, 能够在不同的数据划分方式下都达到较好的预

测效果. 
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图 4    不同客户端接受率的预测精度
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图 5    不同客户端接受率的时间消耗
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图 6    不同数据划分的 FBL-LD预测精度

 

预测精度比较: 使用 FedAvg, FBL-ET, FCL-BL和

本文算法 FBL-LD 进行比较 .  其中 FedAvg 使用了

10 个局部历时的 SGD. 图 7 的实验结果显示, 在一轮

通信的环境下, FBL-LD的预测精度要高于其他算法.

通信消耗: 通信消耗的计算方法与文献[31]中的方

法类似, 都是根据客户端上传至服务器的模型权重来

计算. 上传模型的大小直接影响通信资源的消耗, 是评

价算法优劣的重要指标之一. FBL-ET和 FCL-BL算法

都致力于压缩模型的大小, 以降低通信开销. 而 FBL-LD

算法由于主要在服务器端执行, 因此只需要客户端上

传轻量级的宽度网络模型. 在表 1 中显示了模型的大

小. 无论是MNIST还是 Fashion-MNIST数据集, FBL-

LD 传输的模型都最小, 而且 FBL-LD 只需要一次通

信. 所以, FBL-LD的通信消耗较少.
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图 7    FBL-LD与其他算法的性能对比

 
 

表 1    光扰检测与光扰消除实验中相关参数设置对照
 

算法 MNIST Fashion-MNIST
FBL-LD
FBL-ET
FCL-BL
FedAvg

10 000
13 000
31 000
21 750

10 000
13 000
31 000
800 000

 

时间消耗: 将 FBL-ET与 FCL-BL和 FedAvg与本

文算法 FBL-LD 进行比较. 根据图 8, 在客户端使用

BL 进行训练可以大大减少时间消耗. FBL-LD 的时间

消耗比 FCL-BL少, 但预测精度更高.
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图 8    FBL-LD与其他算法的时间消耗对比

 

 4   结论

本文提出了一种基于宽度网络架构的单模型主导

联邦学习框架 FBL-LD. FBL-LD具有简洁高效的通信

方式, 客户端可以随时加入或退出当前的联邦训练, 并
仅通过一轮通信即可获得较好的联邦模型. 此外, 算法

将模型参数的迭代从多次通信中解放, 只需在服务器

上通过主导聚合策略动态调整直到收敛. 实验结果显

示了 FBL-LD在不同层数量, 客户端数, 客户端接受率

的条件下预测准确性的变化, 并且在不同的数据集和

不同的数据分布上具有鲁棒性. 与基线算法在相同条

件下的对比, 证明了算法在预测性能以及时间、通信

消耗方面的优势.
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