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摘　要: 标签噪声会极大地降低深度网络模型的性能. 针对这一问题, 本文提出了一种基于对比学习的标签带噪图

像分类方法. 该方法包括自适应阈值、对比学习模块和基于类原型的标签去噪模块. 首先采用对比学习最大化一幅

图像的两个增强视图的相似度来提取图像鲁棒特征; 接下来通过一种新颖的自适应阈值过滤训练样本, 在模型训练

过程中根据各个类别的学习情况动态调整阈值; 然后创新性地引入基于类原型的标签去噪模块, 通过计算样本特征

向量与原型向量的相似度更新伪标签, 从而避免标签中噪声的影响; 在公开数据集 CIFAR-10、CIFAR-100和真实

数据集 ANIMAL10 上进行对比实验, 实验结果表明, 在人工合成噪声的条件下, 本文方法实验结果均高于常规方

法, 通过计算图像鲁棒的特征向量与各个原型向量的相似度更新伪标签的方式, 降低了噪声标签的负面影响, 在一

定程度上提高模型的抗噪声能力, 验证了该模型的有效性.
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Abstract: Label noise can greatly reduce the performance of deep network models. To address this problem, this study

proposes a contrastive learning-based label noisy image classification method. The method includes an adaptive threshold,

contrastive learning module, and class prototype-based label denoising module. Firstly, the robust features of the image

are extracted by maximizing the similarity between two augmented views of the same image using contrastive learning.

Then, a novel adaptive threshold filtering training sample is used to dynamically adjust the threshold based on the learning

status of each class during model training. Finally, a class prototype-based label denoising module is introduced to update

pseudo-labels by calculating the similarity between sample feature vectors and prototype vectors, thus avoiding the

influence of label noise. Comparative experiments are conducted on the publicly available datasets CIFAR-10 and

CIFAR-100 and the real dataset ANIMAL10. The experimental results show that under the condition of artificially

synthesized noise, the proposed method outperforms conventional methods. By updating pseudo-labels based on the

similarity between the robust feature vector of the image and various prototype vectors, the negative impact of noisy

labels is reduced, and the anti-noise ability of the model is improved to certain extent, verifying the effectiveness of the

proposed model.
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1   引言

深度神经网络的成功很大程度上取决于正确标记

的大规模训练数据集. 然而, 这些大规模数据集的收集

成本和时间成本都很高. 为了缓解这一问题, 人们常通

过以下方式获取标签数据: 非专业标注人员标注、众

包平台或其他来源获取标签. 通过这些方法获取的数

据标签可以降低成本, 但不可避免地会带来标签噪声.
如图 1 所示, 对标注人员来说从巨嘴鸟中识别犀鸟是

非常困难的.
 
 

(a) 巨嘴鸟 (b) 犀鸟 
图 1    巨嘴鸟与犀鸟

 

因此如何从带噪声标签的数据集中学习逐渐成为

深度学习的一项重要研究[1]. 目前基于深度学习的噪声

标签算法可以归纳为以下 4 类: 基于数据的噪声标签

算法、基于损失函数的噪声标签算法、基于训练方式

的标签噪声学习方法、基于模型的标签噪声算法.
首先是基于数据的标签噪声学习算法. 最直观的

想法就是找出疑似标注错误的数据, 通过更改样本权

重或者修改样本标签的方式来改善模型学习效果. 如
张增辉等[2]提出的动态概率抽样方法, 通过统计样本的

标签置信度对样本分区. 陈庆强等[3]采用欧氏距离度量

样本分布的密度来划分不同的区域, 按照分区采用不

同的规则过滤标签噪声. 这类方法主要通过分区对样

本进行重加权的方式过滤噪声, 但是需要手动设计权

重函数和超参, 因此很难实际应用. 标签重修正通过对

样本标签进行一定程度地修改来提高分类器的性能.
例如余孟池等[4]利用训练好的基网络预测噪声标签. 基
于教师-学生网络的架构对标签进行软化, 使得学生网

络能够在带噪学习中更加鲁棒[5–8]. 但是这类算法在高

噪声率的情况下, 容易将标签拟合到错误样本上, 导致

分类器效果不理想.
基于损失函数的标签噪声算法中关于损失函数的

设计分为两个方面: 一方面单独针对损失函数进行改

进. 例如损失校正法. 损失校正的方法需要首先估计标

签转移矩阵[9,10], 然后通过修改训练期间的损失函数来

提高鲁棒性. 前向传播和后向校正是两种基于标签转

移矩阵的损失校正方法[11]. 但是这种方法对于标签转

移矩阵非常敏感, 现实中的标签转移矩阵也很难估计.
另一方面是向损失函数中加入正则化来提高鲁棒性.

基于训练方式的标签噪声算法通过将半监督方法

引入标签噪声模型中, 改变模型的训练方法来缓解标

签噪声对模型分类的影响. Self-training算法[12]可以提

高模型的鲁棒性. 如 Jiang 等[13]提出的 Mentor 是利用

数据驱动来训练基础网络的一种方法, 但是在样本不

均衡且含有噪声的数据集上效果不理想. Self-training
算法同时容易出现错误累加[14]. Co-training 算法可以

避免这种情况. 在 Li等[15]提出的 DivideMix中, 采用高

斯混合模型来判别噪声样本, 运用两个网络划分数据

其性能比利用单个网络划分数据集的效果更佳. 但是

随着训练次数的增加, Co-training 算法在效果上会退

化成 Self-training算法中的MentorNet.
基于模型的标签噪声算法, 通过修改模型架构来

更好地建模噪声数据的转移矩阵. Sukhbaatar等[16]提出

了自顶向下和自底向上两种噪声模型. 通过这两种模

型可以较为准确地从数据中学习噪声分布, 提高神经

网络的性能. Goldberger等[17]通过使用附加的 Softmax
层模拟期望最大算法优化的似然函数, 提高了模型的

普适性. 但是这种方法在每次预测后都要重新训练模

型. Han等[18]用人类的经验为先验知识, 利用人类对无

效标签转换的认知, 可以对噪声进行约束建模. 由于其

是人工设计的, 因此不具备噪声适配层的可扩展性. 对
模型进行正则化处理, 在不改变模型参数量的前提下

能够有效地提高模型的泛化能力. Li 等[19]提出一种噪

声容忍训练算法, 首先进行元学习更新, 之后在进行传

统的梯度更新. Jindal 等[20]添加了一个应用了 dropout
正则化的额外的 Softmax 层, 认为它可以提供更鲁棒

的训练, 以此防止由于 dropout[21]随机性而产生的记忆

噪声. 但是对模型进行正则化可能会降低模型的表达

能力, 使其无法充分拟合数据集. 并且正则化技术通常

需要调整超参数, 需要花费大量的时间和精力.
目前研究表示, 对比学习模型可以获取图像鲁棒

的特征表示, 不需要人工参与且泛化性好, 在高噪声率

下依旧拥有良好的性能. 目前使用的对比学习方法[22–25]

需要通过最小化正样本对之间的距离和最大化负样本

对之间的距离来实现. 利用对比学习拉近相似样本拉

远相斥样本的特性, Wang等[26]将对比学习引入噪声标

签图像分类的工作中, 产生了很好的分类效果. Yao
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等[27]、Zhang 等[28]也基于对比学习进行了相关研究.
这些对比学习方法得益于大量的负样本. 但是这些方

法区分正负样本对的途径是不可靠的, 可能会引入错

误的样本对, 从而影响对比学习得到的特征表示. 本文

采用一种较新的对比学习方法 SimSiam[29], 该方法直

接最大化图像两个视图之间的相似性, 而不使用存储

负样本的方式, 保证对比学习得到的特征表示不受影

响. 本文基于 SimSiam框架, 引入基于类原型的标签去

噪策略来逐步更新伪标签. 使用自适应阈值方法根据

模型学习情况自适应地调整阈值. 在多个数据集上进

行对比实验, 验证了本文所提模型的有效性.
本文的主要工作如下.
(1) 本文提出一种新的对标签噪声鲁棒的图像分

类方法, 该方法使用对比学习与类原型模块结合, 可以

对带有标签噪声的数据进行准确分类.
(2) 使用自适应阈值方法过滤训练样本. 避免由于

固定阈值设置过高, 导致模型初期训练通过阈值的样

本数量过少, 参数更新缓慢, 以及对于较难学习的样本

分类效果不好的问题.
(3) 在 3 个公开数据集上进行实验, 验证了本文方

法的性能高于同类方法. 

2   相关工作

最近的研究表明对比学习获取图像的鲁棒特征可

以提高模型的抗噪声能力, 主要通过吸引正样本对, 排
斥负样本对实现, 如图 2所示.
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图 2    对比学习流程图

 

图 2中 x 时输入图像, v 和 v'是图像经过两次数据

增强后得到的视图. 使用经过各自编码器后得到对应

的特征向量计算对比学习损失. 这类方法的正样本对

由同一个样本的两个视图组成, 其他数据对为负样本

对. MOCO[30]在此基础之上通过维护一个负样本队列,
增大负样本的数量使模型性能得到了比较明显的提高.

Chen 等[31]提出的 SimCLR 直接使用当前批次中共存

的负样本, 取得较好的实验结果. 田浩江等[32]在 SimCLR
的基础上对特征提取部分进行改进提高了分类精度.
这两种方法都需要较大的批次才能正常工作. 这种通

过增大负样本数量的方式会使模型的训练时间增长,
并且会增加模型超参数数量. 不仅如此, 这类方法引入

标签噪声学习中还会带来样本类别判断错误问题. 如
PiCO 将 MOCO 方法引入标签噪声学习中, 正负样本

对的区分通过分类器的分类结果来判断, 分类器错误

的分类结果无疑会影响对比学习得到的特征表示. 本
文使用的 SimSiam 框架无需使用大量的负样本, 通过

最大化一个图像两个视图之间的相似性来学习图像的

特征表示, 网络结构如图 3所示.
 
 

Image x

Encoder f1 Predictor h
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图 3    SimSiam网络结构

 

图 3 中 x1、x2 为图像经过两次数据增强后的视

图. 本文在此基础之上加入了基于类原型的标签去噪

模块, 使用自适应阈值过滤训练样本, 提高了模型的抗

噪声能力. 

3   CLPAT模型

Y
D = {(xi,Yi)}ni=1

xi Yi ⊂ Y

yi

yi ∈ Yi

本文的标签噪声问题使用以下方式定义: 设 X 为

输入样本空间,  ={1, 2, …, C}为输出标签空间. 本文

考虑一个训练样本集 , 其中每一个元组

有一个图像 和一个候选标签集 组成. 与监督学

习任务相同, 本模型学习的任务是获得一个函数映射,
预测输入图像的真实标签. 但不同的是, 在标签中设置

了噪声增加了更多的不确定性. 本文假设真实标签 隐

藏在它的候选集中, 即 , 但这对模型来说是不可

见的. 因此与监督学习相比, 学习的过程存在固有的模

糊性.
在本节中将详细描述基于对比学习和类原型的标

签噪声学习框架, 主要有两个关键组件, 分别为对比学

习提取特征模块和基于类原型的标签去噪模块, 这两

部分耦合为一个整体共同训练 ,  取得了较好的实验

结果. 
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3.1   对比学习模块

x1 x2

本模块的架构如图 4 所示, 对图像 x 进行两次随

机数据增强, 得到增强视图 、 . 将这两个视图分别

输入到对应的编码器 f1、f2 中处理. 这两个编码器分别

由一个骨干网络 (ResNet) 组成. 使用动量编码器的方

式更新两个分支之间的参数, 如式 (1)所示:
θ f2 = mθ f1 + (1−m)θ f2 (1)

θ其中,  为编码器的参数. 编码器 f1 输出的特征向量经

过两个 MLP 模块后得到输出向量 p, m 为人工设置的

超参数.
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图 4    CLPAT网络结构图

 

编码器 f2 的输出通过 MLP 模块后得到向量 z, 通
过极小化这向量 z 和向量 p 的负余弦相似度, 来进行

对比学习, 提取图像鲁棒的特征表示. 如式 (2)所示:

S (p,z) = − p
∥p∥2

× z
∥z∥2

(2)

∥·∥2其中,  是 L2范数. 该模块的任务是用输出向量 p 来

预测输出向量 z, 在无需使用标签的情况下从图像中学

习有意义的表示. 在编码器 f2 这一条分支使用到了

stop-gradient操作[29]. 实验表明使用 stop-gradient操作,

可以有效避免对比学习出现崩溃解的问题. 因此对比

学习的损失函数定义如式 (3)所示:

Lcont = S
(
p,stopgrad (z)

)
(3)

网络中的 MLP 模块以全连接层-BatchNorm 层-

ReLU激活函数-全连接层形式构成. 如图 5所示.
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图 5    MLP模块

  

3.2   基于类原型的标签去噪模块

本文创新性地引入基于类原型的标签去噪模块.

µc ∈对每一个类别保留一个原型向量 , c {1, 2, …, C}.
该向量视为每一个类别最具有代表性的特征向量. 开

始训练时会为每一个样本初始化伪标签. 通过计算从

MLP模块得到的特征向量与每一个类原型的相似度来

判断当前样本的类别. 并通过移动平均的方式逐步更

新当前样本的伪标签. 通过伪标签的加入, 降低原始标

签中噪声的影响. 

3.2.1    伪标签更新

首先对每个样本初始化其对应的均匀分布的伪标

签, 使用式 (4)进行初始化操作:

s j =
1
|Yi|
∏

( j ∈ Yi) (4)

s j Yi其中,  为样本第 j 个类别的初始化值,  为该样本的

带噪标签向量. 然后根据从MLP中得到的特征向量与

每个类别的原型向量的相似度计算结果来逐步更新伪

标签, 伪标签的更新通过式 (5)移动平均的方式实现:
s = ηs+ (1−η)v

vc =

{
1, if c = argmax j∈YqTµ j
0, else

(5)

η

其中, q 是从 MLP 中得到的特征向量, μ 为原型向量,

v 是与该样本最相似的类原型所属类别的独热向量,

是人工设置的超参数. 对每个输入样本 x 而言, 本文

认为在计算相似度时, 与该样本相似度最高的原型向
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量所属类别是该样本的真实标签. 通过使用移动平均

的方式更新伪标签, 可以保证在模型训练不稳定的初

期, 平滑地将伪标签向正确的方向更新. 当一个样本的

特征向量始终与某个原型相似度最高, 随着训练的逐

渐进行, 该样本的伪标签几乎可以收敛成一个独热向

量 n. 使用交叉熵损失来训练分类器, 对每一个样本的

损失使用式 (6)计算:
Lcls ( f ; xi;Yi) =

C∑
j=1

−si, j log
(

f j (xi)
)

s.t.
∑
j∈Yi

si, j = 1 and si, j = 0,∀ j < Yi

(6)

si, j xi

f j

λ

其中, j 表示标签的索引,  代表样本 的伪标签中第

j 个类别的概率.  表示输出样本结果中第 j 个标签的

概率. 本文将分类器和对比学习模块一起训练, 将二者

损失加权求和来组成最终的损失函数, 如式 (7) 所示,
其中 是人工设置的超参数.

L = Lcls+λLcont (7)
 

3.2.2    类原型更新

类原型是每一个类别最具有代表性的特征向量.
随着训练的进行, 为了使每个类别的特征向量能够更

加准确地判断与哪个类原型更加相似, 类原型也需要

不断地更新. 为了减少计算代价, 同样采用类似移动平

均的方式来更新类原型, 如式 (8)所示:µc = Normalize(γµc+ (1−γ)q),

if c = argmax j∈Y f j
(
Augq (x)

) (8)

γ µc

f j

µc

其中,  是人工设置的超参数,  是第 c 个类别的原型

向量, q 是 MLP 模块输出的特征向量,  表示输出样

本结果中第 j 个标签的概率. 模型根据分类器的分类结

果, 更新对应类别的类原型向量 . 

3.3   自适应阈值

在分类任务中预置信度越高说明模型判断的越准

确. 当出现较低的预测值时, 往往任务是模型分类出现

错误. 通常情况下会采用设计固定阈值的方案来将预

测值较低的样本过滤掉, 不参与模型最终的损失计算.
但是通过这种方式提高性能也存在着问题. 固定的阈

值没有考虑不同类别学习难度不同的问题, 而且会忽

略掉相当一部分训练样本. 因此本文采用一种新颖的

自适应阈值方式过滤训练样本, 根据学习在各个类别

的学习情况动态调整阈值. 过滤掉明显分类错误的样

本而只留下预测置信度高的样本, 这样可以有效地减

少确认偏差. 因此, 本文使用式 (9)来更新各类别的阈值:

Tt (c) = βt (c)×τ (9)

Tt (c) βt (c)

σt

σt βt

其中,  表示在时刻 t 处 c 类别的阈值.  为时刻

t 处 c 类别的缩放因子, τ 是人工设置的超参数. 当该类

别学习效果较差时, 将会导致较低的阈值. 本文使用计

数器 来评估各个类别的学习效果 ,  并通过归一化

来得到  , 如式 (10)和式 (11)所示:

σt (c) =
N∑

n=1

∏
(max( f (x)) > Tt (c))

×
∏(

argmax( f (x)) = c
)

(10)

βt (c) =
σt (c)

max
c
σt

(11)

其中, 式 (10)中的 f(x)为分类器输出结果. 这样进行归

一化有一个好处: 对于学习效果最好的类别, 其缩放因

子在归一化后等于 1, 这表示当前对于该类别的阈值设

置的比较合理不需要改动. 对于学习效果不好的类别

则降低阈值, 增加该类别的学习样本. 最终所有的类别

都达到可靠的精度. 本文整体执行流程图如图 6 所示.
 
 

输入图像数据

输出结果

数据增强

特征提取

计算预测结果

计算对比
学习损失

类原型
更新伪标签

更新参数

训练完成?

计算分类损失

低于自适应
阈值?

否

是

是

否

MLP

 
图 6    执行流程图 
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4   实验结果 

4.1   对比实验结果

ȳ ∈ Y |ȳ , y

本文在两个常用公开数据集 CIFAR-10和 CIFAR-100
以及一个真实数据集 ANIMAL10上进行实验. CIFAR-
10 和 CIFAR-100 分别包含 10 个类别和 100 个类别,
分别包含 5万张训练图片和 1万张测试图片. ANIMAL10
中包含 10个类别, 每个类别的样本数量如表 1所示. 每
个类别取 10% 的样本作为测试样本. 在数据集中以概

率 q=P( ) 修改标签, 生成带有噪声的候选标

签数据集. 在实验中对于 CIFAR-10数据集中 q 取{0.1,
0.3, 0.5}. 在 CIFAR-100数据集中 q 取{0.01, 0.05, 0.1}.
使用 PreAct ResNet18作为 CIFAR数据集的编码器. 对
比学习输入的图像为对一张图片使用两次强数据增强

生成的两个数据表示, 强数据增强方法包括随机反转、

随机裁剪, 高斯模糊和颜色失真. 分类器输入图像仅使

用一次弱图像增强生成, 确保最大程度保留样本信息,
包括随机图像翻转和随机图像裁剪.

采用以下设置进行训练: 学习率设置为 0.015, 并
且采用余弦衰减的形式随着训练过程逐步改变学习率.
使用 SGD 优化器, 权重衰减设置为 0.000 1, 动量设置

为 0.9. batchsize 大小设置为 128, 这在单 GPU 的情况

下也可以很好地运行. 本文选择了 5 种主流方法: 1)
PiCO[26]通过拉近相似样本距离及迭代更新伪标签的方

式降低噪声标签影响; 2) LWS[33]通过权衡候选标签上

的损失和剩余标签上的损失来对风险函数进行加权;
3) PRODEN[34]以自我训练的方式迭代更新标签分布;
4) CC[35]假设数据生成过程是均匀的, 并且能够使得分

类器表现一致; 5) MSE[36]和 EXP[36]是两种简单的基

准方法, 它们使用均方误差和指数损失作为评估标准.
表 2、表 3 是与机器学习顶会发表的 PiCO、LWS、
PRODEN、CC 模型以及 MSE 和 EXP 主流方法在

CIFAR-10和 CIFAR-100数据集上的对比试验结果.
 
 

表 1    ANIMAL10数据集
 

类别 数量 类别 数量

狗 4 863 鸡 3 098
猫 1 668 牛 1 866
马 2 623 羊 1 820
大象 1 446 蜘蛛 4 821
蝴蝶 2 112 松鼠 1 862

 

本文采用相同的实验设置, 并在 3 次试验结果中

取最优结果. 在 3种不同噪声率上测试模型的性能. 从
表 2、表 3中结果可以看出, 本文方法在 CIFAR-10和

CIFAR-100 数据集上的分类结果均超过其他方法. 在
CIFAR-10数据集上, 相比于目前取得最高分类准确率

的 PiCO, 在噪声率为 0.1、0.3、0.5 的情况下分别提

升 0.25%、0.27%、0.24%. 在 CIFAR-100 数据集这类

样本空间较大的数据集上, 本文方法的优势更加明显.
相较于取得最高分类准确率的 PiCO模型而言, 本文方

法并未采用分类器主导对比学习中正负样本对选择的

方式, 在噪声率为 0.01、0.05、0.1 的情况下分别提升

2.47%、1.64%、1.49%. 表明本文方法在样本空间较大

的数据集上可以产生分离更良好的聚类以及更好区分

的特征表示, 具有良好的抗噪声能力.
 
 

表 2    CIFAR-10数据集实验结果 (%)
 

Model q=0.1 q=0.3 q=0.5

PiCO[26] 94.39±0.18 93.58±0.12 93.28±0.06
LWS[33] 90.30±0.60 88.99±1.43 86.16±0.65

PRODEN[34] 90.24±0.32 89.38±0.31 87.78±0.07
CC[35] 82.30±0.30 79.08±0.06 74.05±0.36
MSE[36] 79.97±0.45 75.64±0.28 67.09±0.66
EXP[36] 79.32±0.12 75.79±0.21 70.34±1.32
CLPAT 94.64±0.21 93.85±0.08 93.52±0.04

 
 

表 3    CIFAR-100数据集实验结果 (%)
 

Model q=0.01 q=0.05 q=0.1

PiCO[26] 73.09±0.34 72.74±0.30 69.91±0.24
LWS[33] 678±0.02 59.56±0.34 53.53±0.08

PRODEN[34] 62.60±0.02 60.73±0.03 56.80±0.29
CC[35] 49.76±0.05 47.62±0.08 35.72±0.37
MSE[36] 49.17±0.05 46.02±1.82 43.81±0.49
EXP[36] 44.45±1.50 41.05±1.40 29.27±1.81
CLPAT 75.56±0.25 74.38±0.28 71.41±0.18

 

进一步验证本文方法的有效性, 在 ANIMAL10数
据集上的对比试验. 表 4是与 PiCO、LWS、PRODEN、
CC模型以及MSE和 EXP方法在 ANIMAL10真实数

据集上的对比试验结果. 在真实数据集 ANIMAL10上
本文设置学习率为 0.2, 其余试验设置与 CIFAR 数据

集实验相同. 从结果可以看出本文模型实验结果超过

其他模型, 相比于效果最好的 PiCO模型提高了 0.24%.
 
 

表 4    ANIMAL10数据集实验结果 (q=0.1) (%)
 

Model 准确率

PiCO[26] 93.39±0.34
LWS[33] 90.16±0.42

PRODEN[34] 89.94±0.32
CC[35] 81.72±0.26
MSE[36] 78.43±0.34
EXP[36] 78.12±0.13
CLPAT 93.63±0.14
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4.2   消融实验结果

为验证模型效果, 将本模型与 3 个变体进行比较:
1) CLPAT w/o th, 是模型指使用固定阈值过滤样本;
2) CLPAT w/o pseudo, 在第 1 个变体的基础上去除伪

标签更新, 使伪标签保持初始化时的值; 3) CLPAT w/o
cont, 进一步去除对比学习模块, 只保留单独的分类器.
本节所有的消融实验均在 CIFAR-10数据集上进行, 噪
声率设为 0.5, 其余设置与训练过程一致.

从图 7 中可以看出, 自监督对比学习优化了数据

分布, 使得相似的样本更加接近, 最终得到鲁棒的特征

表示, 变体 3 相较于未加入对比学习的变体 2 提高了

9.17% 可以看出对比学习的加入提高了模型的性能.
基于类原型的标签去噪模块通过逐渐更新样本的伪标

签来降低带噪标签的影响, 变体 1 相较于未使用去噪

模块的变体 2 提高了 7.60%. 自适应阈值主要用于根

据模型学习情况改变阈值, 过滤掉置信度较低的样本,
提升相对较少, CLPAT 相较于未使用自适应阈值的变

体 1 提高了 0.69%. 由此可以说明 3 个小方法都可以

提高模型抗噪声的能力.
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图 7    消融实验结果

  

5   结论与展望

针对图像分类模型训练时需要大规模准确标注数

据, 而数据来源不可靠导致获得数据标签包含噪声的

问题, 本文提出了一种基于对比学习的标签噪声学习

框架, 从网络特征提取能力出发, 采用对比学习网络来

提取图像鲁棒的特征表示, 并结合基于类原型的标签

去噪模块逐步更新样本的伪标签, 提高模型抗噪声能

力. 采用自适应阈值来过滤训练样本, 进一步提高模型

的性能, 学习了一个具有良好抗噪声能力的模型. 在
CIFAR-10、CIFAR-100 和 ANIMAL10 数据集上的对

比试验证明了本文模型的有效性. 在类别更多的数据

集上, 模型效果并不理想, 原因在于当类别达到一定数

量时, 在训练初期原型向量之间的区别并不明显. 后续

将采用预训练的方式处理原型向量, 提高模型在多类

别噪声数据集上的分类效果.
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