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摘　要: 针对交通信号灯检测中目标尺度小、检测精度低的问题, 提出一种改进 YOLOv5s的交通信号灯检测算法.
首先, 构建一种特征金字塔模块 RSN-BiFPN, 充分融合不同尺度的交通信号灯特征, 以减少目标漏检和误检. 其次,
引入新的特征融合层和预测头, 提高网络对小目标的感知性能, 增强检测准确性; 最后, 采用 EIoU 函数优化损失,
加快网络收敛速度. 通过在 S2TLD公开数据集上进行的大量的实验结果表明, 本文所提方法相较于基础网络, 精确

率提升 4.1%, 达 96.1%; 召回率提升 3%, 达 95.9%; 平均精确度提升 1.9%, 达 96.5%. 同时, 改进后的算法实现了更

快的检测速度, 达每秒 22.7帧, 本文方法有效实现交通信号灯快速、准确地检测, 可广泛应用于交通道路中信号灯

分析相关研究.
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Abstract: Aiming at the small target scale and low detection accuracy in traffic signal detection, this study proposes a
traffic signal detection algorithm based on improved YOLOv5s. Firstly, a feature pyramid module RSN-BiFPN is
constructed to fully integrate traffic signal features of different scales to reduce target missed detection and false detection.
Secondly, a new feature fusion layer and prediction head are introduced to improve the perception performance of the
network for small objects and enhance detection accuracy. Finally, the EIoU function is adopted to optimize the loss and
accelerate network convergence. Experiments conducted on the public dataset S2TLD show that compared with the basic
network, the precision rate of the proposed method is increased by 4.1% at 96.1%, the recall rate is 95.9% with an
increase of 3%, and the average precision is increased by 1.9%, reaching 96.5%. Meanwhile, the improved algorithm
achieves a faster detection speed of 22.7 frames per second. The proposed method can realize rapid and accurate detection
of traffic lights and can be widely employed in the research on analyzing traffic lights.
Key words: traffic light detection; YOLOv5s; small target; feature pyramid; EIoU loss function

近年来, 随着自动驾驶技术的快速发展, 对于自动

驾驶场景中行人、交通标志等目标的识别研究日益增

加. 其中, 交通信号灯检测是一项关键任务, 其利用车

载摄像头拍摄的照片和视频来对信号灯进行分析. 然
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而, 在获取的图像中存在交通信号灯目标尺度过小和

有用特征稀缺的问题, 这增加了目标检测误检和漏检

的可能性. 因此, 迫切需要一种准确度高且检测速度快

的算法来解决这一问题.
深度学习技术在计算机视觉领域取得了巨大的成

功, 特别是在目标检测领域. 与早期手工设计的方法相

比, 现阶段基于深度学习的目标检测算法已经成为主

流, 并可以分为以下两类: (1) 传统的两阶段目标检测

算法, 如 Faster R-CNN[1]、VFNet[2]、CenterNet2[3]等,
这些方法首先需要一个网络来定位图像中可能的物体

区域, 随后利用另一个网络对物体进行分类. 尽管以

Faster R-CNN为代表的两阶段检测器在目标检测任务

中具有高精度的优点, 但由于检测速度较慢, 难以满足

交通信号灯检测实时性的要求. (2) 单阶段目标检测算

法包括 YOLO9000 [ 4 ]、YOLOv3 [ 5 ]、YOLOv4 [ 6 ]、

ScaledYOLOv4[7]、YOLOv5、YOLOX[8]、FCOS[9]、

DETR[10]等. YOLO系列[4–8,11]是一种典型的单阶段目标

检测算法, 检测速度快、准确率高, 因此成为交通信号

灯检测任务的首选算法.
尽管目标检测算法在计算机视觉领域取得了一定

成绩, 但在小目标检测方面仍存在一定问题与难点. 现
阶段, 小目标检测多以主流目标检测算法为基础, 从数

据增强、检测层、检测头、特征提取和注意力机制等

方面提升小目标的检测性能. 例如, Wang 等[12]通过使

用 AF-FPN 替换原有的特征金字塔, 提高了 YOLOv5
对多尺度目标的检测性能; 同时, 还提出了一种自动学

习的数据增强方法, 通过丰富数据集来提高模型的适

应性和鲁棒性. Chen等[13]引入了专门用于检测小目标

的检测头和增强注意力, 检测精度提高 6.68%. Wang
等[14]提出了 SG-YOLO 算法, 结合 SE 注意力模块和

Ghost 模块, 使用 SG-Bottleneck 结构, 参数量减少

32.1%. Chu等[15]使用 Trans模块和 LD-Head减少冗余

特征干扰, 提高小目标检测性能. Bi 等[16]提出了基于

YOLOv4的 YOLO-RFB算法, 通过剪枝主干和引入虫

洞卷积层等方法, 成功提高了检测交通标志中小目标

样本的效果.
上述方法虽有效提高小目标检测精度, 然而小目

标对象分辨率低、像素占比小, 在使用卷积网络进行

特征提取时, 所提供信息有限, 不足以对小目标进行表

达. 同时, 随着卷积神经网络多次下采样, 特征图尺寸

不断减小, 小目标特征信息难以提取, 导致检测过程中

出现严重的误检、漏检.
为此, 本文提出了一种改进 YOLOv5s的交通信号

灯检测算法, 以提高小目标检测平均精确度并降低漏

检率和误检率. 首先, 引入新的特征融合层和检测头,
增强算法的感知能力, 尤其是对小目标的检测能力和

在光照变化较大的场景下的适应性. 其次, 采用多尺度

特征融合网络 RSN-BiFPN, 通过融合不同尺度的特征

信息, 实现了更准确的交通信号灯定位, 降低漏检和误

检的风险. 最后, 对定位损失函数进行改进, 更好地约

束模型的学习过程, 提升算法的准确性. 综合上述改进

措施, 改进后的算法在误检率和漏检率方面都显著降

低, 从而提高了精确度.

 1   YOLOv5s原理

YOLOv5是一种广泛应用于目标检测的深度学习

模型, 包括 4个版本: YOLOv5s、YOLOv5m、YOLOv5l
和 YOLOv5x. 为了在速度和精度之间取得平衡, 本文

选择参数量小、速度快的 YOLOv5s 网络来进行交通

信号灯检测. YOLOv5s由输入层、骨干网络、颈部网

络和头部网络组成, 其网络结构如图 1所示.
 1.1   输入端

输入端采用 3 种数据增强技术, 分别为马赛克数

据增强、自适应锚点计算和自适应图像尺寸处理. 马
赛克增强通过随机裁剪来扩充数据集数量, 从而提高

网络对小目标的检测能力. 自适应锚点计算针对不同

数据集生成最佳预测框, 提高模型检测精度. 自适应图

像尺寸处理采用添加最小黑边和缩放到标准尺寸的方

式, 避免特征张量与全连接层不匹配的问题, 进而提高

模型的效率和稳定性.
 1.2   骨干网络

骨干网络采用了 Focus 下采样、CSP1_X 和 SPP
结构来提取图像特征. Focus模块对输入图像进行下采

样和通道增加, 生成 12维特征图的输出. 接下来, 通过

使用 3×3 卷积核从特征图中提取 32 维特征层. 通过

Focus下采样的方法在提高网络性能的同时, 保留了图

像信息. CSP1_X 采用残差结构, 增加了层与层之间反

向传播的梯度值, 避免梯度消失问题, 并获得更细粒度

特征信息. SPP 模块将任意大小的特征图转换为固定

大小的特征向量, 增强模型感受野.
 1.3   颈部网络

颈部网络采用 CSP2_X、FPN 和 PAN[17]结构, 进
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一步提取和整合来自骨干网络的特征信息. CSP2_X结

构通过插入两个残差块来提高网络的特征融合能力,
使网络在保持丰富的特征信息的同时减少计算量. 为
了解决多尺度物体检测问题, 采用 FPN 和 PAN 结构

对特征金字塔网络进行扩充和路径聚合. FPN 从上到

下传递深层语义特征, 而 PAN从下到上传递目标的位

置信息. 这种自上而下和自下而上的特征信息融合方

法可以有效地识别不同尺度的目标.
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图 1    YOLOv5s网络结构

 

 1.4   头部网络

头部网络采用 bounding box 损失和 NMS 非极大

值抑制以提高目标检测的准确性. Bounding box 损失

用于训练目标检测模型, 衡量预测框与真实标签框之

间的差异. NMS 则用于后处理阶段, 对重叠的检测框

进行筛选和抑制, 从而得到最终的目标检测结果. 头部

网络由 3 个检测层组成, 每个层生成不同大小的特征

图, 用于检测不同大小的目标物体. 每个检测层都输出

相应的向量, 这些向量被组合在一起, 生成最终的目标

检测结果, 以实现对目标对象的精确定位和分类.

 2   算法优化

本文基于 YOLOv5s 模型进行改进, 首先, 在保留

原模型的 3 个检测层的基础上, 添加了一层具有更大

尺度特征的小目标检测层, 以获取更多特征信息, 增强

小目标的检测能力. 其次, 将 PANet特征金字塔替换为

本文提出的 RSN-BiFPN 模块, 并应用在特征融合层,

以增强特征的多尺度表达, 从而降低漏检率和误检率.

最后, 使用 EIoU 损失函数作为边界框损失函数, 以提

升检测精度和速度. 改进后的 YOLOv5s 网络结构如

图 2所示.

 2.1   目标检测层优化

针对交通信号灯尺度较小的问题, 通过增加小目

标检测层可以有效减少小目标的漏检率. 在 YOLOv5s
网络中, 特征融合层仅包含第 3、4、5 层的特征信息.
该部分进行两次上采样和两次下采样, 以融合深层特

征与浅层特征. 特征融合完成后, 在检测层输出大小为

80×80、40×40、20×20 的 3 种不同尺度的特征图. 特
征图尺度越大, 感受野越小, 包含目标位置信息和局部

特征细节越详细, 有利于检测小目标; 特征图尺度越小,
感受野越大, 语义信息越丰富, 但局部细节不明显, 适
合检测大目标. 为了提高小目标检测的平均精度, 同时

避免由于下采样导致目标的局部细节特征损失过大、

小目标信息丢失, 本文引入了一个原本未进行融合的

160×160的特征图到检测层. 该层经过深层特征的传递

以及与浅层特征的融合, 包含更多的小目标轮廓信息

以及位置信息, 有利于小目标的定位与识别, 降低小目

标的漏检和误检. 同时, 在特征融合网络中增加了一次

上采样和一次下采样操作, 从而将最后输出的检测层

增加至 4 层. 增加检测层后, 输出的预测框数量也从

9 个相应地增加到 12 个, 其中新增的 3 个预测框长宽

比不同且专为小目标检测而设计. 通过这些改进, 本文

得到了一个具备四头预测器结构的模型. 该模型在检

测微小物体和多尺度物体方面表现出色, 有效提高了

对小目标的检测性能.
 2.2   RSN-BiFPN 特征金字塔

YOLOv5s 模型采用了 PANet 特征金字塔结构来
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解决目标检测中尺度变化的问题. PANet 特征金字塔

通过自顶向下和自底向上的路径以及横向连接的方式,
将不同层级的特征进行融合. 其特征融合过程如图 3
所示.
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图 2    改进 YOLOv5s网络结构
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图 3    特征融合过程

 

首先, YOLOv5s 使用一系列卷积层来提取不同尺

度的特征图, 这些特征图具有不同的分辨率, 代表了图

像中不同尺度的特征信息. 这些特征图被送入 PANet

进行特征融合.

其次, 自顶向下路径通过对低层级特征图进行下

采样, 得到一组具有相同通道数的特征图, 这组特征图

被称为 bottom-up特征. 同时采用融合操作将高层级特

征图的语义信息传递到低层级特征图中, 如图 3 中红

线所示. 这样可以将高层级特征图的语义信息与低层

级特征图的细节信息相结合, 得到更全局和粗糙的特

征表示.
然后, 自底向上路径通过对高层级特征图进行上

采样和融合操作, 将低层级特征图的细节信息传递到

高层级特征图中, 如图 3中蓝线所示. 这样可以将不同

尺度的特征信息进行融合, 提高检测的准确性. PANet
在自顶向下和自底向上模块增加了一个横向连接操作,
通过将自底向上和自顶向下路径的特征图进行逐元素

相加或拼接, 实现特征融合, 如图 3中黑线所示.
最后, 通过自底向上和自顶向下路径的融合, 得到

了多层级的特征金字塔. 为了进一步融合这些特征,
PANet 采用了一个特征融合模块. 该模块通过对特征

金字塔中的特征图进行上采样和下采样操作, 将不同

尺度的特征图调整到相同的大小. 然后将调整后的特
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征图进行逐元素相加或拼接, 实现特征的融合.
如图 4(a), YOLOv5s 原始模型仅将第 3、4、5

层特征纳入到特征融合网络. 然而, 由于小目标和大

目标在尺度上存在显著差异, 仅使用这几个特征层可

能无法有效处理不同尺度目标之间的差异, 一些小目

标仍然难以检测, 或者可能被错误地归为其他类别.

为解决这个问题, 本文引入了第 2层特征层到特征融

合网络中, 如图 4(b) 所示. 由于网络添加了小目标检

测层, 将原本不参与特征融合的第 2层特征层加入特

征融合网络中, 过多保留浅层语义信息导致网络的深

层语义信息丢失严重, 使得网络特征相对复杂. 因此,
更多地保留这些相对深层的语义信息显得尤为重要.
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图 4    特征金字塔对比

 

如图 4(c) 所示, BiFPN 在 PANet 的基础上进行改

进. 首先, 为了简化网络结构, BiFPN 删除了只有一条

输入边的节点, 其原因是这类节点无法进行特征融合.
其次, 在第 3 层和第 4 层的输入节点和输出节点之间

增加了一条额外的边, 以很小的代价融合更多的特征.
最后, BiFPN 将每个双向 (自上而下和自下而上) 路径

视为单个特征网络层, 并重复应用同一层以实现更高

级别的特征融合. BiFPN 通过多尺度特征融合、上下

文信息引入和优化信息流动等方式, 增强对小目标的

表达能力, 提高小目标检测、定位的准确性.
本文在 BiFPN 的基础上, 提出了一种名为 RSN-

BiFPN的结构, 其结构如图 4(d)所示. RSN-BiFPN首先

将第 2层特征加入到特征融合结构中, 以融合更多不同

尺度的特征. 其次, 保留第 2 层和第 5 层结点以减少深

层语义信息的丢失. 最后, 在每一层的输入节点和输出

节点之间增加了一条额外的边, 实现跨尺度的连接. 并
引入了可学习的权重因子来表征不同输入特征的重要

程度, 同时在自上而下和自下而上的多尺度特征融合中

反复应用这些权重. 改进后的网络一定程度上增加少量

的计算复杂度, 但有效减少复杂场景下的漏检和误检现

象. 下面是 RSN-BiFPN的两个特征融合公式:

Ptd
i =Conv

w1 ·Pin
i +w2 ·Pin

i+1

w1+w2+w3+ε

 (1)

Pout
i =Conv

w′1 ·Pin
i +w′2 ·Ptd

i +w′3 ·Pout
i−1

w′1+w′2+w′3+ε

 (2)

Ptd
i Pout

i

Conv

ε

w1 w2

w′1 w′2 w′3

其中,  ,  分别表示自上而下路径上第 i 层的中间

过渡特征以及自下而上第 i 层的最后输出特征, 

代表对总体计算结果进行卷积操作,  是防止梯度消失

的超参数. 在式 (1) 中,  ,  代表当前输入层的权重

参数以及下一层输入所需要计算的中间过渡特征. 在

式 (2)中,  ,  ,  分别代表当前层的输入权重, 当前

层中过渡单元输出的权重以及前一层的输出的权重.

 2.3   损失函数优化

边界框损失函数在目标检测任务中起着关键作用,

对于准确的目标定位和识别具有至关重要的影响. 在

目标检测任务中, IoU (intersection over union) 被广泛

用于衡量预测边界框与真实边界框之间的重叠程度.

然而, 传统的 IoU 存在一些问题. 首先, IoU 仅关注边

界框之间的重叠程度, 而未考虑位置和形状的差异. 这

使得在目标形状变化较大或存在重叠目标的情况下,

IoU 无法提供准确的损失度量.

IoU α

ν

CIoU (complete intersection over union) 是一种改

进的 IoU 度量方法, 综合考虑了边界框的位置、形状

和大小之间的关系. 然而, CIoU 在一些特定情况下仍

然存在一些局限性. 例如, 当目标发生尺度变化或具有

较大的长宽比时, CIoU可能无法准确地衡量边界框的

重叠程度, 影响检测的准确性. YOLOv5s 模型采用

CIoU 损失函数作为边界框损失函数, LCIoU 计算公式

如式 (3)所示. 其中 表示重叠面积,  是用做权衡的

一个参数,  是衡量长宽比的一致性参数.
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LCIoU = 1− IoU +
ρ2(b,bgt)

(cw)2+ (ch)2 +αν (3)

α ν其中,  和 计算公式如式 (4)和式 (5)所示:

α =
ν

(1− IoU)+ ν
(4)

ν =
4
π2

(
arctan

wgt

hgt − arctan
w
h

)2

(5)

为了解决 CIoU的局限性, 本文采用了改进的边界

框损失函数 EIoU (enhanced intersection over union). 图 5
展示了 CIoU 和 EIoU 损失函数在预测框回归过程中

的迭代对比. 红色框和绿色框代表预测框的迭代过程,
蓝色框表示真实框, 黑色框为预设的锚框. 通过观察图

中的变化, 可以发现 CIoU 无法同时调整宽度和高度,
而 EIoU能够有效解决这个问题.
 
 

C
Io
U

E
Io
U

 
图 5    CIoU与 EIoU的迭代对比

 

LIoU

Ldis Lasp

EIoU在 CIoU的基础上进一步考虑了目标的尺度

和长宽比信息, 通过引入额外的尺度项, 能够更准确地

度量边界框之间的重叠程度. 与 CIoU相比, EIoU在处

理尺度变化较大的情况下表现出更好的鲁棒性和准确

性. EIoU 损失函数由重叠损失 、中心距离损失

和宽高损失 组成, 其定义如式 (6)所示. 通过优

化交通信号灯检测的收敛速度和定位精度, EIoU 损失

函数有助于降低回归结果不准确的可能性.

LEIoU = LIoU −Ldis−Lasp

= 1− IoU +
ρ2(b,b2)

c2 +
ρ2(w,wgt)

c2
w

+
ρ2(h,hgt)

c2
h

(6)

cw ch

w wgt

h hgt c

其中 ,  和 分别表示覆盖预测框和真实框的最小

边界框的宽和高;  和 分别为预测框和真实框的

宽度 ;  和 分别是预测框和真实框的长度 ;  是可

以同时包含预测边界框和真实边界框的最小闭包区

IoU域的对角线距.  为预测边界框与真值边界框的交

并比.

 3   实验设计与结果分析

 3.1   实验环境与数据集

本文的实验环境配置见表 1, 在本文的消融实验、

对比分析实验以及与其他算法的对比实验中, 使用了

相同的实验配置.
  

表 1    实验环境配置
 

配置名称 版本参数

处理器 Intel® Xeon(R) Gold 5218R CPU@ 2.10 GHz
运行内存 64 GB
显卡 NVIDIA A10

深度学习框架 PyTorch 3.9
CUDA 11.7

 

为了评估本文所提出的改进 YOLOv5s模型, 本文

实验数据集采用由 Kaggle数据众包平台提供的 S2TLD
小尺度交通信号灯数据集, 经过扩充后共包含 6 095张
图像, 包括多种天气条件下的交通信号灯目标. 每幅图

像的大小为 1080×1920 像素, 包含 4 种不同类别的标

签: 红灯 (red)、黄灯 (yellow)、绿灯 (green) 和关闭

(off), 数量分别为 4 080 个、6 175 个、375 个和 1 530
个. 数据集按 9:1的比例被划分为训练集和测试集, 图 6
展示了数据集中的部分图像.
  

 
图 6    数据集图像示例

 

 3.2   评价指标

为了评估改进后的算法在交通信号灯检测方面的

有效性 ,  本实验采用以下指标进行评估 :  精确度

(Precision)、召回率 (Recall)、多类别平均精度 (mAP)
和每秒帧数 (FPS).

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2023 年 第 32 卷 第 12 期

248 研究开发 Research and Development



(1)精确度 (Precision)、召回率 (Recall)的计算公

式如下:

Precision =
T P

T P+FP
(7)

Recall =
T P

T P+FN
(8)

T P FP

FN Precision

Recall

其中,  指正确检测到的目标数,  指错误检测到的

目标数,  指未检测到的目标数;  表示正确

预测结果占所有预测正样本的百分比;  表示正确

预测结果在所有正样本中所占的百分比.

(2)多类别平均精度 (mAP)的计算公式如下:

mAP =
1
n

∑n

i=1
APi (9)

n APi

mAP

其中,  指需要分类的类别数,   (average precision)

表示目标类的平均精度,  表示在不同召回率下得

到的精度的平均值.

(3)目标检测网络的检测速度通常用 FPS (每秒帧

数) 来衡量. FPS 表示网络模型每秒能够处理的图像

数量, 数值越大代表网络模型处理图像的速度越快.

 3.3   损失函数对比分析

在本实验的模型训练过程中, 采用了 Mosaic-9 数

据增强技术, 并将图像输入尺寸设置为 640×640. 初始

学习率设置为 0.01, 最终学习率设置为 0.1. 模型的优

化采用随机梯度下降法 (SGD), 进行 150 个训练周期

(epochs), 每个批处理的大小为 8.

为验证优化损失函数是否能够提升模型的性能、

加快网络的收敛速度 ,  在本实验中 ,  对比 GIoU [ 18 ]、

DIoU[19]、SIoU[20]、CIoU[19]和 EIoU[21]等损失函数, 其

效果如图 7所示, 其损失值及 mAP 如表 2所示.

在本次实验中, 以 YOLOv5s-GIoU为例, 该模型采

用 GIoU作为边界框损失函数, 其他模型采用类似的命

名方式. 通过对图 7 的分析, 观察到模型在大约 20 个

epoch后开始收敛. 与其他损失函数相比, 使用 EIoU损

失函数, 模型的收敛速度更快, 并且在训练结束时具有

更小的损失值. 模型的损失值在第 120 个 epoch 时基

本稳定. 为了确保对比实验的有效性, 本文选择第 120

个 epoch时的损失值和 mAP 进行分析.

综合考虑图 7 中的损失曲线和表 2 中的损失值

与 mAP 值, 使用 EIoU 损失函数相比 CIoU 损失函数,

边界框损失下降 0.000 38, mAP 提升 0.6%. 与其他损

失函数模型相比, EIoU损失函数的模型达到了最低的

损失值 0.020 56 和最高的 mAP 值 95.2%, 表现出最佳

性能.
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图 7    损失函数曲线对比图

 
 
 

表 2    不同模型的损失值及 mAP
 

模型 损失值 mAP (%)
YOLOv5s-GIoU 0.021 02 95.1
YOLOv5s-DIoU 0.022 79 94.9
YOLOv5s-SIoU 0.021 22 95.0
YOLOv5s-CIoU 0.020 94 94.6
YOLOv5s-EIoU 0.020 56 95.2

 

 3.4   消融实验结果分析

为验证改进 YOLOv5s 交通信号灯检测算法的有

效性, 设计了消融研究来验证添加检测层、使用 RSN-

BiFPN特征金字塔和修改损失函数对模型在检测交通

信号灯方面的性能影响. 本文提出的改进后的 YOLOv5s

模型在 S2TLD 数据集上的消融实验结果见表 3, 其

中“√”代表使用此改进措施.

经过消融实验对比分析, 结果表明: 实验 A 中, 模

型头部添加一个小目标检测层可以提升模型性能. 具

体来说, Precision 值提升 1.6%, Recall 值提升 1.4%,

mAP 提升 1.2%. 然而, 由于添加了检测层, 计算量增加,

导致 FPS 下降 2.7 f/s. 实验 B 中, 将 backbone 中的特

征金字塔替换为 RSN-BiFPN, 这使得模型能够融合更

多尺度的特征. 相比于基准模型, 实验 B中 Precision 值、

Precision 值、mAP 值分别提升 1.9%、1.4%、0.7%. 额

外融合了第 2 层的特征导致计算量增加, 使得 FPS 下

降 3.6 f/s. 实验 C对损失函数进行改进后, 与未改进的

模型相比, Precision 值提升 2.8%, Recall 值提升 2%,

mAP 提升 0.6%, FPS下降 0.9 f/s, 使用不同的损失函数

模型有不同的性能. 实验 D显示, 同时添加小目标检测
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层和修改特征金字塔, 在融合更多特征的同时也提升

了对小目标的检测效果的稳定性, Precision 值、Recall
值和 mAP 分别提升 2%、0.3% 和 1.3%. 然而, 由于计

算量的增加, FPS下降 3.1 f/s.
 
 

表 3    消融实验结果分析
 

模型 RSN-BiFPN金字塔 添加小目标检测层
改用EIoU

Loss
Precision (%) Recall (%) mAP (%) FPS (f/s)

YOLOv5s — — — 92.0 92.9 94.6 23.2
A √ — — 93.6 94.3 95.8 20.5
B — √ — 93.9 94.3 95.3 19.6
C — — √ 94.8 94.9 95.2 22.3
D √ √ — 94.0 93.2 95.9 20.1

本文算法 √ √ √ 96.1 95.9 96.5 22.7
 

同时采用 3种改进策略, 与基准模型相比, 本文在

不降低检测速度的前提下, 成功将模型的准确率提升

4.1%, 达 96.1%; 召回率提升 3%, 达 95.9%; mAP 提升

1.9%, 达 96.5%. 这些改进策略的实验证明了它们对提

高模型性能的有效性. 图 8 展示了模型改进对各类标

签在 mAP 上的提升.
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图 8    YOLOv5s和改进 YOLOv5s的 mAP 对比图

 

 3.5   对比实验结果分析

为了验证本文提出的改进的 YOLOv5s 算法在小

尺度交通信号灯检测方面的有效性, 本文进行了性能

对比实验. 将改进的 YOLOv5s算法与目前主流的目标

检测算法, 包括 YOLOv3-tiny、YOLOv5s、YOLOv7、
SSD和 Faster R-CNN进行比较, 实验结果如表 4所示.

通过对比表 4 中的实验结果, 可以发现本文提出

的改进算法在检测精确度方面优于其他主流模型. 与
YOLOv3-tiny、YOLOv5s、YOLOv7、SSD 和 Faster
R-CNN 模型相比, 改进模型的平均精确度分别提升

4.1%、1.9%、4.2%、20.5%和 0.2%.
从模型的实时性能来分析, 经过测试, 本文提出改

进算法的 FPS 达 22.7 f/s. 虽然与 YOLOv3-tiny 和

YOLOv5s相比略有降低, 但相比于 YOLOv7和 Faster
R-CNN 算法, 本文算法的检测速度分别提高 8.3 f/s

和 21.4 f/s. 因此, 在实时性方面, 本文算法也具有一定

优势.
  

表 4    对比实验结果分析
 

模型 mAP (%) FPS (f/s)
YOLOv3-tiny 92.4 32.1
YOLOv5s 94.6 23.1
YOLOv7 92.3 14.4
SSD 76.0 27.9

Faster R-CNN 96.3 1.3
本文算法 96.5 22.7

 

通过对比实验结果可发现, 改进后的算法有效实

现交通信号灯准确、快速地检测, 进一步证明了本文

算法的有效性和稳定性.
 3.6   检测结果分析

为了验证模型的有效性, 本文对检测结果进行可

视化分析, 同时对检测到的小目标进行局部放大处理.
图 9展示了低亮度小目标的检测情况. 在图 9(b)中, 原
始 YOLOv5s 模型未能检测到灯光亮度较暗的红色交

通信号灯, 而在图 9(c)中, 改进后的模型通过添加小目

标检测层成功检测到了红灯目标. 图 10展示了多目标

的检测情况. 在图 10(b) 中, 原始 YOLOv5s 模型给出

的目标置信度分别为 0.33、0.63、0.63, 而在图 10(c)
中 ,  改进后的模型检测出的目标置信度分别提升至

0.74、0.74、0.70, 改进后的模型在检测精度上有所提

升. 图 11 展示了对于远处微小目标的误检情况. 通过

对比图 11(b) 和图 11(c), 可以观察到改进后的模型由

于采用了 RSN-BiFPN特征金字塔, 使得模型能够更准

确地识别目标特征, 避免将远距离的小目标误检为黄

灯. 综上所述, 改进的 YOLOv5s 模型在检测小尺度交

通信号灯目标方面表现优于原始 YOLOv5s模型, 同时

减少了误检和漏检. 改进后的模型具有更好的性能和

更高的检测精确性. 
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(a) 原图 (c) 改进 YOLOv5s(b) YOLOv5s 
图 9    低亮度小目标检测

 
 

(a) 原图 (c) 改进 YOLOv5s(b) YOLOv5s 
图 10    多目标检测

 
 

(a) 原图 (c) 改进 YOLOv5s(b) YOLOv5s 
图 11    远处微小目标检测

 

 4   总结

针对小尺度交通信号灯检测效果差、误检和漏检

等问题, 本文对 YOLOv5s算法进行改进. 首先, 本文设

计一种新的特征金字塔结构 RSN-BiFPN, 减少了小尺

度交通信号灯目标特征信息的丢失, 从而降低误检率

和漏检率. 同时, 通过添加新的特征融合层和预测头,
使得模型能够更好地理解和区分不同尺度的交通信号

灯. 此外, 采用 EIoU损失函数优化输出预测边界框, 避
免生成过大的检测框, 进一步减少误检和漏检问题. 改
进后 YOLOv5s 模型的 mAP 达到 96.5%, 相比原始

YOLOv5s 模型提高 1.9%. 此外, 该模型的 FPS 达到

22.7 f/s, 实验结果表明它不仅具备极好的检测精度, 还
能满足实时检测的需求. 在未来的研究工作中, 计划通

过获取更多的图像数据集来扩大模型的应用范围. 同
时, 研究采用轻量化网络作为 backbone, 构建一个高性

能的轻量级检测模型, 以部署在小型移动设备上.
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