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摘　要: 不平衡数据集问题从 20年前就已经引起人们的重视, 提出的相关解决方法层出不穷. Mixup是这几年比较

流行的数据合成方法, 其相关变体比比皆是, 但是针对不平衡数据集提出的Mixup变体寥寥无几. 本文针对不平衡

数据集分类问题, 提出了Mixup的变体——Borderline-mixup, 其使用支持向量机选择边界样本, 增加边界样本在采

样器中被采样的概率, 构建两个边界采样器, 替代了原有的随机采样器. 在 14个 UCI数据集以及 CIFAR10长尾数

据集上的实验结果表明, Borderline-mixup相比于Mixup在 UCI数据集中都有提升, 最高能达到 49.3%的提升, 在
CIFAR10长尾数据集中, 也能达到 3%–3.6%左右的提升. 显然, 我们提出的Mixup变体在不平衡数据集分类中是

有效的.
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Abstract: The problem of imbalanced datasets has attracted people’s attention since two decades ago, and various
solutions have been proposed. Mixup is a popular data synthesis method in recent years, with many variants extended.
However, there are not many Mixup variants proposed for imbalanced datasets. This study proposes a Mixup variant,
namely Borderline-mixup, to address the classification problem of imbalanced datasets, which uses a support vector
machine (SVM) to select boundary samples and increases the probability that the boundary sample is sampled in the
sampler. Two boundary samplers are constructed to replace the original random sampler. Extensive experiments have
been conducted on 14 UCI datasets and CIFAR10 long-tail datasets. The results show that Borderline-mixup has
outperformed Mixup consistently on UCI datasets by up to 49.3% and on CIFAR10 long-tail datasets by about 3%–3.6%.
Therefore, the proposed Borderline-mixup is effective in the classification of imbalanced datasets.
Key words: Mixup; support vector machine (SVM); imbalanced data sets; boundary samples; classification

 
 

近年来, 神经网络的发展十分迅速, 在不同领域的

应用都取得了优异的表现. 众所周知, 数据对于神经网

络是至关重要的. 然而和许多实验中所使用的数据集

不同, 真实世界的数据通常是呈不平衡分布的, 尤其在

一些异常检测的应用中, 比如医疗诊断、欺诈检测、

入侵检测等, 这是因为异常事件相对于正常事件而言
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通常是罕见的. 类别不平衡问题早在 20年前就已经得

到人们的广泛关注[1,2], 在这种情况下, 数据集的不平衡

分布会给大多数假设数据是相对平衡分布的机器学习

算法带来严重的困难[3]. 比如在反向传播的神经网络

中, 多数的类别样本往往会通过主导梯度向量来主导

神经网络的训练过程, 即将类与类之间的边界由多数

类推向少数类, 以减少分类误差. 这会导致神经网络在

少数的类别样本上表现不佳.
针对不平衡数据集分类, 已经提出了许多相关的

解决方法. 这些方法可以简单地分为 3大类, 第 1类是

重加权, 其中包括代价敏感学习和分类器阈值调整, 目
的都是为了在算法层面上给予少数类更大的权重. 代
价敏感学习考虑了不同误分类情况的不同代价[4], 设置

错误分类少数样本的代价大于错误分类多数样本的代

价. 通过在训练期间调整不同类别的损失值来达到对

类别进行重新平衡的目的. 相关的方法有 Focal loss[5]、
Class-balanced loss[6] 等. 分类器阈值调整是从修正分类

结果的角度出发, 通过调整阈值, 使得模型更关注少数

类. 第 2 类是集成学习, 集成学习利用多个分类器, 通
过各种投票机制获得最终结果, 从而提高单个分类器

的准确性[7], 已经成功应用在不平衡数据集中[8], 并成

为了类不平衡问题的一种流行的解决方法[9]. 第 3类是

重采样, 又可以细分为对少数类进行过采样、对多数

类进行欠采样或者是两种方法结合使用, 目的是为了

从数据层面上使不平衡数据集变得较为平衡. 其中, 随
机采样是最简单的一种采样方法, 但是, 对少数类进行

随机过采样, 容易造成少数类样本的过拟合; 对多数类

进行随机欠采样, 又会损失多数类样本的相关特征信

息. 于是, 有人提出基于数据生成的采样, 即对数据进

行合成来增加相应类别的样本数量, 从而提升神经网

络在不平衡数据集上的性能. SMOTE[10] 就是一种合成

少数样本的过采样技术, 通过随机选择少数样本附近

的邻近点, 在两者之间的连线上随机选择一点作为新

合成的少数类样本. Mixup[11] 也是一种基于数据生成

的过采样技术, 随机选择数据集中的两个样本, 将样本

和样本标签分别进行混合.
有研究表明[12], Mixup 在不平衡数据集上能够有

效地提升网络的性能. 虽然Mixup从发表至今, 提出的

变体层出不穷, 但其许多变体都是对平衡的数据集进

行研究实验, 在不平衡数据集上的研究比较少, 其中较为

熟知的有 Remix[13]、Balanced-mixup[14]、Label-occurr-
ence-balanced mixup[15].

本文提出一种新的不平衡数据集分类方法: 边界

混合 (Borderline-mixup), 它由两个边界采样器组合而

成. 在边界采样器中, 我们不再盲目地选择样本进行混

合, 而是找到位于边界附近的样本, 增加它们被采样的

概率. 因为边界样本最容易被错误分类, 将混合的重点

放在边界区域上可能会比放在整个少数类样本区域上

有更好的表现. 我们使用 4 层的多层感知机对 UCI 数
据集中的 10 个二分类以及 4 个多分类的不平衡数据

集进行实验, 结果表明 Borderline-mixup在提升模型性

能方面是有效的. 除此之外, 我们还在基准的不平衡数

据集 CIFAR10-LT上进行了实验, 实验结果表明, 我们

提出的 Borderline-mixup相较于Mixup的性能最高能

提升 3.6%.

 1   相关工作

 1.1   重采样

重采样一般分为过采样和欠采样, 最简单的一种

采样方法就是随机采样. 对少数类进行随机过采样, 虽
然扩大了数据集, 但是因为对少数类样本进行了多次

复制, 容易造成过拟合. 而对多数类进行随机欠采样,
会丢弃一些样本, 即有可能损失部分有用信息.

针对随机过采样的问题, 有人提出, 过采样的时候

不要只是简单地复制样本, 而是通过一些方法来生成

新样本, 从而降低过拟合的风险, 比如通过 SMOTE[10]

方法, 对少数类进行合成新样本, 从而达到过采样的目

的. 至于随机欠采样, 有人提出了依据信息的欠采样,
主要有两种方法: EasyEnsemble和 BalanceCascade[16],
目的是克服随机欠采样中的信息丢失.
 1.2   重加权

重加权的主要思想就是根据类别样本的数量调整

不同类别的权重, 以重新定义每个类别中样本的重要

性, 从而达到对类别进行重新平衡的目的. 这里的权重

可以是误分类的代价, 也可以是分类器的阈值.
调整误分类的代价的方法又称为代价敏感学习,

许多研究都提出了各种重新加权的方法来处理数据集

不平衡的问题, 包括 Focal loss[5]、Class-balanced loss[6] 等.
调整分类器阈值也是一种重加权的方法. 有研究

表明[17,18], 在数据集不平衡的情况下, 默认的分类阈值

的实验结果永远不是最优的. 最优阈值通常是通过最

大化某个评估指标 (比如 g-mean[18]、F1-score[19] 等)
或者是依据正类的先验概率来确定的.
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 1.3   集成学习

集成学习是一种利用多种机器学习算法, 根据对

数据提取的特征得出预测结果, 并用投票机制获得最

终结果的方法. 有效地利用了每个算法的信息, 从而使

得最终得到的模型具有更好的性能. 集成方法已经被

广泛运用在数据集不平衡的问题中, 许多集成模型[20–22]

被提出用于解决类不平衡问题.
 1.4   采样方法

常见的数据采样策略可以用式 (1)来概括:

p j =
nq

j

K∑
k=1

nq
k

(1)

D =
{
(x j,y j), j = 1, · · · ,N

}
K

nk k N =
K∑

k=1

nk

p j j q

q = 0 q = 1

q =
1
2

在数据集 中, 一共有 个

类,  表示第 类里包含的样本数, 样本总数 .

表示第 类数据被采样的概率.  常见的取值是 0, 1,
1/2. 如果 , 则称为基于类别的采样; 如果 则是

基于实例的采样, 即随机采样;  被称为平方根采样[14].

 1.5   Mixup 及其相关变体

 1.5.1    Mixup

D

(xi,yi)(x j,y j)

(x̂, ŷ) yi y j

Mixup 是由 Zhang 等人[11] 提出的一种正则化技

术, 也是一种数据增强方法. 是为了提供神经网络的泛

化能力而提出的. 其思想是随机选择数据集 中的两个

样本对 , 通过式 (2) 得到它们的样本及标

签的凸组合 , 其中 和 是对应标签的独热编码,
随后在样本的凸组合上训练网络.{

x̂ = λxi+ (1−λ)x j

ŷ = λyi+ (1−λ)y j
(2)

λ ∼ Beta (α,α) ,α ∈ (0,∞) λ ∈ [0,1]其中,   , 得到 .
 1.5.2    Remix

λx λy

Mixup 对样本和标签使用的是相同的混合因子来

混合特征空间和标签空间中的样本, 而 Remix[13] 给样

本和标签提供不同的混合因子 和 , 以便于为少数类

分配更高的权重.{
x̂ = λxxi+ (1−λx)x j

ŷ = λyyi+ (1−λy)y j
(3)

其中:

λy =


0, ni/n j ⩾ κ and λx < τ

1, ni/n j ⩽ 1/κ and 1−λx < τ

λx, otherwise
(4)

κ τ

λy

κ = 3 τ = 0.5

这里的 和 是作者定义的两个超参数, 便于更加

合理地控制 的值 .  并且 ,  作者通过实验表明 ,  设置

和 得到的实验结果最优. 在后续的实验部

分, 我们也沿用这样的设置, 用于对比实验.
 1.5.3    Balanced-mixup

S I S C

xI xC

S C

不同于Mixup使用两个基于实例的采样器来随机

选择两个样本进行混合, Balanced-mixup[14] 使用一个

基于实例的采样器 和一个基于类别的采样器 , 采
样得到的样本分别表示为 和 . 基于类别的采样器

能够对样本进行平衡采样, 使得采样得到的数据分

布是平衡的, 这样混合得到的数据分布会更加平衡.{ x̂ = λxI + (1−λ)xC
ŷ = λyI + (1−λ)yC

(5)

 1.5.4    Label-occurrence-balanced mixup

S C1 S C2

XC1 XC2

和 Balanced-mixup[14] 类似, Label-occurrence-balanced
mixup[15] 使用了两个基于类别的采样器 和 来代

替 Mixup 原有的两个基于实例的采样器, 得到的样本

分别表示为 和 . 这样混合得到的数据是接近于

完全平衡的. { x̂ = λxC1+ (1−λ)xC2
ŷ = λyC1+ (1−λ)yC2

(6)

为了方便起见, 后面我们用 Label-mixup指代 Label-
occurrence-balanced mixup.
 1.6   支持向量机

支持向量机 (support vector machine) 是一种常见

的二分类模型, 通过扩展可以实现多分类的任务. 它的

目标是找到特征空间上的一个超平面, 不仅要使得两

类数据分开, 而且各个类别的样本点中离这个超平面

最近的点, 即支持向量, 到超平面的距离要最大化. 通
过确定超平面来实现分类.

D = {(xi,yi)} , i = 1, · · · ,N yi ∈
{1,−1} yi(w ·Φ (xi)+

bi) ⩾ 1− ξi, ξi ⩾ 0,∀i
1
2
∥ w∥2+C

∑
i

ξi

w,b wTx+b = 0 Φ

xi ξi C

以二分类为例, 数据集 , 
. SVM的目标函数可以表示为在满足

的条件下, 最小化 .

其中,  是超平面 的参数,  是一个将样本

从低维到高维的映射,  是松弛变量,  是惩罚参数,
用于控制对误分类点的容忍程度.
 1.7   边界混合方法

现有的边界混合方法大多都是将选取的边界样本

和 SMOTE 方法结合使用, 文献 [23] 通过计算少数类

中每个样本的 k 个最近邻样本中多数类样本的个数,
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来确定该样本是否属于边界样本, 对取得的少数类的

边界样本采取 SMOTE 方法进行过采样. 文献 [24,25]
分别定义了区分边界样本与非边界样本的标准, 对满

足标准的少数类样本, 使用 SMOTE 方法进行过采样,
对非边界中的多数类样本, 则进行欠采样, 从而达到重

采样的目的. 这些研究确定边界样本的方法都是通过

K-means算法选取样本的 k 个最近邻样本, 研究这些近

邻样本和被选取样本之间的关系, 从而确定被选取样

本是否为边界样本. 并且只对少数类的边界样本进行

过采样, 对多数类的边界样本则不进行处理.
我们提出的方法使用 SVM确定边界样本, 即支持

向量, 相比于自定义边界样本的标准, 使用支持向量作

为边界样本更加合理. 且对多数类和少数类的边界样

本, 我们都增加了它们的采样概率, 并且我们设置少数

类的边界样本的采样概率高于多数类的边界样本, 这
样不仅区分了边界样本和非边界样本、少数类和多数

类的重要程度, 也对多数类和少数类的边界样本一视

同仁, 相对于它们的非边界样本, 均增加了相同倍数的

采样概率. 重采样之后, 我们使用 Mixup 方法进行实

验, 该方法和 SMOTE 方法的根本区别在于, SMOTE
是在同一类别里进行数据合成, 即假设邻近样本共享

相同的类, 而 Mixup 是随机组合, 不考虑类别, 即合成

的数据可能属于同一类别, 也可能属于不同类别, 模拟

了不同类别之间的邻近关系, 这给模型带来了更多的

正则化好处.

 2   Borderline-mixup
Mixup[11] 思想是随机选择两个数据对, 得到这两

个数据对的样本和标签对应凸组合, 来达到数据增强

的目的. 这里可以理解为 Mixup[11] 是利用两个随机采

样器来选择数据. 类似的, Balanced-mixup[14] 是采用一

个类平衡采样器和一个随机采样器来选择数据 ,  而
Label-mixup[15] 则是选用两个类平衡采样器来进行实验.

不管是随机采样器还是类平衡采样器, 其对于样

本的选择都是一视同仁的, 即每个类的样本与样本之

间, 都有着相同的被采样的概率. 而我们认为, 在分类

任务中, 不应该对特征空间中的每个样本点都给予相

等的重视. 那些能够帮助我们区分其他类别的样本点

理应得到更多的重视.
 2.1   边界采样

在数据集不平衡问题中, 少数类样本可以分为两

种: 本身数量并不少, 只是相对于多数类其占的比例较

少, 即相对稀缺; 以及本身数量就是很少, 即绝对稀缺.
且有研究表明[26], 相对稀缺不一定会引起分类器的性

能下降. 但是对于绝对稀缺的这种情况, 则需要研究人

员尽可能地挖掘出少数类样本的有效信息.
对于少数类绝对稀缺的情况, 可以从类别之间的

可分性出发, 如果类别之间的边界样本重叠较少, 即可

分性较强, 那么类别不平衡并不会对分类器性能造成

太大的影响. 从这个角度出发, 我们认为边界样本的重

要性是要高于非边界样本的, 即边界样本理应得到更

多的重视.
在选择边界样本的问题上, 我们受到了支持向量

机的启发, 使用其选择边界样本, 即将超平面附近的支

持向量作为边界样本, 赋予它们更高的采样概率, 用于

后续实验.
研究表明, 特征空间中的最优分类超平面的权重

可以表示为支持向量的线性组合[27], 这就说明, 最优超

平面是独立于除支持向量之外的其他样本. 文献 [26]
表明, 支持向量机对类别不平衡问题不敏感, 因为它们

的分类基于少量的支持向量, 并且大量的训练数据可

以被认为是冗余的, 因此, 他们认为 SVM 是处理不平

衡数据集的好选择. 这也在一定程度上证明了我们在

不平衡分类中选择支持向量作为边界样本的合理性.
于是, 我们设计了一个边界采样器 , 具体构建过程

如下: (1) 使用 SVM对不平衡数据集进行分类, 根据每

个类别的样本数量分别设置不同的惩罚参数, 其与类

别的样本数量成反比. (2) 得到 SVM 中每个类的支持

向量, 也就是边界样本, 将其保存下来, 用于后续操作.
(3) 根据每个类的支持向量数、样本数对其进行采样

概率的设计. 赋予支持向量更高的权重, 使得它们被采

样的概率更大. 构建所得到的边界采样器可以用于后

续的混合操作.
 2.2   采样概率设计

我们构建的边界采样器, 是在类平衡采样器的基

础上进行改进, 赋予我们找到的边界样本更高的采样

概率. 采样概率的设计, 除了类平衡这个条件之外, 我
们还需要确定边界样本和非边界样本的比例, 比例确

定好了之后, 就能够得出我们的采样概率.
我们在实验中尝试了几个不同的比例, 发现边界

样本和非边界样本的采样概率比为 3:1的时候, 实验所

得的结果是最好的. 在文献 [5]中, 作者在设置 balanced
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cross entropy的正负样本的权重时, 也得出了和我们相

同的结论, 只不过这篇文章讨论的是正负样本的权重

比例, 而我们设置的是边界样本和非边界样本的采样

概率比.
D

n1 z1

n2 z2

p

先以二分类为例, 假设 是一个二类不平衡数据

集, 多数类样本数为 , 支持向量数为 , 少数类样本数

为 , 支持向量数为 . 则我们设置的边界采样器中, 非
支持向量、多数类的支持向量和少数类的支持向量被

采样的概率 为:

p=



1
2(2z1+n1)

,多数类的非支持向量

1
2(2z2+n2)

,少数类的非支持向量

3
2(2z1+n1)

,多数类的支持向量

3
2(2z2+n2)

,少数类的支持向量

(7)

可以看到, 我们设置的某一类的支持向量的采样

概率是同类中非支持向量的 3 倍, 并且重新采样后多

数类和少数类能够达到近似平衡的样本比.
k D ni, i = 1,

2, · · · ,k i zi, i = 1,2, · · · ,k i

p

扩展到 分类的情况, 还是令数据集为 , 
为第 类的样本数,  为第 类的支持

向量数, 则各个类的样本的被采样概率 为:

p=


1
k
× 1

2zi+ni
,第i类的非支持向量

3
k
× 1

2zi+ni
,第i类的支持向量

(8)

 2.3   边界混合采样

S B1 S B2

我们对 Mixup 方法进行了改进, 不采用两个随机

采样器对数据集进行采样构成凸组合, 而是使用两个

边界采样器 和 , 得到混合样本为:{ x̂ = λxB1+ (1−λ)xB2
ŷ = λyB1+ (1−λ)yB2

(9)

λ ∼ Beta (α,α) , α ∈ (0,∞) λ ∈ [0,1]其中,  , 得到 .
我们把我们提出的方法称为 Borderline-mixup.

 3   实验

我们在 UCI机器学习数据库以及 CIFAR10-LT的

长尾数据集上评估了我们提出的方法. 其中我们选择

的 14 个 UCI 数据集是本身就具有不平衡性质的数据

集, 其不平衡的程度各不相同.
CIFAR10-LT 是根据文献 [6,28]构建的 CIFAR10

的长尾版本. 即不同类别的样本数量呈指数衰减, 在不

平衡分类中经常作为基准的数据集用于比较.
 3.1   数据集

 3.1.1    UCI机器学习数据库

在二分类和多分类实验中, 我们分别使用了来自

UCI 机器学习知识库的 10 个二分类不平衡数据集和

4 个多分类不平衡数据集, 如表 1 和表 2 所示, 二分类

任务中包括 Spect[29]、Blood[30]、Yeast[31]、Abalone[32]、
Ecoil[33]、Ionosphere[34]、Wilt[35]、Balance Scale[36]、
Bank Marketing[37]、Fertility[38] 数据集; 多分类任务中

使用了 Car Evaluation[39]、Avila[40]、Balance Scale[36]

和 Chess[41] 数据集我们对原有数据集进行分层采样,
得到训练集、验证集、测试集, 分别占原有数据集的

60%、20%、20%. 其中不平衡比例是在训练集上将多

数类样本数除以少数类样本数得到的.
 
 

表 1     二分类实验中使用的 UCI数据集
 

数据集 特征数 样本数 不平衡比例

Spect 22 267 3.848
Blood 4 748 3.226
Yeast 8 1 484 5.1
Abalone 8 4 177 2.20
Ecoil 8 336 15.75

Ionosphere 34 351 1.79
Wilt 6 4 889 58.16

Balance Sacle 4 625 11.90
Bank Marketing 17 45 211 8.15

Fertility 9 100 7.429
 
 

表 2     多分类实验中使用的 UCI数据集
 

数据集 特征数 样本数 类别数 最大不平衡比例

Car Evaluation 6 1 728 4 18.615
Avila 10 10 430 12 857.2

Balance Scale 4 625 3 5.878
Chess 6 28 056 18 58.372

 
 

在二分类实验中, 对于多类数据集, 我们采取选用

其中一类为正类, 其余类为负类的方法进行实验. 表 1
展示了用于二分类实验的 10 个数据集的相关信息,
表 2展示了用于多分类实验的 4个数据集的相关信息.
 3.1.2    CIFAR10-LT

n = nt ×ut

t nt t

u ∈ (0,1)

u

CIFAR10-LT 是由原始 CIFAR10 数据集, 在确定

不平衡比例之后, 根据指数函数 , 减少每个类

的训练样本数量来创建的, 其中测试集不做改变. 这里,
为类索引 ,   为原始数据集中 类训练样本的数量 ,

[6,28], 在不平衡比例和类别数已知的情况下, 可
以算出 的值.
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ρ

ρ = 100, 200

不平衡比例 被定义为数量最多的类别样本数除

以数量最小的类别样本数, 取值范围一般是在 10 到

200 之间. 在我们的实验中, 选取 , 数据集

的相关信息如表 3所示.
  

表 3     实验中使用的 CIFAR10-LT数据集
 

数据集 ρ = 200 ρ = 100

训练样本数 11 203 12 406
最大类别样本数 5 000 5 000
最小类别样本数 25 50

 
 

 3.2   实验设置

 3.2.1    UCI数据集分类实验设置

α = 1 epoch

对于 UCI 数据集分类任务, 我们选择四层感知机

进行实验, 隐藏层的节点设置为输入层和输出层节点

之和的 2/3, 设置 ,  大小为 300, batch-size 为

128, 取 15次实验的平均值为结果.
 3.2.2    CIFAR10长尾数据集图像分类实验设置

2×10−4 epoch

epoch

epoch epoch

α = 1

对 CIFAR10长尾数据集的实验, 我们选择 ResNet32
作为主干网络, 采用随机梯度下降方法, 其中动量为 0.9,
权重衰减为 ,  大小为 200, batch-size 为

128, 学习率初始化为 0.1, 在 160 个 和 180 个

时除以 10. 我们对前 5个 采取热身操作[42].
设置 , 取 5次实验的平均值为结果.
 3.3   评估指标

recall

F1-score g-mean

对于不平衡数据集分类, 准确率不是一个很合理

的评判标准, 所以在 UCI二分类实验中, 我们选取 ,
,  作为评估标准进行比较.

T P FN

FP T N

recall F1-score

在二分类的混淆矩阵中,  表示真阳性,  表示

假阴性,  表示假阳性,  表示真阴性. 实验中, 设置

少数类为正类, 多数类为负类. 评估指标 ,  ,

g-mean分别表示如下.
recall表示的是对少数类的召回率, 即:

recall =
T P

T P+FN
(10)

F1-score precision recall表示的是精确率 和召回率

的一个调和平均值, 表示为:

F1-score =
2× precision× recall

precision+ recall
(11)

precision其中,  表示的是对少数类预测的精确率, 即:

precision =
T P

T P+FP
(12)

g-mean在不平衡数据集分类中是常用的一个评估

指标, 它是正类准确率和负类准确率的一个综合指标.

g-mean =

√
T P

T P+FN
× T N

T N +FP
(13)

accuracy

对于 CIFAR10长尾图像数据集分类, 我们遵循常

用的设置, 对其测试集不做改变, 保持平衡, 然后采用

准确率 作为评估标准.

accuracy =
T P+T N

T P+FP+T N +FN
(14)

 3.4   实验结果及分析

实验选择 ERM (经验风险最小化)、Mixup以及前

面提到的Mixup的 3个变体 Remix、Balanced-mixup、
Label-mixup作为对比方法.
 3.4.1    UCI二分类实验结果分析

二分类的实验结果如表 4–表 6 所示, 第 1 列表示

数据集的名称, 第 1行表示使用的方法. 我们的方法在

第 1 行中用加粗标明, 每个数据集的实验最优值也用

加粗表示.
 
 

g-mean表 4     各方法在 UCI数据集上的 值
 

数据集 ERM Mixup Remix Balanced-mixup Label-mixup Borderline-mixup
Spect 0.298 0.497 0.494 0.503 0.441 0.534
Blood 0.335 0 0 0.529 0 0.573
Yeast 0.682 0.640 0.691 0.700 0.637 0.767
Abalone 0 0 — 0.589 0 0.598
Ecoil 0.5 0.678 0.622 0.634 0.583 0.786

Ionosphere 0.849 0.858 — 0.872 0.716 0.904
Wilt 0 0 0 0 0 0.914

Balance Scale 0 0 0 0.728 0.493 0.764
Bank Marketing 0.560 0.567 0.622 0.568 0.535 0.575

Fertility 0 0.047 0 0 0 0.228
 
 

可以看到, 在这 10个数据集中, 3个评估标准的实

验结果都表明: 我们的方法在绝大多数情况下都是最

优的.

g-mean在 的比较中, 我们的方法在除了 Bank Market-
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g-mean

g-mean recall

F1-score

ing数据集之外的 9个数据集中均取得最优的结果, 尤
其是在 Wilt 和 Fertility 数据集中, 比较的几个方法取

得的 值大多都为 0, 即出现了把少数类均分类为

多数类的情况, 而我们的方法 Borderline-mixup分别能

取得 0.914 和 0.228 的 值. 在 的比较中, 我
们的方法也是在上述的 9 个数据集上都取得了最优.

值在大多的数据集上也是取得了最优的结果.

在少数的几个数据集中, 我们的方法虽然没有取得最

优结果, 但都排在第 2 或者第 3, 且与第 1 的性能相差

不大.
由此可见, 我们的方法在二分类不平衡数据集上

是有效的, 在极度不平衡的数据集上 (例如实验中的

Wilt 数据集), 我们的方法所取得的性远远高于其他几

种方法, 这足以说明边界采样策略的有效性.
 
 

recall表 5     各方法在 UCI数据集上的 值
 

数据集 ERM Mixup Remix Balanced-mixup Label-mixup Borderline-mixup
Spect 0.09 0.272 0.272 0.285 0.212 0.345
Blood 0.114 0 0 0.299 0 0.379
Yeast 0.479 0.419 0.493 0.521 0.422 0.668
Abalone 0 0 — 0.458 0 0.481
Ecoil 0.25 0.467 0.4 0.417 0.35 0.633

Ionosphere 0.72 0.741 0.376 0.773 0.515 0.835
Wilt 0 0 0 0 0 0.848

Balance Scale 0 0 0 0.622 0.4 0.741
Bank Marketing 0.322 0.331 0.398 0.402 0.297 0.345

Fertility 0 0.033 0 0 0 0.267
 
 

F1-score表 6     各方法在 UCI数据集上的 值
 

数据集 ERM Mixup Remix Balanced-mixup Label-mixup Borderline-mixup
Spect 0.154 0.335 0.328 0.342 0.283 0.349
Blood 0.195 0 0 0.397 0 0.427
Yeast 0.59 0.544 0.594 0.574 0.521 0.587
Abalone 0 0 — 0.461 0 0.472
Ecoil 0.4 0.606 0.522 0.553 0.507 0.674

Ionosphere 0.837 0.845 0.537 0.857 0.678 0.892
Wilt 0 0 0 0 0 0.671

Balance Scale 0 0 0 0.478 0.316 0.435
Bank Marketing 0.423 0.443 0.492 0.475 0.398 0.418

Fertility 0 0.044 0 0 0 0.129
 
 

 3.4.2    UCI多分类实验结果分析

g-mean recall

多分类的实验结果如表 7–表 9 所示, 对于实验的

4 个不平衡数据集, 我们的方法 Borderline-mixup 在

和 这两个评价指标中都取得了第 1 的结

果, 且在大多数情况下实验结果远高于第 2名.
F1-score

F1-score precision recall

recall

precision

precision

precision

precision

precision F1-score

F1-score

在 指标中, 有 2个数据集没能取得第 1的
结果. 因为 是 和 的调和平均值,
而我们的方法在 这个指标上均能取得第 1, 故需

要分析 值来剖析原因所在. 在打印出 Avila
和 Chess 每个类别的 值之后, 我们发现, 对于

类别数量较少的类 ,   ERM 方法所得到的

值大多都为 0, 对于类别数量较多的类, 取得的

值较高. 而我们的方法更关注少数类, 故在多数类的

中会丢失一部分的精度. 多分类的

值是对所有类的 值取平均得到的结果 ,  由

precision

F1-score F1-score

precision

F1-score

F1-score

表 2可知 Avila和 Chess是极不平衡的数据集, 其最大

不平衡比例远高于另外两个数据集, 这会导致 ERM
和 Borderline-mixup在数据集中的多数类上 差

异较大. 故我们分析得知: 在 Avila和 Chess数据集中,
ERM 的 值大于 Borderline-mixup 的

值, 是因为这两个数据集的最大不平衡比例较高, ERM
在多数类上的 值远高于 Borderline-mixup, 通
过取平均值后, ERM 的 值大于 Borderline-
mixup的 值.

precision

F1-score

这说明了对于有的极不平衡数据集, 我们的方法

在比较 的时候可能会因为更关注少数类而丢

失了一部分多数类的精度, 从而在 值的比较上

会低于 ERM 的结果. 但是, 比较 Mixup 及其变体, 我
们的方法即使在这种情况下, 也能取到最优的结果, 这
也反映了我们提出的Mixup变体是有效的. 
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g-mean表 7     各方法在 UCI数据集上的 值
 

数据集 ERM Mixup Remix Balanced-mixup Label-mixup Borderline-mixup
Car Evaluation 0.255 0.06 0 0.474 0 0.793

Avila 0.258 0.129 0 0.196 0 0.559
Balance Scale 0.627 0.620 0 0.932 0 0.958

Chess 0.547 0.350 0 0.516 0 0.587
 
 

recall表 8     各方法在 UCI数据集上的 值
 

数据集 ERM Mixup Remix Balanced-mixup Label-mixup Borderline-mixup
Car Evaluation 0.292 0.253 0.25 0.508 0.25 0.740

Avila 0.226 0.168 0.083 0.226 0.083 0.423
Balance Scale 0.650 0.642 0.333 0.908 0.333 0.945

Chess 0.389 0.235 0.056 0.352 0.056 0.397
 
 
 
 

F1-score表 9     各方法在 UCI数据集上的 值
 

数据集 ERM Mixup Remix Balanced-mixup Label-mixup Borderline-mixup
Car Evaluation 0.281 0.215 0.090 0.425 0.090 0.555

Avila 0.223 0.139 0.049 0.132 0.049 0.220
Balance Scale 0.624 0.618 0.211 0.845 0.211 0.862

Chess 0.389 0.212 0.010 0.257 0.010 0.260
 
 

多分类的实验结果可以表明, 我们的方法不仅在

二分类中是有效的, 在多分类中也能取得优异的结果.
这进一步证明了我们设计的边界采样策略的有效性.
 3.4.3    CIFAR长尾数据集图像分类实验结果分析

accuracy

CIFAR10-LT 数据集中, 测试集是保持不变, 即平

衡的. 所以我们采用 来衡量各方法的性能. 实
验结果如表 10所示.
 
 

accuracy表 10     各方法在 CIFAR10-LT中的  (%)
 

数据集 CIFAR10-LT_100 CIFAR10-LT_200
ERM 72.154 65.58
Mixup 73.13 67.102
Remix 75.76 69.92

Balanced-mixup 75.85 69.906
Label-mixup 75.51 69.806

Borderline-mixup 76.296 70.722
 
 

ρ = 100

ρ = 200

可以看到, 在基准的图像长尾数据集 CIFAR10-LT
当中, 我们的方法是最优的. 在不平衡比例 时,
相比 Mixup 我们的方法 Borderline-mixup 提升了

3.1% 左右 ,  在 时 ,  Borderline-mixup 相比于

Mixup提升了 3.6%左右.

 4   结语

本文提出了一种数据增强 (扩充) 方法: 边界混合

(Borderline-mixup), 旨在于提高神经网络在不平衡数

据集上的分类性能, Borderline-mixup 的创新点在于,

它使用 SVM先选择出边界样本, 依据我们给定的采样

概率得到两个边界采样器的样本, 再对得到的样本进

行混合. 该算法在不平衡的二分类和多分类数据集以

及 CIFAR10 长尾数据集上都取得了优于 Mixup 及其

相关变体的结果, 实验证明了我们提出的 Borderline-
mixup算法在处理不平衡数据集的有效性. 日后我们还

需对边界样本的采集以及实验进行更深入研究和扩展.
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