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摘　要: 分布式平均共识和去中心化机器学习是具有广泛应用的去中心化计算方法. 两种方法的收敛率主要由拓扑

的谱间距所决定. 节点网络环境的异构性包括节点带宽和节点间连接可用性的不同. 异构网络环境对去中心化计算

的效率提出了挑战. 本文研究异构网络环境下最大化谱间距的拓扑设计问题, 推导了谱间距针对拓扑任一条边的梯

度, 并设计了基于该梯度的增删边算法来构建目标拓扑. 构建的拓扑具有更大谱间距, 且各节点的数据通信时间相

近. 拓扑构建算法的性能在不同程度的异构网络环境下能够保持稳定, 且生成的拓扑在分布式共识中以更快的收敛

率和更短的时间达到收敛. 基于该算法, 本文进一步验证了最新发现的谱间距与去中心化机器学习收敛率的弱相关性.
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Abstract: Distributed average consensus and decentralized machine learning are widely employed decentralized
computing methods. The convergence rates of the two methods are mainly determined by the spectral gap of the topology.
The heterogeneity of the network environment among nodes includes the difference in node bandwidth and inter-node
connection availability. The heterogeneous network environment poses a challenge to decentralized computation
efficiency. This work studies the topology design of maximizing the spectral gap under a heterogeneous network
environment. The gradient of the spectral gap for any edge of the topology is derived and an edge-addition and deletion
algorithm is designed based on this gradient to construct the target topology. The generated topology has larger spectral
gaps and similar data communication time of each node. The performance of this algorithm remains stable under different
levels of heterogeneous network environments. The generated topology achieves convergence with a faster convergence
rate and shorter time in distributed consensus. Based on this algorithm, this paper further verifies the recently discovered
weak relationship between the spectral gap and convergence rate of decentralized machine learning.
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去中心化计算是一种重要的分布式计算范式. 相
对于中心化的分布式计算, 去中心化的特性使得训练

集群没有一个特定的参数服务器. 在每个训练轮次, 计
算节点与相邻节点交换数据并在本地进行模型更新. 本
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文研究以下两种去中心化计算方法: 分布式平均共识

(distributed average consensus, 以下简称平均共识) 和
去中心机器学习 (decentralized machine learning, DML).
平均共识通过节点间数据的交换和更新使得所有节点收

敛于全局平均值. 它在分布式传感器网络和无人驾驶飞

行器中具有广泛的应用[1]. DML 允许计算节点与相邻

节点协作训练机器学习模型, 是平均共识的重要扩展[2].
去中心化的特性使得以上两种方法可以很大程度

上降低通信的复杂性, 但代价是计算的收敛率低于中

心化的分布式训练[3]. 要高效地进行去中心化计算, 关
键在于权衡好数据通信时间和收敛率的关系. 虽然收

敛率降低使得训练需要更多轮次到达目标精度, 但更

短的每轮通信时间使去中心化计算可以更快地完成训

练任务[4]. 正因如此, DML逐渐被用于训练大规模机器

学习模型中[5,6].
节点的通信拓扑在权衡训练次数和通信时间的关

系中起着至关重要的作用. 稀疏的拓扑意味着更少的

数据传输, 降低每个轮次的通信时间. 另一方面, 具有

高收敛率的拓扑意味着到达目标精度需要更少的训练

轮次. 拓扑的谱间距, 定义为拓扑权重矩阵最大两个特

征值的模之差, 可以准确刻画平均共识的收敛率[7]. 当
节点间数据独立同分布时, 它也用来刻画 DML收敛率

的上界[4]. 设计一个通信高效且具有高谱间距的拓扑可

以降低训练任务到达收敛的总时间.
然而现有的训练拓扑没有针对异构网络环境进行

优化. 拓扑一般模式固定或基于节点带宽相同的假设

设计获得[6,8]. 但由于网络资源的竞争, 带宽异构在分布

式计算中很常见. 一般来说, 享有更高上传带宽的节点

在每个训练轮次应向更多节点发送数据, 因此应有更

高的出度. 节点入度同理. Underlay网络是由连接每个

节点的物理网络组成的图. 由于节点间线路故障或隐

私考虑, 该图不一定是全连接的. 在 Underlay网络之外

的连接不可使用. 一个设计良好的拓扑结构应在满足

上述两个约束的同时最大化谱间距.
本文研究在异构带宽和 Underlay网络约束下最大

化有向图谱间距的问题. 有向图的特性给本文带来了

以下挑战: 一方面, 不对称的有向图使其权重矩阵特征

值变为复值, 并且有向图的谱间距不再具有凸性; 另一

方面, 拓扑设计问题本质上是一个整数规划问题, 任一

条边存在与否由一个 0-1 变量表示. 随着节点数量增

加, 该问题的搜索空间呈指数增长.

本文通过推导并计算谱间距针对加边或删边操作

的梯度来解决以上拓扑设计问题. 通过该梯度值进行

边的增删从而构建拓扑. 本文的主要工作如下.
1) 本文对异构网络环境下最大化谱间距的问题进

行建模, 并推导出有向图的谱间距针对任一条边增删

的梯度.
2) 本文设计了基于该梯度的算法来构建具有较大

谱间距的稀疏有向拓扑. 该拓扑同时考虑了带宽异构

性和底层 Underlay网络的约束.
3) 本文通过实验验证了生成的拓扑在平均共识中

具有更快的收敛率和更短的收敛时间, 且算法在不同

程度的异构网络环境下能保持性能稳定. 本文将生成

的拓扑应用于 DML训练, 进一步验证了 DML的收敛

率对谱间距的弱相关性.

 1   背景知识

本节介绍了平均共识和 DML的基本概念, 以及将

两种机制应用在无向图和有向图上的不同算法.
 1.1   平均共识

n G

x(0)
i

考虑一个包含 个节点的图 , 每个节点分配一个

随机初始值 . 去中心化平均共识算法[1] 旨在通过相

邻节点交换更新数据的方式使得所有节点收敛于全局

平均值. 在无向图上, 每一轮任一节点的值都会更新为

其邻居以及自身值的加权求和:

x(t+1)
i =

∑n

j=1
P jix

(t)
j (1)

P ji j i P =

[Pi j] P

t∑n

i=1
x(0)

i /n

Pi j = 1/dout
i dout

i i

变量 表示从节点 到节点 的权重, 权重矩阵

描述了拓扑结构的信息. 如果权重矩阵 是双随机

的, 那么它可以确保随着轮次 的增加, 每个节点的值将

收敛到全局平均 [1]. 节点间权重的选择存在

多种择方案[9]. 本文采用每个节点平均分配权重给邻居

节点的方式, 使得 , 其中 是节点 的出度.

P

y

在有向图上应用平均共识需要用到 push-sum 算

法[10]. 该算法仅要求权重矩阵 是列随机的, 应用上述

的权重平均分配方法即可满足. 直接使用式 (1)会因有

向图的非对称性使得每个节点收敛的值偏离全局平均.
push-sum 算法引入了一个额外的标量 来纠正由有向

图产生的偏差: 
x(t+1) = PT · x(t)

y(t+1) = PT · y(t)

z(t+1) = x(t+1)/y(t+1)
(2)
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x z y

y (0) = 1

其中,  和 是每个节点的有偏和无偏估计值. 标量 初

始值为 1, 即 .

ρ = 1− |λ2| |λ2| P

权重矩阵的谱间距是描述平均共识收敛率的紧凑

上界[9]. 谱间距表示为 , 其中 是 第 2大特

征值的模, 最大特征值由于行随机性质恒定为 1. 具有

更大谱间距的拓扑在应用式 (1) 或式 (2) 时, 消耗更少

的轮次就能在目标精度内使各个节点收敛至全局平均.
 1.2   去中心化机器学习

去中心化机器学习是平均共识的重要的扩展, 它
允许节点仅与邻居通信来协作训练模型. 在无向图上

应用 DML的基本算法是 Decentralized SGD (D-SGD)[9].
在每个训练轮次, 任一节点在本地进行梯度更新后, 将
其模型与邻居节点模型进行加权求和.

x(t+1)
i =

∑
j
P ji

(
x(t)

j −η · ∇ f
(
x j

)(t)
)

(3)

x(t) ∇ f (x)(t) t

η

变量 和 是模型在第 轮的参数和梯度 ,

是训练的学习率.
在有向图上进行 DML 训练需要使用 Stochastic

Gradient Push 算法[11]. 它的核心思想是结合 push-sum
算法和随机梯度下降, 利用消除误差后的梯度更新模

型参数. 本文在有向图上训练 DML使用该算法.
由于 DML与平均共识在训练过程的紧密联系, 谱

间距也很自然地被多种文献用于推导并描述 DML 的

收敛率上界[4,6]. 然而谱间距对 DML 收敛率的影响在

近期开始受到一些文献的质疑. 文献 [12] 发现在节点

间数据独立同分布时, 谱间距对收敛率的影响虽然仍

然存在但小于预期. 最新工作[13] 则直接表明谱间距不

能准确预测 DML的性能. 本文工作可视为该文献的同

时期工作. 本文提出了构建大谱间距拓扑的算法, 并在

生成的有向图上进行 DML实验, 进一步验证了谱间距

和 DML收敛率之间仅存在弱相关性.

 2   问题动机

 2.1   探索包含有向图的拓扑设计

以往的拓扑设计研究主要讨论无向图和一些特殊

类型的图. 无向图的权重矩阵具有实数特征值以及凸

的谱间距[14]. 这些特性使得一些文献通过求凸优化模

型的精确解来设计拓扑[15]. 尽管这些工作可以确保求

得最优解, 但求解的时间复杂度使它们无法解决更大

规模的问题. 因为随着节点数增加, 表示边存在的 0-1
变量使优化模型的搜索空间呈指数增长. 文献 [14] 采

用松弛技术来求解更大规模的问题, 但所得拓扑仍然

是无向的.
一些特殊类型的有向图, 如环状图, 正则图和指数

图也受到了不同研究的关注[6,12]. 尽管这些图是有的,
但它们的连接具有一定的模式, 使得它们的权重矩阵

是双随机的. 这些特性有助于推导这些谱间距的表达

式. 但这类拓扑不一定能够满足异构网络环境的约束.
只有一般的有向图才能满足不同程度带宽异构和

Underlay 的约束, 因此需要新的算法在有向图上搜索

和设计满足以上约束的高收敛率拓扑.
 2.2   同时考虑带宽异构和 Underlay 网络约束

带宽的异构性表明只追求更稀疏的拓扑并不是最

优的. 为了避免出现掉队者 (straggler) 和增加吞吐量,
不同节点数据传输所消耗的时间应该相似. 具有更高

上传带宽的节点应该向更多的邻居发送数据, 因此具

有更高的出度. 同理, 下载带宽较低的节点应该有较少

的入度. 这种针对每个节点的带宽约束相比于针对总

通信次数的约束[16] 更细粒度一些.
由于网络可能出现的中断和节点间的隐私要求,

Underlay 网络不能保证全连接, 某些连接可能不能使

用. 文献 [8]在设计拓扑时考虑了 Underlay网络, 但假

设不同节点带宽相同. 在 Underlay 网络约束下使用特

定类型的图则必须对图进行删边, 此操作可能降低图

的谱间距. 因此需要一种拓扑设计算法同时考虑这两

个约束.

 3   问题求解

本节首先对拓扑设计问题进行建模, 之后将谱间

距针对加边或删边的梯度进行推导和计算. 基于以上

结果, 本文提出了一个基于梯度的拓扑构建算法.
 3.1   问题建模

n G (V,E)

xl l xl = 1 l G

xl = 0 l Al

M

n G

给定一个包含 个节点的图 , 定义 0-1 变量

表示有向边 的存在 .  若 ,  则边 存在于图 中 ,
则不存在. 将只包含边 的图的邻接矩阵定义为 ,

该矩阵只有一个元素为 1, 其余元素均为 0. 定义 为

个节点全连接图的边集, 则图 的邻接矩阵可以写成

如下形式:

A =
∑

l∈E
Al =

∑
l∈M

xlAl (4)

P G Pi j i

j

定义 为图 的权重矩阵, 其中 是从节点 到节

点 的权重. 本文采用平均分配权重的方式, 每个节点的

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2023 年 第 32 卷 第 9 期

250 研究开发 Research and Development



权重平均分配给节点的外邻居 (out-neighbors), 表示为:

Pi j =
1

dout
i
, if li j ∈ E (5)

dout
i i Dout变量 代表节点 的出度. 定义 为图的对角出

度矩阵, 则权重矩阵可以用以上符号表示如下:

P = D−1
out ·A = diag

 1
dout

1
, · · · , 1

dout
n

 ·∑l
xlAl (6)

xl本文的目标是通过对每条边的变量 进行赋值来

最大化权重矩阵的谱间距. 拓扑设计问题建模如下:

max
xl,∀l∈M

1− |λ2 (P)| (7)

s.t. din
i =

din
m

bin
i

bin
m

 , 1 ⩽ i ⩽ n (8)

dout
i =

dout
m

bout
i

bout
m

 , 1 ⩽ i ⩽ n (9)

dout
m =

⌊
dout

m
bout

m

bout
m

⌋
(10)

xl = 0,  if l ∈ H (11)

图G是强连通图 (12)

dout
m

din
m G

bout
m dout

m

din
m

约束 (8)–(10) 源于节点间的带宽异构性. 节点的

出度和入度应与上传和下载带宽成正比, 使得数据传

输消耗相似的时间. 这种方式可以避免 straggler 现象

并增加吞吐量. 每个节点的带宽是一个已知的值, 可以

通过节点主动探测或节点带宽分配获得. 常量 和

是图 预先定义的最大出度和入度. 具有最大上传带

宽 的节点具有最大出度 . 同理, 具有最大入度

的节点有最大的下载带宽. 其他节点的出入度由最

大度数和节点带宽与最大带宽之比决定.
bin

m

bout
m dout

m = din
m = 5 i

din
i = 3 dout

i = 2

假设节点 i 的上传带宽为 60% 的 , 下载带宽为

40% 的 , 且 , 则节点 的出入度计算为

和 . 通过这种方式, 节点间的带宽异构约

束转化为图的度数序列约束.

H

约束 (11) 源于给定 Underlay 网络的限制. 定义

为不可用连接的集合, 在这集合中的边不在拓扑设计

考虑之中. 最后, 图的强连通性保证了训练的收敛性.
 3.2   梯度计算

xl与无向图不同, 有向图权重矩阵的谱间距关于

是非单调且非凸的[14]. 在有向图中添加新边并不代表

可以提升谱间距, 反之亦然.

xl

xl ∂ |λ2|/∂xl

对以上模型进行直接求解并不可行. 首先, 0-1 变

量 带来了随节点数指数增长的搜索空间. 另一方面,
基于凸优化的松弛技巧并不适用于该非凸模型. 用于

图实现问题的 Havel-Hakimi 算法[17] 可根据特定的度

数序列生成对应的有向图, 只要该度数序列是可实现

的. 然而该算法并不感知谱间距和底层 Underlay网络,
因而不能保证生成图的质量. 本文通过计算第 2 大特

征值的模对 的梯度, 即 , 来求解这个问题. 该
值代表着特定一条边的增删对谱间距的影响.

为了能够推导出梯度的表达式, 本文首先引入矩

阵微扰理论的相关概念. 矩阵微扰理论的目标是估计

矩阵受到微扰时其对应矩阵函数的变化[18]. 在拓扑设

计问题中, 微扰对应特定边的添加或删除, 特征值则是

对应的矩阵函数. 通过微扰理论, 本文可以估计拓扑权

重矩阵受到边的增删影响时特征值的变化.
P λ (P)

λ (P+ xΔP) x

ΔP λ (P)

x

将矩阵 的某一特征值写作 , 则该矩阵受到微

扰后的特征值可表示为 , 其中 是一个标量,
代表微扰. 当 是简单特征值时, 扰动的特征值对

于 是无穷可微的, 受到微扰后特征值的梯度可以表示

为[19]:

∂λ

∂x
=

vH
0
∂P
∂x

u0

vH
0 u0

(13)

v0 u0 λ (P)其中,  和 分别代表 的左右特征向量.
x因为简单特征值对 是无穷可微的, 理论上可以继

续推导受扰动特征值的二阶梯度. 但求解二阶梯度的

计算量过于庞大且在实际应用中精度不高[19], 因此本

文仅使用一阶梯度.
∂P/∂xl

P xl

G

l

获得式 (13) 之后, 本文的目标则是推导出

的表达式. 根据式 (6), 权重矩阵 针对某条边 的梯度

可以分为两部分. 其中一部分是对邻接矩阵的梯度. 根
据式 (4), 邻接矩阵可视为图 所有有向边的求和. 因此

邻接矩阵对特定边 的梯度只与这条边单独的邻接矩阵

有关, 表示为:

∂A
∂xl
=
∂
∑

t∈M
xtAt

∂xl
= Al (14)

Dout

xl dout
i

xl

梯度的另一部分涉及对角出度矩阵 针对任意

一条边的梯度. 注意到每个节点的出度可表示为从该

点出发所有 0-1 变量 的和, 因此任一节点出度 对

的梯度可以表示为:
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∂dout
i

∂xl
=

{
1, 如果xl起点为i
0, 其他情况 (15)

xl

P xl

注意到任意一条边的存在只能影响该边起点的出

度. 因此, 出度矩阵针对某一条边 的梯度只对该矩阵

中起点相同的元素有影响. 结合式 (6), 式 (14)和式 (15),

权重矩阵 对于 的梯度可以表示如下:

∂P
∂xl
= diag

0, · · · , −1
d2

i

, · · · ,0
 ·A+D−1

out ·Al (16)

∂ |λ|/∂xl

本文的目标是计算特征值的模对特定边的梯度,

即 . 注意到特征值的模由实部和虚部组成, 对

其所求梯度可以按实部和虚部分成两部分:

∂ |λ|
∂ xl
=
∂

√
Re(λ)2+ Im(λ)2

∂ xl

=
Re (λ)
|λ|
∂Re (λ)
∂xl

+
Im (λ)
|λ|
∂Im (λ)
∂xl

=
Re (λ)
|λ| Re

(
∂λ

∂xl

)
+

Im (λ)
|λ| Im

(
∂λ

∂xl

)
(17)

D−2
i =

diag

0, · · · , −1
d2

i

, · · · ,0


将式 (17) 与式 (13), 式 (16) 结合, 并定义

, 最终的梯度表示如下:

∂ |λ|
∂ xl
=

Re (λ)
|λ| Re


vH

0
∂P
∂xl

u0

vH
0 u0

+ Im (λ)
|λ| Im


vH

0
∂P
∂xl

u0

vH
0 u0


=

Re (λ)
|λ| Re

vH
0

(
D−2

i ·A+D−1 ·Al
)
u0

vH
0 u0


+

Im (λ)
|λ| Im

vH
0

(
D−2

i ·A+D−1 ·Al
)
u0

vH
0 u0

 (18)

 3.3   算法设计

Gbase

E

ρ = 1− |λ2|

E

式 (18)表示了添加或删除某一条边对权重矩阵谱

间距的影响. 可以基于该等式, 向一个基底图 依次

添加新边来求解问题 (7). 每个轮次更新可用的边集 ,

计算当下权重矩阵的特征值和特征向量, 并使用式 (18)

来计算所有可用边添加到现有图时的梯度. 因为优化

目标是最大化谱间距 , 所以每个轮次具有最

小梯度值的边会添加到现有图中. 算法 1 描述了构建

拓扑的流程. 建模时列出的约束体现在可用边集 中,

它排除了会使节点超过指定度数或处于 Underlay 网

络之外的边.

式 (18) 的结构虽然看起来复杂, 但它的实际计算

O
(
n3

)
n G

vH
0

(
D−2

i ·A+D−1 ·Al
)
u0 O(n)

Di Al

复杂度并不高. 其中计算特征值和特征向量的时间复

杂度为 ,   为图 的节点数 ,  但在每个添删边轮

次只需将它们计算一次即可. 计算该等式中的二次型

只需要 的时间复杂度. 因为

和 都是只有一个非零元素的稀疏矩阵.

算法 1. 基于梯度的拓扑构建算法

G=Gbase, C E输入: 图  约束集合 , 可用边集 .
G输出: 构建后的图 .

E,∅1. while  do
G2. 　计算图 权重矩阵的特征值以及特征向量

edge xl∈E3. 　for  do
4.　　 基于式 (18)计算梯度

5. 　end for
l̂6. 　选择梯度值最小的边

G=G∪l̂7.　 
l̂ C E8. 　基于新边 和约束 更新可用边集

9. end while

算法 1 还可加入进行删边的模块, 如经过固定轮

次周期性的删边, 来帮助算法进一步避免局部最优值.
Gbase

E

基础图 可选择为一个强连通且尽量稀疏的有

向图. 本文选择环形拓扑作为基础图. 当给定的 Underlay
网络不是全连接图时, 基础图可能存在一些不可用的

边. 在这种情况下, 算法可以在加边过程完成后删除这

些不可用边, 然后继续加边步骤, 直到可用边集变空为

止. 另一方面, 模型给出的度数序列可能没有对应有向

图. 在这种情况下, 算法依然把可用边集 为空作为停

止条件, 最终获得一个尽量接近该度数序列的拓扑.

 4   实验分析

本节通过实验验证基于梯度的拓扑设计算法性能.
首先通过实验测试该算法在最大化谱间距上的效果.
然后将该算法生成的拓扑部署在平均共识和 DML 两

种场景上, 来验证这些拓扑能否加快收敛率和训练时

间. 为了更好地验证算法 1 的有效性, 本文选择了 3种
基线对比方法.

2n

O
(
log(n)

)• 指数图[6]: 其中每个节点仅与距离 个节点的邻

居相连. 该图中每个节点都有 个邻居.
• Havel-Hakim 算法: 该算法是基于度数序列的图

实现算法[17]. 只要该度数序列是可实现的, 该算法就可

以给出一个有向图作为可行解.
• 基于贪心的启发式方法: 在每个轮次, 该算法向

现有图中添加使谱间距最大化的边来构造拓扑.
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 4.1   具有对数度数的拓扑

O
(
log(n)

)

d = ⌊log2 (n−1)⌋.
d

n

指数图在具有 度数的情况下有较大的谱

间距, 是常用的训练拓扑[6]. 本文首先在度数与指数图

相同的情况下, 测试基于梯度的算法 1 性能. 因此每个

节点的入度和出度为  该度数设置可以

视作不同节点具有相同的带宽, 各节点在每一轮向 个

邻居发送数据. 对于 个节点, 所有可能的连接构成了

q一个全连接图. 参数 控制着该全连接图中有多少比例

的连接不可用, 体现了 Underlay 网络的约束. 指数图

或 Havel-Hakimi算法生成的图中不可用的边将被移除.
不同算法生成拓扑的谱间距随节点数的变化如图 1

所示. 算法 1 在绝大部分情况下具有更大的谱间距. 在
节点数增大的情况下这种优势更为明显. 且该算法生

成拓扑的谱间距在节点数量增加时可以保持稳定.
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图 1    不同算法的谱间距随节点数变化图
 

q

q

q

Underlay约束产生的效果可在图 1中明显观察到.
随着 值的增加, 可用的连接数逐渐减少, 确定性方法

如指数图或 Havel-Hakimi 算法面临更多删边的可能.
而删边操作使图的谱间距变得不稳定, 有较大的概率

使谱间距变小. 由图可见, 贪心方法和 Havel-Hakimi算
法受到 的影响后性能恶化较多, 而基于梯度的算法在

不同 值的影响下性能依然保持稳定.

U (1,100000)

本文接下来测试以上拓扑在平均共识上的性能,
采用设定如下: 各节点具有一个 100维向量, 向量中每

个元素的初始值从 均匀分布中采样获得.
为了使最后结果保持稳定, 所有实验数据是 100 次独

立实验的平均值.
q = 0.2 d = ⌊log2 (n−1)⌋在 ,  的条件下, 不同算法生

成的 30 节点拓扑在平均共识上的收敛情况如图 2(a)
所示. 由于该实验假设节点具有相同带宽, 本文认为各

节点通信时间相同, 而计算时间仅包括求平均步骤可

忽略不计. 因此定义每一轮的通信时间为 1 单位时间.
由图 2可见共识过程的误差与迭代次数大致呈对数线

性关系, 且权重矩阵的谱间距准确刻画了不同拓扑的

收敛率. 基于梯度的算法生成了谱间距最大的拓扑, 它

10−2的收敛速度最快. 在均方误差为 的目标精度下, 该
拓扑的收敛速度比其他算法快至少 24%.
 4.2   同时考虑带宽和 Underlay 约束

dout
m = din

m = 5

q

本文接下来对基于梯度的算法在带宽异构的情景

下进行性能测试, 并同时考虑 Underlay 网络对算法性

能的影响. 实验中带宽异构的定义如下: 设上传和下载

带宽相同,  . 1/3节点具有 60%的最大带宽,

另 1/3 节点具有 80% 的最大带宽, 其余节点则拥有最

大带宽. 根据式 (7)–式 (11), 这 3 种节点的入度和出度

应分别为 3、4和 5, 每种节点占总节点数的比例相同.
训练集群中不可用连接的比例用参数 控制.

q

在上述异构网络环境的约束下, 不同算法的性能

如图 3所示. 对于确定性的对比算法, 度数序列的约束

则转化为节点的随机删边, 最后的结果是 100 次随机

删边的最优结果. 由于有向图的谱间距对于增删边并

不单调, 删边对于拓扑的影响是不确定的. 在异构带宽

和 Underlay 网络的共同作用下, 对比方法的性能由于

删边而出现了不稳定的波动. 随着 值的增大, 对比方

法的谱间距波动情况愈发严重. Havel-Hakimi 算法由

于对底层 Underlay 并不感知, 对其结果删除不可用的
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ρ = 0

q

ρ

q

边可能会使该算法无法生成强连通图. 图中 的数

据点体现了该现象. 随着 值增加, 该算法还产生了很

多 接近 0的数据点. 而基于梯度的算法不仅能产生具

有更大谱间距的拓扑, 且其性能随着节点数和 值的增

加可以保持稳定.
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图 2    不同拓扑的平均共识收敛情况
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图 3    异构网络环境下不同算法性能比较

 

5/3

在以上异构网络环境约束下, 本文测试 30个节点

的不同拓扑在平均共识下的收敛情况. 定义各节点在

给定度数下的每轮通信时间为 1单位时间. 由于 30个
节点的指数图度数均为 5, 因此其带宽最少的一组节点

传输数据时间为 单位时间. 由于该组节点占总结点

数的 1/3, 节点整体的传输时间会立即受到它们的限制.
因此指数图在该种情况下完成一次数据传输需要

5/3单位时间.
在上述约束下, 不同拓扑的平均共识过程如图 2(b)

所示. 虽然指数图具有较小的谱间距, 但因其未考虑节

点带宽异构性, 它随时间的收敛速度只能和谱间距小

于它的图实现算法相似. 指数图同样可以通过随机删

边的方法来应对异构网络环境的约束. 但经过删边的

指数图在谱间距上没有太大变化. 而基于梯度的加边

算法一方面考虑到带宽的异构性, 在传输时间上优于

指数图这种固定模式的拓扑. 另一方面, 与其他可以适

应度数序列的方法相比, 算法 1 可产生具有更大谱间

距的拓扑, 因此在随训练轮次的收敛率上也占优. 基于

梯度的算法无论在所需传输时间还是传输轮次上都少

于其他对比方法.
 4.3   谱间距对 DML 的影响

该部分研究谱间距对 DML收敛率的影响. 机器学

习实验的具体配置如下: 本文使用 CIFAR-10数据集[20],
ResNet-18残差神经网络[21], 并使用 Stochastic Gradient
Push 算法进行训练[11]. 拓扑节点数为 17, 节点间的数

据是独立同分布的, batch size为 128, 学习率为 0.1, 使
用不带动量的随机梯度下降算法. 本文通过程序仿真

的方法来模拟集群 DML训练的过程.

q = 0

bmax

5/3

实验带宽异构配置如下: 17 个节点的集群中各有

6的节点具有 4和 5的出入度, 其余 5个节点具有 3的
出入度, 参数 . 在该实验环境下, 节点的模型训练

时间依然远小于模型传输时间. 定义具有 的节点所

消耗的模型传输时间为 1 个单位时间. 在该配置下使

用不同算法生成的拓扑训练模型, 其损失函数随时间

变化的曲线如图 4 所示. 由于指数图出入度均为 5, 在
以上带宽异构约束下每轮消耗 单位时间, 其随时间

的收敛速度明显慢于其他方法. 虽然剩下的拓扑在谱

间距上差距较大且每轮消耗时间相同, 但它们的收敛

曲线却有明显重合的现象. 这与之前谱间距调节 DML
收敛率的结论相矛盾.

d = 5 d = 4

为了更加深入地探讨谱间距对 DML 收敛率的影

响, 本文利用所有节点出入度 和 两种场景生

成了更多的拓扑, 并使用这些拓扑进行 DML 训练. 通
过多种谱间距不同的拓扑来验证 DML 收敛率和谱间

距的关系. 在各种拓扑上训练 25 个 epoch 后, 不同拓

扑的平均损失函数值如图 5 所示. 该损失函数值由前

后 5 个 batch 的损失值取平均所得. 相比于其他图, 环
状图的谱间距远小于其他拓扑, 且有着最高的损失值,
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符合理论预期. 但是其他拓扑的数据点之间会出现谱

间距增大, 损失函数值反而增大的现象. 由此可见谱间

距并不能准确预测 DML 的收敛性能.
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图 4    不同拓扑的 DML 训练损失随时间变化图

 

0

损
失
函
数
值

0.89

0.90

0.91

0.93

0.94

0.92

0.95

0.96

0.20.1 0.3 0.50.4 0.6

谱间距 ρ

Havel-Hakimi, d=5

Havel-Hakimi, d=4

Havel-Hakimi, 异构带宽

指数图

环状图

梯度, d=5

梯度, d=4

梯度, 异构带宽
贪心, d=5

贪心, d=4

贪心, 异构带宽

 
图 5    不同拓扑的谱间距与训练损失散点图

 

关于以上现象, 本文推测谱间距仅渐进地约束了

DML 的收敛率. 谱间距作为 DML 收敛率的上界并不

是时刻紧凑的. 该上界的微小变化并不能准确反映真

实收敛率的改变. 从 DML的更新过程也可以理解该现

象. 在 DML 的每个迭代轮次, 每个节点都会收到其他

节点更新后的模型, 该更新版本的模型比前面轮次的

模型对 DML整体性能贡献更大. 但这个更新后的模型

只经历了一步平均共识, 这种一次性平均共识的效果

与谱间距不具有十分紧密的联系.

 5   结语

本文推导并计算了谱间距针对增删边的梯度, 基
于该梯度提出拓扑构建算法解决了异构网络环境下最

大化谱间距的拓扑设计问题. 该算法具有较低的时间

复杂度, 能够生成谱间距更大的拓扑. 生成的拓扑在平

均共识过程中的误差收敛速度显著快于其他拓扑. 该
算法在不同程度的异构网络环境下性能保持稳定. 该

算法在增删边数量极少的场景下可能不优于直接遍历,
由于搜索空间较小.

应用该算法, 本文生成大量拓扑来验证谱间距对

DML 收敛率的影响: 谱间距并不能准确预测 DML 收

敛率的快慢. 虽然谱间距的大幅变化对收敛率的影响

符合预期, 但小幅增加谱间距不能保证收敛率提升. 本
文推测这是由于 DML 与平均共识的具体训练过程差

异造成的.
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