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摘　要: 铁路事故的相关信息以事故概况文本的形式存在, 对于铁路安全工作有重要意义. 但由于缺乏有效的信息

抽取手段, 导致分散在文本中的铁路事故知识没有得到充分的利用. 命名实体识别是信息抽取的重要子任务, 目前

关于事故领域的命名实体识别问题研究较少. 针对铁路事故命名实体识别问题, 提出一种融合字位置特征的命名实

体识别模型, 该模型通过全连接神经网络获取字的位置特征, 并与语义层面的字向量合并作为字的最终向量表示输

入 BiLSTM-CRF模型获取最优标签序列. 实验结果表明, 模型在铁路事故文本命名实体识别问题上的准确率、召

回率和 F1 值分别为 93.29%、94.77% 和 94.02%, 相比于传统模型, 取得了更好的效果, 为铁路事故知识图谱的构

建奠定基础.

关键词: 命名实体识别; 铁路事故; 字位置特征; 双向长短期记忆网络 (BiLSTM); 条件随机场; 知识图谱; 自然语言

处理

引用格式:  陈业明,戴齐,刘捷.融合字位置特征的铁路事故命名实体识别.计算机系统应用,2022,31(12):211–219. http://www.c-s-a.org.cn/1003-
3254/8860.html

Named Entity Recognition of Railway Accident Texts with Character Position Features
CHEN Ye-Ming, DAI Qi, LIU Jie
(School of Computing and Artificial Intelligence, Southwest Jiaotong University, Chengdu 611756, China)

Abstract: Relevant information of railway accidents, existing in the form of accident overview texts, is of great
significance to railway safety work. However, due to the lack of effective information extraction methods, the knowledge
of railway accidents scattered in the texts has not been fully utilized. Named entity recognition is an important subtask of
information extraction, and there are few studies on named entity recognition of accidents. A named entity recognition
model fused with character position features is proposed for the named entity recognition of railway accidents. The model
obtains the character position features through a fully connected neural network. It merges them with the character vectors
at the semantic level as the final vector representation of the characters, which is then input to the BiLSTM-CRF model to
obtain the optimal label sequence. The experimental results show that the accuracy, recall, and F1 value of the model on
the named entity recognition of railway accident texts are 93.29%, 94.77%, and 94.02% respectively. This model yields
better effects than traditional models and lays a foundation for the construction of a railway accident knowledge graph.
Key words: named entity recognition; railway accident; character position features; bidirectional long short-term memory
(BiLSTM); conditional random field; knowledge graph; natural language processing (NLP)

 

 1   引言

铁路是国家大力发展的重要基础设施、大众化的

交通工具, 在国家综合交通运输体系中有不可替代的

地位. 在铁路行业中, 铁路安全占据了极其重要的位置.
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安全是铁路运输的基本要求, 是铁路运输永恒的主题.
国家铁路局公布的铁路安全情况公告显示: 近年来, 我
国铁路安全总体上呈现稳定、有序、可控的发展态势,
但每年仍有数百人因铁路事故丧生. 目前, 铁路事故的

相关信息以事故概况文本的形式存在, 且以纸质方式

存档. 这些文本记录了事故的发生过程, 包含大量关于

事故时间, 事故地点, 事故类型等的铁路事故知识. 但
由于缺乏有效的信息抽取与存储手段, 导致在传统的

铁路安全管理与铁路事故分析中并不能充分利用这些

信息. 知识图谱是一种描述现实世界中概念、实体及

其关系的管理海量知识的工具. 构建铁路事故知识图

谱可实现铁路事故知识的有效集成与持续积累、事故

案列快速检索, 同时可统计事故时间、地点、列车等

数据的分布情况完成事故分析, 为事故预防工作提供

知识支持. 铁路事故知识图谱对于提升铁路安全工作

效率、铁路运输安全性具有重要的意义, 而铁路事故

命名实体识别是构建铁路事故知识图谱的基础.
命名实体识别 (named entity recognition, NER), 也

称为实体抽取, 其目的是识别出文本中表示命名实体

的成分, 并对其进行分类[1]. 实体是知识图谱中最基本

的元素, 命名实体识别是知识图谱构建过程中基础与

关键的一步. 铁路事故文本的命名实体识别属于特定

领域的实体抽取问题, 主要任务是从非结构化铁路事

故文本数据中识别出事故列车、地点、时间等不同类

型的实体. 相较于其他领域的实体抽取问题, 铁路事故

的命名实体识别问题拥有专有名词多、实体边界模

糊、实体表述方式多的特点. 因此, 针对铁路事故命名

实体识别问题, 本文提出了一种融合字位置特征的铁

路事故文本命名实体识别方法, 并采用人工标注的方

法获取实验语料, 通过实验验证了方法的有效性.
本文的组织结构如下: 第 2 节分别介绍通用领域

与事故领域命名实体识别的相关工作; 第 3 节介绍本

文提出的融合字位置特征的铁路事故文本命名实体识

别模型; 第 4节介绍实验语料, 对本文提出的模型进行

实验, 并对实验结果进行分析; 第 5节为结束语.

 2   相关工作

命名实体识别的研究开展得较早且根据应用场景

的不同可以分为通用领域的命名实体识别与特定领域

的命名实体识别 ,  发展到现在主要有基于规则的方

法、基于统计模型的方法和基于深度学习的方法.
早期的命名实体识别主要采用人工编写规则的方

法, 规则的制定依赖于专家与特定领域, 导致工作量巨

大且可移植性差.
基于统计模型的方法利用标注语料进行模型训练,

常用于命名实体识别的统计学习模型包括隐马尔可夫

模型 (hidden Markov models, HMM)[2]、条件随机场模

型 (conditional random field, CRF)[3] 等. 与传统基于规

则的方法相比, 基于统计模型的方法不用定义繁琐的

规则, 但良好的识别效果往往需要人工定义特征, 导致

人力资源消耗较大.
近年来, 随着深度学习技术被广泛应用于各类自然

语言处理问题并展现出良好的效果, 基于深度学习的命

名实体识别方法应运而生并成为时下命名实体识别研

究的热点. 相较于传统的命名实体识别方法, 基于深度

学习的方法通过神经网络模型自动提取特征, 实现端到

端的命名实体识别, 避免了人工对规则或特征的定义.
学者们对于基于深度学习的命名实体识别方法在

通用领域进行了大量的研究, 例如, Huang等人[4] 首次

提出使用 BiLSTM-CRF 模型进行命名实体识别, 在通

用领域的命名实体识别语料 CoNLL-2003数据集上获

得了 88.83%的 F1值. Ma等人[5] 在文献 [4]的基础上

使用 CNN 模型获取单词的字符级向量表示, 提出了

LSTM-CNNs-CRF 模型, 获得了 2.38% 的 F1 值的提

升. Strubell等人[6] 将 IDCNNs模型应用于命名实体识

别任务, 在与 BiLSTM-CRF 模型的识别效果相当的情

况下极大地缩短了模型的训练时间. 申晖等人[7] 提出

BSTTC 模型进行中文命名实体识别 ,  采用星型的

Transformer 结构提取句子特征, 提高识别效果的同时

还减少了模型训练时间.
目前, 关于事故文本的命名实体识别研究还处在

起步阶段. 宋建炜等人[8] 采用改进的预训练语言模型

结合 BiLSTM-CRF 模型在建筑施工安全事故文本的

命名实体识别问题上取得了 95.18% 的 F1 值. 刘鹏等

人[9] 基于 Lattice-LSTM 模型[10] 识别煤矿事故命名实

体, 并以此为基础构建了煤矿安全知识图谱. 具体到铁

路事故文本命名实体识别的研究, Hua等人[11] 使用 CRF
模型识别我国铁路事故的事故原因与事故结果实体,
F1值均到达了 80%以上. Li等人[12] 使用 BiLSTM-CRF
模型对我国铁路事故及故障分析报告中的事故故障时

间、事故故障等级等 8类命名实体进行了命名实体识

别并通过实验验证了该模型在理论和实践上的适用性.
上述研究直接将通用领域的实体抽取模型应用于事故
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文本, 而没有考虑到事故文本本身的特点, 限制了识别

效果的提升.
相较于一般领域的文本, 铁路事故文本有以下特

点: (1)事故文本包含大量铁路领域的专有名词和专业

术语, 一些通用领域常用的自然语言处理技术, 如词性

标注、文本分词等难以应用于铁路事故文本中; (2)对
事故的描述遵循一定的规律, 导致实体在文本中出现

的位置较为固定, 例如事故时间通常处在句首, 事故类

型通常处在句尾等; (3)待识别的实体存在省略、嵌套

的情况, 导致实体的边界模糊. 基于上述特点, 本文提

出一种融合字位置特征的铁路事故文本命名实体识别

方法, 该方法通过 Word2Vec 模型获取字的语义层面

向量表示, 并采用全连接的神经网络获取字在句中的

位置特征, 将字的语义层面向量表示与字的位置特征

合并作为字最终的向量表示, 最后通过 BiLSTM-CRF
模型获取字的最优标签.

 3   融合字位置特征的实体识别模型

 3.1   模型整体结构

融合字位置特征的命名实体识别模型由输入层、

嵌入层、双向 LSTM 层、CRF 层与输出层组成, 模型

的整体结构如图 1所示.
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图 1    融合字位置特征的铁路事故命名实体识别模型

模型首先接收字序列与字位置序列作为输入, 然
后在嵌入层分别使用 Word2Vec 预训练语言模型与全

连接的神经网络获取语义层面字向量与字位置特征并

将字向量与字位置特征进行合并得到字的最终向量表

示, 将字的向量表示输入 BiLSTM 模型自动提取特征,
获取上下文信息完成实体的初识别, 最后使用 CRF 模

型输出文本的最优标签序列, 实现铁路事故文本的命

名实体识别.
 3.2   Word2Vec 预训练语言模型

中文的命名实体识别可以在字层面进行, 也可以

在词层面进行. 词层面的命名实体识别需要首先对文

本进行分词, 但铁路事故文本包含大量铁路领域的专

有名词和专业术语, 直接使用现有的分词工具对事故

文本进行分词会出现分词错误影响命名实体识别结果

的情况. 故本文在字层面进行命名实体识别研究.
深度学习模型无法理解符号化的文本, 而只能接

收数值型输入. 因此, 基于深度学习的命名实体识别需

要将输入的字表示成向量的形式. 在自然语言处理领

域, 通过使用大规模无标注的文本语料来训练深层网

络结构, 从而得到字向量, 这种深层网络结构通常被称

为“预训练模型”[13]. 目前最常用的预训练语言模型是

2013年Mikolov发布的Word2Vec模型[14,15].
Word2Vec 模型的实质是一个浅层的神经网络,

旨在通过字的 one-hot 编码训练神经网络, 使得该神

经网络能预测给定字的上下文或通过给定的上下文

预测字本身, 二者分别被称为 Skip-gram模型与 CBOW
模型, 而训练完成后神经网络的权重便可作为字的向

量表示. 本文使用Word2Vec的 Skip-gram模型获取铁

路事故文本语义层面的字向量表示, 模型的整体架构

如图 2.
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图 2    文本字向量表示 Skip_gram神经网络模型
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图 2中, Skip_gram模型以预测给定字的上下文为

目标学习隐藏层中神经元的权重, 学习完成后, 通过

V×N (V 为语料中字的总数, N 为嵌入维度)大小的权重

矩阵得到字的 N 维向量表示.
 3.3   字位置特征获取

在通过预训练语言模型获得语义层面字向量的基

础上, 一些研究还将通过传统特征工程得到的向量融

入字的向量表示中, 且在一些特定领域得到了比融合

前更好的识别效果. 例如雷树杰等人[16] 以英文武器装

备名识别为背景, 证明了基于深度学习的命名实体识

别问题中语言学特征与领域特征存在的有效性与必要

性, 董瑞等人[17] 设计了一组维吾尔语语言学特征并为

每个特征分配一个向量, 将语言学特征向量、字符特

征向量与词向量合并输入 BiLSTM-CRF 模型中, 获得

了更高的识别精度.
铁路事故领域, 由于记录人员对事故的描述遵循

一定的规律, 不同概念的实体在句中出现的位置都各

不相同且较为固定. 该特点使字在句中的位置可以成

为除语义层面字向量之外判断该字标签的另一个重要

特征. 由于语料中句子的长度各不相同, 本文通过式 (1)
对字的位置进行归一化处理.

wpc =
i

len (sentence)
, 1 ⩽ i ⩽ len (sentence) (1)

其中, i 表示字 c 是句中的第 i 个字, len(sentence)表示

句子的长度, wpc 表示字 c 在句中的位置. 计算得到字

在句中的位置后, 本文使用一个全连接的神经网络提

取字的位置特征, 模型架构如图 3所示.
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图 3    字位置特征提取模型

 

 3.4   BiLSTM 模型

长短期记忆 (long short-term memory, LSTM)单元[18]

是带有门控机制的循环神经网络 (recurrent neural

network, RNN)模型, 门控机制实现了对长距离信息的

有效利用, 有效解决了传统 RNN模型的短期记忆问题

与梯度消失问题. LSTM单元的具体计算过程如式 (2)–
式 (7)所示:

i(t) = σ
(
Wxix(t)+Whih(t−1)+bi

)
(2)

f(t) = σ
(
Wx f x(t)+Wh f h(t−1)+b f

)
(3)

o(t) = σ
(
Wxox(t)+Whoh(t−1)+bo

)
(4)

g(t) = tanh
(
Wxgx(t)+Whgh(t−1)+bg

)
(5)

c(t) = f(t)⊗ c(t−1)+ i(t)⊗g(t) (6)

ht = o(t)⊗ tanh
(
c(t)
)

(7)

σ

⊗

其中, W 与 b 分别表示输入门、遗忘门、输出门的权

重矩阵与偏置向量, x(t) 表示单元输入, c(t) 代表记忆单

元状态, i(t)、f(t)、o(t) 分别表示输入门、遗忘门、输出

门. g(t) 是仅由当前输入得到的中间状态, 用于更新记

忆单元的信息, h(t) 是单元的输出.  表示 Sigmoid 激活

函数, tanh表示双曲正切激活函数,  为点乘运算. 单向

的 LSTM 只利用了字的上文信息, 而对于命名实体识

别任务, 字的下文信息同样重要, 故本文使用双向长短

时记忆 (bidirectional long short -term memory, BiLSTM)
结构[19] 进行模型训练, 其结构如图 4所示.
 

LSTM

LSTM

LSTM

LSTM

LSTM

LSTM

输入层

正向 LSTM

反向 LSTM

输出层

 
图 4    BiLSTM结构

 

由图 4 中可以看出, 输入层将字的向量表示分别

输入正向与反向 LSTM 单元, 在输出层将两个方向的

计算结果进行拼接构成最终的输出, 因此 BiLSTM 结

构可以综合考虑上下文中的信息 ,  获得更好的识别

效果.
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 3.5   CRF 模型

通过 BiLSTM模型获取字属于每个标签的概率仅

在字的层面进行预测, 忽略了命名实体识别问题中标

签之间的约束关系, 例如“B-Time”标签后面不可能出

现“M-Train”标签, 文本的开头不可能是“E-”标签等, 从
而仅使用 BiLSTM模型进行命名实体识别会出现预测

错误的情况. 针对上述不足, 本文将 CRF 模型[3] 加入

最终的模型中, 对 BiLSTM模型的输出进行处理, 获得

全局最优的标记序列.
S = {w1,w2, · · · ,wn}

Pn×m

A(m+2)×(m+2) y = {y1,y2, · · · ,yn}

定义输入句子 , BiLSTM模型的

输出结果  (n 表示句子中字的个数, m 表示标签种

类, Pij 表示字 i 属于标签 j 的概率), 标签转移概率矩阵

. 则对于一个预测序列 , 它
的概率可以表示为:

K (X,y) =
n∑

i=0

Ayi,yi+1 +

n∑
i=1

Pi,yi (8)

Ay0,y1 Ayn,yn+1其中, Aij 表示由标签转移到标签的概率,  与

分别表示句子起始标签与结尾标签的概率. 对所有可

能的序列进行归一化得到在句子 S 条件下序列 y 的概

率为:

p (y | S ) =
eK(X,y)∑

ỹ∈Yx
K (X, ỹ)

(9)

其中, Yx 表示所有可能的标记集合, 包括不符合标记规

则的标记序列.
在训练过程中标记序列的似然函数:

log(p (y | S )) = K (X,y)− log

∑
ỹ∈Yx

K (X, ỹ)

 (10)

预测时, 由式 (11)得到概率最大的一个标签序列:

y* = argmax
ỹ∈Yx

K (X, ỹ) (11)

 4   实验结果及分析

 4.1   实验语料

本文从各铁路局编制的典型事故案列汇编中收集

整理了 1 000 份铁路事故案例文本获得了共计 72 174
字的实验语料并根据铁路事故知识图谱的应用需要定

义了事故时间、事故列车、事故地点、经济损失、事

故类型和伤亡情况 6 类实体类型. 实体类型其对应的

实体举例如表 1所示.
 

表 1     铁路事故领域实体类型
 

概念 实体举例

事故时间 (Time) 2015年4月17日16时50分
事故列车 (Train) xxxxx次列车

事故地点 (Location) xx线/xx站
经济损失 (Loss) 5.96万元

事故类型 (Type) 铁路交通一般A类事故

伤亡情况 (Casualties) 2人轻伤
 
 

实体的标注采用“BMEO”标注体系, 其中“B-概念”
表示当前字为该概念实体的起始字; “M-概念”表示当

前字为该概念实体的内部字; “E-概念”表示当前字为

该概念实体的结尾字; “O”表示当前字为非实体字. 根
据上述实体标注规范与表 1 中列出的 6 类概念, 可以

得到 19类标签, 如表 2所示.
  

表 2     标签类别
 

序号 标签 标签含义

1 B-Time 事故时间实体起始字

2 M-Time 事故时间实体内部字

3 E-Time 事故时间实体结尾字

4 B-Train 事故列车实体起始字

5 M-Train 事故列车实体内部字

6 E-Train 事故列车实体结尾字

7 B-Location 事故地点实体起始字

8 M-Location 事故地点实体内部字

9 E-Location 事故地点实体结尾字

10 B-Loss 经济损失实体起始字

11 M-Loss 经济损失实体内部字

12 E-Loss 经济损失实体结尾字

13 B-Type 事故类型实体起始字

14 M-Type 事故类型实体内部字

15 E-Type 事故类型实体结尾字

16 B-Casualties 伤亡情况实体起始字

17 M-Casualties 伤亡情况实体内部字

18 E-Casualties 伤亡情况实体结尾字

19 O 非实体
 
 

使用命名实体语料标注工具 YEDDA[20] 对实验语

料中出现的命名实体进行人工标注, 一个标注示例如

图 5所示.
 

损 失 约 5 0文本

标签
序列

万

O O B-Loss M-Loss M-Loss M-Loss E-Loss…

…

…

…元
 

图 5    实体标注示例
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标注完成后, 总计获得 4 201 个命名实体. 本文以

8:1:1的比例将标注的实验语料划分为训练集、验证集

与测试集, 各个数据集中命名实体的具体数量如表 3
所示.
 
 

表 3     铁路事故数据集命名实体数量
 

实体类别 训练集 验证集 测试集 合计

事故时间 800 100 100 1 000
事故列车 799 100 100 999
事故地点 782 98 98 978
经济损失 48 3 19 70
事故类型 790 99 100 989
伤亡情况 126 16 23 165
合计 3 345 416 440 4 201

 
 

为验证融合字位置特征的命名实体识别模型在铁

路事故领域的有效性, 本文在上述数据集上进行对比

实验与消融实验. 此外, 本文还在 Zhang 等人[10] 标注

的中文简历数据集上进行实验验证模型在不同领域的

适用性.
 4.2   评价指标

本实验使用准确率 P ,  召回率 R 与调和平均数

F1作为模型的评价指标, 假设实体概念总数为 N, 对于

第 i 个实体类别:

Pi =
T Pi

T Pi+FPi
×100% (12)

Ri =
T Pi

T Pi+FNi
×100% (13)

F1i =
2×Pi×Ri

Pi+Ri
×100% (14)

其中, TPi 为模型识别出第 i 个实体类别的正确实体个

数; FPi 为模型识别出第 i 个实体类别的错误实体个数;
FNi 为模型未识别出第 i 个实体类别的正确实体个数,
F1i 为 Pi 与 Ri 的调和平均数. 根据各类别的实体数量

在总实体数量中的占比对各类别实体的识别效果进行

加权平均, 可以得到模型的总体准确率 P、总体召回

率 R 和总体调和平均数 F1:

P =

N∑
i=1

T Pi∑N

i=1
T Pi+

∑N

i=1
FPi

×100% (15)

R =

∑N

i=1
T Pi∑N

i=1
T Pi+

∑N

i=1
FNi

×100% (16)

F1 =
2×P×R

P+R
×100% (17)

 4.3   模型搭建与参数设置

本文采用谷歌人工智能团队开发的深度学习框架

TensorFlow 搭建命名实体识别模型, 预训练语言模型

使用第三方开源库 Gensim 中自带的 Word2Vec 模块

对实验语料进行训练, 验证集与测试集中若有训练集

中未出现的字时, 对该字进行随机初始化获取字向量.
模型参数设置如下: 预训练字向量维度为 128, 获取字

位置特征的全连接神经网络神经元个数为 16, BiLSTM
模型神经元个数为 128, 使用 dropout技术[21] 防止模型

过拟合, dropout值为 0.2, CRF模块中全连接层参数为

字标签类别数 19, 优化器采用可加速收敛的 Adam[22],
学习率为 0.002, 训练轮数为 20, 批处理句子数量设为 16.
 4.4   实验结果及分析

为验证本文提出的融合字位置特征的铁路事故文

本命名实体识别模型的有效性, 在铁路事故文本语料

上共进行了 4 组对比实验, 使用的模型分别为 CRF、
BiGRU-CRF、IDCNNs与 BiLSTM-CRF. 其中 CRF模

型使用开源的条件随机场工具包 CRF++进行训练 ,
IDCNNs 模型由 4 层一维卷积操作与 1 层空洞卷积操

作组成, BiGRU-CRF 与 BiLSTM-CRF 的模型参数与

第 4.3节中的参数设置相同, 实验结果如表 4所示.
 
 

表 4     对比实验结果 (%)
 

模型 P R F1
CRF 92.49 89.55 90.99

BiGRU-CRF 90.81 92.05 91.42
IDCNNs 91.35 93.64 92.48

BiLSTM-CRF 92.57 93.41 92.99
本文 93.29 94.77 94.02

 
 

从表 4 可知, 本文提出的融合字位置特征的命名

实体识别模型的准确率为 93.29%, 召回率为 94.77%,
F1 值为 94.02%, 3 项指标均为最优, 验证了本文提出

的模型的有效性. 相比于 BiLSTM-CRF 模型, 模型的

准确率、召回率、F1 值分别提高了 0.72%、1.36%、

1.03%, 说明了全连接神经网络获取字的位置特征的有

效性. 由于本文将字的位置特征加入字的向量表示, 所
以能在一定程度上通过字在句中的位置判断字对应的

标签, 正确识别训练集中未出现过的事故实体. 例如在

“…57011 次接触网检修车申请区间返回明光站…”句
中, “明光站”这一事故地点实体在训练集中没有出现
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过, BiLSTM-CRF模型没有识别出该实体, 但融合字位

置特征的命名实体识别模型判断出这些字处在事故地

点实体经常出现在句中的位置, 再结合语义信息与上

下文信息, 成功识别出了该实体.
为说明本文提出的融合字位置特征的铁路事故文

本命名实体识别方法中各模块在命名实体识别问题中

的作用, 使用 TensorFlow 自带的 Embedding 层替代

Word2Vec 模块, 移除 CRF 模块与字位置特征获取模

块进行消融实验, 实验结果如表 5所示.
 
 

表 5     消融实验结果 (%)
 

模型 P R F1
Embedding+PF+BiLSTM+CRF 91.86 92.27 92.06

Word2Vec+PF+BiLSTM 86.51 91.82 89.08
Word2Vec+BiLSTM+CRF 92.57 93.41 92.99

Word2Vec+PF+BiLSTM+CRF 93.29 94.77 94.02
 
 

由表 5 可见, 使用 Embedding 层替代 Word2Vec
模块后, 准确率降低了 1.43%, 召回率降低了 2.5%, F1
值降低了 1.96%, 说明Word2Vec预训练语言模型能获

取语义层面的字向量, 提升模型识别效果. 移除 CRF
模块后, 准确率降低了 6.78%, 召回率降低了 2.95%,
F1值降低了 4.94%, 说明 CRF模块能考虑标签之间的

约束关系, 得到全局最优的标注序列, 对模型识别效果

的提升较大. 移除字位置特征获取模块造成模型识别

效果的差异与实验结果的分析如上文所述, 说明对于

铁路事故文本, 将字的位置特征加入字的向量表示中

能进一步提升模型的识别能力.
模型对于铁路事故各个类别实体的识别效果如

表 6.
 
 

表 6     各类别识别效果对比 (%)
 

实体类别 Pi Ri F1i

事故时间 99.01 100.00 99.50
事故列车 95.05 96.00 95.52
事故地点 84.16 86.73 85.43
经济损失 89.47 89.47 89.47
事故类型 97.03 98.00 97.51
伤亡情况 87.50 91.30 89.36

 
 

从表 6 可见, 事故时间、事故类型与事故列车这

3类实体的 F1值均达到了 95%以上, 主要是因为这 3类
实体都具有较明显的边界特征且表述方式相对固定,
如事故时间多以“日、分、左右、许”等字结尾, 事故

类型多以“事故”两字结尾, 事故列车常以字母或数字

开头, 以“列车”两字结尾. 同时, 这 3 类实体在文本中

所处的位置也较为固定, 事故时间常出现在句子开头,
事故类型常出现在句子结尾, 事故列车多出现在句中

靠前的位置. 而事故地点、经济损失与伤亡情况 3 类

实体的 F1 值略有下降, 分别为 85.43%、89.47% 与

89.36%, 其中, 经济损失与伤亡情况两类实体的训练数

据较少造成识别效果相对较差, 事故地点类实体识别

效果较差的主要原因是我国铁路车站及线路名称众多,
导致实体边界特征不明显.

在标注错误的实例中, 较为典型的有以下几类:
(1) 事故列车实体“51677B 次”中的“次”字被错误标注

为“M-Train”, 这是因为该实体省略了“列车”两字, 使得

实体边界识别错误. (2) “精河站检车员”中“精河站”作
为“检车员”的定语出现, 不代表事故地点, 但由于本文

提出的方法未考虑句子的语法特征, 导致该词被错误

标注为事故地点类实体. (3) 事故地点实体“西固城站”
只识别出了“固城站”, “津霸联络线”只识别出了“联络

线”, 造成这类错误的原因是事故地点实体的边界特征

不明显.
简历文本与事故文本类似, 拥有实体出现位置较

为固定的特点, 故本文在中文简历数据集[10] 上进行实

验验证模型在不同领域的适用性, 实验结果如表 7所示.
  

表 7     中文简历数据集实验结果 (%)
 

实体类别 Pi Ri F1i

国籍 96.43 96.43 96.43
学历 93.04 95.54 94.27
籍贯 100.00 83.33 90.91
姓名 95.37 91.96 93.64
单位 84.55 88.07 86.27
专业 77.78 84.85 81.16
民族 100.00 100.00 100.00
职位 92.33 91.97 92.15

 
 

从表 7 可以看出, 本文提出的融合字位置特征的

命名实体识别方法在中文简历数据集上的 F1 值均高

于 80%, 在多数实体类别上 F1 值高于 90%, 实验结果

说明融合字位置特征的命名实体识别方法适用于不同

领域的实体识别研究.
在提取相应实体后, 将铁路事故知识以三元组的

形式加载到 Neo4j图数据库中进行知识的整合与存储.
结构化铁路事故知识局部效果如图 6 所示 (由事故时

间实体、事故列车实体与事故类型实体拼接作为铁路

事故的唯一标识实体). 由此可完成铁路事故快速检

索、事故相关信息的统计分析工作.
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图 6    结构化铁路事故知识局部效果
 

 5   结论与展望

本文根据铁路事故领域知识图谱的应用需求, 对
铁路事故文本的命名实体识别问题进行了研究, 定义

了该领域 6 类概念. 在此基础上, 收集整理并标注了

1 000篇铁路事故案例文本作为实验语料, 提出了融合

字位置特征的命名实体识别方法. 该方法关注到事故

文本本身的特点, 将字的位置特征加入字的向量表示

中. 实验表明, 相比于传统模型, 本文提出的方法具有

更优的识别效果且适用于实体在文本中出现位置较为

固定的其他特殊领域的实体识别研究.
铁路事故领域没有大规模的标注数据, 采用人工

标注的方法费时费力. 在未来的研究工作中, 将基于所

提的方法引入迁移学习, 使用少量标注数据进行铁路

事故命名实体识别研究. 另外, 为构建铁路事故领域知

识图谱, 后续会开展事故原因的实体关系联合抽取研

究, 从而更好地满足铁路事故领域知识图谱的应用需求.
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