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摘　要: 跑道视程反映了飞行员的视程大小, 是保障飞机起飞和着陆飞行安全的重要气象要素之一, 提升跑道视程

的预测准确率将有效提升飞机在低能见度和复杂天气条件下的起降能力和航空管制能力. 跑道视程除了受自身观

测仪器不足限制, 雾、烟、沙尘、强降水等其他天气对其影响也十分显著. 本文利用 2012–2018年咸阳机场民航自

动气象观测系统观测的风速、湿度、温度和跑道能见度等气象要素时间序列数据, 首先分析跑道视程与其他气象

要素之间的长期相关关系, 并基于相关分析结果采用人工智能领域最常用的长短时记忆网络, 构建了一种机场跑道

视程预测模型, 模型实验结果表明该模型在 0–2小时内跑道视程预测平均拟合度能够达到 72%.
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Abstract: Runway visual range (RVR) reflects the pilot’s visual range, which is one of the important meteorological
elements to ensure aircraft flight safety when the aircrafts take off and land. Improving the prediction accuracy of RVR

will effectively improve the aircraft’s take-off and landing ability and aviation control ability under low visibility and

complex weather conditions. The RVR is mainly affected by fog, smoke, dust, heavy precipitation and other weather, as

well as the lack of instruments. According to the time series data of meteorological elements such as wind speed,

humidity, temperature and runway visibility observed by the civil aviation automated weather observing system of

Xianyang Airport from 2012 to 2018, this study firstly analyzes the long-term correlation relationship between the RVR

and other meteorological observation data. On the basis of the correlation analysis, this study also uses the long short term

memory network (LSTM), which is the most commonly used in artificial intelligence field, to construct an airport RVR

prediction model. The experiment results show that the average fitting degree of the model can reach 72% within 0–2 h.

Key words: long short term memory network (LSTM); deep learning; prediction of runway visual range; time series
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跑道视程 (runway visual range, RVR) 是指起飞/

着陆时飞机与跑道内地面物体之间的视程, 表示在大

雾等恶劣天气条件下跑道和跑道中心线的识别程度,

是影响飞机起飞和降落的重要因素之一. 在能见度小

于 800 m 的情况下, 航空管制员需要根据跑道视程判

断飞机是否能够起降[1]. 随着民航航班总量的快速增
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长, 跑道视程对航班运行的影响愈加显著, 已经成为影

响航班安全、正常、效率的主要因素[2]. 实际机场运行

管制过程中, 为了保障起降安全, 一般较低的跑道视程

发生时不允许飞机起降. 相应地, 跑道视程降低将导致

机场运行能力减弱, 机场航班容量降低, 进而引起航班

堵塞延误, 旅客滞留, 增加机场运行成本. 因此, 机场气

象或者管制人员就会特别关心未来一段时间内跑道视

程的变化趋势, 跑道视程预测将能够为机场业务人员

提前决策提供依据, 特别是对低跑道视程条件提前作

出预警, 制定相关起降、管制预警应急方案.
跑道视程不是一个直接观测量, 目前许多机场已

经布设了民航自动气象观测系统 (automated weather
observing system, AWOS)通过参数计算实时的跑道视

程值, 但观测仅仅能够反映当前状态, 无法满足机场业

务部门对未来跑道视程变化趋势的产品需求, 机场业

务上至少需要提前预报未来近 6个小时的跑道视程变

化情况辅助业务决策.
机场跑道视程预测常用的传统方法多是基于不同

天气形势的各种预报模型的知识积累和近似记忆, 但
因知识更新手段的繁琐, 近年来该方法逐渐被预报员

抛弃[3]. 随着计算机计算能力以及人工智能技术的进

步, 深度学习预测技术在跑道视程预测领域日益受到

关注. 朱蕾等人利用 3年的乌鲁木齐机场 RVR观测资

料, 使用 SVM方法分别构建了大于 800 m和小于 800 m
的 RVR推理模型[3]. Ku等人也采用了卷积神经网络对

韩国泰安机场的跑道视程预测进行了初步尝试[4]. 周志

洋利用数据挖掘技术, 通过多个维度的气象特征首次

对高高原机场的跑道视程进行了短时预测, 准确率最

高达到 81.14%[5].
长短时记忆网络 (long short term memory network,

LSTM) 是一种改进的循环神经网络, 它有效解决了循

环神经网络在梯度消失和缺乏长期记忆能力等方面存

在的问题, 能够从海量的长时间序列信息中自动学习

其特征并保存, 适合处理时序预测问题, 近年来在气象

领域已得到应用. 袁芳介绍了 LSTM 技术的基本原理,
并提出该方法在处理气象领域非线性分类、回归等问

题应用建议[6]. 李芬等人将 LSTM 方法用于细颗粒物

(particle matter≤2.5 μm, PM2.5) 的短期预测[7]. 魏昱洲

等人使用 LSTM 方法进行超短期风速的预测试验, 均
取得了一定的预报效果[8]. 此外, 罗芳琼等人基于 LSTM
方法提取的特征信息, 结合随机森林和支持向量机方

法, 建立了低温气象灾害预报混合模型, 取得了较高的

预测精度[9].
低跑道视程现象受多重气象和非气象因子影响,

不同因子之间也同样存在相互作用关系, 具有明显的

非线性特征, 预报难度较大. 因而, 如何尽可能地提高

对低跑道视程天气的预报能力, 从而实现提前预警是

航空气象保障人员颇为关注的问题. 为确保飞机能够

安全起降, 本文采用咸阳机场 2012–2018 年共 7 年的

民航自动气象观测系统观测资料对跑道视程进行研究,
采用新型的基于长短时记忆网络方法, 建立机场跑道

视程预测模型, 旨在为气象保障人员提供一定的可供

参考的预测产品, 辅助决策保障飞机的安全起降. 

1   跑道视程、长短时记忆网络概念解析 

1.1   跑道视程

I E σ

RVR

跑道视程是指在机场跑道中线上, 飞机上的飞行

员能够看到跑道面上的标志或者跑道边界灯或中线灯

的距离[10]. 跑道视程不是直接测量的气象要素, 通过

跑道灯光强度 ( )、照度阈值 ( )和大气消光系数 ( ),
根据柯西米德定律 (Koschmieder’s law)和阿拉德定律

(Allard’s law)计算得出的数值[2], 将两个定律计算得出

的较大值作为要报告的 值.
RVR在白天无灯光的情况下, 根据柯西米德定律, 

的计算公式为[2]:
RVR = − ln0.05/σ ≈ 3/σ (1)

RVR

在白天能见度受限或夜晚的情况下, 此时需要开

启跑道灯, 依据阿拉德定律,  的计算公式为[2]:

σRVR+ ln (E)− ln (I) = −2ln(RVR) (2)

其中, 跑道灯光强度可通过背景亮度仪测量的背景亮

度估算得出, 照度阈值可按照设定的跑道灯光级数估

算得到, 大气消光系数可由大气透射仪或前向散射仪

测量的气象光学视程得出[2].
从公式出发, 跑道视程似乎与气象无关, 但实际业

务中, 照度阈值及大气消光系数的变化受到多种气象

要素综合影响, 例如强降水导致能见度降低, 直观上导

致大气消光系数增大, 跑道视程降低, 大雾也能导致能

见度降低, 直观上导致大气消光系数增大, 跑道视程降

低[2]. 跑道灯光级数调整导致照度阈值变化也受降水、

大雾等低能见度天气的影响. 气象要素对跑道视程的

影响作用是极其复杂的、非线性的, 还没有任何一种

数学物理公式或者模型能够完全刻画这种影响关系.
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RVR

RVR

RVR

咸阳机场Ⅰ类精密进近着陆标准为主导能见度

≥800 m 或 ≥550 m, Ⅱ类精密进近着陆标准为

300 m≤ <550 m[11]. 对于Ⅱ类精密进近, 当跑道视

程观测设备故障或无法获得跑道视程报告时不得实施

Ⅱ类运行[11]. 通常, 将 <550 m 定义为低跑道视程,
低跑道视程下常引发大面积航班延误, 严重影响航班

正常运行, 易引发不安全事件, 飞行员及各安全保障部

门均需要非常谨慎地对待这种运行情况[1,11]. 

1.2   长短时记忆网络

LSTM是 Hochreiter等人[12] 1997年提出的基于循

环神经网络理论的具有记忆长短期信息能力的神经网

络 ,  是一种特殊的循环神经网络 (recurrent neural
network, RNN), 主要是为了解决长序列训练过程中的

梯度消失和梯度爆炸问题, 相比普通的 RNN, LSTM在

更长的序列中能够有更好的表现[7,13]. 经过若干代的发

展, 已经形成了比较系统且完整的 LSTM框架, 并且在

语音识别、图像描述、自然语言处理、市场调研和交

通预测等领域得到了广泛的应用[14–16]. LSTM 的基本

节点结构如图 1所示.
 

× +

σ σ

×

tanh σ
×

tanh

~

输出 Ht−1
输出 Ht+1输出 Ht

Ct−1Ct−1

Ct
ot

ht−1

ft

it

ht

输入 Xt−1 输入 Xt+1输入 Xt
 

图 1    LSTM基本节点结构
 

× + σ

tanh Ht−1

Ct−1 Xt

Ct Ht

图 1 中,  表示缩放信息,  表示添加信息,  表示

Sigmoid 层,  表示 tanh 层 (双曲正切),  表示上

一个节点的输出,  表示上一个节点的状态,  表示

输入,  表示更新后的状态,  表示输出. 贯穿图 1 的

两条水平线代表了传输单元的状态, 通过线性变换保

证了单元内部信息传输的不变性, 它是长短时记忆网

络的核心[16]. 长短时记忆网络还能通过几个结构管理

信息的传输, 从而添加或删除向单元状态中传输的信

息, 选择性的让信息通过, 一般将这些结构称为门限[17].
LSTM 内部主要有 3 个阶段 (遗忘、输入、输出), 这
3个阶段通过 3个门限逻辑实现, “遗忘门”忘记部分过

去的信息, “输入门”记住部分现在的信息, 然后将过去

的记忆与现在的记忆合并后通过“输出门”决定最终输

出的部分.
(1) 遗忘阶段: 这个阶段主要是对上一个节点传进

来的输入进行选择性忘记, 遗忘门计算逻辑:

ft = σ
(
W f · [Ht−1,Xt]+b f

)
(3)

ft Ht−1

Xt W f b f

σ

其中,  表示遗忘门输出,  表示上一个节点的输出,
表示输入,  表示遗忘门权重,  表示遗忘门偏置,
表示 Sigmoid层.

(2) 输入阶段: 这个阶段将这个节点的输入有选择

性地进行“记忆”, 输入门计算逻辑:

it = σ (Wi · [Ht−1,Xt]+bi) (4)

it Ht−1

Xt Wi bi

σ

其中,  表示输入门输出,  表示上一个节点的输出,
表示输入,  表示输入门权重,  表示输入门偏置,
表示 Sigmoid层.

当前候选节点状态计算逻辑:

C̃t = tanh(WC · [Ht−1,Xt]+bC) (5)

C̃t Ht−1

Xt WC bC tanh

其中,  表示当前候选节点状态,  表示上一个节点

的输出,  表示输入,  表示权重,  表示偏置,  表

示 tanh层.
将前两个阶段得到的结果通过计算逻辑:

Ct = ft ·Ct−1+ it · C̃t (6)

Ct Ct−1其中,  表示传输给下一个节点的状态,  表示上一

个节点的状态.
(3) 输出阶段: 这个阶段将决定哪些信息将会被当

成当前状态的输出, 输出门计算逻辑:

ot = σ (Wo · [Ht−1,Xt]+bo) (7)

ot Ht−1

Xt Wo bo

σ

其中,  表示输出门输出,  表示上一个节点的输出,
表示输入,  表示输出门权重,  表示输出门偏置,
表示 Sigmoid层.

Ct当前节点最终输出还对上一阶段得到的 , 通过

tanh函数进行了放缩, 计算逻辑:

Ht = ot · tanh(Ct) (8)

Ht其中,  表示当前节点的最终输出. 

2   跑道视程预测数据集构建 

2.1   AWOS 观测资料

本文采用了 2012–2018年咸阳机场共 7年的民航

气象自动观测系统 AWOS观测资料, AWOS每分钟记

录一次各种气象要素数据, 包括风向、风速、温度、
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露点温度、气压、相对湿度、降水量、背景亮度、气

象光学视程、跑道视程等.
咸阳机场南北两条跑道沿东北–西南方向, AWOS

观测设备位于两条跑道的 4 个跑道端点及 2 个中点,
南侧跑道东北端点编号 RWY23L, 中点编号 SOUTH
MID, 西南端点编号 RWY05R, 北侧跑道东北端点编

号 RWY23R, 中点编号 NORTH MID, 西南端点编号

RWY05L. 

2.2   预报因子选择

影响机场跑道视程的天气主要有雾、烟、沙尘、

强降水等, 不同的天气现象具有不同的气象影响因子.
因此, 本小节主要通过对低跑道视程的时序特征分析

和相关分析, 获取影响咸阳机场的典型气象因子.
通过对咸阳机场 2012–2018 年共 7 年的 AWOS

观测资料统计, 咸阳机场各端点低跑道视程的月际分

布如图 2所示.
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图 2    咸阳机场各端点低跑道视程月际分布图

 

图 2中低跑道视程天气的月际变化呈双峰型分布,
集中多发于秋冬季的 9–12月和 2–3月, 春季和夏季发

生次数较少, 这种季节分布特征表明本场低跑道视程

天气主要是由雾造成. 而形成雾的相关气象因子条件

有: 地面气温相对较低, 大气相对湿度较大, 接近准饱

和状态, 近地层无风.
经过统计, 本场各端点低跑道视程的小时分布如

图 3所示.
图 3 中低跑道视程天气多发于凌晨至上午, 下午

至傍晚较少发生, 并且在凌晨至清晨北侧跑道明显多

于南侧跑道, 而上午发生的低跑道视程天气南侧跑道

多于北侧跑道. 表明咸阳机场的大雾天气主要以辐射

雾为主, 机场西北部平原相对东南方向的渭河河谷辐

射冷却效应更强, 夜间至凌晨更容易产生辐射雾, 而日

出后北部升温快于南部, 辐射雾消散更快, 另一方面和

渭河河谷冷气垫的温差造成的局地环流利于河谷区域

的雾自东南向西北方向输送.
此外, 针对 AWOS 自动观测资料中存在气象要素

较多, 以及考虑到跑道视程也与仪器自身特性相关. 为
了尽可能多地获取与低跑道视程相关的各类因子, 利
用本场 AWOS 自动观测每分钟的平均风、阵风、温

度、露点温度、气压、相对湿度、背景光亮度等地面

观测要素进行相关性分析, 从而选择预报因子.
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图 3    咸阳机场各端点低跑道视程小时分布图
 

AWOS各地面观测要素之间的相互相关性特征如

图 4所示.
图 4 可见, 风类要素和温压类要素各自之间相关

性较高, 其他要素间相关性不明显. 提取各要素与跑道

视程的相关性 (不考虑正负相关) 从大到小排列, 结合

专家经验, 本文选取 14个相关性较强要素作为预报输

入因子, 依次分别为 2 分钟平均风速、2 分钟平均风

向、10 分钟平均风速、10 分钟平均风向、背景亮

度、10分钟平均气象光学视程、1分钟平均气象光学

视程、10 分钟平均跑道视程、1 分钟平均跑道视程、

1 分钟平均降水量、露点温度、气压、相对湿度和温

度. 数据格式如表 1 所示.
以上输入预报因子的选取, 不仅确保了对现有观

测资料的充分使用, 也能体现各要素之间的相互影响

作用随时间的动态变化过程, 进而构造一个比较完备

的预测数据集. 

2.3   多变量时序预测

多变量时序预测问题 (multivariable time series
prediction problem)是指用过去的多个变量的观测值预

测其中某一个或多个变量未来的观测值 .  多步预测

(multi-step forecasting) 是指用过去的观测值预测未来

一个时间序列的观测值[18].

RVR

本文利用预报时间点前 4 个小时的本场 AWOS
自动观测的 14个预报因子作为输入, 预测未来 6小时

每分钟的 值, 即多步多变量时序预测.
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图 4    AWOS地面观测要素之间的相关性图
 

 

表 1     数据格式
 

时间 因子1 因子2 … 因子14

2012-1-1 0:00 341 0.12 … 87
… … … … …

2018-12-31 23:59 320 0.25 … 87
 
 

X Y

时间序列数据集是由按时间索引排序的一系列数

字组成, 为了能够从输入模式里学习如何预测输出模

式, 需要将时间序列数据集转化为监督学习的数据格

式, 即监督学习数据集由输入模式 和输出模式 构成.
将跑道视程预测时间序列数据集转化为监督学习的数

据格式, 如表 2所示.

t t−240

如表 2 所示, 这是多步多变量时序预测的监督学

习数据格式, 表 2中 表示预报时间点,  表示预报

t+359

X

Y RVR

时间点过去 240 分钟, 即过去 4 个小时,  表示预

报时间未来 359分钟, 即未来 6个小时. 表 2左半部分

即监督学习数据集中的输入模式 , 其中包括过去 4个
小时的 14个预报因子观测值; 表 2右半部分即监督学

习数据集中的输出模式 ,  未来 6 个小时的 观

测值.
将跑道视程预测的时间序列数据集转化为监督学

习数据集之后, 对数据集进行数据预处理, 包括缺省值

处理、归一化、样本均衡等.

[−1,1]

由于各输入的预报因子存在量级和单位上的差异,
为了消除各个预报因子之间的差异带来的数据不均一

性, 需要对跑道视程预测数据集作标准的归一化处理,
使每一个预报因子的数据落在区间 内.
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由于低跑道视程天气在整个数据集中所占比例较

小, 样本均衡就格外重要, 本文采用了分层抽样法进行

样本均衡. 分层抽样法就是将总体单位按其属性特征

分成若干类型或层, 然后在类型或层中随机抽取样本

单位. 分层抽样的特点是由于通过划类分层, 增大了各

类型中单位间的共同性, 容易抽出具有代表性的调查

样本[19]. 该方法适用于总体情况复杂, 各单位之间差异

较大, 单位较多的情况.
 

表 2     监督学习数据格式
 

时间 因子1 (t–240) 因子2 (t–240) … 因子14 (t–240) … 因子1 (t–1) … 因子14 (t–1) RVR (t) … RVR (t+359)
2012-1-1 3:59 341 0.12 … 87 … 359 … 89 1 100 … 1 000

… … … … … … … … … … … …

2018-12-31 17:59 320 0.25 … 87 … 298 … 90 1 000 … 800
 
 

Y t RVR

RVR

将跑道视程预测数据集输出模式 中的 时刻

值, 按照表 3  等级进行划分[20], 分成 5 层, 然后在

这 5 层中进行随机抽样, 从而使跑道视程预测数据集

中的样本均衡.
 

RVR表 3      等级
 

等级 RVR等级范围 (m)

0 RVR≤200

1 RVR200< ≤350

2 RVR350< ≤500

3 RVR500< ≤800

4 RVR>800
 
 

将经过数据预处理 (缺省值处理、归一化、样本

均衡)的跑道视程预测数据集按照 6:2:2的比例进行随

机抽样, 并将样本分组为训练集、验证集和测试集. 训
练集被用于预测模型构建, 验证集被用于模型参数最

优调试和测试集被用于模型预测效果检验, 从而保障

模型的可信性和科学性. 

3   机场跑道视程预测实证分析 

3.1   LSTM 预测模型构建

机场跑道视程预测问题为多步多变量时序预测问

题, 因此本文采用了适合处理时序数据的长短时记忆网

络, 提出了一种基于 LSTM 的机场跑道视距预测模型.
根据柯尔莫哥洛夫理论 (Kolmogorov theory), 当

前馈型神经网络具有 3层及以上结构时可实现以任意

精度逼近任意非线性连续函数[13,21,22]. 因此, 本文的预

测模型由 3个 LSTM层和 1个全连接的神经网络层组

成, 且为了避免过拟合, 在每个 LSTM 层后面添加了

dropout 层, 结构图如图 5 所示. 过去 4 个小时的气象

要素 (风速、温度、湿度和跑道视程等) 被输入网络,
预测跑道未来 6个小时的视程.

Xt−i t− i图 5 中 表示 时刻 14 个预报因子的观测值,

Xt−i =
[
xt−i

1 , x
t−i
2 , · · · , x

t−i
14

]
i ∈ [1,240]

[None,240,14] None Ht−i

t− i Ht−i = [ht−i
1 ,h

t−i
2 , · · · ,h

t−i
n ]

i ∈ [1,240] [None,

240,n] n

[None,240,n] [None,240×n]

[None,240×n]

RVR Y [None,

360]

,  , 因此输入样本维度

为 ,  表示数据集样本数量;  表示

时刻 LSTM cell的输出值,  ,

,  因此 LSTM 层的数据输出维度为

, 其中,  表示 LSTM 基本节点中 Sigmoid 层与

tanh 层的输出维度, 也就是 LSTM cell 的输出维度, 需
要人为设定, 下面将针对 LSTM cell 的实际输出维度

进行探讨. Flatten表示压缩, 将 LSTM层的输出数据从

三维 压缩至二维 ,  然后将

的二维数据送入 dense 全连接层, dense
层包括 360 个神经元, 从而输出未来 6 个小时每分钟

的 值 ,  因此 dense 层的数据输出 维度为

.
 

X
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图 5    跑道视程预测模型网络结构图

 

LSTM 的遗忘门、输入门和输出门都是通过图 5
中 LSTM cell实现, LSTM cell具体算法流程如下:

it
ft ot t

Ct t

输入: 上一个状态的信息, 假设输入门表示为 , 遗
忘门表示为 和输出门表示为 , 下标 表示时刻, 使用

表示 LSTM cell在 时刻的单元状态[15];
t

Xt Ht−1

Ct−1 it

步骤 1. 接收输入信息. 通过当前 时刻输入数据

、上一时刻 LSTM cell 输出值 与上一时刻单元

状态 , 计算输入门的值 , 输入门决定了将多少当前
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Xt Ct时刻输入数据 的信息保存到单元状态 ;

Ct−1

Ct

步骤 2. 遗忘状态信息. 遗忘门用于控制上一个时

刻单元状态 的哪些信息保留到当前时刻的单元状

态 中;

Ct

步骤 3. 更新状态信息. 通过输入门决定当前时刻

单元状态哪些信息需要被保留, 结合遗忘门新的需要

添加的信息, 对当前时刻的单元状态进行更新, 得到新

的当前时刻单元状态 ;

ot Ct

Ht

步骤 4. 输出新的信息. 输出门主要是通过 Sigmoid
层决定要输出细胞状态的相关信息, 然后将输出门的

输出 与 tanh 处理后的记忆单元状态 进行乘积, 得
到最终当前层的输出信息 ;

Ct Ht输出: 当前 LSTM单元的状态信息 及输出 .

n

预测模型网络结构确定之后, 为充分发挥 LSTM
网络的非线性映射能力, 将它们的 cell输出维度 分别

从 1 递增到 1 000, 并逐个进行实验, 寻找最适合本研

究的 LSTM cell 输出维度组合. 基于 LSTM 的跑道视

程预测模型的构建过程如图 6所示.
 

开始

预报因子选择
AWOS

观测资料

数据格式转化数据预处理

预测模型
其它参数设置

LSTM 层 1 的
输出维度设置

LSTM 层 2 的
输出维度设置

LSTM 层 3 的
输出维度设置

预测模型构建
预测模型保存
及效果记录

LSTM 层 3 输出
维度是否迭代完成

LSTM 层 2 输出
维度是否迭代完成

LSTM 层 1 输出
维度是否迭代完成

结束

输出维度数
增加 1

输出维度数
增加 1

输出维度数
增加 1
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是

是

是
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图 6    基于 LSTM的跑道视程预测模型构建流程图

 

为了避免随机初始权重和偏置对预测结果的影响,
分别将每种 LSTM 输出维度组合对应的预测模型进

行 100次训练和测试, 保存其效果最好时的网络参数.
通过实验发现, 随着 LSTM层输出维度的增加, 预

测模型效果先急剧上升, 然后渐趋平缓, 特别地, 当
LSTM 层 1 的输出维度大于 490、LSTM 层 2 的输出

维度大于 420、LSTM层 3的输出维度大于 360时, 继
续增加输出维度给预测模型带来的效果提升几乎可以

忽略不计. 综合考虑计算代价增量与效果提升幅度后

认为: LSTM层 1、LSTM层 2与 LSTM层 3的输出维

度数分别取 490、420与 360时最适合本研究.

dropout

其他相关的实验参数设置如下: 随机初始化权重

和偏置, 损失函数为训练集的均方误差, 损失函数的优

化算法采用 RMSProp优化器,  比率为 0.2, 终止

条件为训练集迭代次数达到 1万次或者均方误差小于

1E–5.
该网络采用基于 TensorFlow 的 Keras API 实现,

并采用 4块 NVIDIA TiTAN V GPU进行训练. 

3.2   预测试验结果分析

RVR

AWOS观测设备分别位于两条跑道的 4个跑道端

点及 2 个中点, 2 个跑道中点的 AWOS 观测设备只对

少量气象要素进行监测, 缺少与 相关性较强的预

报因子 (降水量、气压、相对湿度、温度等), 因此无

法进行跑道视程预测.

Loss

将两条跑道 4 个跑道端点 RWY23L、RWY05R、
RWY23R、RWY05的 AWOS观测数据经过数据预处

理 (缺省值处理、归一化、样本均衡)后, 按照 6:2:2比
例进行随机抽样, 划分成训练集、验证集和测试集, 送
入第 3.1节构建的 LSTM跑道视程预测模型进行训练,
4个跑道端点预测模型的训练及验证 曲线如图 7.

Loss

通过图 7 可以看出, 随着迭代次数的增加, 4 个跑

道端点的 值都在下降, 训练集下降比较平滑, 最后

趋于稳定, 验证集下降过程起伏较大.

R2

R2 R2

y ȳ ŷ

将测试集送入训练后的预测模型, 对 4 个跑道端

点的跑道视程实际观测值与预测值进行比较, 分别计

算拟合度及均方根误差. 拟合度 (goodness of fit) 是指

预测值对观测值的拟合程度[23], 一般使用变量 表示,
值越接近 1, 说明拟合程度越好, 拟合度 计算方法:

设 为待拟合值, 其均值为 , 拟合值为 , 记总平方和 SST:

SST =
n∑

i=1

(yi− ȳ)2 (9)

SSR回归平方和 :

SSR =
n∑

i=1

(ŷi− ȳ)2 (10)
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SSE残差平方和 :

SSE =
n∑

i=1

(yi− ŷi)2 (11)

SST = SSR+SSE R2则 , 拟合度 :

R2 =
SSR
SST
= 1− SSE

SST
(12)

RMSE

均方根误差 (root mean square error, RMSE)是反映

估计量与被估计量之间差异程度的一种度量[24], 均方

根误差越小越好. 均方根误差 :

RMSE =
√

E(ŷ− y)2 =

√
SSE

n
(13)

R2

RMSE
未来 6小时 0–359分钟的预测模型拟合度 及均

方根误差 变化过程如图 8所示.
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Loss图 7    4个端点训练集及验证集的 曲线
 

R2

RMSE
RVR

RVR

图 8 可见, 跑道视程预测模型在 0–2 小时内平均

拟合度能够达到 72%, 随着时间的增加, 预测模型的拟

合度 逐渐减小, 最后降至 50% 以下, 并且均方根误

差 逐渐增大, 最后增至 438.471 以上, 这说明跑

道预测模型预测较近时间点的 值具有较高的拟合

度, 较低的均方误差, 预测得比较准确, 而预测未来较

远时间点的 值偏差会越来越大, 这也符合直观认

知, 跑道视程预测比较适合 0–2小时临近预报. 

4   小结与讨论

跑道视程的时序分布特征等分析结果表明影响咸

阳机场低跑道视程的天气主要是大雾. 由于大雾的局地

特性很强, 其预报目前在气象领域依然是业务难点. 虽然

近年来大雾预报由传统的经验或者统计预报向数值模

式或者大雾模式预报转变, 但数值释用和雾模式预报

准确性仍有待提高, 难以在实际业务预报中直接使用[25].
考虑到每个预测时间前 4小时的多维气象要素数

据包含着各种气象要素的变化趋势, 例如降水增大, 未
来跑道视程数据就会相应的降低, 湿度增大、温度降

低、风速较小, 一般会伴随着大雾的发生 (大雾的机理

比较复杂, 湿度增大、温度降低、风速较小只是其中

3 个较为显著的气象条件), 未来跑道视程也会相应的

降低. 本文基于长短时记忆网络的多维时间序列预测

方法, 采用多维气象要素进行跑道视程预测, 旨在拟合
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出多维气象要素与跑道视程之间的映射关系.
实验表明采用长短时记忆网络 ,  利用风速、温

度、湿度和跑道视距等预报因子建立一种机场跑道视

程预测模型, 对测试集预测的 0–2小时拟合度在 58%–

88% 之间, 拟合度结果表明本文搭建的 LSTM 预测模

型对跑道视程具有较高的预测能力, 具有推广价值和

发展前景 ,  其结果可被航空气象保障人员参考应用

LSTM的优越性和推广前景.
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R2 RMSE图 8    4个端点未来 0–359分钟模型 及 变化图
 

未来研究中将要改进的方面:
(1) 低跑道视程天气的出现与季节、晨昏时间信

息有关 ,  之后的研究工作中预报因子的选取考虑季

节、晨昏等时间信息.
(2) 冬季出现较低跑道视程时, 边界层内常出现大

气层结中性弱不稳定、逆温以及大湿度区分布的垂直

结构. 为了尽可能地描述大气垂直结构对低跑道视程

天气的影响, 将增加探空观测的多层次的位势高度、

温度、露点温度、风向、风速等资料作为预报因子[25].
(3) 随着人工智能技术的发展, 越来越多优秀的预

测技术逐渐成熟, 采用最新的预测算法建模, 进行比较,
选取较优的预测模型为跑道视程的预测提供指导, 更
好的保障航空器的安全起降.

(4) 虽然 0–2 小时跑道视距预测具有很高的拟合

度. 然而, 预测模型有几个部分任然需要进行改进, 如

跟踪谷值[26], 跑道视程谷值是航空管制员重点关注的,

需要根据跑道视程谷值判断飞机是否能够起降.
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