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摘　要: 准确的风速预测在风能转换和电力分配中起着至关重要的作用. 但是, 风的固有间歇性使其难以实现高精

度的预测. 现有研究方法大都考虑了风速的时间相关性, 但忽略了气象因素随空间变化对风速的影响. 为获得准确

可靠的预测结果, 结合卷积神经网络和长短期记忆网络, 提出了一种多因素时空风速预测相关 (MFSTC) 模型. 同
时, 还构建了一种基于三维矩阵的数据表示方法. 针对多个站点, 利用改进的 PCA-LASSO算法提取特征气象要素,
然后, 采用卷积神经网络建立各个站点之间的空间特征关系, 采用长短期记忆网络建立历史时间点之间的时间特征

关系, 在时空相关性分析的基础上得到最终风速预测结果. 在东营气象中心提供的 2009–2018共 10年的实测风速

数据集上进行了实验验证. 结果表明, 相比于一般预测方法, 由MFSTC模型获得的实验结果更加准确, 证明了提出

方法的有效性.
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Abstract: The accurate prediction of wind speed plays a vital role in the transformation of wind energy and the
dispatching of electricity. However, the inherent intermittence of wind makes it a challenge to achieve high-precision
wind speed prediction. Most studies consider the temporal correlation of wind speed but ignore the influence of
meteorological factors with changes in space on wind speed. To obtain accurate and reliable forecasting results, this study
proposes a MultiFactor Spatio-Temporal Correlation (MFSTC) model for wind speed prediction by combining a
Convolutional Neural Network (CNN) and a Long Short-Term Memory (LSTM) network. This paper also constructs a
data representation method based on a three-dimensional matrix. For multiple sites, this model employs the improved
PCA-LASSO algorithm to extract the characteristic meteorological factors. Then, it uses CNN to establish the spatial
feature relationship among the sites and the LSTM network to establish the temporal feature relationship among historical
time points. The final wind speed prediction results are obtained based on spatio-temporal correlation analysis.
Furthermore, experimental verification is carried out on the 10 years of actual wind speed datasets from 2009 to 2018
provided by Dongying Meteorological Center. The results show that the MFSTC model is more accurate than common
prediction methods, which proves the effectiveness of the proposed method.
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计算机系统应用 ISSN 1003-3254, CODEN CSAOBN E-mail: csa@iscas.ac.cn
Computer Systems & Applications,2021,30(8):133−141 [doi: 10.15888/j.cnki.csa.008089] http://www.c-s-a.org.cn
©中国科学院软件研究所版权所有. Tel: +86-10-62661041

① 基金项目: 科技部创新方法工作专项 (2015IM010300)
Foundation item: Special Project for Innovation Method of Ministry of Science and Technology of China (2015IM010300)
收稿时间: 2020-11-12; 修改时间: 2020-12-21; 采用时间: 2021-01-29; csa在线出版时间: 2021-07-31

Software Technique•Algorithm 软件技术•算法 133

http://www.c-s-a.org.cn/1003-3254/8089.html
http://www.c-s-a.org.cn/1003-3254/8089.html
mailto:cas@iscas.ac.cn
http://dx.doi.org/10.15888/j.cnki.csa.008089
http://www.c-s-a.org.cn


近年来, 电力需求的增长使得包括风能在内的可

再生能源变得越来越重要[1]. 风速变化具有很强的随机

性和间歇性, 这种不稳定性会严重影响电力系统的安

全, 对及时可靠的风速预测提出了严峻的挑战[2].
在过去的几十年中, 科学家们已经提出了各种方

法以增强风速预测的性能 .  这些方法大致分为以下

3 类[3]: 物理方法、统计方法以及机器学习方法. 物理

方法主要通过利用气象因素和地理因素等物理参数来

预测风速. 但是, 物理模型的计算成本高且无法捕获气

象因素复杂的动态变化关系, 因此不适用于短期风速

预测. 统计方法利用历史时间序列中各个变量的线性

关系来构建统计模型, 如时间序列方法[4]、自回归移动

平均 (ARMA) 方法[5] 和卡尔曼滤波方法[6] 等, 这些方

法克服了物理模型的缺点, 但它们只能分析历史时间

序列中变量之间的线性关系, 难以处理气象要素之间的非

线性关系. 机器学习如支持向量机 (SVM)[7]、多层感知

器 (MLP)[8] 和极限学习机 (ELM)[9] 可以提取风速时间

序列中的复杂非线性特征, 并在一定程度上提高预报

的准确性. 但这些传统的线性和非线性模型只能提取

浅特征, 并且需要进行大量的特征工程, 无法自动提取

时间序列特征. Wang 等[10] 提出了一种基于集成方法

的卷积神经网络模型来实现概率性风电功率预测, 并
通过案例研究验证了该模型的准确性和稳定性 .
Ghaderi等[11] 使用基于 STC的长短期记忆网络模型进

行风速预测. Hu 等[12] 成功设计了基于 DBN和传递学

习的有效风速模型. Zaytar等[13] 使用多个堆叠的 LSTM
映射相同长度的天气值序列以预测未来 24–72小时的

风力变化情况, 但仅针对单个城市研究, 并未考虑其相

邻地域的影响.
深度学习使用分布式的分层特征表示方法[14] 自动

提取数据中的从最低层到最高层固有的抽象特征和隐

藏不变结构[15]. 为了充分利用单个模型的优点并提高

预测性能, 现已提出了许多组合模型. 此外, 最近的一

项研究表明目标站点的风速与其相邻站点之间存在显

著的互相关[16,17]. 因此, 每个站点的时空相关数据量不

断增加, 使用 STC 时空相关模型探索风速预测的方法

已成为研究的热点. STC 模型可以有效利用每个站点

的地理特征, 解决某些站点缺少风速数据的问题, 并获

得良好的预测结果.
如上所述, 现有模型可以在一定程度上改善预报

性能, 但未考虑对气象因素的处理也尚未具备同时提

取时空特征的能力. 因此, 本文通过结合 CNN和 LSTM
来构建MFSTC(多因素时空相关)模型, 以克服上述缺

点并实现更准确、可靠的风速预测. 本文主要工作如下:
(1) 构建了一种基于三维矩阵的数据表示方法, 该

矩阵包含每个站点在多个历史时间点的全部特征气象

要素的值, 可以有效解决某些站点缺少风速数据的困难;
(2) 提出了一个 MFSTC 模型, 该模型同时考虑时

间、地点和气象因素之间的多种时空相关性, 从多个

方面提高风速预报的准确率;
(3) 针对多个站点, 综合 PCA-LASSO 两种算法提

取特征气象要素集, 避免了冗余因素对预测精度的不

利影响, 同时也简化了模型计算量;
(4) 为了同时提取风速数据的时空相关性特征, 开

发了具有多输入单输出组合结构的 CNN-LSTM 模型.
该组合模型不仅能够充分利用 CNN 良好的空间特征

提取能力和 LSTM 出色的时间序列特征提取能力, 还
可以有效地解决获取不同站点的复杂地理特征的困难,
从时间和空间上提高风速预报的准确性. 

1   三维矩阵模型

时空模型的基本思想是, 目标站点的风速特征不

仅与本站点的气象要素密切相关, 还与其周围站点的

气象要素有关[18], 周围站点的气象要素 (如温度、湿度、

压强等) 变化会对目标站点的风速产生影响. 因此, 充

分利用目标站点及其周围站点的气象信息有助于提高

风速预报的准确性和可靠性. 基于 3D 矩阵的 MFSTC

模型的核心在于, 同时考虑了时间和空间维度中站点

和气象因素的多重相关性, 包括多个站点之间的相关

性、多个因素之间的相关性以及站点和因素之间的相

关性. 模型结构如图 1所示, 其中 3D矩阵可以用式 (1)

表示.

S T F = (T F,TS ,FS ) =< Es f t > (1)

其中, STF 表示一个“站点-时间-因素”的 3D 矩阵, TF,
TS 和 FS 分别表示“时间-因素”, “时间-地点”和“因素-
地点”的二维平面集. 相应的平面分割操作如图 1(b)所
示. Esft 是一组 3D矩阵点, 每个点都可以定义为 e(s,f,t),
代表在历史时间点 t 处第 s 个站点的第 f 个特征气象

因子的值. 同时, 如图 1(c) 所示, 每个二维平面可以由

二维矩阵表示. 其中, TFs 包含站点 s 在 T 个历史时间

点处随时间变化的 F 个气象因子的值, TSf 包含第 f 个
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Re1
e2

气象因子在 S 个站点的 T 个历史时间点处随时间变化

的值, FSt 包含在历史时间点 t 处 S 个站点的 F 个气象

因子的值. S, F 和 T 分别代表站点、气象因素和历史

时间点的数量. 任意两个点 e1(s,f,t) 和 e2(s,f,t) 之间的相

关系数 表示为:

Re1
e2 =Corr (e1 (s, f , t) ,e2 (s, f , t)) (2)

基于上述相关系数, 可以根据每个站点在 T 个历

史时间点的全部气象要素值计算出下一时刻目标站点

的风速. 该公式定义为:

ea (q,wind, t+1) =
∑S

s=1

∑F

f=1

∑T

t=1

(
eg(s, f , t)Reg

ea + ξag
)

(3)

eg(s, f , t) ea (q,wind, t+1)

Reg
ea ea(q,

wind, t+1) eg(s, f , t) ξag

其中,   代表 Esft 中某一点的值, 
是目标站点 q 在 t+1 时刻的风速预测值 ,   是

和  之间的相关系数,   是误差项.
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图 1    基于 3D矩阵的MFSTC模型结构
 
 

2   提出的组合模型

在本文中, 为了提高风速预测的准确率, 提出了一

种MFSTC-CNN-LSTM框架, 如图 2所示. 该方法同时

考虑了风速与气象因素、空间以及时间 3个维度方面

的相关性, 最终实现对多站点气象因素之间相关特征

的深层提取. MFSTC-CNN-LSTM 框架的实现过程描

述如下:
(1) 针对多个站点, 通过 PCA-LASSO 提取特征气

象要素.
(2) 将特征气象要素的数据在 3 个维度上进行重

构. 模型的每个输入都是一个 3D 矩阵, 矩阵的 3 个维

度分别对应气象因素 F、空间 S 以及时间 T. 矩阵包含

S 个站点在 T 个历史时间点的 F 个特征气象因子的值.
(3) CNN 的输入是 T 个二维矩阵 FSt, 每个 FSt 包

含在 t 时间点处 S 个站点的 F 个气象因子的值. 通过

CNN 的特征提取 ,  可以获得 T 个特征向量 ,  代表在

T 个预报时次上各个站点的气象因子之间的空间相关

性. 然后, 将 T 个特征向量输入 LSTM以提取和分析时

间特征关系, 最终获得目标站点的风速预测结果. 

2.1   特征属性提取

原始气象数据属性复杂、形式多样, 然而并非所

有要素都与风速变化是相关的, 过多的预测要素将导

致冗余信息并降低泛化性能. 从原始气象要素中进行

特征选择[19] 以降低风速预测数据集的维度. 经过特征

提取, 能够有效减少模型的计算和存储开销并且明显

提高可解释性. 基于单个算法无法提取出有效的特征

气象要素的问题, 本文结合 PCA 和 LASSO 两种算法

以形成新的 PCA-LASSO技术.
PCA[20] 的主要原理是找到适当的线性变换将相关

变量转换为彼此独立的新变量, 其中方差较大的变量

可以反映原始多个变量中包含的主要信息, 也就是更

符合要求的气象要素. 为了进一步简化模型计算量, 同
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x = (x1, x2, · · · , xm)

时避免冗余因素对预测精度带来的不利影响, 需要从

PCA筛选出的气象要素中进一步提取出能够对风速变

化带来显著影响的特征气象要素. LASSO[21] 回归是一

种缩小变量集的压缩估计方法, 它通过构造一个惩罚

函数将变量的系数进行压缩并使某些回归系数变为 0,
进而达到特征选择的目的. 在本文中, 设定有 m 个气象

要素的特征向量 , 其中 x 在第 i 个气

象要素上的取值为 xi. LASSO回归将 m 个气象要素进

行线性组合来预测风速, 公式如下:

f (x) = w1x1+w2x2+ · · · +wmxm (4)

w = (w1,w2, · · ·wm)式中,   是各气象要素的权重值. 损失

函数定义为:

loss (w) = || f (x) − y||2+α ||w|| (5)

其中, y 代表风速实际值. 为防止过拟合和提高模型泛

化性能引入正则化项 α||w||. 通过对损失函数 loss(w)的
最小值求解得到 w, 从而确定 LASSO 回归的相关参

数. 随着超参数 α 变大, 越来越多的变量系数被收缩为

0, 从而得到最终的特征气象要素.
 

NWP 数据

特征属性选择

PCA LASSO

特征气象要素

...

...

...

CNN CNN CNN CNN

LSTM LSTM LSTM

风速预测结果

FSt−0 FSt−1 FSt−2 FSt−T+1

 
图 2    风速预测流程图

  

2.2   CNN 提取空间特征

CNN 是多层前馈神经网络, 已被证明在提取隐藏

的空间特征方面具有突出的性能[22]. CNN具有稀疏连

接和权重共享的性质, 这大大减少了模型参数的数量.
使用 CNN 提取目标站点和其他站点的气象因素之间

的潜在空间关系, 以减少风速的预测误差. CNN 的计

算可以定义为[23]:

mapuv
mn = relu

∑
l

h−1∑
h=0

w−1∑
w=0

ωhw
mnl ·map(u+h)(v+w)

(m−1)l +bmn

 (6)

bmn

ωhw
mnl

mapuv
mn

map(u+h)(v+w)
(m−1)l

其中, u 和 v 分别是特征图行和列的索引, h 和 w 分别

是卷积滤波器行和列的索引, h′和 w′分别是卷积滤波

器的行列数, l 是特征图在第 m-1层的索引,  是第 m
层中第 n 个特征图的偏差,  是卷积滤波器 (h,w) 处

的值, 该卷积滤波器连接第 (m-1)层的第 l 个特征图和

第 m 层的第 n 个新特征图.  是在第 m 层第 n 个

特征图的 (u,v) 处的值 .    是第 m–1 层第

l 个特征图的 (u+h,v+w) 处的值, relu 是卷积神经网络

中每层的激活函数, 其相关定义如式 (7)所示[24]:

relu (x) = max(0, x) (7)

本文需配置 T 个 CNN 来处理 T 个空间风速矩阵,
每个 CNN 神经网络结构如图 3 所示, 主要由卷积层、

池化层以及全连接层 3 种类型构成, 通过卷积层和池

化层的交替处理, 最终由输出层输出得到的抽象特征.
首先输入 10×10个站点在 t (t=1,2,…,T)预报时次的特

征气象要素数据, 设 CNN输入层有 10个卷积核, 且每

个卷积核的大小均为 5×5, 则输入层将产生 10 个尺寸

为 6×6 的特征图, 每个特征图中的元素与其对应的空

间关联域具有一致的排列顺序. 后续的网络层在这些

特征图的基础上继续进行上述过程, CNN 逐层捕获风

速矩阵中的空间信息, 最终得到各个预报时次上的空

间特征向量, 并传递给 LSTM.
 

200

全连
接层卷积层池化层

10×10 10@6×6 16@6×6 16@3×3

 
图 3    CNN神经网络结构图

  

2.3   LSTM 提取时间特征

时间序列[25] 是按照时间排序的一组随机变量, 它
本质上反映的是某个或者某些随机变量随时间不断变

化的趋势. 在数值天气预测模型中, 气象要素数据的后

值与初值存在一定的依赖性与相关性. 风速预测不仅

依赖气象要素的最新数据, 较早的数据可以帮助模型

得到风速变化的总体趋势[26].
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作为循环神经网络的特殊变体, LSTM 具有自动

存储和删除时间状态信息的能力[27], 可以提取长时间

序列的复杂特征关系, 解决传统 RNN缺乏建立远程结

构连接能力的问题 ,  从而避免“梯度爆炸”现象的发

生[28,29], 如图 4 为一个“LSTM 细胞”单元[30], 该细胞单

元由输入门 i、输出门 o 和遗忘门 f 组成. 这 3 种门控

是控制信息流的关键, 其对应的函数表达式为:

it = σ
(∑

Wxixt +
∑

Whixt−1+
∑

Wcixt−1+bi
)

(8)

ft = σ
(∑

Wx f xt +
∑

Wh f xt−1+
∑

Wc f xt−1+b f
)

(9)

ct= ftct−1+it tanh
(∑

Wxcxt+
∑

Whcxt−1+
∑

Wc f xt−1+bc
)

(10)

ot = σ
(∑

Wxoxt +
∑

Whoxt−1+
∑

Wcoxt +bo
)

(11)

ht = ot tanh(ct) (12)

其中, ct 为细胞间激活向量, b 是矩阵偏置向量, σ 是激

活函数 Sigmoid. it, ft, ot 分别是 t 时间点输入门、输出

门和遗忘门的计算方法. W 代表权重矩阵, 根据其下标

分别具有不同的含义.
如图 5 为 LSTM 预测模型结构示意图, 由输入

层、隐藏层、输出层以及网络训练层 4 部分组成. 将
CNN的空间特征向量输入 LSTM各节点, 在中间的隐

藏层使用多个 LSTM 细胞单元进行循环连接, 输出

层提供预测结果, 网络训练采用 Adam 算法不断调整

参数以优化预测结果. 损失函数的数学公式如式 (13)
所示.

L =
1
D

∑D

d=1
(yd − ŷd)2 (13)

yd

ŷd

其中, D 为测试集中的样本数量,  为该时刻风速的真

实值,  为风速预测值.
在固定卷积层和池化层提取的特征信息不变的情

况下, 通过逐渐增加 LSTM 网络记忆单元数和隐含层

数来测试不同隐含层的预测效果, 如表 1所示. 可以看

出适当的增加 LSTM的隐含层数可以提高模型的预测

能力, 当隐含层数过多如隐含层数为 4时, 会出现过拟

合现象. 此外, 随着隐含层的增加, 模型的运行时间也

会相应延长. 最终确定 LSTM网络设置 3层隐含层, 其
隐含层中 LSTM单元数分别为 32、20、20.
 

.

.

.

ht

ot

ft ct

ct−1 it

c_int

(xt, ht−1) 
图 4    LSTM 细胞单元结构示意图
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图 5    LSTM神经网络处理层结构图
 
 

3   实验

本文数据集来自东营气象中心提供的 100个站点

在 2009至 2018年共 10年的风速相关记录数据, 通过

在 3个站点数据集上的实验验证所提出MFSTC-CNN-

LSTM 模型的预测性能, 对目标站点未来 5 个预报时

次的风速进行预测, 并使用 RMSE 作为衡量模型预测
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拟合度的指标. 为了确保模型比较的公平性和实验的

有效性, 对 3个站点的预测模型分配相同的超参数, 学
习率设置为 0.01, dropout 设置为 0.1, batch_size 设置

为 32, 时间步长设置为 4, 通过多次训练, 迭代次数超

过 500次时损失值趋于稳定. 另外, 为了提取相应区域

中的不同风速特征, 实验分别利用不同的数据集来训

练和调整模型的内部参数. 结果如表 1所示.
 

表 1     提前 0时预报时次不同 LSTM层数的实验结果
 

LSTM层数 训练轮数 批量大小 RMSE t(s)
1 500 32 1.265 48.546
2 500 32 0.994 56.125
3 500 32 0.868 61.422
4 500 32 1.189 66.328

 
  

3.1   实验数据

数据集包括 100个站点 10年间每天 39个气象要

素 (HECA88, HHCA30, HHCA50, HHCA70, HHCA85,
HHCA92, HHCA99, HRCA30, HRCA50, HRCA70,
HRCA85, HRCA92, HRCA98, HRCA99, HTCA30,
HTCA50, HTCA70, HTCA85, HTCA92, HTCA98,
HTCA99, HUCA30, HUCA50, HUCA70, HUCA85,
HUCA92, HUCA98, HUCA99, HVCA30, HVCA50,
HVCA70, HVCA85, HVCA92, HVCA98, HVCA99,
HTCA50, HTCA70, HTCA85, HTCA92, HTCA98,
HTCA99, HUCA30, HUCA50, HUCA70, HUCA85,
HUCA92, HUCA98, HUCA99, HVCA30, HVCA50,
HVCA70, HVCA85, HVCA92, HVCA98, HVCA99,
HOCA70, HOCA85, HOCA92, HPCA89)在 5个预报时

次 (0时、6时、12 时、18 时以及 24 时)的观测数据,
在高度上涵盖 1000 hPa、地面、925 hPa、850 hPa、
700 hPa、500 hPa、300 hPa 7个不同的层次, 在空间上

包括 100个网格站点. 3个实验的数据集大小均设置为

13  340, 模型的训练集、验证集和测试集的比例设置

为 6:2:2. 

3.2   实验设计及分析

由于原始数据包含 39个气象要素, 根据前期实验,
利用单一方法提取的特征气象要素并不准确, 具有一

定的片面性. 因此, 首先利用 PCA 提取出反映原始变

量中所包含主要信息的气象要素, 然后利用 LASSO回

归对这些要素进行进一步筛选, 从而得到能够真正影

响风力变化的特征气象要素.
通过 PCA 得到各气象要素的累计贡献率如图 6

所示. 从图 6 分析可得, 当选择其中的 30 个气象要素

时, 对风速变化的累计贡献率高达 99.496%, 其他成分

可以丢弃. 利用 LASSO 回归进一步压缩 PCA 所得的

30个气象要素. 如图 7所示, 横坐标表示气象要素的数

量, 纵坐标表示预测值与真实值的均方根误差. 通过对

LASSO 中超参数 α 的设置来控制横坐标的大小. 当
LASSO 将特征要素的数量设定为 21 左右时 ,  可将

RMSE稳定在一个较小的值.
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图 6    气象要素累计贡献率
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图 7    基于 LASSO模型的风速预测

 

气象要素的特征权重的大小与其对风速预测的影

响程度成正比. 本文在 5 个预报时次分别进行特征选

择, 结果如表 2 所示. 表中数值是 LASSO 回归得到的

各气象要素在 5 个预报时次中特征权重的平均值, 本
文选取其中前 21个作为特征气象要素. 根据先验知识,
海拔越低的气象要素 (气象要素英文简称后缀数字越

大)对风速变化的影响越大, 而提取到的特征气象要素

也符合这个特点, 从而说明 PCA-LASSO 能够有效筛

选出与风速有关的特征气象要素.
为了验证方法的有效性, 选择了 CNN、LSTM、

ARIMA 以及 BP 神经网络与提出的 MFSTC-CNN-
LSTM 模型对比并在 3 个站点的测试集上进行了 5 个

预报时次 (共 24小时)的预测测试. 为直观展示不同模

型间的效果与差异, 本文在 3 个站点 (第 21,61,91 站
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点)的测试集上随机选取了 100个记录点, 并对 5个预

报时次的模型预测值与真实值进行对比. 如图 8 所示,
分别为 MFSTF-CNN-LSTM、CNN、LSTM、ARIMA
以及 BP 神经网络 5 种模型分别在 5 个预报时次的预

测值与真实值的预测效果对比图. 整体来看, 所有模型

误差都随预测时间增长呈增大趋势. 由图可知, 在预测

时效较短时, 各个模型的预测值与真实值都有较好的

拟合度, 但随着预测时效的延长, CNN、LSTM、ARIMA
以及 BP 神经网络预测效果都呈现明显下降态势, 而
MFSTF-LSTM-CNN 模型的预测结果与真实值依然能

够保持较好的拟合度.
 

表 2     各气象要素的特征权重分布图
 

气象要素 平均权重 气象要素 平均权重 气象要素 平均权重

HPCA89 0.900 HUCA70 0.468 HOCA70 0.217
HHCA70 0.876 HVCA98 0.431 HHCA92 0
HHCA30 0.798 HVCA30 0.407 HHCA85 0
HHCA99 0.756 HVCA85 0.387 HRCA99 0
HHCA50 0.712 HUCA92 0.354 HRCA92 0
HTCA85 0.699 HUCA99 0.300 HRCA70 0
HTCA98 0.654 HTCA99 0.289 HUCA98 0
HTCA70 0.628 HRCA98 0.274 HVCA70 0
HTCA50 0.581 HTCA92 0.269 HUCA85 0
HVCA92 0.522 HOCA85 0.231 HRCA85 0

 
 

实验结果将预测值和真实值的均方根误差 RMSE
用作评分函数以评估模型的预测性能. 表 3 中的数据

为各模型在 3 个站点测试集 RMSE 的均值. 随着预报

时间的推移, 所有模型的均方根误差均呈现上升趋势.
从总体的预测效果来看, 表现最好的是MFSTF-LSTM-
CNN, 它能使模型获得最小均方误差值, 证明了提出方

法的有效性. 

4   总结

结合数据挖掘和神经网络技术, 本文提出了一种

基于多因素时空相关性和深度学习算法的风速预测模

型, 实现了对研究地区站点的风速预测, 提高了预报的

时效性和精确度. 提出的 PCA-LASSO 算法有效减少

了参与计算的气象要素的数量, 提高了模型的计算效

率. MFSTC-CNN-LSTM 模型有效地融合了多种神经

网络算法, 具有更强的泛化能力和更高的预测精度, 因
此该模型能够在不同站点的具有不同波动程度的风速

数据集上依然保持出色的预测质量和稳定性. 同时, 为
使数据能够更好的适应模型, 还提出了一种基于三维

矩阵的数据重构方法.
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图 8    不同预测模型在 5个时次的预测效果对比图

 

与仅考虑单个站点的气象属性之间关系的模型相

比, MFSTC模型充分考虑了不同站点上各种气象因素
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的时空耦合关系, 并为预测下一时刻的风速提供了更

加完整和可靠的基础. CNN-LSTM组合策略在MFSTC
模型的基础上, 充分利用了 CNN强大的空间特征提取

能力和 LSTM 强大的时间特征提取能力的优势. 通过

对两个模型优势的充分利用, 实现了对时空关系特征

的深层提取. 在后续研究中, 将数值模型和图像识别模

型 (例如卫星图像)相结合构成新的天气预报系统的基

础是进一步研究的主要目标.
 

表 3     各模型在 5个预报时次的 RMSE
 

模型
预报时次(h)

0 6 12 18 24
MFSTC-CNN-LSTM 0.867 79 0.942 28 0.958 64 0.991 81 1.077 86

ARIMA 1.819 21 1.909 95 2.044 90 2.083 88 2.479 39
CNN 1.864 77 1.878 01 1.954 94 2.083 82 2.145 62
LSTM 1.615 76 1.645 23 1.681 21 1.756 26 1.900 51
BP 1.925 24 2.115 76 2.188 23 2.260 63 2.329 97
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