
 

 

基于轻量语义分割网络的遥感土地覆盖分类①
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摘　要: 高分辨率遥感图像有丰富的空间特征, 针对遥感土地覆盖方法中模型复杂, 边界模糊和多尺度分割等问题,
提出了一种基于边界与多尺度信息的轻量化语义分割网络. 首先, 使用轻量化的MobileNetV3分类器, 采用深度可

分离卷积来减少计算量. 其次, 使用自顶向下和自底向上的特征金字塔结构来进行多尺度分割. 接着, 设计了一个边

界增强模块, 为分割任务提供丰富的边界细节信息. 然后, 设计了一个特征融合模块, 融合边界与多尺度语义特征.
最后, 使用交叉熵损失函数和 Dice 损失函数来处理样本不平衡的问题. 在 WHDLD 数据集的平均交并比达到了

59.64%, 总体精度达到了 87.68%. 在 DeepGlobe数据集的平均交并比达到了 70.42%, 总体精度达到了 88.81%. 实
验结果表明, 该模型能快速有效地实现遥感图像土地覆盖分类.
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Abstract: High-resolution remote sensing images have rich spatial features. To solve the problems of complex models,
blurred boundaries, and multi-scale segmentation in remote sensing land cover methods, this study proposes a lightweight
semantic segmentation network based on boundary and multi-scale information. First, the method uses a lightweight
MobileNetV3 classifier and depthwise separable convolutions to reduce computation. Second, the method adopts top-
down and bottom-up feature pyramid structures for multi-scale segmentation. Next, a boundary enhancement module is
designed to provide rich boundary detail information for the segmentation task. Then, the method designs a feature fusion
module to fuse boundary and multi-scale semantic features. Finally, the method applies cross-entropy and Dice loss
functions to deal with the sample imbalance. The mean intersection over union of the WHDLD dataset reaches 59.64%,
and the overall accuracy reaches 87.68%. The mean intersection over union of the DeepGlobe dataset reaches 70.42%,
and the overall accuracy reaches 88.81%. The experimental results show that the model can quickly and effectively realize
the land cover classification of remote sensing images.
Key words: high-resolution remote sensing image; land cover classification; lightweight semantic segmentation; 
multiscale; border enhancement; convolutional neural network (CNN)

土地覆盖指的是地表上的自然物体和人工建造的

物体, 获取准确的土地覆盖类别, 有助于人们管理与保护

土地资源[1]. 土地覆盖分类研究, 目前主要使用遥感数

据源, 可以从遥感图像中及时获取准确的土地覆盖信息.
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传统的遥感土地覆盖分类方法, 如目视解译法, 该
方法简单, 但花费时间长且分类精度不高. 机器学习的

方法, 如支持向量机[2]和决策树分类方法[3]等方法, 无
法满足时效性和端到端的解译要求, 而且无法满足高

分辨率遥感图像中丰富信息的解译要求.
基于像素的土地覆盖分类方法, 是按照地物的类

别, 划分遥感图像中的每一个像素. 遥感技术不断发展,
高分辨率遥感图像能充分呈现地物的信息, 但也加大

了土地覆盖分类任务的难度. 基于深度学习的卷积神

经网络能自适应地提取图像的特征, 端到端的语义分

割技术可用于土地覆盖分类任务. Zhang等人使用遥感

图像的空间和光谱信息, 为土地覆盖分类任务提供端

到端的深度学习方法, 实验结果优于传统机器学习的

方法[4]. Chen 等人使用并行的空洞卷积来扩大感受野,
以应对多尺度分割问题[5]. Zheng等人提出前景建模的

方法来处理遥感图像中前景与背景不平衡的问题[6].
Yu 等人提出了一种高效的双路径模型来处理空间和

分类语义[7]. Xu 等人提出了三分支的实时语义分割网

络, 在推理时间和准确性之间实现了合理平衡[8]. 刘明

威等人提出了一种基于 U-Net改进的遥感图像语义分

割模型, 实现了土地覆盖分类任务的自动化[9]. 何直蒙

等人提出一种基于空洞卷积的深度学习网络, 来减少

提取高分辨率遥感图像的建筑物时的细节损失[10]. 遥
感图像中有多种地物, 每种地物所需要的分割尺度有

差异, 所以遥感图像中多尺度, 是需要改善的问题. 而
且在基于深度学习的语义分割方法中, 模型复杂, 分割

结果的边界模糊, 也是需要关注的问题.
本文提出了一种基于边界与多尺度信息的轻量化

语义分割网络 (lightweight semantic segmentation
network based on boundary and multi-scale, LSSN-BM),
用于土地覆盖分类任务. 主要工作如下: (1)首先, 本文

使用轻量化的 MobileNetV3 模型[11]作为分类器, 并且

在之后的分割模块中也采用深度可分离卷积来减少计

算量. (2) 其次, 多分支编码器模块中使用了 PAN 结

构[12]来进行多尺度分割, 它包含自顶向下和自底向上

的特征金字塔结构, 将高层特征与低层特征充分融合.
(3) 接着, 设计了一个边界增强模块, 它通过学习边界

信息, 为分割任务提供丰富的边界细节信息. (4) 然后,
设计了一个特征融合模块, 融合边界特征与多尺度语

义特征. (5)最后, 对损失函数的使用进行探究, 本文使

用组合损失函数, 语义分支使用多分类交叉熵损失函

数 ,  而边界增强模块使用二分类交叉熵损失函数和

Dice损失函数的结合. 

1   LSSN-BM网络整体结构

本文提出一种基于边界与多尺度信息的轻量化语

义分割网络 (LSSN-BM), 来改善遥感土地覆盖分类的

模型复杂, 边界模糊和多尺度分割等问题.
整体结构如图 1, 分类器采用 MobileNetV3-Large

版本的网络结构, 本文将 MobileNetV3 的 4 个不同尺

寸大小的特征图作为多分支编码器的输入. 图 1(a) 多
分支编码器使用 PAN 结构, 它在 FPN 的自顶向下的

结构基础上, 增加了自底向上的结构, 能充分融合高层

与低层特征. 图 1(b)是边界增强模块, 可以为遥感土地

覆盖分类任务提供丰富的边界细节信息, 其中边界模

块使用二分类交叉熵损失函数和 Dice损失函数. 图 1(c)
是特征融合模块, 解码多尺度语义特征, 再和边界特征

融合. 图 1中, C 表示通道数, up2表示上采样两倍, down2
表示下采样两倍, up4表示上采样 4倍. 

2   LSSN-BM网络详细介绍 

2.1   MobileNetV3 分类器

MobileNetV3 模型[11]是一个轻量化的网络, 它使

用深度可分离卷积来减少模型复杂度, 同时使用瓶颈

结构, 增加特征图的通道数, 以增加非线性表现力.
MobileNetV3 首先通过一个传统的卷积块提取特

征, 再使用多个瓶颈模块继续提取特征, 最后使用 1×1
卷积调整通道数. 本文的分类器去掉了 MobileNetV3-
Large的平均池化和全连接层, 将 4个不同尺寸大小的

特征图作为多分支编码器的输入. 它们分别是主干网

络 4 倍下采样、8 倍下采样、16 倍下采样和 32 倍下

采样之后的特征图, 输出通道数分别为 24、40、112
和 960. 

2.2   深度可分离卷积

MobileNetV1 网络[13]中使用了深度可分离卷积

(depthwise separable convolution, DSC)来减少计算量,
它是深度卷积 (depthwise convolution, DW) 和逐点卷

积 (pointwise convolution, PW)的组合. PW用来进行通

道的融合, 以实现改变特征图的通道数. DW 在每个通

道上进行卷积, 将单个滤波器应用到每个通道. 深度可

分离卷积与普通卷积的计算量比值的计算如下:

s =
1
N
+

1
D2

k

(1)

D2
k其中, N 表示输出通道数, 卷积核大小 . 即使用卷积
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核大小为 3×3 的深度可分离卷积, 其计算量下降到普

通卷积的 1/9–1/8, 精度仅略有下降[13].
本文在特征融合模块和边界增强模块中均使用了

深度可分离卷积, 即图 1 中的 DSC 和 UP_DSC 模块.

DSC 模块的详细结构如图 2 所示, 先使用 3×3 的深度

卷积提取特征, 然后是 1×1 的逐点卷积改变特征图的

通道数. 使用 DSC 模块来替换 3×3 的普通卷积, 能减

少模型计算量.
 
 

CBR

CBR

C=40

C=112

C=24

C=112

C=112

C=960T4

T3

T2

T1

up2

up2

up2

down2

down2

down2

P1

P2

P3

P4

N1

N2

N3

N4

(a) 多分支编码器

Concat Bottleneck DSC 1×1 conv

Boundary

Prediction

up4

(b) 边界增强模块
up2

UP_DSC

C=336

1×1 conv

Prediction

up4
(c) 特征融合模块

UP_DSC

C=448

UP_DSC

C=672

C=224 C=224 C=224

C=224

CBR

CBR

C=112

C=112

MobileNetV3 分类器 PAN 结构

多分类交叉熵 Loss

Dice 和二分类交叉熵 Loss

DSC 模块详细结构: 本文图 2; CBR 模块详细结构: 本文图 3;

Bottleneck 模块详细结构: 本文图 4; 

UP_DSC 模块详细结构: 本文图 5 
图 1    LSSN-BM网络结构

 

 
 

3×3 DW, s=1

BN

ReLU

Input h×w×c

h×w×c

h×w×c

h×w×c

Output h×w×c

1×1 PW, s=1

 
图 2    DSC模块

 
 

2.3   多分支编码器

文中的多分支编码器使用 PAN模块[12], 它在 FPN

的自顶向下的结构基础上, 再加入了自底向上的路径

增强, 用低层特征图中的精确的定位信息来增强特征

金字塔. 这样的结构既包含较强的高层语义特征, 又包

含低层的高分辨率特征. 为了将低层特征快速流动到

顶层特征, 还加入了跳连接. 多分支编码器中的 CBR

模块如图 3所示.

{Ti |i = 1,2,3,4 }

{Pi |i = 1,2,3,4 }

多分支编码模块把 MobileNetV3 分类器输出的

特征图作为输入. 如图 1(a) 所示, 在自

顶向下的特征融合路径, 首先使用 CBR 模块, 以改变

特征图的通道数. 然后再把该特征图上采样两倍后, 与

低一层的特征图相加融合, 得到 特征图.

CBR 模块中有两种结构, 适应的场景将在第 3.3 节讨

论. CBR (A) 是为了改变特征图的通道数, 而 CBR (B)
受空洞空间卷积池化金字塔[5]的启发, 使用并行的不同

膨胀率的空洞卷积来增加感受野, 这样可以适应多尺

度的地物分割. 同时还加入了全局平均池化, 以获得更

多的全局信息. 最后再使用一个 3×3 的卷积继续提取

特征. 为了减少计算量, CBR (B) 模块中都采用深度可

分离卷积.

{Ni |i = 1,2,3,4 }
在自底向上的结构中, 特征图被下采样两倍再与

高一层的特征图相加融合, 得到 特征图.
其中 N4 特征图的获取还加入了跳连接, 使低层 P1 的

特征快速流动到高层. 

2.4   边界增强模块

本文设计了一个边界增强模块, 为语义分支提供

边界细节信息, 以解决分类结果边界模糊的问题. Canny
边缘检测算子[14], 具有较高的准确率和稳定性, 可以获

取图像的边缘. 边界的真实标记图, 是使用 Canny算法

从已知的真实标记语义图中获取的.
He 等人[15]为减轻深层网络中的梯度消失等问题,

设计了具有跳跃连接的残差结构. 瓶颈残差模块如图 4

所示, 它是先降低通道数, 然后使用 3×3卷积继续提取

特征, 最后再调整输出特征图的通道数.

由于低层特征图有更高的分辨率和较多的细节信

息 ,  所以我们选取较低层的特征图来预测边界 .  如

图 1(b)所示, 首先使用 Concat操作实现 N1 和 N2 特征
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图的拼接, 再使用瓶颈残差模块[15]和 DSC模块继续提

取特征, 然后使用 1×1卷积调整通道数后, 最后把特征

图上采样到与 Canny 边缘检测后的边界标记图尺寸

一致.
 
 

1×1 PW, s=1

ReLU

Input h×w×c

h×w×112

h×w×112

Output h×w×112

BN

1×1 PW, s=1

ReLU

Input h×w×c

h×w×112

h×w×112

BN

3×3DW, s=1,

padding=r1,

dilation=r1

3×3DW, s=1,

padding=r2,

dilation=r2

3×3DW, s=1,

padding=r3,

dilation=r3

Image

Pooling

1×1PW, s=1 1×1PW, s=1 1×1PW, s=1

1×1PW, s=1

h×w×112

h×w×560

1×1PW,

s=1

BN; ReLU

3×3DW, s=1

Output h×w×112

h×w×112

(a) CBR (A)

1×1PW, s=1; BN; ReLU

h×w×112

(b) CBR (B) 
图 3    CBR模块

 
  

1×1 Conv2d, s=1, BN, ReLU

1×1 Conv2d, s=1, BN

Add

ReLU

Input 64×64×224

64×64×64

64×64×64

64×64×224

64×64×224

Output 64×64×224

3×3 Conv2d, s=1, BN, ReLU

 
图 4    瓶颈残差模块

  

2.5   特征融合模块

本文设计了一个特征融合模块, 能充分融合边界

增强模块的输出特征与多尺度分支编码器输出的语义

特征, 以提高分类精确度. 图 1(c) 是特征融合模块, 它
使用多个 UP_ DSC模块来融合多尺度特征. 本文设计

的 UP_ DSC 模块如图 5 所示, 它有两个输入特征图,
先把低分辨率特征图进行两倍上采样, 再把低分辨率

特征图与高分辨特征图 Concat 连接, 最后使用深度可

分离卷积, 即 DSC模块提取特征.

 
 

Output h×w×(c1+c2)

Input (h/2)×(w/2)×c1

Concat

Input h×w×c2

Upsample by 2

h×w×c1

DSC

h×w×(c1+c2)

 
图 5    UP_ DSC模块

 

多尺度分支编码器的输出特征图, 分别使用 UP_
DSC 模块融合多尺度语义特征, 得到丰富的语义特征

图. 最后再使用 UP_ DSC将语义特征图与边界增强模

块的输出特征图进行融合, 经过 1×1 卷积调整通道数

和 4倍上采样得到最终的预测图. 

2.6   组合损失函数

本文设计了一个组合损失函数, 语义分支使用多

分类交叉熵损失函数, 边界增强模块使用二分类交叉

熵损失函数和 Dice损失函数的结合. 在文献[6]中介绍

了推广到像素级别的 Focal损失函数, 以解决样本不平

衡的问题. 文献[16]中介绍了用于在线困难样本挖掘

的 OHEM 损失函数. 通过实验, 语义分支选取了交叉

熵损失函数.
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文献[17]总结了多种可用于语义分割的损失函数,
其中包含多分类交叉熵、二分类交叉熵和 Dice 损失

函数等. 交叉熵损失函数被广泛用于分类目标, 由于分

割其实是像素级别的分类, 所以它能应用到语义分割

上. 多分类交叉熵损失计算如下:

LCE(y, p) = − 1
N

n−1∑
i=0

k−1∑
k=0

(yi,k log(pi,k)) (2)

其中, y 是真实标签, p 是预测标签, n 表示样本数, k 是

标签数, pi,k 表示将第 i 个样本预测为第 k 个标签的概率.
Dice 系数用于计算两张图像间的相似性, 可以缓

解样本不平衡的问题. 二分类交叉熵虽然计算简单, 但
不能很好地处理数据类别不平衡的情况. 由于边界增

强模块中, 在对边界和背景二分类时, 边界与背景极其

不平衡, 所以本文还引入了 Dice 损失函数来处理该问

题, 如式 (3). 但是 Dice 损失容易带来训练不稳定的情

况, 所以在边界模块选取二分类交叉熵和 Dice 损失.
式 (4) 表示二分类交叉熵, 其中 p 是预测值, y 是真实

值. 本文的组合损失函数, 是边界增强模块的损失函数

和语义分支的损失函数组合, 如式 (5)所示.

LDice(y, p) = 1− 2yp+1
y+ p+1

(3)

LBCE(y, p) = −(y log(p)+ (1− y) log(1− p)) (4)

Ltotal = LCE+LDice+LBCE (5)
 

3   实验分析 

3.1   数据集

WHDLD 数据集[18]是遥感图像多分类数据集, 可
用于遥感土地覆盖分类任务. WHDLD 数据集的图像

共为 4 940 张, 空间大小为 256×256, 分辨率为 2 m 的

RGB 图像. WHDLD 数据集是按像素进行标记, 标记

为 6 类区域, 分别是裸土、建筑物、人行道、道路、

植被和水. 在本次实验中, WHDLD数据集被划分为训

练集有 2 968张、验证集有 992张和测试集有 980张.
DeepGlobe土地覆盖分类数据集[19]有 803张图像,

其空间大小为 2448×2448, 分辨率为 0.5 m. DeepGlobe
数据集是按像素标注为 7 类区域, 包括城市、农业、

牧场、森林、水、贫瘠和未知区域, 其中未知区域在

分类时不需要考虑. DeepGlobe 数据集划分为训练集

644张和测试集 159张. 

3.2   实验设置及评价指标

实验使用 Python 3.7.11和 PyTorch 1.11.0的环境,
Ubuntu 20.0.4操作系统和具有 10 GB显存的 GeForce
RTX 3080 显卡. 所有骨干网络都使用 ImageNet 训练

后的权重. 在实验中, 优化器使用 SGD策略, 并将权重

衰减设置为 0.000 1, 将动量设置为 0.9. 学习策略使用

Poly动态调整学习率, 初始学习率为 0.01, 动力为 0.9.
训练的迭代次数为 15 000 次. WHDLD 数据集批量大

小为 22. DeepGlobe 数据集批量大小为 4. 由于计算机

的显存有限, 所以 DeepGlobe数据集在训练时, 将输入

图片大小调整为 1024×1024. 在实验中的训练的时候采

用了数据增强, 主要使用随机水平翻转、随机垂直翻

转和随机旋转 90°方法.
实验使用 3个遥感土地覆盖分类任务中的评价标

准: 平均交并比 (mean intersection over union, mIOU)、
总体精度 (overall accuracy, OA)和 F1分数 (F1-score). 
具体计算公式如下:

mIOU =
1

k+1

k∑
i=0

T P
FN +FP+T P

(6)

OA =
T P+T N

T P+T N +FP+FN
(7)

Precision =
T P

T P+FP
(8)

Recall =
T P

T P+FN
(9)

F1-score =
2×Precision×Recall

Precision+Recall
(10)

其中, TP 表示预测成功的正例数目, FP 表示预测失败

的正例数目, FN 表示预测失败的负例数目, TN 表示预测

成功负例的数目. F1-score 是综合评价精确率 (Precision)
和召回率 (Recall)的指标.

模型的复杂度可以用参数量 (Parameters) 和网络

推理中的累计乘加次数 (Mult-adds)来评价. Parameters
用来评价模型的空间复杂度, 而Mult-adds用来评价模

型的时间复杂度, 并且能反映出模型的分割速度. 模型推

理的实时性还可以采用 FPS 来评价, 即每秒传输帧数. 

3.3   消融实验结果及分析

WHDLD 数据集的多分支编码器均采用 CBR (A)
结构. 模型 LSSN-BM, 在边界增强模块使用二分类交

叉熵和 Dice 损失的基础上, 对语义分支的损失函数选

取进行了实验, 如表 1 所示. LSSN-BM_A 的语义分支

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2024 年 第 33 卷 第 2 期

138 系统建设 System Construction

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


使用 Focal 损失函数, LSSN-BM_B 使用 OHEM 损失,
LSSN-BM_C 使用交叉熵损失. 从表 1 中可以看出,

LSSN-BM_C的实验结果表现更好, 即语义分支选取交

叉熵损失函数.
 
 

表 1    WHDLD测试集上的损失函数选取实验
 

Algorithm Focal OHEM 交叉熵损失 Parameters (M) Mult-adds (G) mIOU (%) OA (%) F1-score (%)
LSSN-BM_A 有 无 无 4.34 4.61 59.18 87.24 72.24
LSSN-BM_B 无 有 无 4.34 4.61 59.04 87.51 71.99
LSSN-BM_C 无 无 有 4.34 4.61 59.64 87.68 72.57

 

在语义分支使用交叉熵损失函数的基础上, 对每

个模块的有效性进行了实验, 如表 2所示. LSSN-BM_D,
只使用多分支编码器. LSSN-BM_E继续加入了特征融

合模块, mIOU 提高了 1%, OA 提高了 0.43%, F1-score 提
高了 0.81%, 表明特征融合模块的有效性. LSSN-BM_C

是继续加入了边界增强模块, 更多保留了边界细节信

息, 为语义分支提供边界细节信息. 从表 2 可以看出,
相比于 LSSN-BM_E, LSSN-BM_C的 mIOU 再提高了

1.63%, OA 提高了 0.72%, F1-score 提高了 1.41%, 虽然

模型复杂度略有变大, 但仍然在可接受范围内.
 
 

表 2    WHDLD测试集上的消融实验
 

Algorithm 多分支编码器 特征融合 边界增强 Parameters (M) Mult-adds (G) mIOU (%) OA (%) F1-score (%)
LSSN-BM_D 有 无 无 3.36 1.17 57.01 86.53 70.35
LSSN-BM_E 有 有 无 3.48 1.3 58.01 86.96 71.16
LSSN-BM_C 有 有 有 4.34 4.61 59.64 87.68 72.57

 

最终WHDLD数据集的模型选择 LSSN-BM_C的

设计, 选择MobileNetV3分类器, 同时使用了多分支编

码器、特征融合模块和边界增强模块, 语义分支选择

交叉熵损失函数.
由于 DeepGlobe数据集的图片尺寸大于WHDLD

数据集的图片尺寸, 对于 DeepGlobe数据集来说, 获得

更多的全局信息对分类任务有益, 所以引入了 CBR (B)
结构. 表 3中第 1行表示全部使用 CBR (A)结构. 表 3
中第 2 行表示多分支编码器中低层的 T1 和 T2 特征图

采用 CBR (A) 结构, 而高层的 T3 和 T4 特征图采用

CBR (B) 结构, 且空洞卷积的膨胀率为 r=[12, 25, 37].
与第 2 行相比, 表 3 中第 3 行是把 CBR (B) 中空洞卷

积的膨胀率改为 r=[6, 13, 19]. 由此可以看出, 膨胀率

r=[6, 13, 19]的空洞卷积, 表现结果最好, 相比于全部使

用 CBR (A) 结构, mIOU 提高了 6.69%, OA 提高了

4.09%, F1-score 提高了 5.27%. 所以 DeepGlobe数据集

的模型选择了 LSSN-BM_C2的设计, 即膨胀率为 r=[6,
13, 19].

 
 

表 3    DeepGlobe测试集上的膨胀率选取实验
 

Algorithm 全用CBR (A) r=[12, 25, 37] r=[6, 13, 19] Parameters (M) Mult-adds (G) mIOU (%) OA (%) F1-score (%)
LSSN-BM_C 有 无 无 4.34 73.77 63.73 84.72 76.43
LSSN-BM_C1 无 有 无 4.49 74.44 69.27 88.62 80.68
LSSN-BM_C2 无 无 有 4.49 74.44 70.42 88.81 81.70

 
 

3.4   对比实验结果及分析

为进一步验证本文方法的有效性, 将本文模型与

目前主流的语义分割模型 Farseg模型[6]、BiSeNetV2
模型[7]和 PIDNet[8]进行对比. WHDLD 的测试集上的

模型复杂度对比如表 4所示. WHDLD的测试集上的

实验结果对比如表 5 所示. LSSN-BM_C 网络相比其

他方法, mIOU、OA 和 F1-score 均有提升, mIOU 达

到了 59.64%, OA 达到了 87.68%, F1-score 达到了

72.57%.
在WHDLD的测试集上的结果显示, 相比于 Farseg

模型, LSSN-BM_C 的 mIOU 提高了 2.55%, OA 提高

了 1.23%, F1-score 提高了 2.28%. 而且对比 Farseg 模

型, LSSN-BM_C模型的参数量减少了 86.17%, 累计乘

加次数减少了 60.73%, 且 FPS更优. 实验结果表明, 本
文方法更容易部署且具有更快的推理速度.
 
 

表 4    WHDLD测试集上的模型复杂度对比
 

Algorithm Parameters (M) Mult-adds (G) FPS (Hz)
Farseg 31.37 11.74 67.25

BiSeNetV2 5.2 3.07 108.45
PIDNet 37.31 8.98 63.73

LSSN-BM_C 4.34 4.61 79.02
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表 5    WHDLD测试集上的实验结果对比 (%)
 

Algorithm OA F1-score mIOU
IOU

裸土 建筑物 人行道 道路 植被 水

Farseg 86.45 70.29 57.09 33.09 56.76 31.80 51.23 85.35 84.31
BiSeNetV2 85.74 67.74 54.48 34.10 53.04 24.35 47.89 84.81 82.71
PIDNet 85.77 68.95 55.68 37.38 53.96 25.43 49.14 84.86 83.32

LSSN-BM_C 87.68 72.57 59.64 39.09 56.16 33.58 54.71 86.65 87.66
 

WHDLD 测试集上 ,  相比于轻量级 BiSeNetV2
模型, LSSN-BM_C的 mIOU 提高了 5.16%, OA 提高了

1.94%, F1-score 提高了 4.83%. 虽然 LSSN-BM_C的累

计乘加次数要略优于 BiSeNetV2模型, 但 LSSN-BM_C
模型的参数量更少. 实验结果表明, 本文方法在满足模

型轻量化同时, 能取得更好的分类效果.
在WHDLD的测试集上的结果显示, 相比于 PIDNet

实时语义分割模型, LSSN-BM_C的 mIOU 提高了 3.96%,
OA 提高了 1.91%, F1-score 提高了 3.62%. 而且对比 PID-
Net 模型, LSSN-BM_C 模型的参数量减少了 88.37%,
累计乘加次数减少了 48.66%, FPS更优. 实验结果表明,
本文方法在满足实时性要求的同时, 分类效果更好.

IOU 值反映出不同类型地物的分类效果, LSSN-BM

网络对裸土、人行道、道路、植被和水的 IOU 值均有

提升. 且水和植被的分类结果优于其他类别.
在 DeepGlobe 测试集上的模型复杂度对比如表 6

所示. 在 DeepGlobe 的测试集上的实验结果对比如

表 7 所示. 本文方法 LSSN-BM_C2 的 mIOU 达到了

70.42%, OA 达到了 88.81%, F1-score 达到了 81.70%.
DeepGlobe输入网络的图片尺寸为 1024×1024, 图片尺

寸越大对模型轻量化有着更高的要求.
  

表 6    DeepGlobe测试集上的模型复杂度对比
 

Algorithm Parameters (M) Mult-adds (G) FPS (Hz)
Farseg 31.37 187.85 28.52

BiSeNetV2 5.2 49.12 79.79
PIDNet 37.31 143.72 51.21

LSSN-BM_C2 4.49 74.44 47.73
 
 

表 7    DeepGlobe测试集上的实验结果对比 (%)
 

Algorithm OA F1-score mIOU
IOU

农业 水 牧场 森林 城市 贫瘠

Farseg 89.13 81.08 69.85 89.79 69.21 38.88 80.71 76.48 64.05
BiSeNetV2 84.29 71.36 58.31 85.05 44.81 24.96 76.54 69.80 48.69
PIDNet 75.95 57.93 45.64 76.55 22.48 10.88 74.99 62.34 26.61

LSSN-BM_C2 88.81 81.70 70.42 88.84 69.60 43.49 82.00 76.05 62.51
 

DeepGlobe的测试集上的结果显示, 相比于 Farseg
模型, LSSN-BM_C2 的 mIOU 提高了 0.57%, F1-score
提高了 0.62%. 虽然 LSSN-BM_C2 的 OA 略低于 Farseg,
但参数量减少了 85.69%, 累计乘加次数减少了 60.37%,
且 FPS更优. 由此可以看出 LSSN-BM_C2方法运行速

度更快且更容易部署, 综合结果更优.
DeepGlobe 的测试集的结果, 相比于轻量级 BiSe-

NetV2 模型, LSSN-BM_C2 的 mIOU 提高了 12.11%,
OA 提高了 4.52%, F1-score 提高了 10.34%. 虽然其累

计乘加次数要高于 BiSeNetV2 模型, 但模型参数量更

少. 在遥感土地覆盖分类应用场景中, 速度与精度的平

衡是需要考虑的问题, LSSN-BM_C2 模型能在一定轻

量化的情形下, 取得更好的分类效果.
DeepGlobe 的测试集上的结果, 相比于 PIDNet 实

时语义分割模型 ,  LSSN-BM_C2 的 mIOU 提高了

24.78%, OA 提高了 12.86%, F1-score 提高了 23.77%.
LSSN-BM_C2 模型的部署和推理时间更快, 而且对比

PIDNet 模型 ,  LSSN-BM_C2 模型的参数量减少了

87.97%, 累计乘加次数减少了 48.2%. 而且 FPS基本接

近, LSSN-BM_C2方法满足实时性要求, 在该数据集上

能大幅提高遥感土地覆盖分类任务精度.
在遥感土地覆盖分类应用场景中 , 速度与精度

的平衡是需要考虑的问题 , LSSN-BM_C2 模型可以

在一定轻量化的情形下, 取得更好的分类效果. Deep-
Globe测试集上不同地物的 IOU 值反映出, 在所有土

地覆盖类别中 ,  农业和森林的分类结果优于其他

类别.
为了探寻更大尺寸图像的效率和精度, 在表 8 中,

我们将 DeepGlobe 数据集的图片尺寸调整为 1152×
1152. 此时本文 LSSN-BM_C2模型的 mIOU 为 69.91%,
OA 为 88.37%. 与表 6相比, 表 8中的图片尺寸增大后,
每个模型的累计乘加次数有所上升, FPS 速度有所下

降, 从中可以看出图片尺寸越大, 处理每张图片会需要

更多的时间. 而且由于计算机硬件显存的限制, 此时
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Farseg模型已经显存不足, 无法进行训练, 即图片尺寸

越大对模型轻量化有着更高的要求.
图 6是WHDLD的测试集中的一张图像的分割效

果, 可以看出 LSSN-BM 模型更接近于真实标签, 而且

对人行道等小目标细节的划分更优, 表明边界增强模

块是有效的. 图 7 是 DeepGlobe 的测试集中的一张图

像的分割效果, 可以看出 LSSN-BM模型明显优于 BiSe-
NetV2和 PIDNet模型, 且与复杂 Farseg模型的结果基

本相当. LSSN-BM模型为遥感图像的土地覆盖分类任

务提供了一个轻量级的解决方案
 
 

表 8    DeepGlobe调整尺寸后的实验结果对比
 

Algorithm OA (%) F1-score (%) mIOU (%) Parameters (M) Mult-adds (G) FPS (Hz)
BiSeNetV2 84.21 71.50 58.22 5.2 62.16 62.07
PIDNet 73.78 61.04 48.11 37.31 181.89 41.42

LSSN-BM_C2 88.37 81.35 69.91 4.49 94.21 37.38
 

 
 

(a) 原图 (b) Ground truth (c) PIDNet

(d) Farseg (e) BiSeNetV2 (f) LSSN-BM

裸土 建筑物 人行道 道路 植被 水 
图 6    WHDLD测试集语义分割结果

 
 
 

(a) 原图 (b) Ground truth (c) PIDNet

(d) Farseg (e) BiSeNetV2 (f) LSSN-BM

农业 水 牧场 森林 城市 贫瘠 
图 7    DeepGlobe测试集语义分割结果

  

4   结论与展望

高分辨率遥感图像提供了丰富的纹理和空间分布

等信息, 给土地覆盖分类任务带来了更大的挑战. 针对

遥感土地覆盖分类任务的模型复杂, 边界模糊和多尺

度等问题, 本文提出了一种基于边界与多尺度信息的

轻量化语义分割网络 LSSN-BM. 采取轻量MobileNetV3
分类器, 之后的分割中也使用深度可分离卷积来减少

计算量; 多分支编码器采用 PAN结构来进行多尺度分

割; 设计了边界增强模块来提供边界细节特征; 设计了

一个充分融合边界特征与多尺度语义特征的特征融合

模块; 并且使用组合损失函数. LSSN-BM网络在WHDLD
数据集上的 mIOU 达到了 59.64%, OA 达到了 87.68%,
F1-score 达到了 72.57%, 在 DeepGlobe 数据集上的

mIOU 达到了 70.42%, OA 达到了 88.81%, F1-score 达

到了 81.70%. LSSN-BM 网络实现了推理时间和准确

性的平衡, 且模型更加轻量化, 为土地覆盖分类提供了

一个可行方案. 此外, 对土地覆盖分类的变化检测也是

未来工作重要的研究方向.
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