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摘　要: 点击率预测是在线广告和推荐系统的基本任务之一. 主流模型通常通过对高阶和低阶特征进行特征交互建

模来提升性能和泛化能力. 然而, 许多模型往往仅学习每个特征的固定表示, 而忽视了特征在不同上下文中的重要

性, 并且一些模型结构过于简单. 因此, 本文提出了特征细化卷积神经网络融合场矩阵分解机 (FRCNN-F)模型, 以
解决这些问题. 首先, 在特征细化网络 (FRNet)中融合了卷积神经网络的特征生成模块, 利用其在局部模式下重新

组合生成新特征的优势, 提升了重要特征选择能力. 其次, 设计了场矩阵分解机, 使模型能够感知上下文并通过不同

场的交互进行显示建模, 从而增加了子模型的组合方式. 最后, 通过在 Frappe 和 MovieLens 两个公开数据集上对比

实验, 实验结果表明, FRCNN-F 模型相比基线 FRNet 在 AUC 得分分别提升了 0.32% 和 0.40%, 交叉熵损失函数

Logloss 分别降低了 1.50%和 1.11%. 该研究对于实现广告的精准投放和个性化推荐具有实际应用的价值.
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Click-through Rate Prediction Model Based on Field-matrixed Factorization Machines and CNN
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Abstract: Predicting click-through rate (CTR) is a fundamental task in online advertising and recommendation systems.
Mainstream models often enhance performance and generalization by modeling interactions between high-order and low-
order features. However, many models only learn fixed representations of each feature, neglecting the importance of
features in different contexts and having overly simplistic model structures. To address these issues, this study proposes
the feature refinement convolutional neural network-fusion matrix factorization (FRCNN-F) model. Firstly, the study
integrates the feature generation module of convolutional neural networks into the feature refinement network (FRNet),
leveraging its ability to generate new features by recombining local patterns to enhance important feature selection.
Secondly, the study designs the fusion matrix factorization mechanism to enable the model to perceive context and model
displays through interactions across different scenarios, thereby enhancing the combination of submodels. Finally, through
comparative experiments on the publicly available datasets Frappe and MovieLens, the results demonstrate that the
FRCNN-F model outperforms the baseline FRNet, with improvements of 0.32% and 0.40% in AUC scores and reductions
of 1.50% and 1.11% in cross-entropy loss (Logloss) respectively. This research has practical applications in achieving
precise advertising and personalized recommendations.
Key words: click-through rate prediction; feature interaction; feature refinement network; convolutional neural network
(CNN); field-matrixed factorization machine
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点击率 (click-through rate, CTR)[1]是指在当前显示

次数下内容被点击的占比, 旨在估计用户点击项目的

概率. CTR 预测在广告领域和推荐系统中得到广泛应

用, 其核心目标是准确预测用户点击行为, 以优化广告

投放和内容推荐策略. 在众多应用领域中, CTR预测的

价值显著. 在广告优化和投放方面, 广告主可以根据

CTR 预测结果调整广告创意、定向和投放时间, 从而

提高广告的点击率和转化率. 广告排名和展示上, CTR
预测决定了广告在搜索结果页面、网站页面或移动应

用中的排名顺序, 优先展示可能带来更高点击率的广

告. 个性化推荐方面, CTR 预测根据用户历史点击行

为, 为用户提供个性化的广告推荐, 提升用户体验等.
因此, 准确的 CTR 预测不仅能提升用户体验, 还能带

来巨大的商业价值, 近年来备受关注. 特征交互建模在

近些年来取得了巨大进展. 根据最新发展情况, 它们被

简单地分为两种 CTR 预测方法: (1) 用于捕获低阶特

征交互方法, 如因子分解机 (factorization machine,
FM)[2]的方法; (2)用于捕获高阶特征交互的方法, 如广

度与深度神经模型 (Wide&Deep)[3]、深度因子分解机

模型 (DeepFM)[4]和自适应交互模型 (AutoInt)[5]等.
Rendle[2]提出的 FM 模型通过内积建模二阶交叉

特征, 而 NFM[6]模型使用双线性交互层通过哈达玛积

进行特征交叉, 并结合 DNN[7]网络捕捉高阶非线性特

征交叉. 深度压缩交互网络 (xDeepFM)[8]模型通过显式

和隐式组合的方式在特征字段上生成特征交互. 基于

卷积神经网络的点击率预估模型增强了特征空间中的

学习交互, 并与其他模型进行融合[9], 具备自动识别能力.
尽管现有模型结构日趋精细, 性能也有所提升, 但

仍存在一个遗留问题: 大多数模型仅关注每个特征的

固定表示, 忽视了在不同上下文中每个特征的不同重

要性. 例如, 在{男性, 网吧, 打游戏, 早上}和{男性, 网
吧, 打游戏, 晚上}这两种情况下, 对用户进行预测时,
应考虑某些特征在不同情境下的影响差异. 因此, 解决

当前问题需要增加模型对特征细化的灵活性, 更好地

捕捉每个特征在不同上下文中的不同重要性.
自注意力机制[10]是 CTR 预测中常用且理想的方

法之一, 它通过学习特征之间的交叉特征重要性权重

得分来捕捉交叉特征关系. 然而, 自注意力机制仅通过

对权重归一化来捕捉同一实例中特征的相对重要性,
忽略了不同实例之间特征重要性的差异. 例如, 在{男
性, 网吧, 打游戏, 早上}和{男性, 网吧, 打游戏, 晚上}

的情况下, 自注意力机制只能学习到“男性”特征相似

的表示, 而相较于特征“早上”和“晚上”与“网吧”和“打
游戏”相比, “男性”的权重得分可能会非常小. 然而, 在
这种情况下, “男性”用户的行为仍然可能在早上和晚

上发生显著变化. 因此, 一个理想的特征细化卷积神经

网络模块应该能够识别重要的跨实例上下文信息, 并
在不同的上下文中学习到显著不同的表示.

为了进一步研究上述问题[2,10–12], 本研究设计了一

种名为 FRCNN-F 的 CTR 预测模型, 这项研究创新性

地将场矩阵分解机和卷积神经网络相结合, 不仅旨在

学习每个特征的固定表示, 还为了进一步学习在不同

上下文的重要性, 该模型充分利用了卷积神经网络在

重新生成特征方面的优势, 以增强模型对特征重要性

的选择能力. 同时, 引入了场矩阵交互项模块, 进一步

提升了模型对特征的提取能力. 通过这种综合方法, 达
到了提升 CTR 模型预测能力的目的, 从而在广告投

放、排名和展示等应用领域实现更精准的预测. 如图 1
所示, FRCNN-F由两个重要部分组成: (1)特征细化卷

积神经网络 (feature refinement convolutional neural
network, FRCNN)模块: 该模块结合了卷积神经网络和

自注意力机制. 通过将局部特征重新生成新特征, 并与

上下文提取结果做哈达玛积, 从而能够更好地实现上

下文感知表征学习, 以捕捉重要性特征的重组. (2) 场
矩阵分解机 (field-matrixed factorization machine,
FmFM) 交互项模块: 该模块引入了共享嵌入矩阵, 以
支持不同特征采用不同的嵌入向量维度 .  通过将

FmFM 的交互项作为单独的模块, 并利用共享嵌入矩

阵来学习不同特征场之间的重要信息, 从而增加了数

据输入的灵活性. 由于 FmFM 交互项具有矩阵的自由

度和可训练性, 相比其他因子分解机, 它具有更强的预

测能力[12]. 如图 1所示, FRCNN-F与现有 CTR预测方

法正交, 因此可以方便地应用于许多现有方法中, 以提

高其性能.
本文设计 FRCNN-F模型时, 主要受到两个方面的

启发. 一方面, 受场感知因子机 (FFM)和场感知线性特

征交互机 (FwFM) 的启发, 通过嵌入向量进行二阶交

叉, 以捕捉特征之间的低阶交互信息. 为了充分利用特

征之间的交互关系, 引入了场和特征权重的概念, 以建

模特征之间的差异性和重要性. 然而, 这种方法需要仔

细设计和选择场, 增加了特征工程的复杂性, 并且处理

稀疏特征会增加模型的计算和内存开销. 因此, 在本文
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中, 尝试将 FmFM 的交互项单独作为一个模块融合到

特征细化卷积神经网络模块中, 并通过后续实验验证

了该设计的有效性. 在去除 FmFM 后, FRCNN-F 的性

能明显低于原始模型.
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图 1    基于场矩阵分解机和卷积神经网络的 CTR预测模型

 

另一方面, 受到Wide&Deep和 DeepFM的双塔结

构的启发, 本文设计了一种“深度模型+浅层模型+浅层

模型”的结构. 该结构将嵌入层的 Embedding向量分别

输入到两个不同的子模型中. 一个子模型在 FRCNN
中利用局部模式重新组合并生成新特征, 进行高阶特

征交叉探索; 另一个子模型通过 FmFM 的交叉项进行

低阶特征交叉探索. 最后, 将这两个结果拼接到一起作

为 FM的输入, 再进行低阶特征的探索, 并提供给最终

的 CTR 预测. 通过后续实验, 本文还对各种不同的融

合结构进行了对比实验, 验证了该设计的有效性. 接下

来, 在本文方法中将按照由底向上的顺序介绍 FRCNN-F
模型的各组成部分. 

1   相关工作

许多 CTR 预测方法通过特征交互建模进行特征

表示学习, 取得了巨大成功. CTR 预测方法可分为两

类: 旨在捕获低阶特征交互方法[2]和旨在捕获高阶特征

交互方法[3–10]. FM[2]是一种广泛使用的传统 CTR 预测

方法, 已有很多基于它的相关工作[2,13–26].
然而, 这些方法无法捕捉高阶特征交互. 为解决此

问题, 提出了捕获高阶特征的多种方法. Wide&Deep[3]

联合训练广度线性单元和多层感知 (MLP), 结合记忆

和泛化的优势. DeepFM[4]将 Wide&Deep[3]的大部分替

换为 FM, 减轻特征工程中的人工特征工程. 在 DeepFM
的基础上, xDeepFM[8]设计了一种新的压缩交互网络

(CIN), 明确建模高阶特征交互. AutoInt[5]使用堆叠的多

头自注意层对特征交互进行建模. 特征交互图神经网

络 (Fi-GNN) [21]使用图结构来对特征交互进行建模.
FmFM[12]使用共享嵌入矩阵来对特征交互进行建模. 除
了对特征交互建模外, 交叉网络 (XcrossNet)[27]和自动

离散化 (AutoDis)[28]模型还设计了各种结构来学习连

续型特征的特征嵌入. 直观地说, 上述方法仅学习每个

特征的固定表示, 未考虑每个特征在不同上下文中的

不同重要性, 导致性能较差. 最近的一些 CTR 预测方

法[29]试图学习特征表示的向量级权重, 以解决固定特

征表示问题 .  因子化模型 (IFM) [ 29 ]和双因子化模型
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(DIFM)[30]分别提出因子估计网络 (FEN) 和双重 FEN,
通过学习不同特征表示的向量级权重来改进 FM. 类似

地, 双线性特征交互网络 (FiBiNET)[31]使用挤压和激励

网络 (SENET)[32]通过重新加权原始特征来提取信息特

征. 然而, 仅将向量级权重分配给同一特征会导致同一

特征的学习表示具有严格的线性关系. 然而, 仅产生线

性变换来改进固定特征表示是不合理的, 因为它们不

够灵活, 无法捕捉不同上下文下每个特征的不同重要

性. 最近, EGate[33]为每个特征应用了一个独立的 MLP
来学习元素级权重. FGCNN 通过局部特征生成, CNN
用来学习邻居特征交互, 而MLP用于全局的特征交互.
尽管如此, 相同特征的表示仍然是固定的, 因为它只转

换表示空间. FRNet[34]通过非线性上下文感知特征表示

学习建模, 具有一定的先进性, 但并不完美.
本文的方法与现有的方法相关, 但最大的不同在

于本文既保留了生成更灵活的非线性上下文感知特征

表示的优势, 又结合了卷积神经网络特征生成和场矩

阵分解机各自的优势, 以实现更好的全局特征交互和

原始特征不同特征场间的交互. 

2   本文方法

本文将详细介绍论文提出的 FRCNN-F 模型, 如
图 1 所示. 将按照由底向上的顺序逐一介绍模型的组

成, 包括: 输入层和嵌入层、FRCNN-F 层、特征交互

层和预测层. 最后, 通过实验分析, 验证了 FRCNN-F模

型具有更好的性能. 

2.1   输入层和嵌入层

首先将用户所有的特征字段表示为稀疏向量, 这
是所有字段的串联, 如式 (1)所示:

X = [x1; x2; · · · ; xm] (1)

m xi (1 ⩽ i ⩽ m) i其中,   是特征字段总数,  表示第 个特征

字段.
然后, 将输入层高维稀疏的特征映射到低维稠密

空间, 具体如式 (2)所示:

ei = Vixi (2)

Vi i xi i

xi xi

xi xi

E ∈ Rm×d k E

其中,  表示第 个字段嵌入矩阵.   为第 个特征字段

表示, 如果 是类别特征, 则 为 one-hot 向量; 如果

为数值特征, 则 为标量值. 因此, 得到一个嵌入矩阵

, 其中 表示嵌入维度. 然后, 将嵌入矩阵 送

入到 FRCNN-F网络中. 

2.2   FRCNN-F 层

本文提出的 FRCNN-F主要由两个重要部分组成.
(1) FRCNN模块: 该模块通过信息提取单元 (IEU)

生成重要性特征, 并通过互补选择门 (CSGate) 自适应

地将原始特征和互补特征进行元素级权重集成. 这样

的集成能够更好地捕获上下文交叉特征, 以指导上下

文感知特征细化的过程.
(2) 该模块主要通过不同特征场之间的相互交互

来捕获不同场特征之间的重要性. 通过使用 FmFM 交

互项模块, 模型能够有效地对特征场进行建模, 从而提

高对特征交叉的建模能力. 

2.2.1    FRCNN模块

为了进一步研究特征细化网络特征提取的思想,
本文设计了 FRCNN模块, 该模块主要由 IEU和 CSGate
两部分组成. IEU 由 3 个基本组成部分构成: 第一, 特
征生成单元: 在自注意力卷积下, 该单元捕获明确的特

征交叉关系, 用于识别和生成新的重要特征. 通过自注

意力机制, 模型能够聚焦于重要的特征关系, 从而提取

更具表征力的特征. 第二, 上下文信息提取器 (CIE): 该
组件旨在对不同的上下文信息进行编码. 它能够捕捉

到数据中的上下文依赖关系, 并将这些信息整合到特

征提取过程中. 通过 CIE, 模型能够更好地利用上下文

信息来增强特征的表示能力. 第三, 集成单元: 该单元

将自注意力特征重组生成的卷积单元与输出的上下文

信息单元做哈达玛积. 通过将两者进行元素级的加权

集成, 模型能够更好地融合特征生成和上下文信息, 以
获取更丰富的特征表示. 本文使用两个 IEU 单元的目

的是更好地生成互补的特征表示 .  通过多个 IEU
单元的组合, 可以更充分地提取重要的上下文信息, 并
进一步优化特征细化过程.

综上所述, IEU 单元主要通过特征生成单元、上

下文信息提取器 (CIE) 和集成单元等模块的组合来实

现特征的细化和上下文信息的提取. 这些模块的协同

作用有助于提高特征表示的能力和模型的性能.
特征生成单元: 首先通过计算相关的特征加权和

来生成新的表示. 自注意单元为:

Att(Q,K,V) = Softmax
(
QKT
)
V (3)

Q =W(Q)
i E, K =W(K)

i E, V =W(V)
i E (4)

Q,K,V E W(Q)
i ,其中,  是输入矩阵 映射的 3个不同矩阵: 
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W(K)
i ,W

(V)
i ∈ Rdk×d Q K

V

是转换矩阵, 将矩阵 和矩阵 进行

点积, 然后再进行 Softmax 来获得值 上的关注矩阵.
最后, 本文将输出矩阵维数变换为与输入相同的维数.

为了实现从重要性特征中生成新的重要特征这一

目标, 卷积特征生成模块设计了一个合适的神经网络

结构来识别有用的特征交互, 然后自动生成新的重要

特征. 特征生成的 CNN 和重组结构, 即卷积层、池化

层和重组层, 如图 2所示.
 
 

…

Raw Features

10×20

C1: Feature Maps

6@10×20

C2: Feature Maps

8@5×20P1: Feature Maps

6@5×20

P2: Feature Maps

8@3×20

R1: New Features

2@5×20

R2: New Features

2@3×20

Pooling

2×1

Pooling

2×1

Convolution

7×1

Convolution

7×1

…

…

…

…

Feature generation
…

…

…

…

…

…

10×20 22×20
R1+R2+R3+R4

C3, P3, C4, P4

Input Features New Features

 
图 2    卷积神经网络特征生成模块 (图中的超参数是 Frappe数据集上 FGCNN的最佳设置)

 

E� ∈ R f×d f d

E1 ∈ R f×d×1

W1 ∈ Rh1×1×1×m1
c

h1

m1
c

C1 ∈ R f×d×m1
c

FRCNN 卷积层 :  卷积特征输入的嵌入矩阵为

 , 其中  是字段数,   是嵌入大小. 为了方便,

将嵌入矩阵重塑为 作为第 1 个卷积层的输

入矩阵. 为了捕捉相邻特征的相互作用, 通过将权重矩

阵 与非线性激活函数卷积来获取第

1 个卷积层输出 (其中  是第 1 卷积层权重矩阵的高

度,   是第 1 卷积层中特征图的数量). 假设第 1 个卷

积层的输出表示为 , 本文可以将卷积层公

式化如下:

C1
a,b,i = tanh

 1∑
m=1

h1∑
j=1

E1
a+ j−1,b,mW1

j,1,1,i

 (5)

C1
a,b,i i a、b

i m

j

其中,  表示第 1 卷积层中的第 个特征图,  是

第 个特征图的行和列索引,  表示卷积层中特征图数

量,  表示卷积层权重矩阵的高度. 特别提示的是, 式 (5)

不包括在实际执行中的填充.

ha

FRCNN 池化层: 在第 1 个卷积层后, 应用最大池

化来捕获最重要的特征交互并减少参数的数量. 池化

层的高度为  (宽度为 1). 第 1个池化层输出为:

P1
a,b,i =max

(
C1

a,ha,b,i, · · · ,C
1
a,ha+hb−1,b,i

)
(6)

i i+1 Ei+1 =

Pi P1 ∈ R( f /ha)×d×m1
c

第 个池化层结果将是第 个卷积层的输入: 
.   包含相邻特征的模式. 为了保证后

面全局非邻居特征交互不被忽略, 本文设计了一个完

全连接层来重组局部特征, 并生成新的重要特征.

W i
r ∈ R

(
f /hadmi

c
)
×
(

f /hadmi
r
)

Bi
r ∈ R

(
f /hadmi

r
)

mi
c i

mi
r i i

f /hi
ami

r

FRCNN 重组层: 在第 i 次卷积层和池化层之后,
本文通过一个全连接层来重组局部相邻特征并生成重

要新特征, 将权重矩阵表示为

和偏置 , 其中 是第 卷积层特征图数量,

是第 个重组层新的特征图数量. 因此, 在第 个重组

层中, 产生了  个特征.

Ri = tanh
(
Pi ·W i

r +Bi
r

)
(7)

nc

Ni = f /hi
ami

r Ri i

ℜ ∈ RN×d N

Ni

FRCNN 连接层: 可以通过执行多次 CNN 和重组

结构来生成新的特征. 假设存在 个卷积层、池化层

和重组层, 并且特征场 由表示为 的第 轮

生成. 通过特征生成的总体新特征  (  为所有

特征场 的总和)被形式化为:

ℜ =
(
R1,R2, · · · ,Rnc

)
(8)
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然后, 将总体的新特征进行连接后通过 Linear 函
数处理, 与上下文信息提取器的结果做哈达玛积运算.

Econ

上下文信息提取器 (CIE): 该部分需要提取每个实

例中的所有隐式包含的上下文特征. 因为需要确保所

有特征都由于上下文信息一般是相对简单的, 所以选

择MLP提取上下文信息是一个简单而有效的选择. 具
体步骤如图 3 所示. 本文首先将原始特征通过 Linear
函数展平表示得到 作为MLP的输入.
 
 

Output of CIE

… … ……

…

… Hidden Layers

Obit∈1×d

Econ∈1×f×d

Activation

Function

 
图 3    CIE结构图

 

然后, 隐藏层计算如式 (9)所示:

Li = ReLU (Wi−1Li−1+bi−1) (9)

Li Li−1 i i−1 Wi−1

i−1 bi−1 i−1

d Obit ∈ R1×d

Econ

其中 ,   和 分别是第 和第 隐藏层 ,   是第

层的权重矩阵,  是第 层可学习参数. 通过

ReLU 作为激活函数, 最后一层隐藏层的维度就是嵌入

维度大小 . 最后一层输出上下文信息向量 ,

它可以表示特定实例中的所有上下文信息, 压缩

中的所有信息. 因为不同实例包含的特征是不同的, 所
以实例对应的上下文信息特征是唯一的.

Obit

Obit Ovec

集成单元: 在获得上下文信息 后, 本文直接使

用 来加权特征表示 . 具体的计算如式 (10)所示:

OIEU = Ovec⊙ Obit (10)

⊙

Obit

其中,  表示哈达玛积, 也就是元素对应相乘. 通过自注

意力特征重组卷积单元重要性权重去捕获跨特征关系,
让 每个特征都能感知上下文信息. 式 (10) 确保每

个特征在不同情况下可以具有显著不同的表示.
IEU : IEUG

IEUW Ea,

Wb ∈ R f×d

如图 1 所示, 本文划分了两个独立的

生成互补特征;  学习元素级权重. 得到的结果

, 本文将在后面的内容介绍关于它们的细节.

在互补选择门中, 为更好地利用元素级权重从原

始和互补特征中选择重要特征信息, 本文设计融合这

Ea Wb

E

种新的门机制来控制信息流.   (互补特征表示)、
(权重矩阵)、  (原始特征表示) 进行 3 个通道输入

CSGate. 从 CSGate输出的是上下文感知特征表示:

ER = E⊙S (Wb)︸      ︷︷      ︸
重要特征

+Ea⊙ (1−S (Wb))︸               ︷︷               ︸
互补特征

(11)

其中, S 函数表示 Sigmoid函数, 用于将结果限制在[0, 1]
范围之间. 式 (11)包含两部分特征: 重要特征和互补特

征. 两个部分由选择门连接.

S (Wb)

S (Wb)

重要特征: 基于选择门结构, 通过该特征从元素级

原始特征中选择重要特征信息. 具体来说, 通过

元素的概率在[0, 1]之间来衡量特征重要性. 因此, 可以

很好地学习非线性上下文感知特征表示. 与之前大多

模型相比, 学习元素级权重矩阵 具有两个优点:
第一, 设计通过特征重组卷积单元和元素级权重矩阵

可以比先前的线性变换更灵活、更细致. 第二, 它同时

包含跨特征关系和上下文信息, 这使得能够更好地学

习到相同特征下不同特征实例的上下文感知表示.

1−S (Wb)

互补特征: 基于选择门结构, 通过该特征进一步增

强上下文特征的互补信息的表达能力. 现有的大多方

法没有去考虑未选择的信息, 只考虑了原始特征的权

重分配. 然而, 本文认为, 当前未选择的特征仍可能以不

同的方式对 CTR预测有帮助, 所以本文利用

来表示上下文特征的另一部分. 特别是利用门机制来

实现重要特征和互补特征的自适应平衡.

IEUG

IEUW

总而言之, FRCNN主要分为 3个部分来生成上下

文感知特征表示: 首先利用 生成互补特征. 其次

利用 学习元素级权重. 最后利用 CSGate 集成原

始特征和互补特征表示的上下文感知特征交互. 

2.2.2    FmFM交互项模块

MF(i),F( j) F (i)

F ( j)

围绕上述模型, 为更好地提取低阶非线性特征交

互, 本文设计了一个新模型作为本文一个子模型, 将场

与场的相互作用表示为矩阵. 为每个特征学习一个嵌

入向量. 通过定义一个矩阵 来表示场 和场

之间相互作用.

ℑFmFM ((w,v) , x) = w0+

m∑
i=1

xiwi

+

m∑
i=1

m∑
j=i+1

xix j
⟨
viMF(i),F( j),v j

⟩
(12)

vi,v j i j其中,  是特征 和特征 的嵌入向量.
FmFM 是 FwFM 的扩展, 因为它使用二维矩阵对
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n−1

⟨vi,v j⟩ ⟨vi,vk⟩ i, j,k

不同场对进行交互, 而不是像 FwFM中用标量权重. 利
用这些矩阵, 可以将嵌入空间中的特征转移到 空

间; 本文将这些矩阵命名为场矩阵. 图 4中演示了特征

对 和 相互计算, 其中 来自 3个不同场.
  

Embedding

Lookup

Transformation Dotproduct

Embedding vi

Embedding vj

Embedding vk

Matrix MF(i)F(k)

Matrix MF(i)F(j)

vi, F(j)=vi×MF(i)F(j)

vi, F(k)=vi×MF(i)F(k)

 
图 4    FmFM交互项计算演示

 

vi,v j vk

vi MF(i),F( j) MF(i),F(k)

vi,F ( j) vi,F (k)

模型计算大致可分为 3步: 首先通过嵌入查找, 从
嵌入表中找到 3 个特征嵌入向量 和 ; 然后通过

转换, 分别将 和矩阵 ,  计算, 获取两

组对应的中间向量 和 ; 最后通过点积, 获
得最后的交互项的结果.

总体来看, 场矩阵分解机的交互项在模型中的引

入具有以下几个关键效果: 首先, 通过引入共享嵌入矩

阵, 交互项增强了嵌入层的灵活性, 支持不同嵌入向量

维度的输入. 其次, 场矩阵分解机交互项的引入允许模

型实现特征之间的高阶交叉, 从而能够更好地捕捉特

征之间的复杂关系. 此外, 这种引入还有助于模型学习

更具区分度的上下文特征表示, 进一步提升了模型在

特征学习方面的能力. 

2.3   特征交互层与预测层

本文中在该层主要选择了 FM 作为本文特征交互

模型. 在本文的基线模型中进行实验表明, 从模型性能

和时间效能等综合因素出发, FM相对来说是最优的选

择. 如式 (13)所示:

ℑFM ((w,v) , x) = w0+

m∑
i=1

xiwi+

m∑
i=1

m∑
j=i+1

xix j
⟨
vi,v j
⟩
(13)

⟨vi,v j⟩ k vi v j其中,  是 维向量 和 的点积.
在预测层中, 本文使用的是交叉熵损失函数, 具体

的计算如式 (14).

Logloss = − 1
N

N∑
j=1

(
y j log

(
ŷ j
)
+
(
1− y j

)
log
(
1− ŷ j

))
(14)

N y j ŷ j其中,  表示送入网络训练的样本总数,  和 分别表

示用户的真实和估计点击率, 在训练过程中只要最小

化损失即可. 

3   实验 

3.1   准备工作

为了有效进行实验比较, 实验部分的数据集使用

NFM [ 6 ]和 AFM [ 1 4 ]论文中提供的数据集 :  Frappe 和

MovieLens 数据集. 其中 Frappe 数据集是来自于一个

上下文感知的应用程序发现工具. 该数据集由 Baltrunas
等人创建, 包含了 96 203条用户在不同上下文情况下的

应用程序使用日志. 实验使用的数据集共包括 668 953
条用户对电影的打标签数据, 其中共有 23 743 个电影

项, 17 045个用户, 以及 49 657个不同的标签.
同样, MovieLens 数据集中的 每条用户电影标签

数据 (即用户 ID, 电影 ID 和标签) 都分别使用 one-hot
转换为特征向量, Frappe数据集总共生产了 5 382个特征,
MovieLens 数据集总共获得 90 445 个特征. 表 1 总结

了最终实验数据集的情况:
 
 

表 1    数据集统计信息
 

Dataset #Train #Valid #Test #Fields #Features
Frappe 202 027 57 722 28 860 10 5 382

MovieLens 1 404 801 401 372 200 686 3 90 445
 

本文采用 AUC (ROC 曲线下面积) 和 Logloss (二
进制交叉熵损失) 作为评估指标. AUC 是随机给定一

个阳性样本和一个阴性样本, 用一个分类器进行分类

和预测, 来衡量阳性样本的得分高于阴性样本的得分

的概率. AUC越高, 性能越好. Logloss 主要是为了衡量

预估点击率和实际点击率的拟合程度. Logloss 越小越

好. 总的来说, AUC和 Logloss 都很好地体现了模型的

综合性能. 

3.2   实验细节

用 PyTorch 实现了本文的所有方法, 所有模型保

证相同的实验环境, 本文的实验环境如表 2所列.
 
 

表 2    实验环境
 

实验环境 实验内容

操作系统 Ubuntu 19.1
编程语言 Python 3.8
GPU NVIDIA RTX3080ti
内存 32 GB

开发环境 CUDA 11.4 +PyTorch 1.9
 

为了解决低配置机器内存问题, 引入 LMDB 缓存

数据库, 减轻读写压力, 让低配置机器更好的运行. 同
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时, 本文所有模型都采用 Adam优化器优化交叉熵损失

来学习的. 训练过程中, 如果给定指标在 4个连续时期

内停止改进, 则通过 ReduceLR-OnPlateau调度器将学习

率降低 10倍. 默认的学习率为 0.001. 当验证集上的 AUC
停止改善时, 本文使用提前停止来避免过拟合情况.
BatchSize大小设置为 4 096. Frappe和MovieLens的嵌

入大小设置为 20. 根据先前的工作, 本文对设计 MLP
的模型采用相同的结构 (即 3层, 400-400-400), 以进行

公平比较. 除非有特别说明, 否则所有的激活函数均为

ReLU, 并将 Dropout设置为 0.5. 在 FRCNN中, CIE中

MLP的维度设置为 128. 对于其他模型设置, 本文采用

原论文最佳设置. 为了确保实验公平可信, 本文通过改

变随机种子来运行实验 5次, 并报告平均结果. 在实验

环节中将提出的 FRNet-FGCNN应用于 FM. 在基线论

文中通过比较发现应用于 FM 的方法比高阶或集成方

法具有更少的参数、更快的训练速度以及相对较好的

性能. 因此, 本文选择应用于 FM. 将提出的 FRCNN-F
与其他主流模型相比较, 包括 FM[2]、IFM[29]、DIFM[30]、

NFM[6]、IPNN[15]、FINT[16]、FiBiNET[31]、DeepFM[4]、

xDeepFM[8]、AutoInt+[5]、DESTINE[25] 、DCN-V2[26]、
AutoInt-APG[35]、FMFRNet

[34], 同时也尝试各种不同的

FRNet改进方案. 

3.3   实验结果及分析 

3.3.1    模型性能比较

在本节中, 通过表 3 对 Frappe 和 MovieLens 测试

集上各个模型的总体性能进行了总结. 从表 3 中可以

观察到, FRNet 作为基线模型在性能表现上相当出众,
但由于其相对简单的模型结构, 难以适应复杂的数据.
然而, 通过实验可以看出, 本文提出的模型相比主流模

型具有更好的效果. 这也在一定程度上说明, 引入卷积

神经网络和场矩阵分解机交互项是一个正确的选择.
在对表 3中各个模型进行比较后, 本文提出的 FRCNN-F
模型表现最佳. 在 Frappe 数据集下, FRCNN-F 模型的

AUC 值比 DESTINE、DCN-V2 和 AutoInt-APG 模型

分别高 0.40%、0.38% 和 0.21%, FRCNN-F 模型的

AUC值比 FRNet高出 0.32%, 在MovieLens数据集下,
FRCNN-F 模型的 AUC 值比 DESTINE、DCN-V2 和

AutoInt-APG 模型分别高 0.90%、0.77% 和 0.53%,
FRCNN-F 模型的 AUC 值比 FRNet 高出 0.40%. 同时,
Frappe 数据集下提出的 FRCNN-F 模型的 Logloss 值
比 FRNet 低 1.50%, FRCNN-F 模型比 DESTINE、
DCN-V2 模型的 Logloss 值分别低 2.09 %、1.34%, 比

AutoInt-APG稍微高 0.03%. 在MovieLens数据集下提

出的 FRCNN-F 模型的 Logloss 值比 FRNet 低 1.11%,
FRCNN-F模型比 DESTINE、DCN-V2和 AutoInt-APG
模型的 Logloss 值分别低 2.43%、2.21%和 1.13%.
 
 

表 3    当前流行的 CTR模型在 Frappe和MovieLens真实数

据集下的表现
 

Model name
Frappe MovieLens

AUC Logloss AUC Logloss

FM[2] 0.970 8 0.193 4 0.939 1 0.285 6
IFM[29] 0.976 5 0.189 6 0.947 1 0.285 3
DIFM[30] 0.978 8 0.186 0 0.949 0 0.245 9
NFM[6] 0.974 6 0.191 5 0.943 7 0.294 5
IPNN[15] 0.979 1 0.175 9 0.949 0 0.278 5
FINT[16] 0.979 1 0.192 1 0.949 8 0.267 4

FiBiNET[31] 0.978 7 0.186 7 0.947 1 0.263 0
DeepFM[4] 0.978 9 0.177 0 0.946 5 0.307 9
xDeepFM[8] 0.979 2 0.188 9 0.948 0 0.288 9
AutoInt+[5] 0.978 6 0.189 0 0.950 1 0.281 3
DESTINE[25] 0.979 0 0.173 3 0.960 8 0.245 0
DCN-V2[26] 0.979 2 0.165 8 0.962 1 0.242 8

AutoInt-APG[35] 0.980 9 0.152 1 0.964 5 0.232 0
FMFRNet

 [34]
0.979 8 0.167 4 0.965 8 0.231 8

FMFRCNN-F 0.983 0 0.152 4 0.969 8 0.220 7
  

3.3.2    纵向比较各个改进模型的表现能力

在本节中, 针对 FRNet 模型进行了不同的改进尝

试, 并通过实验结果在表 4和图 5中进行了展示.
 
 

表 4    FMFRNet 模型的改进方案在 Frappe和MovieLens真实

数据集下的表现
 

Model Name
Frappe MovieLens

AUC Logloss AUC Logloss
FMFRNet 0.979 8 0.167 4 0.965 8 0.231 8

FMFRNet-Multi-Head Attention 0.980 2 0.172 3 0.967 9 0.245 8
FMFRNet-DESTINE 0.979 2 0.147 8 0.965 9 0.244 0
FMFRNet-SENet 0.978 7 0.157 3 0.961 7 0.233 3
FMFRNet-FmFM* 0.982 0 0.147 8 0.969 3 0.230 8
FMFRNet-FGCNN 0.982 3 0.158 0 0.967 1 0.231 1
FMFRCNN-F 0.983 0 0.152 4 0.969 8 0.220 7

 

首先, 进行了融合多头注意力方法的改进, 将注意

力机制改为多头注意力机制. 通过多个层次的多头自

注意力网络, 按顺序组合建模, 捕获更完整的上下文信

息. 实验结果显示, 在 Frappe 数据集上, 融入多头注意

力网络模型的 AUC 得分提高了 0.04%, 但 Logloss 升
高了 0.49%. 在MovieLens数据集上, 融入多头注意力

网络模型的 AUC 得分提高了 0.21%, 但 Logloss 升高

了 1.40%. 其次, 进行了融合解耦注意力网络的改进,
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通过解耦注意力网络替换注意力机制, 实现特征交互

白化, 更准确地学习特征重要性. 实验结果显示, 在
Frappe数据集上, 融入解耦注意力网络模型的 AUC得

分降低了 0.06%, 但 Logloss 降低了 1.96%. 在MovieLens
数据集上, 融入解耦注意力网络模型的 AUC得分提高

了 0.01%, 但 Logloss 升高了 1.22%.
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图 5    改进的不同模型在两个真实数据集下的性能对比

 

另外, 进行了融合挤压激励网络方法的改进, 通过

挤压激励网络来动态学习特征重要性. 实验结果显示,
在 Frappe 数据集上, 融入挤压激励网络模型的 AUC
得分降低了 0.11%, 但 Logloss 降低了 1.01%. 在Movie-
Lens数据集上, 融入挤压激励网络模型的 AUC得分降

低了 0.41%, 且 Logloss 升高了 0.15%. 另外两个改进包

括融合场矩阵分解机模型和卷积神经网络模型. 融合

场矩阵分解机模型的实验结果显示, 在 Frappe 数据集

上, AUC得分升高了 0.22%, Logloss 降低了 1.96%; 在
MovieLens数据集上, AUC得分升高了 0.35%, Logloss
降低了 0.10%. 融合卷积神经网络模型的实验结果显

示, 在 Frappe数据集上, AUC得分升高了 0.25%, Logloss
降低了 0.94%; 在MovieLens数据集上, AUC得分升高

了 0.13%, Logloss 降低了 0.07%.
综合表 4 和图 5 的实验结果可以得出结论, 本文

提出的 FRCNN-F模型在性能表现上最佳. 

3.3.3    超参数实验

在本节中, 针对 FRCNN-C 模型中的卷积特征生

成模型部分, 有两个关键的超参数需要进行分析, 即卷

积核的高度和用于特征生成新特征核的数量. 通过在

Frappe 和 MovieLens 真实数据集上进行实验, 具体实

验数据如图 6所示.

首先是卷积核的高度. 卷积核的高度与卷积层的

感知范围相关, 高度越大涉及的特征就越多, 但需要优

化的参数也越多. 实验结果显示, 在 Frappe 数据集中,

随着卷积核高度的增加, 性能先上升后下降. 尽管 AUC

得分有所提高, 但 Logloss 也增加了. 在 MovieLens 数

据集中, 随着卷积核高度的增加, 性能先略有下降, 然

后再提升. 实验表明, 随着高度的增加, 卷积核能涉及

到更多的特征, 学习到更高阶的特征交互, 从而提高性

能. 然而, 由于有用的特征交互通常是稀疏的, 较大的

高度可能导致难以有效地学习它们, 进而导致性能下降.
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图 6    卷积核的高度和新特征的核数的参数实验

其次是用于特征生成新特征核的数量. 本文研究

了生成特征的数量对 FRCNN-F模型性能的影响. 在不

同的重组层中, 使用相同数量的核来生成新特征. 如图 6

所示, 随着生成更多特征, 性能先逐渐提升后降低. 这
表明有效的特征交互是有限的, 当生成太多特征时, 额
外的新特征可能会带来噪声, 增加学习的难度, 导致性

能下降.
通过实验结果的分析, 可以得出结论, 卷积核的高

度和用于特征生成新特征核的数量对 FRCNN-F 模型

的性能有一定的影响. 在选择这些超参数时, 需要平衡

感知范围、参数数量和特征交互的稀疏性, 以获得最

佳的性能表现. 
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3.3.4    可解释性推荐

一个好的推荐系统不仅需要提供好的推荐结果,
还需要提供很好的解释性. 因此, 在本文中以 Frappe数
据集为例, 将介绍 FRCNN-F如何解释推荐结果.

本文对数据中不同特征场之间相关性很感兴趣.
因此, 通过计算特征场在整个数据中的注意力得分来

衡量特征场之间的相关性. 图 7 展示了不同的特征之

间的相关性热图.
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图 7    邻域特征注意力热图

从邻域特征注意力热图可以发现, <用户 id、APP_
id、时间段、功课、费用、天气>它们相互之间有着较

弱的相关性. 通过热图分析, 它们主要和单个特征场自

身有着强相关性. 其次, 通过整个数据中不同特征场的

平均注意力得分, 本文可以清楚地了解到捕捉低阶特

征场和整体上下文信息是本文研究的重要方向. 此外,
还可以观察到<工作日、周末>、<地区、城市>存在着

一定的联系, 这体现了我们邻域推荐规则的可解释性. 

3.3.5    消融实验

在本节中, 本文在 Frappe 和 MovieLens 数据集上

进行了实验, 来证明 FRCNN-F中每个组件都起着至关

重要的作用. 如表 5所列, 通过使用依次移除 FRCNN-F
中某一个组件来观察对模型的影响. 为了更好地了解

每个组件的相对重要性, 本文将 FRCNN-F设置成本文

的基本模型 (即 BASE), 然后逐步移除组件.
NO-FmFM*: 移除了场矩阵分解机的交互项, 通过

自注意力卷积神经网络模块和上下文提取器的结果进

行哈达玛积, 并通过互补选择门自适应地集成原始特

征和互补特征的元素级权重, 以捕获上下文交叉特征.
实验结果显示, Frappe和MovieLens数据集中的 AUC

得分分别下降了 0.07% 和 0.27%, Logloss 上升了

0.56%和 1.04%.
 
 

表 5    FRCNN-F依次去除不同组件的性能
 

Model name
Frappe MovieLens

AUC Logloss AUC Logloss
BASE 0.983 0 0.152 4 0.969 8 0.220 7

NO-FmFM* 0.982 3 0.158 0 0.967 1 0.231 1
NO-FGCNN 0.979 8 0.167 4 0.965 8 0.231 8
NO-CSGate 0.978 8 0.185 2 0.953 6 0.265 3
NO-CIE 0.977 6 0.186 7 0.952 2 0.266 8
FM 0.970 8 0.193 4 0.939 1 0.285 6

 

NO-FGCNN: 移除了卷积神经网络的重要特征生

成 .  随着进一步的移除 ,  模型变为本文的基线模型:
FRNet. 实验结果显示, Frappe 和 MovieLens 数据集中

的 AUC 得分分别下降了 0.25% 和 0.94%, Logloss 上
升了 0.13%和 0.07%.

NO-CSGate: 移除了互补选择门单元. 随着进一步

的移除, 通过自注意力模块和上下文提取器的结果进

行哈达玛积, 仅从原始特征中提取上下文特征. 实验结

果显示, Frappe和MovieLens数据集中的 AUC得分分

别下降了 0.10% 和 1.22%, Logloss 上升了 1.78% 和

3.35%.
NO-CIE: 移除了上下文提取器. 随着进一步移除,

仅通过自注意力模块对重要特征进行提取. 通过实验

显示, 在 Frappe 和 MovieLens 数据集中, AUC 得分分

别下降了 0.12% 和 0.14%, Logloss 上升了 0.15% 和

0.15%.
FM: 移除了整个 IEU 模块, 只保留了 FM. 可以观

察到明显的下降, 实验结果在两个数据集中显示了本

文 IEU模块的重要性.
综合表 5 实验分析可知, 各个模块的组件对应本

文模型性能都必不可少, 说明本文方法的合理性. 

4   结论与展望

本文提出了一种新颖的特征组合方式, 利用注意

力单元进行重要性特征提取, 并结合卷积神经网络特

征生成, 以生成新的重要性特征. 然后结合上下文提取

单元和互补选择门单元, 以更好地整合原始特征和上

下文感知的互补特征表示的特征交互. 同时, 在特征细

化的卷积神经网络模块中加入场矩阵分解机, 以实现

更好的场对之间的特征交互 .  本文提出的模型名为

FRCNN-F, 优势在于在进一步细化上下文感知的同时,

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2024 年 第 33 卷 第 1 期

96 系统建设 System Construction

http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn
http://www.c-s-a.org.cn


保留了场对之间的特征交互, 从而提升性能. 该模型不

仅具备 FRNet 算法提升上下文表征学习的特点, 而且

与其他子模型兼容性良好. 实验结果表明, 与基线模型

相比, 本文提出的新模型在两个真实数据集上性能始

终更好, 但在计算复杂度方面仍存在一些不足之处. 未
来的工作方向有两个.

1) 对于互补选择门与互补特征的连接方式, 希望

能够寻找更好的方法来提高解释性.
2) 在不降低模型性能的前提下, 希望能够找到新

的可靠子模型, 同时尽可能降低计算复杂度.
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