
 

 

基于集束搜索的可解释阈值树构造①

李钰群,  何振峰

(福州大学 计算机与大数据学院, 福州 350108)
通信作者: 李钰群, E-mail: 593471409@qq.com

摘　要: 传统的聚类算法能够将数据集划分成不同的簇, 但是这些簇通常都是难以解释的. IMM (iterative mistake
minimization)是一种常见的可解释聚类算法, 通过单个特征来构造阈值树, 每个簇都可以用根节点到叶子节点路径上

的特征-阈值对进行解释. 然而, 阈值树在每一轮划分数据时仅考虑错误最少的特征-阈值对, 这种贪心的方法容易导

致局部最优解. 针对这一问题, 本文引入了集束搜索, 通过在阈值树的每一轮划分过程当中保留预定数量的状态来减

缓局部最优, 进而提高阈值树提供的聚类划分与初始聚类划分的一致性. 最后, 通过实验验证了该算法的有效性.
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Abstract: Traditional clustering algorithms can split the dataset into different clusters, whereas these clusters are usually
difficult to explain. Iterative mistake minimization (IMM) is a common explainable clustering algorithm, which constructs
a threshold tree from a single feature, and each cluster can be explained by feature-threshold pairs on the path from the
root node to the leaf node. However, the threshold tree only considers the feature-threshold pair with the fewest errors
when dividing the data in each round, and this greedy method is easy to lead to the local optimal solution. To solve this
problem, this study introduces beam search, which slows local optimization by retaining a predetermined number of states
in each round of division, thereby improving the consistency between the clustering provided by the threshold tree and the
initial clustering. Finally, the effectiveness of the algorithm is verified by experiments.
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聚类是一种典型的无监督学习方法, 它基于相似

性将一组数据分为若干簇, 使簇内的数据相似性尽可

能大, 不同簇中的数据相似性尽可能小[1]. 聚类的一个

常见应用是利用未标记的数据点来识别数据集中的模

式以及发现数据集的底层结构特点[2]. 在一些比较经典

的聚类算法 (如 K-means算法)中, 尽管 K-means聚类

获得的簇有简单的数学解释, 但该解释对用户来说不

一定容易理解[3]. 由于生成的簇中心集以复杂的方式依

赖于数据集中的数据点. 因此, 数据点与距离其最近的

簇中心之间的关系可能是许多特征的不透明组合, 这
给关于聚类的解释带来了挑战.

近几年以来, 随着人们对机器学习模型透明度需

求的不断增加, 可解释机器学习的呼声越来越高. 人们

开始对一些黑盒模型持怀疑态度, 转而关注关于预测

结果的决策依据[4]. 作为可解释机器学习的一个重要子

领域, 可解释聚类也开始受到关注, 尤其是在缺少监督
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信息的无监督场景. 可解释聚类算法研究发展至今, 阈
值树是更流行的解释形式, 它更加清晰地突出了重要

的特征且产生了更容易解释的可见结果[5]. 文献 [6] 提
出一种基于密度测量的 CLTree算法, 通过将数据空间

划分为密集和稀疏区域进行聚类分析, 并根据簇之间

的密集性来决定拆分. 文献 [7] 受 CART 算法[8] 启发,
提出了一种基于无监督二叉树的 CUBT 算法, 利用递

归分区算法生成二叉树之后再进行剪枝、聚合等操作,
但是该算法只适用于连续数据. 针对这个问题, 文献 [9]
则提出了基于信息熵以及互信息的方法将 CUBT算法

拓展到应用于标称数据. 文献 [10] 提出了 ICOT 算法,
该算法建立在最优分类树[11] 上, 并将其拓展到无监督

模型. ICOT 利用混合整数优化框架生成聚类模型, 从
而实现在特征空间的高质量分区.

虽然在决策树上进行可解释聚类取得了一定的研

究进展, 但是这些工作没有与初始聚类划分相比较从

而提供聚类质量分析. 可解释聚类只有与流行的聚类

算法结合, 才能得到较好的发展. 于是, 文献 [2]提出了

IMM 算法, 在生成初始 K-means 聚类划分之后, 运用

贪心算法的思想迭代地寻找错误点数量最少的特征-
阈值对, 以此来构造一棵阈值树, 其中每个叶子节点与

生成的簇一一对应, 该算法可以高效并简明地解释聚

类分配. 然而, 阈值树在每一轮划分数据时仅考虑对于

当前数据来说错误点数最少的那个特征-阈值对, 这种

短视的方法很容易导致局部最优解. 对此, 我们在构造

阈值树期间使用集束搜索算法来减缓局部最优.
集束搜索是一种流行的启发式搜索方法, 目前已

广泛应用于多个领域, 包括自然语言处理[12]、组合优

化问题[13] 等. 集束搜索定义了一个集束宽 B, 在状态空

间中允许保留 B 个启发式值最高的状态, 以此来拓展

搜索空间. 文献 [14] 将集束搜索结合到决策树归纳算

法, 在构造决策树期间存储 B 个状态, 旨在通过集束搜

索来减缓决策树产生局部最优的问题. 文献 [15] 则是

提出了一种使用集束搜索来学习最优树模型的算法,
研究了在集束搜索背景下的贝叶斯最优性, 提高了树

模型在信息检索方面的性能.
为了减缓 IMM算法结果的局部最优问题, 本文在

构造阈值树期间引入了集束搜索来拓展搜索范围, 在
阈值树的每一轮划分过程当中通过保留更多的状态来

获得更好的解决方案, 使得阈值树提供的聚类划分更

加贴近初始聚类划分. 本文的主要内容包括 4 节: 第

1节介绍 IMM算法, 第 2节介绍改进的 IMM算法, 第
3 节通过实验对改进的 IMM 算法进行了验证, 并对实

验结果进行了分析, 第 4节对本文的工作进行了总结.

 1   IMM算法简介

IMM 算法又称为迭代错误最小化算法, 它在生成

初始 K-means 聚类划分的基础之上, 通过迭代生成阈

值树来构成数据集的近似 K-means 聚类, 达到可解释

的目的[2]. 该算法的主要思想是: 首先使用生成的初始

K-means 簇标签来标记所有数据点, 在每一轮迭代划

分数据的过程中基于单个特征, 利用贪心算法的思想

以及标记信息找到错误点数最少的特征-阈值对, 最终

生成具有 k 个叶子的阈值树.
X = {x1, x2, · · · , xn} ∈ Rd×n

µ1, · · · ,µk

给定数据集 以及整数 k, 其
中 n 是数据集 X 的大小, d 是样本实例的维度, k 为簇

数. 将 k 个簇中心表示为 , K-means 的目标是

找到一个最小化以下目标函数的聚类:

cost(µ1, · · · ,µk) =
∑

x∈X
||x− c(x)||22 (1)

∥ · ∥2
µ

其中,  表示欧几里得范数, 样本实例 x 与距离其最

近的簇中心 之间的距离 c(x) 可表示为:

c(x) = argmin
µ∈{µ1,··· ,µk}

||µ− x||2 (2)

Ĉθ,i =
(
Ĉ1,Ĉ2

)
θ ∈ R i ∈

{1, · · · ,d} x ∈ X x =

{x1, · · · , xd} xi ⩽ θ x ∈ Ĉ1 x ∈ Ĉ2

然而, 以上有关聚类的数学描述并不容易解释. 鉴
于此, IMM 算法使用阈值树来解释聚类. 当簇数 k 为

2 时, IMM 算法使用阈值分割的方式来分离这两个簇,
即根据单个特征的阈值对数据进行分区 .  这两个簇

可以用 来表示 ,  其中 表示阈值 ,  

表示特征序号. 对于每个输入点 , 令
. 若 ,  , 否则 . 而当簇数 k 大

于 2 时, 通过迭代地寻找特征-阈值对的方式来构造阈

值树. 阈值树有以下特点: (1) 阈值树的每个内部节点

都包含着一个阈值分割. (2) 阈值树恰好具有 k 个叶子

节点, 每个簇都与树的叶子节点一一对应. (3) 阈值树

的深度以及使用的特征总数最多为 k–1.

Ĉ j ⊆ X, j ∈ k

具有 k 个叶子节点的阈值树 T 引导了 k 个簇的生

成. 将这些簇表示为 , 树的 K-means分区成

本可以定义为:

cost(T ) =
∑k

j=1

∑
x∈Ĉ j ||x−mean(Ĉ j)||22 (3)

为了减少在阈值树上的 K-means 分区成本, IMM
算法在确定阈值分割时采用了一种贪心标准, 即最小
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化每次分割的错误数据点数. 当一个阈值分割在划分

簇时, 如果数据点与其对应的簇中心被划分到不同的

树节点, 则认为该数据点发生了错误. IMM 算法框架

如算法 1所示.

算法 1. IMM算法

X={x1,x2,··· ,xn}∈Rd×n输入: 数据集 , 簇数 k
输出: 阈值树

(x1,x2,··· ,xn,k) µ1,··· , µk

y j, j∈{1,··· ,n}
1) 采用 K-means 算法得到参考簇中心 以及簇标

签

({x j}nj=1,{y
j}nj=1,{µ

j}kj=1)2) return build_tree  //迭代构建阈值树, 详见步

骤 (3)–步骤 (18)
({x j}nj=1,{y

j}nj=1,{µ
j}kj=1)3) build_tree :

{y j}nj=1 y j4)　 if ( 中 都相同)
y15) 　　leaf.cluster←

6) 　　return leaf
∈{1,··· ,d}7) 　for each i

min1⩽ j⩽nµ
y j

i8)　　 li←

max1⩽ j⩽nµ
y j

i9)　　 ri←

10)　 end for
i,θ=argmini,li⩽θ<ri

∑n
j=1 mistake(x j,µy j

,i,θ)11)　   //详见步骤 (19)和步骤 (20)

{ j|mistake(x j,µy j
,i,θ)=1}nj=112)　 M←

{ j|(x j
i ⩽θ)∧( j<M)}nj=113)　 L←

{ j|(x j
i >θ)∧( j<M)}nj=114)　 R←

xi⩽θ15)　 node.condition←“ ”
({x j} j∈L,{y j} j∈L,{µ j}kj=1)16)　 node.left←build_tree

({x j} j∈R,{y j} j∈R,{µ j}kj=1)17)　 node.right←build_tree
18)　 return node

(x,µ,i,θ)19) mistake :
(xi⩽θ),(µi⩽θ)?1:020) return 

(i, θ)

如算法 1 所示, 阈值树由内部节点 node 和叶子节

点 leaf 构成. 内部节点 node 包含数据域 condition 和指

针域 left、right. 其中, 数据域 condition 存储着阈值分

割 , 指针域 left、right 则分别存储着指向左右子节

点的指针. 而叶子节点 leaf 只包含一个数据域 cluster,
用来存储节点内的簇标签.

µ j

θ

(i, θ) (i, θ)

在迭代划分簇的过程中, 若内部节点 node 当中包

含至少两个簇中心 时, IMM 算法通过步骤 (8) 和步

骤 (9) 中计算出的 li 和 ri 来限制阈值 的取值范围, 保
证了由内部节点分裂而成的每个子节点当中至少包含

一个簇中心. 在步骤 (11)中, 通过使用贪心思想来搜索

错误点数最少的阈值分割 , 利用 计算出步骤 (12)
中 M 存放的错误点并将其丢弃. 之后在步骤 (16)和步

骤 (17) 中递归生成左右子节点. 步骤 (19) 和步骤 (20)
描述了数据点与其对应的簇中心在划分簇的过程中是

否发生了错误. 在步骤 (4)–步骤 (6) 中, 当树节点中的

所有数据点都具有相同的簇标签时, 此树节点为叶子

节点并将该簇标签赋予该叶子节点. 由于算法初始时

的聚类数量为 k, 故最终的阈值树将会生成 k 个叶子节

点, 此时算法终止.

 2   基于集束搜索的可解释阈值树构造

我们将 IMM 构造阈值树的过程看作是一个状态

空间搜索问题. 其中, 由根节点作为初始状态, 将算法

运行各阶段拓展生成的树定义为状态. 具体而言, 由于

阈值树是一种具有 k 个叶子节点的决策树, 每个叶子

节点都与簇一一对应. 因此, 阈值树包含 k–1个内部节

点. 换而言之, 对于一个 k 簇的问题, 我们将根节点定

义为初始状态 ,  在整个状态空间当中我们需要进行

k–1 步搜索来寻找到最终目标状态. 我们使用 (data,
labels, centers, condition, mistakes, cluster)表示一个树

节点. 其中, data、labels、centers 分别为在该节点内的

数据点集合、簇标签集合以及簇中心集合, mistakes 为
在该节点划分数据时产生的错误点数.

但是, IMM 算法在每一步搜索当中采取的是贪心

策略来选择分割, 从而生成阈值树, 这往往会导致局部

最优的目标状态, 因为每一步搜索都会选择当前的最

优解. 为了减缓这一问题, 本文提出了基于集束搜索的

IMM算法 (beam search based iterative mistake minimi-
zation, BSIMM). BSIMM 算法在阈值树的每一轮划分

中根据启发式值存储预定数量的状态 (即集束宽 B), 而
并非仅是一个状态. 实际上, IMM算法采用的贪心策略

本质上就是一种 B=1 时的集束搜索, 而当 B 的值无限

制时, 集束搜索就会演变为广度优先搜索.
 2.1   基于集束搜索的 IMM 算法

在阈值树的生成过程中, BSIMM算法所采取的策

略是对 IMM算法的一种拓展. 除了贪心算法产生的局

部最优状态, 在每次迭代中 BSIMM 算法通过使用预

定义的集束宽 B 来允许在状态空间中探索其他候选状

态. 我们定义, 如果当前节点包含两个及以上的簇中心,
则称该节点是待拓展的. 首先从包含所有数据的根节

点开始, BSIMM 算法根据启发式值保留当前最优的

B 个状态, 启发式采用当前状态所产生的错误点数. 在
每一轮的划分当中, 如果这 B 个状态中存在包含待拓

展节点的状态, 则针对每个待拓展节点继续生成这些

状态的后继状态. 如果这些拓展后的后继状态为最终

目标状态, 则算法停止. 否则从这些后继状态中保留
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B 个最优的状态继续进行拓展, 直至找到最终目标状态.
 2.2   算法描述

BSIMM算法框架如算法 2所示.

算法 2. BSIMM算法

X={x1,x2,··· ,xn}∈Rd×n输入: 数据集 , 聚类数量 k, 集束宽 B, 节点考虑的

分割数量 C
输出: 阈值树 t

(x1,x2,··· ,xn,k) µ1,··· ,µk

y j, j∈{1,··· ,n}
1) 采用 K-means 算法得到参考簇中心 以及簇标

签

{x j}nj=1,{y
j}nj=1,{µ

j}kj=1 ∅ ∅ ∅2) root←使用 ( ,  ,  ,  )初始化根节点

3) curr_states←root //初始化当前搜索状态为根节点

4) v←1
5) while (v<k)
6) 　next_states←[] //初始化下一步搜索状态为空

∈7) 　for each state   curr_states //遍历当前搜索状态

∈8)　　 for each node   state
|·|9)　　　 if (|node.centers|≥2) // 代表集合元素个数

{µ j}kj=110) 　　　　c_states←generate(d, C, node,  ) //详见算法 3
11)　　　　 next_states.append(c_states)
12) 　　end for
13) 　end for
14) 　next_mis←[]

∈15) 　for each state   next_states
16) 　　next_mis.append(cal_mistakes(state)) //详见算法 4
17)　 end for
18)　 curr_states←从 next_states 中根据 next_mis 选取前 B 个最小

的状态

19)　 v←v+1
20) end while

argmins∈curr_statescal_mistakes(s)21) t←
22) return t

{x j}nj=1, {y
j}nj=1, {µ

j}kj=1 ∅ ∅ ∅

如算法 2 中的步骤 (2) 所示, 整个状态空间搜索过

程由初始状态 ( ,  ,  ,  ) 开始. 通

过对各状态中的待拓展节点上的分割分别进行拓展从而

不断生成新树, 即新状态, 直至搜索到最终目标状态为具

有 k 个叶子节点的阈值树. 接下来介绍详细的搜索过程.
对于算法 2, 步骤 (5)–步骤 (20)在一次迭代期间共

进行了 k–1 步搜索, 使用步骤 (4) 中定义的 v 来控制搜

索步数. 步骤 (7)–步骤 (13)首先寻找到当前状态空间中

可拓展状态的所有待拓展节点, 然后针对每个待拓展节

点进行逐一拓展. 其中, 步骤 (10) 中的 generate 算法描

述了在每个待拓展节点上生成 C 个状态的具体过程.

算法 3. generate算法

{µ j}kj=1

输入: 数据点的维度 d, 节点考虑的分割数量 C, 当前节点 node, 全局

簇中心集合

输出: 树集合 c_trees

{x j}nj=11)  ←node.data //当前节点的数据点集合

{y j}nj=12)  ←node.labels //当前节点的簇标签集合

{c j}hj=13)  ←node.centers //当前节点的簇中心集合

4) r_cuts←[]
5) r_mis←[]

∈{1,··· ,d}6) for each i
∈{1,··· ,h−1}7) 　for each t

θ argminct
i⩽θ<ct+1

i

∑n
j=1 mistake(x j,µy j

,i,θ)8)　　    ←  //详见算法 1 中步

骤 (19)和步骤 (20)

minct
i⩽θ<ct+1

i

∑n
j=1 mistake(x j,µy j

,i,θ)9)　　   mis←

i,θ10)　　 r_cuts←r_cuts.append( )
11) 　　r_mis←r_mis.append(mis)
12)　 end for
13) end for
14) c_cuts←从 r_cuts 中根据 r_mis 选取前 C 个最小的分割

15) c_trees←在 node 上将 c_cuts 进行拓展, 得到 C 棵树

16) 更新 c_trees 中 node 的 condition, mistakes
17) c_left, c_right←c_trees 中拓展后的左右子节点

18) 更新 c_left, c_right中的 data, labels, centers
∈{1,··· ,C}19) for each c

20)　 if (|c_left[c].centers|==1)
21) 　　c_left[c].cluster←c_left[c].centers 所对应的簇号

22)　 if (|c_right[c].centers|==1)
23)　　 c_right[c].cluster←c_right[c].centers 所对应的簇号

24) end for
25) return c_trees

在算法 3 定义的 generate 算法中, 当前我们结合

聚类问题的特点, 对每个待拓展节点内分割的选择步

骤加以约束. 由于具有较好分类能力的特征一般能基

于簇中心大致地将各簇的点分开, 并且此时在两个相

邻簇中心之间的多个潜在分割点效果相似 .  如步骤

(6)–步骤 (13) 所示, 我们针对每个特征, 在每两个相邻

的簇之间只选择最优的分割点, r_cuts 即为在该待拓展

节点内的候选分割集合. 此外, 如果在某个待拓展节点

内考虑的分割的错误点数都较小, 那么我们在该轮保

存的 B 个状态极易来自该节点, 从而忽略了其他待拓

展节点. 因此在步骤 (14)中, 我们从每个待拓展节点的

候选分割集合 r_cuts 中保存 C 个分割代表, 其中 C 应

小于 B. 接着, 我们在步骤 (15)–步骤 (24) 中描述可拓

展状态中待拓展节点的拓展过程. 其中, 如果拓展后的

子节点内只包含一个聚类中心时, 则该子节点为叶子

节点, 并将该子节点的 cluster 设置为该聚类中心所对

应的簇号.

算法 4. cal_mistakes算法

输入: 状态 state
输出: 状态 state 产生的错误点数 state_mis
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1) state_mis=0
∈2) for each node   state

3)　 if (|node.centers|≥2)
4)　　 state_mis+= node.mistakes
5) end for
6) return state_mis

如算法 4 所示, 在算法 2 的步骤 (16) 和步骤 (21)
中的 cal_mistakes 算法则描述了计算状态产生的错误

点数的过程. 其中, 状态产生的错误点数即为该状态中

各个内部节点的 mistakes 之和.

 3   实验与分析

如表 1 所示, 实验阶段使用 10 个 UCI 数据集, 分
别是 Robot、Pendigits、Anuran、Vowel、Waveform、

Mice、Digits、Avila 、Yeast和 Ecoli. Robot表示Wall-
Following Robot Navigation Data 数据集, Pendigits 表
示 Pen-Based Recognition of Handwritten Digits数据集,
Anuran 表示 Anuran Calls (MFCCs) 数据集, Vowel 表
示 Connectionist Bench (Vowel Recognition-Deterding Data)
数据集, Digits表示 Optical Recognition of Handwritten
Digits 数据集. 在每个数据集中, 对可解释聚类算法中

的初始 K-means算法进行 10次随机种子迭代, 并将每

次迭代生成的 K-means分区作为可解释聚类算法的初

始参考分区, 最后取可解释聚类算法结果的平均值作

为最终结果 .  实验的评价指标采用标准化分区成本

(normalized partition cost, NPC)和标准化互信息 (norma-
lized mutual information, NMI). 前者描述了可解释聚类

算法与初始 K-means 算法之间关于分区成本的比例,
即式 (3) 与式 (1) 之比. 当该比例越低且越接近 1 时,
说明可解释聚类算法的分区成本越贴近初始 K-means
算法的分区成本; 而后者则用来比较预测标签与参考

簇标签的吻合程度.
实验中加入了 IMM 算法、ExGreedy 算法[16] 以

及 ExShallow 算法[17] 进行对比, 这些常用的可解释聚

类算法都是生成 K-means 分区之后, 选择一个分割代

表树的内部节点从而自上而下地构建树. 这些方法的

区别在于选择分割的策略不同: IMM 算法选择错误点

数最少的分割; ExGreedy 算法选择分区成本最少的分

割; ExShallow 算法则是在 ExGreedy 算法的基础上考

虑了树的深度. 本文中涉及的算法的聚类数量 k 均采

用与数据集相关联的分类数. 根据文献 [17]所给建议,
ExShallow 算法中用来权衡分区成本和树的深度的参

数 λ 设置为 0.03. 接下来考虑 BSIMM 算法中集束宽

B 和节点考虑的分割数量 C 的设置. 首先, 当 B 越大

时, BSIMM 算法考虑了更多种解决方案, 可能会产生

更好的结果, 但同时也会伴随着更长的运行时间. 而
C 的大小也会影响到具体分割的选择. 经过性能权衡

以及实验比较, BSIMM算法中集束宽 B 设置为 40, 节
点考虑的分割数量 C 设置为 10. 实验结果如表 2所示.
  

表 1     数据集信息
 

数据集 实例个数 特征个数 聚类数

Robot 5 456 24 4
Pendigits 10 992 16 10
Anuran 7 195 22 10
Vowel 990 10 11

Waveform 5 000 40 3
Mice 1 077 69 8
Digits 1 797 64 10
Avila 20 867 10 12
Yeast 1 484 8 10
Ecoli 336 7 8

 
 

根据表 2, 我们可以得到集束宽 B 为 40的 BSIMM
算法、IMM 算法、ExGreedy 算法以及 ExShallow 算

法关于 NPC 和 NMI 的对比实验结果. 其中, 我们可以

看到 BSIMM算法在大部分数据集中的 NMI都优于其

余 3 个算法, 意味着 BSIMM 算法在聚类任务当中效

果显著. 在 Vowel 和 Avila 数据集上, 尽管 BSIMM 算

法的 NMI最高, 但是 ExShallow算法的 NPC比 BSIMM
算法更低, 这是由于 ExShallow 算法在选择分割时考

虑到了分区成本而忽略了预测标签与参考簇标签的吻

合程度. 结果表明, 相较于其他 3种算法在阈值树的每

一轮划分期间只考虑一个分割, 本文所提出的 BSIMM
算法则是通过根据启发式值存储预定数量的状态来拓

展搜索范围, 考虑了更多在之后划分中表现良好的当

前次优状态, 有效地减缓了局部最优问题. 总而言之,
该实验证明了在大部分数据集上 BSIMM 算法能够在

保证分区成本的情况下提供与初始聚类划分更加一致

的聚类结果.

 4   结论与展望

针对 IMM 算法所采用的贪心策略容易陷入局部

最优的问题, 提出了一种基于集束搜索的可解释阈值

树构造算法. 该算法在阈值树的每一轮划分中根据启

发式值存储预定数量的状态, 而并非仅是一个状态. 通
过保留更多的状态来拓展搜索范围, 获得更好的解决

方案, 使得阈值树提供的聚类划分更加贴近初始聚类
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划分. 最后, 通过在 UCI数据集上进行实验, 对比了 IMM
算法、ExGreedy 算法、ExShallow 算法和 BSIMM 算

法的标准化分区成本和标准化互信息. 实验结果表明,

BSIMM 算法的结果明显优于其余 3 个算法, 验证了

BSIMM算法的有效性. 未来工作将致力于如何进一步

减少贪心策略带来的影响.
 
 

表 2     IMM、ExGreedy、ExShallow和 BSIMM算法对比
 

数据集
IMM ExGreedy ExShallow BSIMM

NPC NMI NPC NMI NPC NMI NPC NMI
Robot 1.075 8 0.532 2 1.063 4 0.521 4 1.063 4 0.521 4 1.062 1 0.564 1

Pendigits 1.246 5 0.718 7 1.140 5 0.773 3 1.134 6 0.770 9 1.132 4 0.759 4
Anuran 1.285 7 0.697 8 1.153 3 0.711 9 1.159 1 0.695 9 1.150 4 0.727 8
Vowel 1.353 4 0.553 1 1.245 8 0.571 5 1.213 8 0.620 3 1.226 5 0.629 7

Waveform 1.106 4 0.464 5 1.109 0 0.467 8 1.109 0 0.467 8 1.092 4 0.475 6
Mice 1.130 5 0.646 5 1.090 8 0.657 8 1.086 4 0.659 3 1.081 3 0.672 1
Digits 1.244 0 0.536 4 1.213 2 0.548 7 1.188 3 0.584 1 1.181 0 0.596 9
Avila 1.072 1 0.733 1 1.057 7 0.722 6 1.049 6 0.734 5 1.062 3 0.744 8
Yeast 1.098 4 0.645 7 1.076 2 0.637 9 1.098 8 0.622 7 1.071 1 0.655 3
Ecoli 1.082 0 0.843 6 1.030 5 0.854 6 1.039 0 0.841 0 1.021 2 0.864 0
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