
 

 

离散灰狼优化算法求解 VRPSPDTW 问题①
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摘　要: 本文针对带时间窗约束的同时送取货车辆路径问题, 建立了以总配送距离最小化为目标的数学模型. 根据

模型的特征, 在保留灰狼算法 (GWO)搜索机制的基础上, 提出了离散灰狼优化算法 (DGWO)进行求解. 采用多种

策略构建种群的初始解, 并允许出现不可行解, 扩大种群的搜索区域; 引入带评分策略的邻域搜索策略, 调整每种算

子的概率, 使算法选择优化效果更好的算子; 使用移除-插入机制, 对优质解区域进行探索, 加速种群的收敛. 在仿真

实验中对标准数据集进行了测试, 将实验结果和 p-SA算法、DCS算法、VNS-BSTS算法和 SA-ALNS算法进行了

对比, 实验表明 DGWO算法能有效地解决带时间窗约束的同时送取货车辆路径问题.
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Discrete Grey Wolf Optimization Algorithm for VRPSPDTW Problem
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Abstract: In this study, a mathematical model aiming at minimizing the total distribution distance is established for the
vehicle routing problem of simultaneous delivery and pickup with time window constraints. According to the
characteristics of the model, a discrete grey wolf optimization (DGWO) algorithm is proposed to solve the problem on the
basis of preserving the search mechanism of the grey wolf optimization (GWO) algorithm. Multiple strategies are adopted
to construct the initial solution of the population, and the unfeasible solution is allowed to expand the search area of the
population; the neighborhood search strategy with scoring strategy is introduced to adjust the probability of each operator
so that the algorithm can select the operator with better optimization effect; the deletion-insertion mechanism is used to
explore the high-quality solution region and accelerate the convergence of the population. The standard data set is tested
in the simulation experiment, and the experimental results are compared with the p-SA algorithm, DCS algorithm, VNS-
BSTS algorithm, and SA-ALNS algorithm. The experiment shows that the DGWO algorithm can effectively solve the
vehicle routing problem of simultaneous delivery and pickup with time window constraints.
Key words: vehicle routing problem (VRP); simultaneously deliver and pick up the goods; grey wolf optimization (GWO)
algorithm; time window; neighborhood search

 
 

当前, 我国经济已从高速增长阶段转向高质量发

展阶段, 正处在转变发展方式、优化经济结构、转换

增长动力的攻关期. 迫切要求物流业以供给侧结构性

改革为主线, 推动物流产业质量变革、效率变革和动

计算机系统应用 ISSN 1003-3254, CODEN CSAOBN E-mail: csa@iscas.ac.cn
Computer Systems & Applications,2023,32(11):83−94 [doi: 10.15888/j.cnki.csa.009305] http://www.c-s-a.org.cn
©中国科学院软件研究所版权所有. Tel: +86-10-62661041

① 基金项目: 国家重点研发计划 (2018YFC1405703)
收稿时间: 2023-05-09; 修改时间: 2023-06-06; 采用时间: 2023-06-26; csa在线出版时间: 2023-09-19
CNKI网络首发时间: 2023-10-25

Special Issue 专论•综述 83

http://www.c-s-a.org.cn/1003-3254/9305.html
http://www.c-s-a.org.cn/1003-3254/9305.html


力变革, 实现高质量发展. 物流业的核心部分为车辆配

送, 而车辆路径规划问题 (vehicle routing problem,
VRP)[1]. 是其中重要的一部分. 传统的 VRP 是指由配

送中心向一系列客户交付货物, 并规划合理的行驶路

线, 目标是满足客户的需求. 随着环保意识的增强和物

流双向流通的发展, 送取货的车辆路径问题也不断得

到重视. 为了提升企业的服务质量和客户的满意度, 还
需要将客户能接受的服务时间考虑在内. 因此, 研究带

时间窗和同时送取货的车辆路径问题 (VRPSPDTW)
具有重要的理论和实践意义.

VRPSPDTW 问题是 VRP 的扩展, 已被证明是一

个 NP-hard 问题[2]. VRPSPDTW 的求解算法主要分为

两类, 一类是运筹学算法, 包括动态规划、分支定价

等[3,4]. 主要采用几何分析和线性代数作为基本方法, 利
用目标函数和约束项结构信息来求解问题. Angelelli
等[4] 采用了分支定价法得到了小规模问题的最优解.
当数据规模变大时, VRPSPDTW 的求解会更加复杂,
甚至可能需要数天才能得到满意解. 另一类为智能算

法[5–9], 包括遗传算法、布谷鸟算法、粒子群算法等.
这类算法不依赖问题的结构, 通过对解的编码解码处

理约束, 不断生成新的可行解. 往往只需要较短的时间,
便可得到不同规模问题的满意解决方案. 因此, 使用智

能算法来解决 VRPSPDTW问题, 是非常必要且合理的.
Wang等[10] 设计了协同遗传算法完成了对 VRPSPDTW
问题的求解, 并设计了 64 组 VRPSPDTW 测试算例.
黄务兰等[11] 改进了人工鱼群算法, 优化了算法的搜索

能力, 降低了计算复杂度, 并通过实验验证了算法的可

行性 .  王超等 [ 1 2 ] 提出了布谷鸟算法离散化来求解

VRPSPDTW 问题, 并刷新了国际最优解. Belgin 等[13]

通过将局部搜索算法与变邻域下降搜索相结合, 求解

了 VRPSPDTW问题. Lagos等[14] 采用改进的粒子群算

法完成了 VRPSPDTW 问题的寻优. Wang 等 [15] 在

VRPSPDTW的基础上添加了多配送中心限制, 并采用

聚类算法得到满意解. 根据以上文献可知, 1)大多数求

解 VRP的方法仍然是元启发式算法; 2)在算法的局部

搜索过程中, 大多采用固定的顺序执行插入操作, 难以

实现种群的深入搜索.
灰狼算法 (grey wolf optimization, GWO)是澳大利

亚学者 Mirjalili 等[16] 提出的一种群体智能优化算法.
该算法是根据灰狼的捕食行为而开发的一种优化算法,
它具有收敛性强、参数少、易实现等特点. 然而 GWO

最初是为了优化连续问题而设计的, 在求解连续优化

问题方面有着广泛的应用, 但在车辆路径优化等离散

问题上的应用较少. 为了能将 GWO 应用于离散优化

问题, 黄戈文等[17] 设计了一种采用灰狼整数编码的自

适应灰狼更新策略来求解 CVRP问题. 姜天华[18] 针对

车间调度问题, 设计了一种离散灰狼算法进行求解, 该
算法采用两段式编码, 建立 GWO 连续空间与离散空

间的映射关系. 顾九春等[19] 针对作业车间节能调度问

题, 设计了一种多目标离散灰狼算法进行求解, 该算法

基于速度-工序的离散整数编码方式, 并引入跟踪和搜

寻模式. 综上所述, 现有文献采用 GWO 解决离散组合

优化问题 (特别是 VRP) 的研究非常有限. 除此之外,
现有的文献针对离散优化问题所设计的离散灰狼优化

算法存在局限性, 主要体现在算法对 GWO 的原有机

制过于保留, 在个体位置更新时, 算法的离散化不够彻

底, 影响算法的运行效率.
因此, 本文构建了以最小化车辆行驶距离为优化

目标的 VRPSPDTW 数学模型, 并提出了一种离散灰

狼优化算法 (discrete grey wolf optimization, DGWO)
对其求解. 首先, 通过个体与决策个体的离散交叉操作,
实现算法在离散域中的更新, 提高了算法的运行效率.
然后, 引入了带评分策略的邻域搜索, 与单一的邻域操

作相比, 评分策略能积累优质解信息并引导邻域搜索

尽快到达优质解区域. 最后, 引入移除-插入机制对路

径进行优化, 提高了解的多样性, 从而更好地进行全局

寻优. 实验结果表明, 本文所提出的 DGWO 算法能有

效缩短物流配送路径长度 ,  节约配送成本 ,  为求解

VRPSPDTW问题提供有效的解决方案.

 1   问题描述及数学模型

 1.1   问题描述

VRPSPDTW问题如图 1所示, 其中正方形表示配

送中心, 带编号的圆点表示客户编号, 箭头表示车辆配

送路径. 若干相同类型的车辆从配送中心出发, 对一系

列客户进行送货、取货服务, 在服务完所有客户后返

回配送中心. 要求配送中心规划出一条合理的路线, 以
最小的成本 (如车辆数目、最短行驶距等)满足所有客

户的需求, 并满足以下假设.
(1)车辆到达客户点后, 需要先对客户送货再取货.
(2) 每个客户的需求量和接受服务的时间窗为已

知的.
(3)每辆车的载重量不能超过车辆最大容量.
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(4) 每个客户只能被一辆车服务, 且客户的需求不

能被拆分完成.
(5)每个客户只在时间窗内接受服务.
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车辆 1: 0−1−2−3−0
车辆 2: 0−4−5−6−7−0
车辆 3: 0−8−9−0

 
图 1    VRPSPDTW图例

 

 1.2   参数定义

为了能准确地描述模型, 本文所设计的参数和变

量符号如表 1所示.
 
 

表 1     符号表
 

类型 符号 说明

参数

Q 车辆最大载重
Di i客户 处的送货量

Pi i客户 处的配送量

si i客户 处的服务时间

m k总的车辆数目,  表示车辆编号

n i j总的客户数目,  、 表示客户编号

v 车辆行驶速度

[ETi,LTi] i客户 接受服务的时间窗

di j i j客户 与 的距离

Ti i车辆到达客户 的时间

propsize 种群数量

Maxit 算法最大迭代次数

t 算法当前迭代次数

决策

变量

yi jk i j k i由客户 到客户 的车辆 , 离开客户 的车辆载重

xi jk
k i j决策变量, 若车辆 从客户 行驶到客户 , 则为1, 否

则为0
 
 

 1.3   数学模型

根据问题描述和参数定义, 建立如下的 VRPSPDTW
模型.

minZ =
m∑

k=1

n∑
j=0

n∑
i=0

xi jkdi j (1)

m∑
k=1

n∑
j=1

x0 jk ⩽ m (2)

m∑
k=1

n∑
i=1

xi jk = 1, j = 1,2, · · · ,n (3)

n∑
j=1

x0 jk =

n∑
i=1

xi0k, k = 1,2, · · · ,m (4)

yi jk ⩽ xi jkQ, i, j = 1,2, · · · ,n; k = 1,2, · · · ,m (5)

n∑
j=1

y0 jk =

n∑
i=1

D j

n∑
i=0

xi jk ⩽ Q, k = 1,2, · · · ,m (6)

n∑
j=1

yi0k =

n∑
i=1

Pi

n∑
i=0

xi jk ⩽ Q, k = 1,2, · · · ,m (7)

T j = Ti+ si+
di j

v
, i, j = 1,2, · · · ,n (8)

ET j ⩽ T j ⩽ LT j, j = 1,2, · · · ,n (9)

yi jk ⩾ 0, i, j = 1,2, · · · ,n; k = 1,2, · · · ,m (10)

xi jk = {0,1} , i, j = 1,2, · · · ,n, k = 1,2, · · · ,m (11)

i j

其中, 式 (1) 为目标函数, 即车辆行驶距离最小; 式 (2)
表示配送中心派出的车辆数目不超过最大车辆数目;
式 (3) 表示每个客户点只接受一辆车的服务; 式 (4) 表
示每辆车需要从配送中心开始服务, 在完成配送任务

后返回配送中心; 式 (5)表示配送车辆在任意时刻的装

载量均满足容量限制; 式 (6)表示当车辆离开配送中心

时, 负载量应满足所有配送客户的需求; 式 (7)表示车辆

返回配送中心时, 载重量为所服务的客户总的取货量; 式
(8) 表示车辆从客户 出发到达 的时间; 式 (9) 表示客

户只在时间窗内接受服务; 式 (10)和式 (11)为变量约束.
由建立的模型可知, 相对于传统的VRP问题, VRPS-

PDTW 将时间窗和同时送取货考虑在内, 使模型的约

束得到增加, 复杂了问题的求解空间. 随着客户数量的

增加, VRPSPDTW的求解空间和时间也呈指数增长.
 1.4   构建带惩罚系数的适应度函数

F(x)

对种群解码所得到的路径方案不一定都是可行的.
针对 VRPSPDTW 中存在的容量约束和时间窗约束,
将 2 种约束转化为具有惩罚值的软约束项. 在算法的

更新过程中允许出现非可行解, 可采用适应度函数

来评价解的优劣.

F(x) = f (x)+aq(x)+bt(x) (12)

f (x) x

q(x) x t(x) x

其中,  为初始解 的目标函数值, 即车辆总行驶距离;
为解 违反容量限制的总容量;  为解 违反时间

窗限制的总时间; a 和 b 分别为惩罚系数, 可设置较大
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x q(x) = t(x) = 0值. 若解 为可行解, 则 .

 2   GWO的基本原理

GWO 的优化过程包括等级分层、跟踪、包围和

攻击猎物等步骤, 具体步骤如下.

α β δ

等级分层: 计算种群的适应度, 将适应值最好的

3匹狼设置为 、 和  .

X⃗(t+1) = X⃗p(t)− A⃗ ·
∣∣∣∣C⃗ · X⃗p(t)− X⃗(t)

∣∣∣∣ (13)

A⃗ = 2a⃗ · r1− a⃗ (14)

C⃗ = 2r2 (15)

t A⃗ C⃗ X⃗(t)

X⃗p(t) r1

r2 a⃗

其中,  为当前迭代次数;  和 为系数向量;  为当前

灰狼的位置向量,  为当前猎物的位置向量;  和

是 [0, 1]的随机数;  为收敛因子, 由 2线性降到 0.
α β δ猎物的搜索过程主要是依靠 、 和 引导完成, 其

数学模型如下: 
D⃗α =

∣∣∣∣C⃗1 · X⃗α− X⃗
∣∣∣∣

D⃗β =
∣∣∣∣C⃗2 · X⃗β− X⃗

∣∣∣∣
D⃗δ =

∣∣∣∣C⃗3 · X⃗δ− X⃗
∣∣∣∣

(16)


X⃗1 =

∣∣∣∣X⃗α− A⃗1 · D⃗α
∣∣∣∣

X⃗2 =
∣∣∣∣X⃗β− A⃗2 · D⃗β

∣∣∣∣
X⃗3 =

∣∣∣∣X⃗δ− A⃗3 · D⃗δ
∣∣∣∣

(17)

X⃗(t+1) =
X⃗1+ X⃗2+ X⃗3

3
(18)

D⃗α D⃗β D⃗δ α β δ

X⃗α X⃗β X⃗δ α β δ C⃗1 C⃗2 C⃗3

A⃗1 A⃗2 A⃗3

其中,  、 和 为 、 和 与当前候选狼的距离;

、 和 是 、 和 的位置向量;  、 和 为系

数向量;  、 和 为系数向量.

 3   离散灰狼算法

本文提出了一种离散灰狼优化算法 (DGWO)解决

上述 VRPSPDTW 问题. DGWO 的算法流程如图 2 所

示, 在 DGWO 的初始化阶段, 为了提高初始种群的质

量和算法的收敛性能, 提出了两种规则用于生成初始

解. 在保留灰狼算法搜索机制的基础上, 设计了离散域

的灰狼位置更新策略. 在局部搜索阶段, 采用 6种有效

的邻域操作, 并设计了改进的评分机制评价不同邻域

操作的性能, 增强算法的局部寻优能力. 在全局搜索阶

段, 将最不合理的路径剔除, 对优质解区域进行深入搜

索. 本文后续将对 DGWO各环节依次介绍.
 

算法开始

初始化基本参数

初始化种群, 计算个体适应值, 并选
择决策个体

对灰狼种群进行位置更新

采用轮盘赌机制选择邻域算子, 对个
体进行更新

计算新解的适应值,并更新各个算子
的评分, j=j+1

是

是

否

否

局部
搜索

j<
1

5
propsize?

种群中适应值排名前 30% 的个体机
进行移除-插入探作

将更新的种群与原种群合并, 更新决
策个体

达到终止条件?

全局
搜索

输出最优解

算法结束

 

图 2    DGWO算法流程图
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 3.1   编码与解码

n

m x n+m−1

[1,2,3,4,5,6,7,8,9]

[10,11,12]

本文采用整数编码, 若总的客户数目为 , 总的车

辆数目为 , 则每个解 对应的长度为 . 0 表示

配送中心, 大于 0的整数表示客户点编号. 每辆车从配

送中心 0 出发, 在完成一定数量的客户后返回配送中

心. 假设客户点的集合为 , 车辆编号

的集合为 . 1 个可行的车辆路径编码和解码

如图 3所示.
 

1 2 3

10

0

0 08 9

04 5 6 7

02 3

4 5 6 7 8 911 1210

 
图 3    解的编码与解码

 

路径编码: 以车辆编号为结尾并包含客户点的一

组数据序列; 路径解码: 车辆 10 依次服务客户 1、2、
3; 车辆 11 依次服务客户 4、5、6、7; 车辆 12 依次服

务客户 8、9.
采用以上的编码和解码方式能在一定程度上降低

模型的复杂程度, 提高算法的运行效率.
 3.2   种群初始化

初始化解的好坏直接影响算法的全局收敛性能和

解的质量. 为了保证解的多样性和分散性, 本文采用

2 种规则构造初始解, 使用距离最短规则生成 1 个个

体, 其余个体采用随机规则生成.

i

距离最短规则: 车辆从配送中心出发, 选择距离最

短的客户 进行服务, 若存在多个距离最短客户, 则随机

选择一个进行服务. 当车辆的剩余载量无法满足客户

需求时, 车辆将返回配送中心. 配送中心将派出新车辆

继续按上述方法对客户服务, 直至服务完所有的客户点.

τ

随机规则: 采用随机的方式生成初始解, 随机规则

应遵循两项原则. 1)不允许产生相同的种群; 2)随机产

生的个体与已产生个体的适应度函数值应不小于数

值 .
在种群初始化中允许初始种群违反时间窗约束和

容量约束, 即允许出现非可行解. 在算法的搜索过程中

加入非可行解, 以增大算法的搜索范围, 避免算法陷入

局部最优, 使算法在迭代过程中找到更优解.

 3.3   离散灰狼优化机制

A C

A

C

在基本的灰狼算法中, 根据式 (16)–式 (18)来更新

灰狼的位置, 参数 和 能平衡种群的勘探和开发能力.
参数 的递减可以保证了算法前期有较强的勘探能力,
后期有较强的开发能力. 参数 的随机性保证了种群多

样性.

A C

标准的 GWO 的参数和位置更新公式无法直接应

用于离散优化问题, 因此对 GWO 中的参数 、 和位

置更新策略进行改造, 改造的结果分别如下:

S N = S ×
(
1−abs

(A
2

))
(19)

OS = round(r3(S −S N)) (20)

OD = round
(C

2
(S N −OS )

)
(21)

r3 S

S N OS

OD Xs α

Xα ω Xω Xω
Xα

S N OS OD

其中,  为 [0, 1] 的随机数,  为个体位置向量的长度;
为个体位置向量中连续分量的长度;  为连续分

量的起始序列;  为插入分量 的起始序列. 假设 的

位置向量为 , 群狼 的位置向量为 . 如果 的连续

分量与 连续分量一致, 即表明灰狼个体不断接近领

头狼的位置. 通过控制 、 和 , 使狼群在一定范

围内向领头狼的位置随机移动.
Xt

i Xt
α Xt

β Xt
δ假设 为当前灰狼个体的位置,  ,  和 为当前

领头狼的位置, 则离散灰狼算法的搜索机制如式 (22)
所示:

Xt+1
i =



LOX(Xt
i ,Xα,SN,OS ,OD), rand <

1
3

LOX(Xt
i ,Xβ,SN,OS ,OD),

1
3
⩽ rand ⩽

2
3

LOX(Xt
i ,Xδ,SN,OS ,OD), rand >

2
3

(22)

rand [0,1]

α β δ

Xt
i

Xt
i Xt

α SN = 4

OS = 4 OD = 3 Xt
α

Xs Xs = [5,9,4,7] Xt
i Xs

Xs Xs

Xt
i Xt+1

i

Xt+1
i i

其中,  为 的随机数. 首先根据灰狼种群的适应

度函数值, 选择出领头狼 、 和 . 根据不同的 rand
值, 将灰狼个体 与领头狼进行 LOX[20] 交叉操作. 图 4

给出了 与 进行 LOX 交叉操作的例子. 假设 ,

,  , 将 中位置 4到位置 8的连续分量复

制到 中, 可得到 , 并将 中包含 分量

的部分删除. 根据 OD, 可确定 的插入顺序, 即从 的

第 3 个分量开始依次插入到 的空白位置, 得到 ,

为第 个种群个体的最新位置.

在求解组合优化问题时, DGWO 在离散域直接对

灰狼位置向量进行更新, 不仅能保证解的收敛性和多

样性, 并且能减少算法的额外计算量.
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X ti
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图 4    LOX 交叉

 

 3.4   局部搜索

采用单一的邻域操作容易陷入该结构的局部最优.
故采用多种邻域操作相结合的邻域结构进行探索, 从而

更容易获得优质解, 减少搜索的盲目性. 针对VRPSPDTW
的具体问题, 本文采用了路径内与路径间相结合的邻

域操作进行局部搜索. 根据算子在算法中的表现, 不断

调整每个算子的权重, 提高优异算子的选中概率. 探索

能力较强的算子将会有更高的概率被选择, 而其他算

子也有一定的概率被选择, 这能形成众多新的邻域组

合结构. 下面对各种邻域操作进行介绍.
路径内:
(1) 2-opt 算子: 先随机选取一条车辆路径 r, 在

r 中任意选取两个客户点, 将两个客户间的顺序进行逆

转. 如图 5所示, 选择 0-1-2-3-4-0路径中的客户点 1和
客户点 4, 进行 2-opt操作, 得到新路径 0-1-3-2-4-0.
 

0 0 01 2

2

3 4 5 6 7 8

0 0 01 3 4 5 6 7 8

 
图 5    2-opt算子

 

(2) exchange算子: 随机选取一条车辆路径 r, 在路

径 r 任意选取两个客户点进行交换, 形成一条新路径.
(3) relocate 算子: 随机选取一条路径 r, 在路径 r

中随机选取 m 个连续客户点, 将这 m 个客户点重新定

位到该路径中.
路径间:

i i

(4) shift算子: 首先随机选取两条路径 r1和 r2, 并
从 r1 中随机选择一个客户点 , 将 插入 r2 中以生成两

条新路径. 如图 6 所示, 假设当前存在两条路径, 分别

为 0-1-2-3-4-0 和 0-5-6-7-8-0. 将客户点 1 从原路径中

剔除, 并插入到另外一条路径中, 得到两条新路径, 分
别为 0-2-3-4-0和 0-1-5-6-7-8-0.
 

0 0 01 2

4

3 4 5 6 7 8

0 1 02 3 0 5 6 7 8

 
图 6    shift算子

 

(5) swap 算子: 随机选取 2 条路径 r1 和 r2, 分别

在 2条路径中选取一个客户点, 交换 2个客户点的位置.
(6) gene算子: 随机选取 2条路径 r1和 r2, 并随机

选取一条路径中的一个客户点, 插入到另一条路径中,
插入位置为距离该客户点最近的 2个节点之间.

在执行完任意一种局部操作后, 若产生的解为可行

解且优于原解, 则采用新解代替原解, 否则, 不接受该解.
 3.5   自适应选择邻域策略

Ps Pmax

Pmin F(x) x

采用不同形式的邻域操作, 有助于避免陷入局部

最优并提高解的搜索质量. 在算法的每次迭代中, DGWO
采用轮盘赌的机制选择多种邻域结构来实现路径的更

新. 根据更新后路径的优劣, 对每个邻域结构进行评分.
假设每个算子的初始得分为 , 最高得分为 , 最低

得分为 ,  为解 的适应值, 则邻域操作的评分机

制根据式 (23)进行更新:

P j
i = P j−1

i +σ
F(x)
F(x′)

−1 (23)

P j
i i j x

x′ σ

α β δ

σ σ1 σ σ2

σ σ3 σ1 σ2 σ3

σ1 = 1.5 σ2 = 1 σ3 = 0.8

M j
PM

j

h∑
j=1

PM
j

h P j
i Pmax P j

i Pmin

其中,  为第 个邻域结构第 次使用后的得分;  为局

部操作前的个体;  为局部操作后的个体.  存在 3 种

情况, 若局部操作后的解优于决策个体, 即 、 和 , 则
为 ; 若局部操作后的解优于原解, 则 为 ; 若局部

操作后的解比当前解差, 则 为 .  、 和 均为常

数, 在本文中取 ,  ,  . 当局部操作

被执行了 次后, 算子 被选中的概率为 , 其中

为算子的总个数. 若 大于 或 小于 , 则按照

式 (24)进行取值:

P j
i =

Pmax, P j
i > Pmax

Pmin, P j
i < Pmin

(24)

为了能在较短的时间内平衡算法搜索的广度和深
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度, 选择适应值前 10%的种群和适应值后 10%的种群

进行局部搜索.
 3.6   移除-插入操作

路径寻优过程中, 采用移除算子和插入算子全局

优化路径. 移除算子将部分客户点从路径中移除, 再通

过插入算子, 将移除的客户点插入到合理的路径中, 得
到新路径. 如图 7 所示, 黑色圆点为移除的客户点, 将
客户点重新插入路径中, 形成了新路径, 新路径与原路

径相比减少了总距离. 下面对本文采用的移除-插入机

制进行介绍.
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图 7    移除-插入操作

 

(1) 选择最不经济的一条路线, 即平均行驶距离最

大的一条路线. 将最不经济的一条路线移除该路线上

的所有客户点为待插入客户点. 平均行驶距离的计算

公式如下:

Ak =
D(k)
Nk

(25)

D(k) k Nk k其中,  表示第 辆车的总行驶距离,  为第 辆车所

服务的客户数量.

k i j

∆d(i,k, j) = dik +dk j−di j

(2) 令所有待插入客户点的集合为 R, 在满足时

间窗和容量约束的基础上, 记录每个插入点的距离增

量. 若将客户点 插入到客户点 、 中, 则距离增量为

.
(3) 选择距离增量小的位置插入, 并将该客户点从

R 中移除, 重复操作直到 R 为空集.
与随机移除算子相比, 本文选用的算子考虑了路线

的整体性. 随机移除算子随机性强, 跳出局部搜索能力

较强, 但容易将正确位置的客户点移除, 产生无效操作.
若选择最不经济的一条路线进行移除, 则会集中移除

一条路线中的客户点, 策略简单, 且不易陷入局部最优.
 3.7   迭代终止条件

F(x) F(x)

ρ

算法存在两种终止条件. 1) 算法设置最大迭代次

数, 若当前算法的迭代次数大于算法最大迭代次数, 则
算法终止; 2) 令 为当前最优值, 若 的数值连续

次保持不变, 则算法终止.

 4   实验与分析

Maxit Ps Pmax

Pmin

实验运行环境如下: 计算机为 Lenovo XiaoXin Air
15ARE 2021, 处理器为 AMD Ryzen 7 4800U with
Radeon Graphics, 主频为 1.80 GHz, 内存为 16.0 GB. 采
用Matlab R2020b软件进行模拟仿真. 算法的参数设置

如下:  为 100, propsize 为 100,  为 50,  为

200,  为 1. 为说明 DGWO 的有效性和实用性, 选
取 4 组实验进行对比. 实验 1 对算法变体进行实验比

较, 实验 2对小规模的标准算例进行实验, 实验 3对大

规模标准算例进行实验, 实验 4 对真实案例进行实验

分析.
 4.1   DGWO 变体实验分析

为了测试多规则初始化种群策略、自适应选择邻

域策略和移除-插入机制的有效性, 在本实验中, 我们

研究 DGWO的相关变体.
(1) Variant-1: DGWO采用随机策略构造初始解.
(2) Variant-2: DGWO无自适应选择邻域策略.
(3) Variant-3: DGWO无移除-插入机制.
以标准数据集中的 Rdp101 为例, 分析 DGWO 和

Variant-1的收敛性能. DGWO和 Variant-1的最优结果

迭代过程如图 8 所示. 以 Cdp2 问题为例, 表 2 对比了

DGWO 和 Variant 运行 20 次的最优值、平均值和最

差值.
从图 8 中看出, DGWO 迭代到 75 次左右, 算法收
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敛到最优解 1 646.20; Variant-1迭代到 85次左右, 算法

收敛到最优解 1 649.57. 这说明采用多策略构造初始种

群能提高初始解的质量并增强初始解的多样性, 加快

种群的收敛并保持良好寻优能力.
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图 8    DGWO和 Variant-1在 Rdp101算例上的收敛曲线图
 

 
 

表 2     DGWO和 Variant-2、Variant3的比较结果
 

算例
DGWO Variant-2 Variant-3

最优 平均 最差 最优 平均 最差 最优 平均 最差

Cdp201 591.6 591.56 591.56 591.56 593.12 594.67 605.53 607.98 610.43
Cdp202 591.6 591.56 591.56 593.43 596.08 598.73 602.30 608.86 615.42
Cdp203 591.7 591.17 591.17 592.35 594.44 596.52 604.34 612.50 620.65
Cdp204 591.7 591.17 591.17 595.30 596.38 597.45 601.75 608.20 614.64
Cdp205 588.8 588.88 588.88 588.88 593.60 598.32 594.21 606.82 619.43
Cdp206 588.9 588.49 588.49 589.36 591.57 593.78 595.01 606.73 618.45
Cdp207 588.9 588.29 588.29 590.39 593.42 596.45 598.32 610.71 623.10
Cdp208 588.2 588.32 588.32 589.62 590.41 591.20 593.50 605.70 617.89

 
 

从表 2 中可以看出, DGWO 的最优值、平均值和

最差值均优于 Variant-2 和 Variant-3, 这表明 DGWO
拥有更好的稳定和收敛性能. 以 Cdp202 为例, DGWO
最优值相比 Variant-2提高了 0.3%, 这表明引入自适应

选择邻域策略, 动态构造了丰富的邻域结构, 能增强算

法在优质解区域的探索深度.
以 Cdp202 为例, DGWO 最优值相比 Variant-3 提

高了 1.77%, 这表明移除-插入机制能有效地跳出局部

最优, 提升算法的综合性能.
因此 3种策略对于算法的优化存在积极作用.

 4.2   小规模算例实验分析

选用Wang等[10] 设计的 9种中小规模算例进行测

试, 包括 3 组 10 个客户点规模, 3 组 25 个客户点规模

和 3 组 50 个客户点规模的算例. 表 3 列出了 DGWO、

p-SA[21]、IGAFSA[11] 和 DCS[12] 在小规模算例的最优

解对比结果.
 
 

表 3     小规模算例实验结果对比
 

算例/客户数 p-SA IGAFSA DCS DGWO
Rdp1001/10 349.98 348.98 349.98 348.98
Rdp1004/10 216.69 216.69 216.69 216.69
Rdp1007/10 310.81 310.81 310.81 310.81
RCdp2501/25 551.05 552.21 551.05 551.05
RCdp2504/25 473.46 472.23 473.46 472.23
RCdp2507/25 540.87 540.87 540.87 540.87
RCdp5001/50 994.18 994.80 994.18 994.18
RCdp2005/50 725.59 723.58 725.59 723.58
RCdp5007/50 809.72 808.54 809.72 808.54

 
 

表 3 的实验结果表明, 在客户点规模较小的时候,
DGWO、p-SA、IGAFSA 和 DCS 都能得到问题的最

优解. 当数据规模变大时, 数据的计算复杂程度会显著
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增加. 当数据规模扩展到 25时, 只有 DGWO均能得到

问题的最优解. 当数据规模扩展到 50 时, 只有 DGWO
和 IGAFSA 能每次都准确得到问题的最优解. 这验证

了 DGWO在处理小规模算例的有效性.
 4.3   大规模算例实验分析

选取Wang等[10] 针对 VRPSPDTW问题设计的测

试集作为验证算例. 共 56 个数据集, 由 6 种不同的问

题类型组成, 分别为 Rdp1、Rdp2、Cdp1、Cdp2、RCdp1
和 RCdp2, 每个算例都包含 100 个客户点. 其中 Rdp1
和 Rdp2的客户点为随机分配, Cdp1和 Cdp2的客户点

满足聚类分布, Rcdp1 和 Rcdp2 的客户点混合了随机

和聚类分布. 记录 DGWO 算法 20 次独立运行中的最

优结果. 将实验结果与 p-SA 算法[11]、DCS 算法[12]、

VNS-BSTS算法[21]、SA-ALNS算法[22] 进行对比. DGWO
与上述算法在 Cdp, Rdp, RCdp算例的对比结果分别如

表 4–表 6所示, 其中粗体表示更优值.
 
 

表 4     Cdp算例实验结果对比
 

算例 p-SA DCS VNS-BSTS SA-ALNS DGWO
Cdp101 992.88 998.29 976.04 936.96 967.42
Cdp102 955.31 954.31 942.45 935.50 936.74
Cdp103 958.66 923.05 896.28 888.52 890.23
Cdp104 944.74 931.26 872.39 881.94 885.79
Cdp105 989.86 981.45 1 080.63 983.10 981.45
Cdp106 878.29 878.45 963.45 878.29 878.29
Cdp107 911.90 912.37 987.64 908.99 915.64
Cdp108 1 063.73 978.82 934.41 936.10 924.65
Cdp109 947.90 940.49 909.27 932.69 922.67
Cdp201 591.56 591.56 591.56 591.56 591.56
Cdp202 591.56 591.56 591.56 591.56 591.56
Cdp203 591.17 591.17 591.17 591.17 591.17
Cdp204 590.60 590.60 599.33 591.17 591.17
Cdp205 588.88 588.88 588.88 588.88 588.88
Cdp206 588.49 588.49 588.49 588.49 588.49
Cdp207 588.29 588.29 588.29 588.29 588.29
Cdp208 588.32 588.32 588.32 588.32 588.32

 
 

(1)从表 4可以看出, 在 Cdp105、Cdp106算例中,
DGWO 的实验结果最优; 在 Cdp109 算例中, VNS-
BSTS 的实验结果最优 ;  在其余 Cdp1 算例中 ,  SA-
ALNS均能获得最优解. 总的来说, DGWO在处理 Cdp1
算例上的求解性能弱于 SA-ALNS. 在 Cdp2 算例中,
DGWO均能获得最优解. 从表 5可以看出, 在 RCdp103、
RCdp201、RCdp202、RCdp203、RCdp205、
RCdp206和 RCdp207上, DGWO均刷新了当前已知最

优解. 在其余 RCdp 问题上, DGWO 的优化性能略弱

于 SA-ALNS 和 VNS-BSTS. 从表 6 可以看出, 除了

Rdp103、Rdp104、Rdp105、Rdp110、Rdp111 和

Rdp112, DGWO在其余 Rdp算例中均更新了当前已知

最优解.
  

表 5     Rdp算例实验结果对比
 

算例 p-SA DCS VNS-BSTS SA-ALNS DGWO
Rdp101 1 660.98 1 658.65 1 650.80 1 650.20 1 646.27
Rdp102 1 491.75 1 490.13 1 486.12 1 485.47 1 477.60
Rdp103 1 226.77 1 228.48 1 294.75 1 228.10 1 234.60
Rdp104 1 000.65 1 005.99 984.81 1 011.50 1 012.03
Rdp105 1 399.81 1 340.06 1 377.11 1 366.87 1 345.76
Rdp106 1 275.69 1 270.29 1 261.50 1 260.90 1 256.76
Rdp107 1 082.92 1 084.00 1 144.02 1 085.40 1 076.49
Rdp108 962.48 964.38 968.32 967.40 959.90
Rdp109 1 181.92 1 156.90 1 224.86 1 155.75 1 151.96
Rdp110 1 106.52 1 108.81 1 101.33 1 095.23 1 130.63
Rdp111 1 073.62 1 077.65 1 117.76 1 069.50 1 084.35
Rdp112 966.06 977.59 961.29 963.77 962.36
Rdp201 1 286.55 12 181.63 1 254.57 1 181.73 1 177.92
Rdp202 1 150.31 1 152.65 1 202.27 1 065.16 1 039.02
Rdp203 997.84 950.79 949.42 927.65 885.70
Rdp204 848.01 776.00 837.13 790.96 748.13
Rdp205 1 046.06 1 051.38 1 027.49 1 000.14 986.12
Rdp206 959.94 957.81 938.63 948.28 894.48
Rdp207 899.82 890.52 912.26 849.44 809.41
Rdp208 739.06 737.05 737.26 728.83 719.60
Rdp209 947.80 930.26 940.29 909.35 871.14
Rdp210 1 005.11 1 005.11 945.97 939.80 921.91
Rdp211 812.44 819.88 805.22 774.99 772.36

  

表 6     RCdp算例实验结果对比
 

算例 p-SA DCS VNS-BSTS SA-ALNS DGWO
RCdp101 1 659.59 1 654.32 1 708.21 1 666.12 1 664.79
RCdp102 1 522.76 1 522.76 1 526.36 1 494.01 1 500.12
RCdp103 1 344.62 1 344.63 1 336.05 1 351.66 1 334.65
RCdp104 1 268.43 1 269.31 1 177.21 1 182.42 1 226.51
RCdp105 1 581.54 1 581.26 1 548.38 1 566.96 1 557.46
RCdp106 1 418.16 1 419.26 1 408.19 1 424.07 1 420.46
RCdp107 1 360.17 1 360.17 1 295.43 1 295.88 1 304.31
RCdp108 1 169.57 1 170.12 1 207.60 1 164.45 1 167.82
RCdp201 1 513.72 1 520.56 1 437.48 1 326.19 1 304.13
RCdp202 1 273.26 1 242.92 1 412.52 1 159.19 1 114.42
RCdp203 1 123.58 1 087.37 1 064.95 959.17 957.63
RCdp204 897.14 822.02 813.74 796.12 808.50
RCdp205 1 357.44 1 357.44 1 316.06 1 188.50 1 164.32
RCdp206 1 166.88 1 166.88 1 154.36 1 139.60 1 076.57
RCdp207 1 089.85 1 093.37 1 098.64 1 023.51 966.37
RCdp208 862.89 862.89 843.30 793.98 796.04

 
 

(2) 在 56 个算例中, DGWO 在 85.7% 的算例上优

于 p-SA, 在 83.9% 的算例上优于 DCS, 在 83.9% 的算

例上优于 VNS-BSTS, 在 73.2%的算例上优于 SA-ALNS.
这表明本算法在求解 VRPSPDTW 问题上具有较好的

性能 ,  整体性能优于 p-SA、DCS、VNS-BSTS 和
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SA-ALNS.
(3)对比实验表明 DGWO算法在满足随机分布的

算例中表现优异, 输出结果稳定. 图 9 分别给出了算

例 Rdp、RCdp 和 Cdp 的部分路径图. 图 10 给出了

Rdp108 算例的收敛曲线, 这表明 DGWO 能以较快的

收敛速度寻找到更优解.
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图 9    部分算例最优路线

 

综上表明, 本文提出的 DGWO 算法具有较好的

收敛性和可行性, 在求 VRPSPDTW 问题中具有良好

的效果同时也说明不同的机制组合很大程度上法的

性能.
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图 10    Rdp108收敛曲线

 

 4.4   应用案例分析

为了验证本算法的实际有效性, 本文选择南京市

某一连锁超市的部分数据, 包括 1个配送中心和 18个
需要配送的连锁店. 参与配送的车辆共 4台, 且车辆类

型统一. 放了方便研究, 本文对 18 个连锁店进行了 1,
2, …, 18 编号处理, 数字 0 表示配送中心. 各连锁店的

具体数据如表 7 所示. 配送车辆的最大载重量为 3 吨,
在不考虑交通拥堵的情况下, 假设车辆平均行驶速度

为 50 km/h. 本文的主要目标是最小化总行驶距离. 图 11
为车辆最优配送路线, 图 12 为算法的收敛曲线, 可以

看出 DGWO 能在较短的时间内获得最优解, 这表明

DGWO能应用于实际问题.
  

表 7     各连锁店的数据信息
 

编号 坐标 (经度, 纬度)
送货量

(吨)
取货量

(吨)
时间窗

服务时间

(min)
0 118.842 20, 32.135 16 0 0 5:30–17:00 0
1 118.673 89, 32.183 31 0.7 0.2 6:00–10:00 18
2 118.714 60, 32.151 54 0.3 0 6:30–8:00 6
3 118.736 54, 32.145 19 0.3 0 6:30–9:40 6
4 118.737 98, 32.123 67 0.4 0.1 7:00–10:30 10
5 118.712 57, 32.216 05 0.7 0 7:00–9:30 14
6 118.736 82, 32.210 92 0.8 0.2 7:20–10:20 20
7 118.759 63, 32.234 61 0.4 0.1 6:20–9:30 10
8 118.768 29, 32.238 51 0.4 0.1 6:30–10:00 10
9 118.755 88, 32.248 28 0.6 0.1 7:00–9:30 14
10 118.778 69, 32.105 58 0.7 0.2 7:30–10:00 18
11 118.786 19, 32.107 29 0.6 0.1 6:20–9:00 14
12 118.808 71, 32.110 22 0.6 0.2 6:30–9:30 16
13 118.831 52, 32.119 27 0.6 0.1 6:30–8:00 14
14 118.842 56, 32.124 27 0.8 0.2 6:30–9:20 20
15 118.857 21, 32.116 09 0.8 0.1 6:00–9:00 18
16 118.871 65, 32.127 10 0.9 0.3 7:00–10:00 24
17 118.870 49, 32.120 74 0.9 0.2 6:30–9:20 22
18 118.873 38, 32.115 85 0.9 0.2 7:00–9:30 22

 5   结束语

本文针对带时间窗和同时取送货的车辆路径优化
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问题, 建立了以行驶距离最小为目标的车辆优化模型, 设
计离散灰狼优化算法 DGWO进行求解. DGWO具有以

下优点: 1) 在种群初始化中允许加入非可行解, 增大算

法的搜索范围; 2)设计了在离散空间中灰狼的位置更新

策略, 使 GWO 能处理离散优化问题; 3) 采用评分机制

丰富了邻域操作, 拓展了搜索深度, 从而改善了算法的性

能; 4) 采用移除-插入操作, 平衡了算法的搜索深度和广

度,  加速的解的收敛.  通过仿真实验和对比,  验证了

DGWO是求解 VRPSPDTW问题的有效算法, 该算法能

在较短时间内获得最优解. 后续将进一步研究基于模糊

需求的车辆路径优化问题, 并设计有效算法来求解.
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图 11    最优配送路线
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图 12    收敛曲线
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