
 

 

低分辨率图像的妆容迁移算法①
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摘　要: 现有的妆容迁移算法效果优越, 功能丰富, 但是较少考虑到输入图像为低分辨率的场景. 当高分辨率图像难

以获得时, 现有的妆容迁移算法将难以适用, 妆容无法完全迁移. 为此本文提出了一种适用于低分辨率图像的妆容

迁移算法, 将包含妆容信息的特征矩阵作为先验信息, 将超分辨率网络与妆容迁移网络结合在一起产生协同效应,
即使输入的图像为低分辨率图像, 也能输出高分辨率的妆容迁移结果, 并且充分保留妆容细节的同时提升姿势和表

情的鲁棒性. 由于使用端到端的模型实现妆容迁移与超分辨率, 因此设计了一组联合损失函数, 包括生成对抗损

失、感知损失、循环一致性损失、妆容损失和均方误差损失函数. 所提出的模型在妆容迁移与超分辨率的定性实

验和定量实验中均达到了先进水平.
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Abstract: The existing makeup transfer algorithms are highly effective with rich features, but they seldom take into
account the scenarios of the low-resolution input images. When high-resolution images are difficult to obtain, it will be
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妆容迁移算法的目的是将参考图像的妆容迁移到

源图像上, 同时保留源图像的身份特征. 它是一项具有

挑战性的任务, 首先需要将妆容从参考图像中提取出

来, 再分析源图像的人脸结构, 将其与妆容进行有效地
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结合, 同时应考虑角度、表情、遮挡和阴影等在实际

应用中不可控的问题. 近年来, 随着美妆行业的快速发

展, 妆容迁移算法变得越来越流行, 最主要的应用在于

可视化试妆, 解决人们挑选妆容的难题, 并且丰富妆容

的选择, 推动相关行业的发展. 另外, 妆容迁移算法也

可在娱乐行业大放异彩, 如在短视频平台上制作相关

特效, 推出软件的新玩法, 满足人们的精神文化需求.
传统的妆容迁移算法[1–6] 将图像分解为若干层, 如

面部结构、颜色和皮肤, 然后逐层迁移. Tong 等人[1]

提出的方法包含 4 个步骤: 预处理、妆容映射、外观

矫正和眼妆迁移. Du 等人[3] 提出局部妆容迁移, 而非

基于整个面部的迁移, 即先修改参考图像局部区域的

亮度和色度通道, 并使用图像混合算法将修改后的信

息传递到源图像. Lee等人[6] 使用高斯权重图进行妆容

迁移. 传统的妆容迁移算法框架和过程复杂, 生成的图

像真实性不足, 对光照和姿势极其敏感, 同时参考图像

和源图像必须精确对齐, 实用性大打折扣.
随着深度学习的广泛应用, 出现了不少以生成对

抗网络[7] 和 Transformer[8] 为基础的妆容迁移算法[9–21],
它们不仅降低了训练集的要求, 还实现了传统的妆容

迁移算法所无法实现的功能. Li等人[9] 提出的 Beauty-
GAN 是拥有双输入和双输出的生成对抗网络, 引入像

素级别的直方图损失以实现实例级别的妆容迁移. Gu
等人[12] 提出的 LADN 利用多个重叠的局部对抗判别

器解决以往妆容迁移算法无法处理戏剧性妆容的问题.
Nguyen等人[16] 提出的 CPM使用改进的颜色迁移分支

和全新的图案迁移分支来解决无法迁移妆容图案的问

题. Deng等人[17] 提出的 SCGAN通过将妆容风格编码

为组件风格码来解决面部空间错位问题. Wan 等人[18]

提出的 Spatial FAT引入了 Transformer模块以实现妆

容迁移中高保真的色彩迁移以及精确的形状转换. Sun
等人[19] 提出的 SSAT使用对称语义感知以实现妆容的

迁移与去除. Lyu 等人[20] 提出的 SOGAN 利用 UV 空

间中人脸的对称性来减轻妆容迁移时阴影和遮挡的影响.
但是以上方法并未考虑当参考图像和源图像分辨

率不足的情况, 当高分辨率图像难以获得时, 生成的妆

容迁移结果仅能迁移部分妆容[22], 这将大大影响算法

的实际应用. 在前人的相关研究中, 一种主要的解决方

法是通过将低分辨率的妆容迁移结果进一步做超分辨

率, 其将妆容迁移和超分辨率视为两个独立的过程[23],
然而此方法并未解决妆容丢失的问题; 另外一种解决

方法是考虑如何在低分辨率图像上提取更多的信息以

辅助妆容迁移[22], 但是此方法生成图像的质量和分辨

率有限.
因此, 本文引入了基于先验信息的人脸超分辨率

算法. 人脸超分辨率是指从低分辨率人脸图像中恢复

高分辨率人脸图像的技术. 常见的人脸先验信息有 人
脸关键点, 指人脸关键区域的位置; 人脸热图, 指各点

成为人脸关键点的概率热力图; 人脸解析图, 指人脸图

像的语义分割图. 这些先验信息提供了人脸五官的位

置和人脸结构的属性, 利用这些信息可以指导人脸超

分辨网络生成更加合理的结果. Song 等人[24] 和 Jiang
等人[25] 从低分辨率人脸图像中提取人脸关键点, 并将

人脸裁剪成不同的部分, 估计不同部分的高频细节.
Bulat等人[26] 和 Kim等人[27] 先将低分辨率人脸图像恢

复成超分辨率图像后, 再建立先验估计网络提取超分

辨率图像和高分辨率图像的人脸热图, 最后将这两个

热图作接近约束. Chen等人[28] 和 Kalarot等人[29] 则预

先训练一个面部结构先验提取网络以提取人脸解析图,
并将其与低分辨率图像进行拼接, 作为超分辨率网络

的输入. 本文的方法也采取类似的步骤. 以上现存的研

究方法仅考虑常规场景下的人脸超分辨率, 并未涉及

妆容迁移场景下的人脸超分辨率, 因此本文另辟蹊径,
将提取出的妆容信息也作为先验信息之一, 指导超分

辨率过程中妆容的完整生成.
基于以上研究现状, 本文将现有的妆容迁移网络

PSGAN[15] 和简单的超分辨率网络进行结合, 提出一个

基于生成对抗网络的端到端算法, 充分利用妆容迁移

网络中的妆容信息, 将其作为超分辨率网络的先验知

识之一, 并设计一组联合损失函数, 同时实现妆容迁移

与超分辨率, 生成高分辨率且妆容完整的迁移结果.

 1   整体框架

{xn}n=1,··· ,N , xn ∈ X

{yn}m=1,··· ,M ,y
m ∈ Y

本文假设 X 和 Y 分别表示源图像域和参考图像

域, 并进一步利用 表示源图像域的示

例,  表示参考图像域的示例. 本文的

训练数据集来源于公开的MT妆容数据集[9], 其不需要

成对的数据集, 即允许参考图像和源图像有不同的身

份特征. 因此, 模型需学习的函数可以通过如下公式表示:

G : {xLR,yLR} → x̃SR (1)

xLR yLR其中,  表示低分辨率的源图像,  表示低分辨率的
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x̃SR x̃SR

yLR xLR

xLR yLR

参考图像,  表示超分辨率妆容迁移图像, 即 拥有

的妆容风格的同时还保持了 的身份特征, 并且

拥有比 和 更高的分辨率. 在模型中, 分辨率放大

的倍数为 4.
模型包含 5 个部分, 分别是妆容提取模块、妆容

变形模块、妆容应用模块、先验估计模块以及超分辨

率模块. 前 3 个模块参考自 PSGAN. 模型的网络结构

如图 1 所示, 其中“Conv”表示卷积层 (convolutional
layer), “IN”表示实例正则化层 (instance normalization),
“Residual block”表示残差块, “HG block”表示沙漏块

(hour-glass block), “DeConv”表示反卷积层 (deconvo-
lutional layer).

 

低分辨率的源图像
xLR

低分辨率的参考图像
yLR

Conv IN ReLU Residual block

Conv IN ReLU Residual block DeConv IN ReLU Conv IN ReLU

妆容变形模块

低分辨率的妆容
迁移结果
xLR

~

ConvResidual block

妆容信息 m

HG blockConvDeConvResidual blockConv

高分辨率的妆容迁移结果
xSR

~

先验信息 p

重复 3 次

重复 6 次重复 3 次 重复 2 次

重复 3 次

重复 3 次重复 2 次重复 3 次

妆容提取模块

超分辨率模块 先验估计模块

妆容应用模块

 

图 1    模型的网络结构

 

yLR

xLR

yLR

xLR

x̃LR

x̃LR p

m

x̃SR

模型的基本流程如下: 一方面, 将 输入到妆容

提取模块中, 将其妆容特征与身份特征分离出来, 并将

分离出来的妆容特征输入到妆容变形模块中. 另一方

面, 将 输入到妆容应用模块中, 并在妆容变形模块

中利用注意力机制对 的妆容特征进行变形以适应

的姿势和表情. 接着将变形后的妆容特征输入到妆

容应用模块后续的解码器部分生成初步的低分辨率的

妆容迁移结果 .  然后通过先验估计模块提取出

的先验特征 , 再与提取自妆容变形模块的妆容特

征 沿特征通道相连接, 强化超分辨率过程中的妆容表

达, 最后共同输入到超分辨率模块中生成最终的超分

辨率妆容迁移结果 .

 1.1   妆容提取模块

yLR

Vy ∈ RC×H×W

γ ∈ R1×H×W β ∈ R1×H×W

妆容提取模块从参考图像 中提取出妆容风格,
即通过两个 1×1的卷积层将妆容提取网络的输出特征

图 分解为两个具有空间感知性的妆容系

数矩阵 和偏差矩阵 , 用于迁移像

素级别的妆容, 实现灵活的局部妆容迁移以及妆容浓

度可控的妆容迁移, 其中 C、H 和 W 表示特征图的通

道数量、高度和宽度. 妆容提取模块使用编码器—瓶

颈架构[30].
 1.2   妆容变形模块

xLR yLR

γ β

由于源图像 和参考图像 可能具有不同的姿

势和表情, 所以妆容提取模块生成的 和 不能直接应
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A ∈ RHW×HW

Ai, j xLR i xi
LR

yLR j y j
LR

用于源图像 .  因此基于注意力机制的妆容变形模块

AMM计算一个注意力矩阵 以表示参考图

像中像素的变形, 其中 表示 中的第 个像素 和

中的第 个像素 之间的注意力值. 具体的过程如

图 2所示.

由于妆容是在语义相同的相对位置上的像素迁移,

因此这些像素之间应具有更高的注意力值. 模型使用

pi
LR xi

LR xi
LR表示每个像素 的相对位置特征, 其反映出

和 68个人脸关键点之间的坐标差, 公式如下所示:

pi
LR =[ f (xi

LR)− f (l1), f (xi
LR)− f (l2), · · · ,

f (xi
LR)− f (l68),g(xi

LR)−g(l1),

g(xi
LR)−g(l2), · · · ,g(xi

LR)−g(l68)] (2)

f (·) g(·) x y li i其中,  和 分别表示 坐标和 坐标,  表示第 个人

脸关键点.
 

C×HW

C×HW

γ: 1×H×W

β: 1×H×W

β′: 1×H×W

V'X: 变形后的特征图 (C×H×W)

VX: 变形前的特征图 (C×H×W)

γ′: 1×H×W
A: HW×HW

1×1 卷积

1×1 卷积

HW×1

HW×1

136×HW

136×HW

Softmax

+
 

×

×

×
×ω

×ω

转置

×

×

元素的智能乘积

矩阵乘法

Vy: 参考图像的特征图 (C×H×W)

 

图 2    妆容变形模块的应用过程
 

vi
LR v j

LR

pi
LR

ω

p

为了避免相对位置相同但是语义不同的像素之间

进行迁移, 还需考虑像素之间的视觉相似性. 源图像的

像素视觉特征 和参考图像的像素视觉特征 分别

从妆容应用模块和妆容提取模块中的第 3个子瓶颈中

提取出来的. 为了使相对位置特征 成为主要的关注

点, 在计算 A 时对其赋予一个权重 . 另外, 为了处理不

同大小的人脸, 在计算注意力值的时候将 除以其二阶

范数. 最后, 将视觉特征和相对位置特征按照特征通道

维度相连接起来. 具体的公式如下所示:

Ai, j =

exp


ωvi

LR,
pi

LR∥∥∥pi
LR

∥∥∥
T
ωv j

LR,
p j

LR∥∥∥∥p j
LR

∥∥∥∥

z(mi

x = m j
y)

∑
j
exp


ωvi

LR,
pi

LR∥∥∥pi
LR

∥∥∥
T
ωv j

LR,
p j

LR∥∥∥∥p j
LR

∥∥∥∥

z(mi

x = m j
y)

(3)

[·, ·] v ∈ RC p ∈ RC

ω z(·)

mx, my ∈ {0,1, · · · ,N −1}H×W xLR

yLR mi
x mi

y

xi
LR y j

LR

mi
x = m j

y

其中,  表示串联操作,  和 分别表示视觉

特征和相对位置特征,  是视觉特征的权重,  是指示

函数, 如果内部公式为真, 那么函数值为 1, 否则为 0.

表示源图像 和参考图像

的人脸解析图, N 表示人脸区域的数量,  和 表

示 和 的所属的人脸区域, 因此计算 A 时仅考虑

同一人脸区域的像素, 即当 时.

γ β γ′

β′

接着, 将注意力矩阵 A 分别与 和 相乘得到 和

, 以根据注意力机制对妆容矩阵变形以适应源图像,

公式如下所示:

γ′i =
∑

j
Ai, jγ j (4)

β′i =
∑

j
Ai, jβ j (5)

i j x y其中,  和 是 和 的像素索引.
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γ′ ∈ R1×H×W β′ ∈ R1×H×W

Γ′ ∈ RC×H×W B′ ∈ RC×H×W

最后, 将 和 沿着特征通道

维度复制成 和 作为妆容应用

模块的输入.
 1.3   妆容应用模块

x̃LR

Γ′ B′

xLR VX ∈ RC×H×W V′X

妆容应用模块的作用是生成初步的低分辨率妆容

迁移结果 , 其网络结构为编码器—瓶颈—解码器架

构[30]. 在瓶颈部分, 将 AMM 生成的 和 应用于源图

像 的特征图 生成 , 公式如下所示:

V ′X = Γ
′VX +B′ (6)

V′X x̃LR最后将 输入到后续的解码器部分生成 , 以作

为先验估计模块的输入.
 1.4   先验估计模块

x̃LR

p

由于 的分辨率过低, 妆容细节不足, 先验估计

模块将进一步提取其先验信息 为后面超分辨率做

准备.
先验信息在传统的超分辨率网络中起着重要的作

用, 特别是人脸关键点和解析图. 人脸关键点信息包含

了人脸轮廓与五官的关键点及位置. 而人脸解析图是

人脸图像的语义分割图 ,  将眼睛、鼻子、嘴唇、皮

肤、耳朵和头发等从整张图像中分割出来.

n
1
2n

先验估计模块使用沙漏块 (hourglass block, HG
block)估计人脸关键点和解析图. 沙漏块结构曾用于人

体姿势估计[31,32], 其特点在于使用不同尺度的特征去捕

捉空间信息, 使网络在训练时更加关注图像的细节.

阶沙漏块提取了从原始尺度到 尺度的特征. 模型中

使用的是四阶沙漏块.

p

x̃SR

在四阶沙漏块中, 每次下采样之前, 其会分出一个

分支路径保留原尺度的信息; 每次上采样之后, 会和之

前的分支路径中同样大小的数据相加; 两次下采样之

间, 使用 3个残差块提取特征; 两次上采样之间使用一

个残差块提取特征. 在使用沙漏块的前后, 特征图的大

小并无发生变化. 通过使用沙漏块, 先验估计模块可以

充分提取不同粒度的特征以准确生成先验特征 , 为后

续生成 做好铺垫.
x̃LR先验估计模块的结构如图 1所示. 在 输入沙漏

块之前先使用卷积层和残差块对其进行预处理. 由于

人脸关键点和解析图均为人脸二维形状信息, 所以在

先验估计模块中这两个任务的权重除了最后一层都是

共享的. 在最后一层, 使用两个独立的 1×1卷积层来分

别生成估计的人脸关键点和解析图.

 1.5   超分辨率模块

p

m x̃SR

p m

模型同时输入先验估计模块生成的先验特征 以

及妆容信息 至超分辨率模块中, 输出最终的结果 ,
其中 与 通过特征图的通道串联在一起作为联合先验

特征.
m

m

是妆容应用模块第 4 个瓶颈与妆容变形模块的

输出进行运算的结果, 因此引入 不仅可以解决超分辨

率时妆容丢失的问题, 还可以提高人脸超分辨率过程

中姿势和表情的鲁棒性, 其适合作为人脸超分辨率的

先验信息之一.

x̃SR

超分辨率模块的结构如图 1 所示. 首先将联合先

验特征输入到一个 3×3 的卷积层进行下采样, 再输入

到一个 4×4 的反卷积层进行上采样, 最后使用 3 个残

差块和 1个卷积层生成超分辨率妆容迁移结果 .
 1.6   判别器模块

本文所提出的方法是基于生成对抗网络的, 其包

含了生成器和判别器. 生成器会尽量去学习真实数据

的分布, 而判别器则会尽量分辨出输入数据的真假以

反馈给生成器使之生成更加合理的结果. 前文所介绍

的模块均为生成器部分. 在 PSGAN 中, 虽然本身已存

在一个判别器, 但它适用于判别妆容迁移图像的真假,
而无法对超分辨率图像的真假进行判别, 因此本文模

型又引入了一个新的超分辨率图像判别器以指导生成

器生成理想的超分辨率结果.
由于人脸妆容图像包含许多细节, 传统的判别器

是不合适的. 因此模型引入了 PatchGAN[33]. PatchGAN
和普通的 GAN 判别器是有区别的, 普通的 GAN 判别

器是将输入映射成一个实数, 即输入样本为真样本的概

率．而 PatchGAN 使用的是全卷积网络. 它将输入映

射为一个 N×N 的矩阵, 即卷积层输出的特征图, 矩阵

中的每个值代表每个块为真样本的概率. 从这个特征图

可以追溯到原始图像中的某一个位置, 这个位置称为

块, 可以看出这个块对最终输出结果的影响. 最后将矩

阵中每个值的结果求均值, 即为 PatchGAN 最终输出.
PatchGAN的感受域对应于与输入中的一小块区域, 即
矩阵中的每个值对应了 PatchGAN 对输入图像的一小

块的判别输出, 这样训练使模型更能关注图像细节.

 2   联合损失函数

 2.1   生成对抗损失函数

在生成对抗网络中, 通过训练令生成器和判别器
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GM

x̃LR

DX DY

GM

Ladv
DM

不断博弈, 使生成器输出更加真实的图像, 同时使判别

器更加准确鉴别图像的真假. 具体而言, 模型使用

生成 , 并为源图像域 X 与参考图像域 Y 训练两个判

别器 和 以分别区分两个域的训练集中的真实图

像与 生成的虚假图像. 当判别器的输入为训练集中

的真实图像时, 期望输出的结果为 1, 当判别器的输入

为生成器生成的虚假图像时, 则期望输出的结果为 0.
因此判别器的对抗损失 如下所示:

Ladv
DM
=−ExLR [log DX(xLR)]−EyLR[log DY (yLR)]

−ExLR,yLR [log(1−DX(GM(yLR, xLR)))]
−ExLR,yLR [log(1−DY (GM(xLR,yLR)))] (7)

GM Ladv
GM

DX DY

而生成器 的对抗损失 的目的是生成以假乱

真的图像以欺骗判别器 和 , 因此当生成器生成的

虚假图像输入进判别器时, 其期望的结果为 1, 对应的

公式如下所示:

Ladv
GM
=−ExLR,yLR [log(DX(GM(yLR, xLR)))]

−ExLR,yLR [log(DY (GM(xLR,yLR)))] (8)

GS x̃SR

DS x̃HR x̃SR

Ladv
DS

另外, 模型进一步使用 生成 , 且使用判别器

以区分真实的 图像与虚假的 图像, 原理同上,
其对应的判别器损失 如下所示:

Ladv
DS
= −E x̃HR [log DS (x̃HR)] (9)

GS相应的, 生成器 的损失如下所示:

Ladv
GS
= E x̃LR[log(1−DS (GS (x̃LR,m)))] (10)

m其中,  是对应的包含妆容信息的特征矩阵.
 2.2   感知损失函数

x̃LR x̃SR

xLR

Lper
GM

Lper
GS

在模型中无论是生成的是 还是 , 其图像中

的身份特征均是不变的, 应与 是一致的, 这需要通

过损失函数对此进行约束. 因此在对抗损失的基础上

引入感知损失, 这是为了评估视觉感知相关的特征而

引入的损失函数. 视觉感知相关的特征不使用像素级

别的特征, 而是使用神经网络的深层特征. 具体而言,
模型通过两张图像在 ImageNet 上预训练的 VGG-16
模型[34] 中的深层特征之间的欧几里得距离进行约束,
并使用 L2损失衡量二者之间的差异. 妆容迁移感知损

失函数 和超分辨率感知损失函数 如下所示 :

Lper
GM
=ExLR,yLR∥Fl(GM(xLR,yLR))−Fl(xLR)∥2
+ExLR,yLR∥Fl(GM(yLR, xLR))−Fl(yLR)∥2 (11)

Lper
GS
= ∥Fl(GS (x̃LR,m))−Fl(x̃HR)∥2 (12)

Fl l其中,  表示 VGG-16模型的第 层输出.
 2.3   循环一致性损失函数

由于训练集缺少三元组数据, 即源图像、参考图

像和对应的妆容迁移图像组, 因此本文使用无监督的

方式进行训练. 模型引入了 CycleGAN[35] 中所提出的

循环一致性损失函数, 即当输出的图像对再输入到生

成器中后, 应该输出与原始输入图像接近的图像对, 该
循环过程如下所示:

(xLR,yLR)→GM(xLR,yLR)→GM(GM(xLR,yLR))
≈ (xLR,yLR) (13)

Lcyc
GM

基于此, 针对妆容迁移场景可进一步描述为迁移

其他人妆容后, 再使用原本自身的妆容进行迁移, 生成

的图像无论是身份还是妆容均应与最初的一致, 因此,
提出循环一致性损失函数 以约束重建图像, 具体如

下所示:

Lcyc
GM
=ExLR,yLR∥GM(GM(xLR,yLR), xLR)− xLR∥1
+ExLR,yLR∥GM(GM(yLR, xLR),yLR)− yLR∥1 (14)

 2.4   妆容损失函数

Lmake
GM

为了实现实例级别的妆容迁移, 必须对妆容一致

性进行约束, 因此模型进一步引入了 BeautyGAN[9] 中

所提出的妆容损失. 对源图像进行化妆可以认为是对

源图像特定区域的颜色进行重新分布 ,  即无论是口

红、眼影还是粉底, 在计算机视觉中化妆过程均可以

理解为颜色的变化, 因此可以引入直方图匹配以提出

像素级别的直方图损失函数 .

xLR yLR

HM(xLR,yLR)

HM(xLR,yLR) xLR

yLR

M = FP(x)

x

M

具体而言, 模型分别对 和 的相同人脸部位执行

直方图匹配, 然后重新组合结果, 将其表示为 .
作为伪数据, 其不仅有与 相同的人脸

部位轮廓, 又有与 相同的颜色分布. 妆容损失并不

使用整个图像的直方图损失进行计算, 而是选择 3 个

重要的化妆部位[36] 应用局部的直方图损失, 分别是口

红、眼影和粉底. 这是因为并不是所有的部位都需要

化妆, 即需要相同的颜色分布, 比如头发或者背景等,
这些与妆容是无关的, 需要将其分开来. 另外, 妆容不

仅体现在全局, 它也是由若干个局部妆容组合在一起

的. 因此, 妆容损失使用语义分割网络 BiSeNet[37] 生成

对应的人脸解析图, 将人脸指导掩码表示为 .
对于每个输入图像 , 预训练的 BiSeNet 将生成表示几

个面部位置的人脸指导掩码 , 包括嘴唇、眼睛、面

部皮肤、头发和背景等. 最后, 寻找对应嘴唇、眼睛和
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Mlip Meye Mface

M

Mshadow Meye

Mshadow

Lmake
GM

面部皮肤的掩码, 并对这 3个标签生成二进制掩码, 分
别表示成 、 和 . 除此之外, 眼影并没有在

上进行标记, 因为化妆前的人脸图像并不存在眼影.
但是眼影的掩码 是必需的, 因此根据 计算

出包裹住眼睛的两个矩形区域, 然后排除眼睛区域以

及部分头发和眉毛区域, 将其作为眼影的掩码 .
妆容损失函数 如下所示:

Lmake
GM
=ExLR,yLR∥GM(xLR,yLR)−HM(xLR ◦M1

item,

yLR ◦M2
item)∥2 (15)

M1 = FP(xLR) (16)

M2 = FP(yLR) (17)

Mitem Mlip Mshadow Mface ◦其中,  包括 、 和 ,  运算符表示元

素的智能乘积.
 2.5   均方误差损失函数

{x̃n
LR,m

n, x̃n
HR, p

n
gt}Nn=1

x̃n
HR x̃n

LR

mn x̃n
LR

pn
gt

模型也引入了均方误差损失在像素级别上衡量两个图

像之间的距离. 假设给定的训练集为 ,

其中 N 是训练集的大小,  是低分辨率图像 的高

分辨率的真实图像,  是对应于 的包含妆容信息的

特征矩阵,  是真实的人脸先验信息, 因此均方误差损

失函数如下所示:

LMSE
GS
=

1
2N

∑N

n=1

[∥∥∥x̃n
HR−GS (x̃n

LR,m
n)
∥∥∥2

+λp
∥∥∥pn

gt− pn
∥∥∥] (18)

pn i λp其中,  是第 个图像估计的先验信息,  是估计的先验

信息的权重.
 2.6   联合损失

LD

LG

通过整合本节上述损失函数, 判别器损失 和生

成器损失 可以表示为:

LD = λ
adv
M Ladv

DM
+λadv

S Ladv
DS

(19)

LG =λ
adv
M Ladv

DM
+λadv

S Ladv
DS
+λ

per
GM

Lper
GM
+λ

per
GS

Lper
GS

+λ
cyc
GM

Lcyc
GM
+λmake

GM
Lmake

GM
+λMSE

GS
LMSE

GS
(20)

λadv
M λadv

S λ
per
GM

λ
per
GS

λ
cyc
GM

λmake
GM

λMSE
GS

其中,  、 、 、 、 、 和 分别

是不同损失项的权重.

 3   实验结果与分析

 3.1   数据集预处理

模型的实验涉及妆容迁移领域和超分辨率领域,
因此本文对MT数据集[9] 做进一步处理以更适合模型

xHR yHR

x̃HR xLR

yLR

xLR yLR

x̃LR

x̃LR_parsing

x̃LR_keypoint

{xLR,yLR, xLR_parsing, x̃LR_keypoint,

x̃HR}

进行训练. MT 数据集为当前最大的妆容数据集之一,
数据集中有 3 834 张分辨率大小为 361×361 的女性图

像, 其中包括 1 115张素颜图像和 2 719张妆容图像. 它
包含各种各样的种族、姿势、表情和杂乱的背景. 另
外, 它的妆容图像中也包含多种类型的妆容, 包括烟熏

眼妆、浮华妆容、复古妆容、韩式妆容和日式妆容等,
且淡妆到浓妆均有涉及. MT数据集中也有一些裸妆图

像, 为了方便起见, 将它们划分到了素颜图像集里. 本
文随机选择素颜图像 和妆容图像 使用 PSGAN[15]

进行妆容迁移, 并将迁移结果通过双三次插值将其分

辨率大小调整为 256×256, 以作为训练集中的真实输出

值 .  接着 ,  将其对应的素颜图像 和妆容图像

的分辨率大小通过双三次插值调整为 64×64 作为

训练集中的输入值. 另外, 将 和 输入到 PSGAN
中输出妆容迁移结果 后, 再将其输入到 BiSeNet[37]

中输出人脸解析图的真实值 , 并使用百度 AI开
放平台的API生成 201个人脸关键点的真实值 ,
最终形成一个五元数据组

.
本文训练集包含 5  000 对五元数据组, 测试集包

含 100对五元数据组.
 3.2   实验设置

λp = 1 λadv
M = 10−3 λadv

S = 10−3 λ
per
GM
= 10−5

λ
per
GS
= 10−1 λ

cyc
GM
= 10−2 λmake

GM
= 10−3 λMSE

GM
= 1

模型实现的是×4 的超分辨率, 因此在将分辨率为

64×64的源图像和妆容图像输入到网络中之前, 先通过

双三次插值将它们的分辨率放大到 256×256后再进行

后向传播. 本文使用 RMSprop 算法训练, 初始的学习

率为 2.5×10–4, 训练的批大小为 1. 损失函数中权重的

设置为:  、 、 、 、

、 、 和 . 本文

使用 VGG-16 模型中的 relu5_3 层计算感知损失函数.
模型在 NVIDIA Tesla P100 GPU上训练了 200个批次,
花费了 120 h. 后文将针对模型的妆容迁移与超分辨率

效果分别进行实验.
 3.3   模型结果展示

图 3 展示了模型的超分辨率妆容迁移结果. 图中

分别展示了姿势和表情差别小和姿势表情差别大的情

况下的生成的结果, 每种情况的第 1 列表示 64×64 的

源图像, 第 2 列表示 64×64 的参考图像, 第 3 列表示

256×256 的妆容迁移结果. 从图 3 可以看到, 模型无论

是在姿势和表情差别小或者大的情况下, 即使输入图

像的分辨率较低, 也均能稳定输出生动且无伪影的高
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分辨率结果. 本文将从妆容迁移的角度和超分辨率的

角度, 通过定性实验、定量实验以及消融实验对结果

进行分析, 以证明框架的合理性, 并对原因进行理论上

的剖析. 后文将详细介绍这些实验.
 

(a) 姿势和表情差别小 (b) 姿势和表情差别大

源图像 1 参考图像 1 妆容迁移结果 1 源图像 2 参考图像 2 妆容迁移结果 2

 

图 3    模型结果展示
 

 3.4   妆容迁移实验

妆容迁移实验中对比的基线模型不仅包括一般的

图像翻译模型, 即 DIA[38] 和 CycleGAN[35], 还包括特定

的妆容迁移模型 ,  即 BeautyGAN [9 ]、PairedCycle-
GAN[11]、BeautyGlow[10]、LADN[12]、PSGAN[15]、

Spatial FAT[18] 和 SCGAN[17]. 为了保证实验的公平性,
本文均选择使用官方提供的代码和模型进行对比.

图像翻译模型能将图像中的内容从一个图像域转

换到另外一个图像域, 将原始图像中的某个属性转换

成另外一个属性, 即图像间的跨域转换. 但是若图像翻

译模型应用在妆容迁移任务上, 将无法完成实例级别

的妆容迁移. 妆容迁移模型则可以实现实例级别的妆

容迁移, 其可以看作是实现局部的图像翻译任务, 即应

用于特定的化妆部位, 难度相对于图像翻译任务更大.
为了全面地对比效果, 这两种类别的模型均将与其进

行比较.
评价方法包含两种: 其一是定性比较, 凭肉眼对不

同模型生成的图像细节进行观察, 从多个视觉角度综

合考虑不同模型的优劣; 其二是问卷调查, 通过问卷调

查系统让众多的受试者去答题, 并根据受试者提交的

结果进行统计分析以评价不同模型的优劣. 由于妆容

迁移任务目前暂无统一公开的定量评价方法, 因此并

未对此设计相关实验.
(1) 定性实验

图 4展示了本文模型与其他模型正脸且无明显表

情的妆容迁移的对比结果. 图 4展示了两个示例, 每个

示例的第 1行表示的是除本文模型之外的输入和输出

图像, 每个示例的第 2 行表示的是本文模型的输入和

输出图像, 本文模型输入的图像分辨率仅有 64×64, 远
不如其他模型输入图像的 256×256的分辨率.

从图 4 中可以看到, 在第 2 个示例中 DIA 生成的

结果中头发的颜色明显地发生了变化, 在妆容迁移时

发色应是不变的, 这是图像翻译模型应用于妆容迁移

时存在的缺陷之一, 即无法控制局部的变化. 同样在第

2 个示例中 CycleGAN 生成的结果中妆容并不与参考

图像的妆容一致, 甚至唇妆直接丢失, 这是图像翻译模

型另外的一个缺陷, 即无法迁移实例级别的妆容, 仅能

在素颜域和妆容域之间转换. 在第 1个示例中 Beauty-
Glow 生成的结果的瞳孔颜色也受到了参考图像的影

响, 这并不应该被迁移, 在第 2 个 BeautyGlow 的示例

中也存在同样的问题, 这表明了 BeautyGlow并没有较

好地保留源图像的身份特征. LADN 生成结果的背

景伪影较多, 已经无法还原源图像如头发等背景了.
Spatial FAT 生成的结果虽然视觉细节丰富, 但是妆容

的伪影较为明显, 其更像使用美颜后的结果, 而非真实

上妆后的结果. SCGAN 生成的结果是令人满意的, 并
没有前面其他模型存在的缺陷, 但是生成的结果却比

源图像和参考图像更加模糊, 甚至比输入图像分辨率

仅只有 64×64 的本文模型的结果还模糊, 这在重视视

觉效果的实际应用场景中是不可接受的. 而本文模型

生成的结果与 PSGAN相似, 因为本文模型的训练数据

集是来源于 PSGAN 的结果, 虽然输入图像分辨率较

低 ,  但本文模型生成的结果仍旧生动逼真 ,  相比于

PSGAN生成的结果在细节上仅有些许模糊, 妆容细节

保留得较好, 与其他高分辨率输入的基线模型相比更

胜一筹.
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本文模型

 

图 4    妆容迁移定性实验
 

(2) 定量实验

作为面向化妆行业的应用场景, 市场上大众用户

的满意度是衡量一个妆容迁移模型的重要标准, 因此,
本文设计了问卷调查实验, 以对妆容迁移效果进行定

量评估.
妆容迁移定量实验要求受试者根据给定的题目中

的素颜图像以及参考妆容图像, 以图像真实性和参考

妆容相似性为评价标准, 选择选项中妆容迁移效果最

好的图像, 选项中包含的图像有 BeautyGAN[9]、DMT[14]、

LADN[12]、Spatial FAT[18] 和本文模型所生成的结果.
本实验目的是观察本文模型生成的结果被选择的概率,
从而间接对比出本妆容迁移算法的效果 .  题目共有

20道, 受试者共计 50名. 另外, 考虑到不同性别对于妆

容的认知与审美不同, 因此将受试者细分为男性和女

性, 并分别进行统计. 为了方便用户判断, 题目中展示

的素颜图像以及参考妆容图像的分辨率大小是 256×
256, 并非本文模型的实际输入的分辨率大小 64×64.
图 5展示了妆容迁移定量实验的结果.

从图 5 中可以看出在 5 种模型中有 40% 左右的

男性和女性受试者均认为本文模型的结果最优, 证明

即使从妆容迁移算法中最主要的且对美感要求更高的

女性用户的角度考虑, 也已经超越了其他 4种模型. 虽
然本文模型的输入图像的分辨率较低, 但是仍然能在

传统的妆容迁移网络中拥有一定的优势, 为拓宽妆容

迁移的应用场景提供了一个良好的参考, 也为化妆行

业的发展新增了一定的动力.
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图 5    妆容迁移定量实验

 

 3.5   超分辨率实验

本文的超分辨率实验将本文模型生成的结果与多

种模型进行对比, 包括人脸复原模型, 比如 FSRNet[39]、
HiFaceGAN[40] 和 GPEN[41], 还有 JPEG 格式去伪影模

型, 比如 ARCNN[42], 以及图像复原模型, 比如 Deblur-
GANv2[43] 和 SRFBN[44]. 因为其他模型的输入是低分

辨率的图像, 而不是妆容迁移模型输入的源图像和参

考图像, 所以需制作新的训练数据集. 本文将 64×64的
源图像和参考图像输入到 PSGAN中, 输出的结果作为

其他模型的输入, 将 256×256 的源图像和参考图像输

入到 PSGAN 中, 输出的结果作为其他模型的真实输
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出. 所有的模型均使用此数据集进行训练, 所使用的代

码均来源于官方代码, 以保证实验的公平性.
评价方法包含两种: 其一是定性比较, 通过肉眼直

接观察不同模型输出的图像, 判断其和真实输出之间

的差距, 以此来判断不同模型的效果; 其二是定量实验,
本文使用常见的超分辨率评价指标 ,  如峰值信噪比

(peak signal to noise ratio, PSNR)、结构相似性 (structural
similarity, SSIM)、平均结构相似性 (mean structural
similarity, MSSIM)、学习感知图像块相似度 (learned
perceptual image patch similarity, LPIPS)、弗雷切特起

始距离 (Frechet inception distance, FID)和自然图像质

量评估器 (naturalness image quality evaluator, NIQE).
(1) 定性实验

图 6展示了本文模型的超分辨率定性实验的结果.
图中对每种模型均展示了两个示例, 每行的第一张图

像表示输入的低分辨率图像, 每行的最后一张图像表

示 HR图像, 即测试集中的真实 GT图像.
从图 6 中可以看到, ARCNN 和 DeblurGANv2 的

结果虽然比输入图像更加清晰, 但是对于更加先进的

方法分辨率提升的还是不足. SRFBN的结果过于平滑,
无法恢复清晰的人脸器官和纹理细节. FSRNet使用本

文的训练集训练之后输出的结果出现了明显的白点.
FSRNet可能更加适用于 32×32或者更低的分辨率, 对
于更高的分辨率超分辨率的效果有限. 而 HiFaceGAN
输出的结果虽然分辨率更加高, 但是颗粒感过强, 视觉

效果有限. GPEN 的效果优异, 但是正由于其出色的性

能, 导致结果对妆容做了进一步处理, 比如眼妆和唇妆

的颜色更深, 与 GT 图像不符合, 这在妆容迁移中是难

以接受的, 例如当用户只想使用淡妆为自己的人脸上

妆, 但是妆容迁移的结果却是浓妆, 将会不符合用户的

心理预期. 另外, GPEN 输出的结果中瞳孔光线暗淡,
失去神采, 对于重视用户外貌的应用场景来说是个缺

陷. 而本文模型输出的图像更加接近真实 GT 图像, 因
为本文模型使用了妆容信息作为先验知识, 强化了妆

容的表达, 恢复了绝大部分细节, 比如瞳孔和睫毛. 另
外, 高频细节, 比如头发也很好地被恢复. 对于爱美的

用户来说, 这些细节的质量是很重要的, 会影响她们对

于该妆容的评判.
 

GT输入图像 ARCNN DeblurGANv2 FSRNet GPENHiFaceGANSRFBN 本文模型

输入图像 ARCNN DeblurGANv2 SRFBN FSRNet HiFaceGAN GPEN 本文模型 GT

(a) 实验 1

(b) 实验 2 

图 6    超分辨率定性实验

 

(2) 定量实验

超分辨率定量实验的结果如表 1 所示. 从表 1 可

以得知本文模型在 PSNR、SSIM和MSSIM这 3个指

标上并没有取得最优的结果, 但是这些指标与人类的

视觉感知相关程度较低, 仅从像素空间上呈现出相似

度. 而本文模型在 LPIPS 这个与人类视觉感知相关程

度较高的指标上取得了最优的结果, 这表明本文模型

的输出图像在视觉感知上最接近真实的情况. 同时, 本

文模型的 FID 和 NIQE 也获得了最优的结果, 证明本

文模型的输出图像分别与真实人脸图像和自然图像的

分布最接近. 超分辨率定量实验表明了本文模型在超

分辨率领域也能同其在妆容迁移领域一样取得先进的

成果, 证实了妆容信息作为先验知识的强大性能.

 3.6   消融实验

本文为了进一步验证包含妆容信息的妆容矩阵在

超分辨率过程中发挥的作用, 设计了一个消融实验, 分
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γ′ β′

别从定性和定量的角度表明消融妆容矩阵后对本文模

型结果产生的影响. 具体而言, 消融实验消融了妆容矩

阵 和 , 即直接使用妆容应用模块第 4个瓶颈的结果

作为超分辨率模块的先验信息之一.
(1) 定性实验

图 7 展示了消融定性实验的结果. 图 7 每行均表

γ′ β′

γ′ β′

示 1个示例, 共展示了 3个示例. 第 3列表示消融妆容

矩阵 和 后模型输出的结果, 第 4列表示未消融妆容

矩阵 和 后模型输出的结果. 从图 7可以看到在消融

妆容矩阵后, 妆容细节变模糊, 颜色变浅, 妆感发生了

变化. 在超分辨率过程期间, 由于缺乏妆容矩阵的指导

导致了这些不符合预期的结果.
 
 

表 1     超分辨率定量实验以及消融实验
 

模型 PSNR ↑ SSIM ↑ MSSIM ↑ LPIPS ↓ FID ↓ NIQE ↓
ARCNN 30.91 0.898 6 0.891 8 0.158 1 131.25 48.762

DeblurGANv2 29.54 0.877 9 0.872 0 0.238 3 156.16 43.854
SRFBN 32.81 0.921 7 0.917 9 0.142 1 137.42 50.413
FSRNet 25.77 0.865 5 0.871 2 0.178 6 134.49 52.761

HiFaceGAN 24.57 0.787 4 0.793 2 0.186 8 131.28 51.499
本文模型 (消融妆容矩阵) 27.54 0.877 1 0.894 5 0.089 2 124.90 38.044

本文模型 29.13 0.885 1 0.900 4 0.082 8 123.16 37.969
 
 

 

(a) 参考图像 (b) 源图像 (c) 消融
妆容矩阵

(d) 未消融
妆容矩阵 

图 7    消融定性实验

 

(2) 定量实验

γ′ β′
表 1 最后两行展示了消融定量实验的结果. 从表

中可以看到, 仅使用两个简单的妆容矩阵 和 即可使

所有的超分辨率指标得到一定的提升, 从另外一个角

度证明了妆容矩阵在超分辨率过程中所发挥的重要性.

 4   结论与展望

由于传统的妆容迁移算法不适用于低分辨率的输

入图像, 因此本文提出的模型以扩大妆容迁移的应用

场景. 模型的输入虽然是低分辨率的图像, 但是输出的

是拥有相对完整的妆容细节的高分辨率图像, 其核心

是使用包含妆容信息的特征矩阵作为先验信息之一以

强化超分辨率过程中的妆容表达. 在超分辨率过程中

不仅可引导完整妆容的迁移, 也可提升超分辨率时姿

势和表情的鲁棒性. 为了实现端到端的超分辨率妆容

迁移, 也设计了一组联合损失函数对过程进行约束. 本
文在妆容迁移和超分辨率方面均设计了定性实验和定

量实验, 证明了模型在两个领域的先进性. 最后, 通过

消融实验证明了使用简单的妆容信息即可实现对超分

辨率中妆容细节表达的优化, 证明了妆容信息的重要

性以及有效性. 在未来的工作中, 考虑到模型由于受到

训练集分辨率的限制导致提升的分辨率有限, 可尝试

建立全新的高分辨率的妆容数据集进行训练.
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