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摘　要: 源代码注释生成旨在为源代码生成精确的自然语言注释, 帮助开发者更好地理解和维护源代码. 传统的研

究方法利用信息检索技术来生成源代码摘要, 从初始源代码选择相应的词或者改写相似代码段的摘要; 最近的研究

采用机器翻译的方法, 选择编码器-解码器的神经网络模型生成代码段的摘要. 现有的注释生成方法主要存在两个

问题: 一方面, 基于神经网络的方法对于代码段中出现的高频词更加友好, 但是往往会弱化低频词的处理; 另一方

面, 编程语言是高度结构化的, 所以不能简单地将源代码作为序列化文本处理, 容易造成上下文结构信息丢失. 因
此, 本文为了解决低频词问题提出了基于检索的神经机器翻译方法, 使用训练集中检索到的相似代码段来增强神经

网络模型; 为了学习代码段的结构化语义信息, 本文提出结构化引导的 Transformer, 该模型通过注意力机制将代码

结构信息进行编码. 经过实验, 结果证明该模型在低频词和结构化语义的处理上对比当下前沿的代码注释生成的深

度学习模型具有显著的优势.
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Abstract: Source code summarization is designed to automatically generate precise summarization for natural language,
so as to help developers better understand and maintain source code. Traditional research methods generate source code
summaries by using information retrieval techniques, which select corresponding words from the original source code or
adapt summaries of similar code snippets; recent research adopts machine translation methods and generates summaries of
code snippets by selecting the encoder-decoder neural network model. However, there are two main problems in existing
summarization generation methods: on the one hand, the neural network-based method is more friendly to the high-
frequency words appearing in the code snippets, but it tends to weaken the processing of low-frequency words; on the
other hand, programming languages are highly structured, so source code cannot simply be treated as serialized text, or
otherwise, it will lead to loss of contextual structure information. Therefore, in order to solve the problem of low-
frequency words, a retrieval-based neural machine translation approach is proposed. Similar code snippets retrieved from
the training set are used to enhance the neural network model. In addition, to learn the structured semantic information of
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code snippets, this study proposes a structured-guided Transformer, which encodes structural information of codes
through an attention mechanism. The experimental results show that the model has significant advantages over the deep
learning model generated by the current cutting-edge code summarization in processing low-frequency words and
structured semantics.
Key words: code summarization; abstract syntax tree (AST); Transformer; semantic similarity; self-attention mechanism; 
programming comprehension

 
 

随着软件规模和复杂度的不断提升, 导致开发者在

复杂的软件开发周期中往往需要花费 90% 的精力在软

件维护工作上 (如版本迭代和 bug 修复)[1–4]. 源代码注

释以自然语言的形式, 在程序的理解和维护过程中发挥

着至关重要的作用. 高质量的代码注释能够帮助开发人

员快速有效的理解程序语义, 加速软件开发过程并保证

程序的质量. 但是因为注释的书写总是需要花费开发人

员一定的时间精力, 所以造成很多工程项目中代码注释

缺失, 程序可读性较差. 作为软件工程领域基础及热点

研究之一, 代码注释生成旨在为代码段自动生成简洁的

自然语言描述, 从而促进程序理解和软件维护. 已有的

研究采用机器翻译领域的神经网络模型为代码段构建

语言模型, 同时考虑程序语言的强结构性, 学习代码结

构信息和自然语言描述间的隐含关系. 但这些方法在提

取和整合代码语法结构特征时采用无差别化统一处理

的方式, 忽略了对信息的有效筛选, 这是其一; 另一方

面, 基于神经网络的翻译方法对于代码段中高频词的处

理更加友好, 但是弱化了对于低频词的处理. 因此, 对精

确的源代码注释自动生成方法的研究势在必行.
注释生成领域开展的相关研究工作, 主要致力于

为程序开发人员自动生成高质量的代码注释, 助力开

发人员快速地进行程序语义理解和代码维护. 注释生

成领域最初采用的神经网络的机器翻译模型仅将代码

段作为序列化的文本进行处理, 忽略了程序语言强结

构性的特征, 这也是程序语言区别于自然语言文本的

主要方面, 因此导致了代码段上下文结构语义的丢失,
提取的特征并不能准确体现代码段的语义. 比如程序

语言中大量出现的 if-else分支语句, while循环语句等,
其中上下文中可能多次出现同一标识符, 这时就要考

虑它们在结构中的关系并对关系进行特征表示和编码.
对于训练数据集中的代码和注释对, 那些高频词汇在

最后的注释生成中往往会有更高的概率出现, 但是低

频词可能就只会有极小的概率, 而这些低频词有时候

会使得生成的注释更准确更易于理解.
本文提出基于检索的方法对神经网络源代码注释

生成任务进行优化. 信息检索技术在注释生成研究初

期就已经广泛使用[5–7], 其主要是通过检索原始代码段

中恰当的 term 来生成基于 term 的注释. 例如, 起初研

究人员选择 LSI 和 VSM 方法从源代码中选择合适的

term 并生成源代码摘要[6,7], 后来又使用主题模型来进

一步改进该方法. 此外, 除了使用这种基于 term 的注

释生成方法, 还可以使用相似代码段的注释来辅助生

成代码摘要. 由于代码复用在大规模的代码仓库中很

常见[8,9], 而且代码克隆技术被用来从现有的代码仓库

中检索相似的代码段, 考虑到现今代码的这种高度复

用性, 相似代码段的注释也可以被改写来生成新的摘要.
具体地, 一方面, 本文首先基于训练集中的代码和

注释训练一个融合注意力机制的编码器-解码器模型;
然后对于给定的一个测试代码段, 我们分别从语法和

语义上检索训练集中最相似的两个代码段; 测试阶段

对输入的代码段和两个检索到的代码段进行编码, 并
且在解码时融合 3 个特征向量来预测摘要. 另一方面,
编程语言是高度结构化的, 因此不能简单地将源代码

作为序列化文本处理, 容易造成上下文结构信息丢失.
为了学习代码段的结构化语义信息, 本文提出结构化

引导的 Transformer, 该模型将序列化的代码输入和多

视图的结构信息通过新提出的自注意力机制联合编码.
应用训练好的模型进行代码摘要生成测试, 实验结果

证明该模型在低频词和结构化语义的处理上对比当下

前沿的代码摘要生成的深度学习模型具有显著的优势,
增强注释生成的可读性和准确性. 此外, 本方法引入注

意力机制, 增强神经网络模型训练的准确度, 利用模型

对用户输入的目标代码段进行预测并生成精确的自然

语言摘要来描述目标代码段的语义, 帮助开发人员更

好地进行程序语义的理解.
本文的主要贡献如下.
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1) 构建了一个结构化的表征源代码语义向量的

Transformer深度学习训练模型.
2) 提出基于检索的方法来克服低频词问题, 增强

注释生成的精确度.
3) 构建了一个高效的用于源代码注释生成的模

型, 并在相关的真实数据集上进行验证, 结果证明本方

法优于其他的注释生成模型.

 1   基于神经网络和信息检索的源代码注释生

成模型

基于信息检索 (IR) 的算法将源代码视为普通文

本, 通过搜索源代码中的关键词、token或者搜索相似

代码段的注释来预测目标代码的注释, 其关注源代码

的词汇语义, 但是忽略了源代码的结构信息、数据依

赖和调用信息. 其次, 这类算法的有效性很大程度上取

决于数据集中的相似代码, 如果数据集中没有出现类

似的代码, 这类算法将无法为代码段生成准确的注释.
基于深度神经网络的注释生成算法 ,  大多使用基于

RNN 的编码器解码器框架并借助注意力机制将输入

代码表示为向量, 通常将注释生成任务视为机器翻译

任务. 注意力机制的作用在于调整源码中各 token的权

重分布, 当选择 CNN 构建注释生成系统时, 有必要结

合注意力机制. 基于深度神经网络的注释生成算法是

监督学习的一种, 因此这类算法需要高质量的数据集

来训练和调整神经网络的参数, 以获取最终的生成模

型. 本文提出一个基于检索的源代码注释自动生成模

型, 其融合神经网络机器翻译模型和基于检索的方法,
旨在生成更加准确的源代码注释. 不同于已有的神经

网络源代码机器翻译模型, 本方法在对检索代码库进

行联合训练的时候不需要使用额外的编码器, 其包含

一个基于注意力机制的编码器解码器模型, 两个基于

相似度的代码段检索部分. 模型框架如图 1所示.
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图 1    注释生成模型
 

 1.1   基于注意力机制的 encoder-decoder 模型

类似于现有的神经网络源代码摘要生成方法[10–12],

我们创建并训练一个基于注意力机制的编码器-解码器

模型. 对于编码器, 假设有一个包含一个单词序列的代

码段 c, 首先使用一个嵌入层通过向量来初始化这些单词:

xi =WT
e Wi, i ∈ [1,n] (1)

其中, n 是代码段的长度, We 是嵌入矩阵, 然后我们使

用 LSTM 单元来将向量序列 X=x1, x2, …, xn 编码成隐

藏层向量 h1, h2, …, ht, …, hn, 为了简化我们将 LSTM

单元表示如下:

ht = LSTM(xt,ht−1) (2)

我们进一步地选择双向 LSTM来捕获当前位置之
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前和之后的语义信息. 当对代码段进行解码和生成第

i 个位置的注释单词时, 基于注意力的解码器首先通过

隐藏层序列 h1, h2, …, ht, …, hn 来计算隐含层状态序列

的上下文向量 vi, 计算公式如下:

vi =

n∑
j=1

ai jh j (3)

其中, aij 是 hj 的注意力权重, 计算公式如下:

ai j =
exp
(
ei j
)∑n

k=1
exp(eik)

(4)

ei j = a
(
s j−1,h j

)
(5)

其中, sj−1 是解码器的最后一个隐藏层的状态, 式 (5)
中, 我们使用多层感知器 MLP 作为对齐模型 a, 在第

i 个时间步, 解码器的隐藏层状态 si 通过式 (6)更新:

si = LSTM(si−1,yi−1) (6)

其中, yi−1 是之前的输入向量, 为了将过去的对齐信息

考虑在内, 使用输入反馈方法将 vi−1 和 yi−1 输入进行特

征联合, 公式如下:

p (yi|y1, · · · ,yi−1,c) = g (yi−1, si,vi) (7)

其中, g 是生成器函数, 应用一个MLP层和 Softmax函
数. 我们采用 Beam Search 算法, 即在每一个时间步 t,
我们维护前 B 个最佳预测, B 就是 beam size. 训练这样

一个基于注意力机制的编码器-解码器模型就是最小

化损失函数:

L (θ) = −
N∑

i=1

L∑
t=1

logP
(
yi

t |yi
<t,c
)

(8)

其中, θ 是训练参数, N 是训练实例的总数, L 是每一个目

标序列的长度. 当使用代码段和对应的注释对训练后,
我们得到一个可以表示代码段的编码器, 和一个解码

器, 通过最大化下一个词的条件概率来逐词地预测注释.
 1.2   相似代码检索

根据现有的代码复用技术[13,14], 之前基于检索的源

代码注释工作可以参照其相似代码段的注释[9,15]. 经验

研究表明待预测注释的词序列 (包括低频词)极有可能

在相似代码注释中出现. 基于上述的编码器-解码器模

型, 本文的方法可以结合训练集中相似代码段及其注

释的知识更好地预测低频词. 为了尽可能多地包括有

用的低频词汇, 我们打算从不同角度检索这样相似的

代码段. 本工作中, 由于训练集非常大, 我们基于源代

码的语法结构和嵌入语义设计出两个有效的源代码检

索模块. 基于语法结构的源代码检索, 不同于纯文本,
源代码拥有自己特定的语法结构并且语法信息对于检

索相似代码段至关重要. 之前的代码克隆检测任务已

经在探索这样的语法知识, 不过需要代价高昂的基于

树的匹配算法[16,17]. 最近关于源代码摘要的研究[10,18]

同样考虑源代码的语法结构, 他们通过添加基于 AST
的 RNN 编码器来进行联合监督训练. 在我们的工作

中, 因为训练集非常大且无监督方法是首选, 我们不进

行训练, 而是基于 AST 的 token 序列来有效地计算代

码段的语法相似性. 具体地, 给定一个来自测试集的输

入代码片段和训练集中的任何一个, 我们将它们解析

为两个 AST, 然后计算两个之间的相似度. 但是, 如果

训练集非常大 (例如在我们的实验中规模 N 超过 50k),
基于树匹配算法 (如 tree edit distance[19])直接计算相似

度会产生很多开销. 因为计算复杂度为 O(N2). 一个合

适的折衷方案是通过树遍历将 AST 转换 token 序列.
因此, 我们将输入的代码片段以及所有的训练集解析

为 AST, 并通过先序遍历进一步获得它们的序列表示.
基于这些序列, 我们使用现成且广泛使用的搜索引擎

Lucene高效检索训练集中最相似的语法级别的代码片

段. 对于语义级别的源代码检索, 最近基于神经网络的

方法将源代码编码为语义向量, 已经展示了它们在捕

获代码语义方面的优势. 但他们需要额外的计算代价

来进行训练. 相比之下, 我们复用第 2.2 节中提到的已

训练的编码器. 如上所述, 基于 Bi-LSTM 的编码器能

够捕获源代码的序列信息并将语义嵌入到隐藏状态向

量中.

[h1, · · · ,hn] ∈
Rn×2k

rc ∈ Rn×2k

给定一个代码片段 c, 我们通过 Bi-LSTM编码器对

其进行编码, 并得到一系列隐藏状态向量

, 其中 k 是向量维度, n 是代码片段 c 的长度. 与
文献 [16] 类似, 我们在向量序列上应用全局最大池化

操作来获得语义表示 , 公式如下:

rc =
[
max
(
h1

i

)
, · · · ,max

(
h2k

i

)]
, i = 1, · · · ,n (9)

对于一个测试代码段 ctest 和训练集中任意一个代

码段 ci, 它们的余弦相似度计算如下:

cos
(−−→rtest,

−→ri
)
=
−−→rtest · −→ri∣∣∣∣∣∣−−→rtest
∣∣∣∣∣∣ ∣∣∣∣∣∣−→ri
∣∣∣∣∣∣ ∈ [−1,1] , i ∈ [1,N] (10)

其中, N 是训练集的大小. 最后, 获得最高分的代码段

被选为训练集中最相似的结果.
基于两个源代码检索组件, 由于训练集通常很大,
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我们可以在测试前离线准备一个代码检索库, 它存储

源代码和基于 AST的 token序列对以及源代码和语义

向量对. 给定一个新的在线测试代码段, 我们基于高效

的 Lucene 搜索引擎检索语法级别上的相似代码片段,
并且通过快速计算向量的简单余弦相似度来搜索语义

级别的相似代码段.
选择语法或语义层面最相似的代码片段 (比如

top-1)并非易事. 一方面, 更多的 top-k (k >1)相似的候

选者可能是有噪声的, 尤其是当他们的相似度较低 时.
另一方面, 如果相似度阈值 T 被设置为过滤相似度相

对较低的代码片段, 它同样也许会剔除有用的低频词.
因为它很难找到这样一个静态阈值来区分一个代码段

是否包含有用的低频词. 我们发现选择没有阈值的最

相似的代码片段 (如 k=1和 T=0)会在包含有用的低频

词和噪声信息之间有一个较好的权衡.
 1.3   基于检索的源代码注释生成

在训练我们的基于注意力的编码器-解码器模型

并从训练集中检索两个最相似的代码片段之后, 我们

将在线为测试集中的代码片段预测和生成注释语句.
直观地, 我们使用检索到的相似代码段 (用于低频词)
增强了基于注意力的编码器-解码器模型 (用于高频

词). 一个简单的解决方案是通过相似度来增强相似代

码片段中所有单词的概率, 但它可能包含干扰词. Zhang
等[20] 试图基于源词和目标词对齐使用翻译片段过滤这

些干扰词. 与此同时, 除了代码片段的相似性, 我们还

在解码时考虑了每个单词的条件概率以帮助剔除可能

的通常条件概率较低的干扰词. 基于第 2.1节中我们训

练模型的编码器和解码器, 基于检索的神经摘要生成

器同时编码每个测试代码片段及其两个最相似的代码

段, 通过注意力机制获取它们的上下文向量并融合条

件概率和相似性对其进行解码以预测摘要.

Htest Hsyn Hsem ctest csyn

csem

Ptest (yt |y<t) Psyn (yt |y<t)

Psem (yt |y<t)

具体地, 对于一个测试代码片段 ctest, 我们从训练

集中搜索并检索其两个在语法和语义上最相似的代码

段. 然后, 我们通过训练的基于注意力的编码器-解码

器模型 (第 2.1 节) 并行编码这 3 个代码片段. 基于得

到的 3 个隐藏状态序列 ,  和 用于 , 
和 , 在解码过程中的每个时间步 t, 我们可以根据

式 (3)注意力权重以生成上下文向量, 然后计算条件概

率并通过式 (7) 预测下一个单词. 为简化起见, 我们分

别将这些条件概率表示为 ,   ,
.

ctest csyn csem

csyn Psyn (yt |y<t)

为了增强最初的基于注意力的编码器-解码器模型

的预测性能, 我们利用检索到的代码片段并融合所有

这 3 个条件概率. 一种直接的方法是将它们简单地相

加. 然而, 当 和  (或 ) 之间的相似度太低 (甚
至 是训练集中检索到的最相似的结果), 

可能对预测正确的摘要词产生负面影响. 因此, 我们也

应该考虑融合的相似性值. 直接重用代码检索中的相

似性 (如式 (10)) 中的结果是不合理的, 因为我们使用

不同方法并且从不同方面计算了这些相似度: 一个在

语法层面, 另一个在语义层面.

d(ctest,csyn) d(ctest,csem)

为解决这个问题, 我们借助动态编程[21] 根据文本

编辑距离 和  对相似度进行归一

化, 使它们具有可比性:

Sim (ctest,cret) = 1− d (ctest,cret)
max(|ctest| , |cret|)

(11)

其中, cret 表示任何检索到的代码片段. 有了这些归一化

的相似度, 我们结合条件概率得到最终的条件分布如下:
Pfinal (yt |y<t) =Ptest (yt |y<t)+λ ·Sim (ctest,cret) Psyn (yt |y<t)

+λ ·Sim (ctest,csem) Psem (yt |y<t) (12)

其中, λ 是一个可以手动调整的超参数.
基于以上的最终条件分布, 我们可以依次预测下

一个单词, 最后生成整个摘要语句, 它融合了检索到的

代码片段中的知识.

 2   实验评估

在这部分中, 我们进行实验来验证所提出方法的

有效性, 并将它和几个软件工程领域以及自然语言处

理领域的方法进行对比.
 2.1   数据准备和实验设置

我们在两个公开的大规模数据集 (Python和 Java)
上进行实验. Python 数据集由 Barone 等[22] 提供, 其中

包含来自 GitHub 开源仓库的 Python 函数及其注释.
它使用文档字符串作为自然语言描述, 我们称之为注

释. 这个数据集包括 108 726 个代码注释对, 并已被用

于文献中的训练和评估. Java 数据集是由 Hu 等 [12]

从开源仓库中收集的包含 Java 方法和注释的数据集,
其注释是从其 Javadoc中提取的第 1个句子. 原始数据

集包括 API 序列摘要和代码摘要两部分, 我们选择后

者, 将 69 708个代码和注释对作为我们的 Java数据集.
为了公平比较, 我们将 Python 数据集分为训练集、验

证集和测试集, 占比分别为 60%、20% 和 20%, 并以
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8:1:1 的比例拆分 Java 数据集以和基准[12,23] 保持相同

的拆分比例. 为了使训练集和测试集不相交, 我们从测

试集中删除了重复的样本. 我们设置了代码段和摘要

的长度限制 (如 Python 数据集分别为 100 和 50, Java
数据集分别为 300和 30), 因为这样的设置可以覆盖原

始序列长度的大部分. 这两个数据集的统计数据如表 1

所示, 其中MaxL、AvgL和 UniT是最大长度, 平均长

度, 以及唯一 token 的总数. 我们同样考虑摘要中的低

频词频率不超过 10和 100的情况. NumW是低频词的

数量, NumS 是至少包含一个低频词的摘要数量. 摘要

中所有独特词中的低频词的百分比, 以及包含至少一

个低频词的摘要的百分比也显示在括号中.
 
 

表 1     数据集统计信息
 

数据集
源代码长度(#words) 注释长度(#words) 词频≤10 词频≤100

MaxL AvgL UniT MaxL AvgL UniT NumW NumS NumW NumS
Python 157 116 133 481 756 333 9.9 37 111 32 093 (86.5%) 46 481 (42.8%) 36 003 (97.0%) 87 636 (80.6%)
Java 4 842 99.9 230 336 670 17.1 35 535 30 342 (85.4%) 34 207 (41.1%) 34 223 (96.3%) 63 954 (77.3%)

 
 

为了标记源代码, 我们使用库 tokenize和 javalang分
别获取 Python和 Java代码段的标记. 我们进一步通过

蛇形命名法或者驼峰命名法将代码标记拆分为子标记

以减少数据稀疏性. 同时, 我们使用 ast 库和 javalang
来获取它们对应的 AST. 为了标记化摘要, 我们利用

NLTK工具包的标记化模块[23]. 此外, 我们限制了源代

码和注释的最大词汇量为 50k, 因为太大的词汇量可能

会导致更坏的性能. 词汇表外的单词被 UNK 替换. 为
了更好地比较, 我们还将这种标记化应用于其他方法

以避免潜在的影响.
我们基于开源系统 openNMT实施本文方法. 在训

练期间, 将嵌入大小设置为 256 并将 LSTM 中隐藏状

态的维度设置为 512. 批处理大小设置为 32, 最大迭代

次数为 100k. 我们采用广泛使用的 Adam[24] 作为具有

学习率 0.001的优化器用于训练我们的模型. 束尺寸设

置为 5, 并且超参数 λ 设置为 3. 以上所有超参数都是

基于验证集通过在一些替代方案中选择最佳参数确定.
所有实验均在一台 Ubuntu 20.04服务器, 16核 2.4 GHz
CPU, 128 GB RAM 和配置 64 GB 内存的 RTX2080Ti
GPU上进行.
 2.2   度量指标

与现有工作[10–12] 类似, 我们使用通用指标评估不

同方法的性能, 包括 BLEU、METEOR、ROUGE-L
和 CIDER. 这些指标在机器翻译、文本摘要、和图像

字幕等领域应用也很广泛.
给定生成的摘要 X 和真实值 Y, BLEU 通过计算

X 和 Y 之间的 n-gram的重叠率和对较短的翻译假设应

用简洁惩罚来度量 n-gram精确度. BLEU-1/2/3/4 对应

的分数分别是 unigram、2-gram、3-gram 和 4-gram. 计
算 BLEU-N (N = 1, 2, 3, 4)的公式是:

BLEU-N = BP · exp
N∑

n=1

ωnlogpn

其中, pn 是候选句和参考句的 n-gram匹配的精确度评

分. BP 是过短惩罚, ωn 是均匀权重, 取 1/N.
对于要比较的一对句子, METEOR 创建一个它们

之间的单词对齐并通过以下方式计算相似度分数:

METEOR = (1−γ · f ragβ) · P ·R
α ·P+ (1−α) ·R

其中, P 和 R 是 unigram 精度和召回率, frag 是碎片分

数. α、β 和 γ 是 3个惩罚参数其默认值分别为 0.9、3.0
和 0.5.

ROUGE-L 广泛用于文本摘要并且提供基于最长

公共子序列 (LCS) 的 F1-score. 假设 X 和 Y 的长度分

别为 m 和 n, 则:

Plcs =
LCS (X,Y)

m

Rlcs =
LCS (X,Y)

n

Flcs =
(1+β2)Plcs ·Rlcs

Rlcs+β2Plcs

β = Plcs/Rlcs其中,  , Flcs 即 ROUGE-L 的值.
CIDER 通常用于衡量图像字幕的质量, 它通过计

算每个 n-gram的 TF-IDF权重来考虑参考语句中 n-gram
的频率. n-gram的 CIDER 分数使用平均余弦来计算候

选句和参考句之间的相似度. 最终结果是通过组合不

同的 n-gram分数来计算的.
注意 BLEU、METEOR 和 ROUGE-L 的分数范围

为 [0, 1], 通常以百分比记录. 但是 CIDER 是不在 0和
1之间, 因此以实际值记录.
 2.3   对比模型

我们将本方法与现有的源代码摘要工作进行比较.
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它们可以分为两组: 基于检索的和基于 NMT 的方法.
此外, 我们还比较了一个组合上述两种方法的效果最

好的算法, 尽管它最初是为自然语言翻译提出. 本文使

用这些方法的默认设置, 除非另有说明.
 2.3.1    基于检索的方法

LSI是一种文本检索技术, 用于分析文档的潜在含

义或概念. 在文献 [6]中用于选择代码片段中最重要的

术语作为基于术语的摘要. 为了生成人类可读的摘要

语句, 对于任何的测试代码片段, 我们使用 LSI从训练

集中检索最相似的语句并取其注释作为结果. 相似度

的计算基于 LSI 减少的向量和余弦距离, 我们设置向

量维度为 500.
VSM 是向量空间模型[25] 的缩写形式. 一个 VSM

的经典例子是 TF-IDF, 它被一些自动源代码摘要工作

所采用[16]. 不同于 LSI, 它将代码片段索引到基于词频

和文档频率的权重向量. 一旦获得向量表示, 我们通过

余弦距离来检索最相似代码片段的摘要.

NNGen 是一个简单却有效的最近邻算法, 其为代

码变更提供提交信息[17]. 在基于词袋和词频构建代码

变更的向量之后, 它通过向量的余弦相似度和 BLEU-4
分数检索代码的最近邻. 然后 NNGen直接复用最近邻

的提交消息. 我们通过替换代码变更为代码段在我们

的任务中复现这样的算法.
 2.3.2    基于 NMT的方法

CODE-NN 是第 1 个基于深度学习生成源代码摘

要的神经网络方法[26]. 它是一个 LSTM 编码器-解码器

神经网络, 将代码片段编码为具有注意机制的文本向

量并生成摘要.
TL-CodeSum是一种多编码器神经网络模型, 可将

API 序列与代码 token 序列一起编码, 并且使用转移

的 API 知识从源代码生成摘要[12]. 它首先使用外部数

据集训练 API 序列编码器. 然后学习到的 API 表示应

用于源代码摘要任务以辅助摘要生成.
Hybrid-DRL是一种先进的混合神经方法, 其使用

混合代码表示和深度强化学习. 基础模型架构也是多

编码器 NMT通过编码 AST和序列信息来学习结构和

序列信息. 类似的合并 AST的工作也由文献 [18,21]完
成, 但 Hybrid-DRL进一步在解码阶段使用强化学习解

决曝光误差问题并获得更好的性能.
此外, 正如提到的, 我们还包括一种方法, 即在 NLP

中使用检索到的翻译片段指导 NMT翻译 (GRNMT)[20].
翻译片段是检索到的目标句子的 n-gram, 也通过字对

齐匹配输入语句和检索到的源语句中的常用词. 在解

码过程中, GRNMT 借助翻译片段提高单词预测的准

确性.
 2.4   实验结果

表 2展示了在我们的评估标准上不同注释生成方

法的性能. 我们使用 Hybrid-DRL提供的脚本计算这些

指标的值. 对于这些指标, 值越大越好, 每一个指标的

最优值标记为黑体. 从表 2中, 我们可以看到基于检索

的方法 LSI, VSM 和 NNGen 产生了很好的结果. 特别

是, VSM 获得这 3 种技术中最好的性能. 有点令人困

惑的是 LSI似乎比 VSM更差, 因为 LSI考虑术语相关

性, 通常来说比 VSM (TF-IDF) 在捕获纯文本的语义上

表现更好[27]. 但如文献 [27] 中所述, 如果 TF-IDF 的维

度 (如词汇量) 相比 LSI (即 500) 要大得多, 它可能会

产生更好的性能. 在我们的案例中, 源代码语料库的词

汇量很大, 在 TF-IDF 中超过 50k, 因为标识符任意命

名导致源代码的唯一 token 要比纯文本中的多得多.

Haiduc 等[7] 的工作中也观察到了这种现象. 将 VSM
与 NNGen进行比较, VSM 更好, 因为它考虑了文档频

率, 但 NNGen 没有.
 
 

表 2     源代码摘要方法比较
 

方法
Python Java

BLEU-4 (%) METEOR (%) ROUGE-L (%) CIDER BLEU-4 (%) METEOR (%) ROUGE-L (%) CIDER
LSI 17.6 17.2 40.2 1.982 17.4 14.4 34.8 1.803
VSM 19.3 19.0 42.7 2.216 19.0 15.4 36.6 1.983
NNGen 17.4 17.1 40.2 1.967 18.7 15.0 36.3 1.933

CODE-NN 8.1 13.4 35.1 1.229 6.3 9.1 28.9 0.978
TL-CodeSum 10.4 13.6 35.3 1.335 16.1 13.7 33.2 1.66
Hybrid-DRL 15.0 17.9 42.2 2.042 13.3 13.5 36.5 1.656
GRNMT 15.8 18.5 43.4 1.978 15.0 15.0 37.6 1.732
RBNMT 20.8 20.9 47.2 2.453 20.6 17.2 41.7 2.196
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3种基于 NMT的方法中, CODE-NN, TL-CodeSum
和 Hybrid-DRL, CODE-NN 的表现比其他两个神经网

络模型差, 因为它只依赖于 token 的嵌入 (如词法级

别) 来理解代码段的语义. 相比之下, TL-CodeSum 更

好, 因为它借助学习到的 API 序列知识捕获了更多的

源代码语义. 我们还使用了原始 Java 数据集中提供的

外部数据集[12] 为 Java 数据集预训练 API序列编码器,
但 Python 没有这样的外部数据集. 因此 TL-CodeSum
在 Java数据集上比在 Python上更有效. 对于Hybrid-DRL,
它在 Python 数据集上比 TL-CodeSum性能更好, 因为

包含了基于 AST 的源代码结构信息并且暴露偏差问

题得到解决. 但在 Java数据集上, 对于 BLEU、METEOR
和 CIDER 等指标, Hybrid-DRL 比 TL-CodeSum 差可

能是因为来自原始 Java数据集的外部数据集上的 API
序列知识主导性能. 此外, 我们发现 CODE-NN 和 TL-
CodeSum 总体上性能差于基于检索的方法, 这不足为

奇, 这是因为上文描述的低频词问题.
作为基于检索和基于 NMT 结合的方法, GRNMT

使用检索到的翻译片段指导一个简单的编码器解码器

模型. 它在所有指标上都优于 CODE-NN, 在 METEOR
和 ROUGE-L 等一些指标上优于 TL-CodeSum和 Hybrid-
DRL, 这意味着检索信息实际上有助于注释生成. 此外,
GRNMT 在 ROUGE-L 指标上优于所有基于检索的方

法, 这表明编码器-解码器神经网络模型也有助于提高

性能.
最后, 从表 2 中我们可以看到本方法实现了所有

评估指标的最佳性能. 原因是我们在语法级别和语义

级别分别检索最相似的代码片段作为我们的基于注意

力机制的编码器解码器模型的附加上下文. 我们还通

过相似度和条件概率的融合来预测下一个词. 与我们

的方法相比, 与自然语言翻译任务不同, GRNMT 性能

较差, 因为它很难精确匹配代码段中包含相应元素的

摘要的 n-gram 并获得高质量的翻译片段. 由于大规模

的训练集和测试阶段的在线代码检索, 我们的方法可

能会比单个 NMT 模型花费更多时间来生成注释. 但
是, 我们在实验的两个数据集上平均只需要 89 ms 为
每个测试代码片段生成摘要 ,  因为高效的搜索引擎

Lucene 和余弦相似度的快速计算.

 3   相关工作

源代码注释生成一直是软件工程领域研究的一个

重要问题, 目前已有的源代码注释生成算法可以分成

2类: 基于关键词模板的算法、基于神经网络的算法[13,28].
 3.1   基于检索的注释生成算法

基于关键词模板的方法, 对于给定的代码注释对

应的源码数据集, 和一段缺少注释的源代码, 其首先计

算目标代码段和数据集中代码的相关性, 然后返回一

段或者多段与目标代码段匹配的源码, 同时它们的注

释会被用于生成目标代码的注释.
这类信息检索算法一般包括 VSM、LSI、LDA以

及其他一些类似代码克隆检测的技术 .  基于 LSI 或
VSM 的检索算法通常将代码段表示为向量、矩阵或

者数组, 向量中的每个元素都表示源代码中某个单词

的权重, 计算 VSM 中项权重的方法主要是 TF-IDF.
LSI 则利用 SVD 识别术语与概念主题之间的关联度,
同时提取文本的概念主题, 注释生成系统根据术语的

权重或者查询文本和源码文本之间的文本相似度来确

定该术语是否出现在源代码注释中, 具有较高相似度

的术语代表了和代码片段或查询主题有更高的关联,
因此注释系统将推荐这些术语作为关键词来构建目标

代码段的注释. Haiduc等[7] 使用 VSM和 LSI分析源代

码文本并生成类和方法的抽取式抽象摘要, 他们首先

将源代码文档和程序包转换成语料库, 然后以矩阵形

式表示包含在标识符中的术语以及语料库中源码和文

档的注释. 当使用 VSM 从源码中生成抽取式摘要时,
源码文档中关联度最高的术语将根据权重被挑选出来,
同时使用 LSI计算语料库中各术语向量和需要生成摘

要的源代码向量的余弦相似度, 生成那些出现在语料

库中, 但没有出现在目标代码摘要中的高相似度的术

语. 通过这种方法, 他们分析了 Java项目中的类和方法

的源码, 并为其生成了简短准确的自然语言描述.
 3.2   基于神经网络的注释生成算法

基于深度神经网络的注释生成算法主要包括两类:
基于 RNN的算法和基于其他神经网络的算法. 当应用

神经网络解决注释生成问题时, encoder-decoder 框架

和注意力机制是至关重要的结构. encoder-decoder 框
架又被称为 Seq2Seq模型, 在该框架中, 编码器的作用

是将源代码编码为固定大小的向量, 解码器负责解码

源代码向量, 并对源代码的注释做出预测. 众多编码器

和解码器结构的不同源于输入的形式和神经网络的类

型, 一般而言, 编码器解码器的内部结构会选择 RNN、
CNN 以及 RNN 的变体, 如 GRU 和 LSTM. 注意力机
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制通常被引入 encoder-decoder 框架中, 负责动态分配

较高的权重给那些编码器输入序列中关联程度更高的

token, 经验证可以显著提高长序列的性能.
基于 RNN的注释生成算法, 一般根据编码器中使

用的 RNN 数量, 将其分成两类: 基于单编码器的注释

生成算法和基于多编码器的注释生成算法.
在基于单编码器的注释生成算法中, 编码器由一

个 RNN 结构组成, Iyer 等[26] 提出一个基于 LSTM 的

注释生成模型 CODE-NN, 该模型使用带有注意力机制

的 LSTM生成 C#代码段和 SQL语句的自然语言描述,
CODE-NN 基于从 Stack Overflow 中收集的包含标题

代码段对的数据集训练, 在此期间, 注意力机制会关注

源码中相关的重要 token, 完成对相关内容的选择, 而
LSTM 则提供所有单词的上下文. GRU 也用于注释生

成模型, Zheng等[2] 选择 GRU作为编码器解码器框架

的基本结构并结合全局的注意力机制, 他们将代码段

中的嵌入标志 (如标识符)作为可学习的先验权重以评

估输入序列不同部分的重要性, 再根据出现顺序将代

码段中的标识符分类后, 最后将源码中的 token编码为

嵌入式 token. 这样一来, 注意力机制就可以专注于程

序中的这些特定部分, 即更好地理解代码结构, 最终提

升了注释生成系统的准确性.
对于多编码器的注释生成算法中, 每一个编码器

表示并抽取来自源代码的不同类型的信息, 继而带来

准确率的提升. Hu 等[10] 将从自动 API 摘要任务中获

得的知识迁移到注释生成任务中, 因为他们的注释生

成系统配有两个编码器, API 编码器和源代码编码器,
在已学习的迁移的 API 知识的辅助下, RNN解码器结

合来自两个编码器中的注意力信息生成目标代码的摘要.
其他基于神经网络的注释生成算法, 如 CNN, 它

的作用在于它可以提取输入序列的层次特性, Allamanis
等[21] 将 CNN 引入注意力机制中, 为源代码片段生成

了简短的描述性摘要. 注释系统采用的是编码器解码

器框架和注意力机制, 解码器的基本单元是 GRU. 卷
积注意力模块将卷积应用在输入源代码片段上, 以检

测应该关注的重要 token 序列, CNN 模型一 般不常用

于为时序序列建模, 通常会选择 CNN和其他辅助模型

来解决时序序列问题.

 4   结论与展望

本文结合神经网络和信息检索的方法来生成源代

码注释, 给定一个测试代码段, 从训练集中检索相似的

代码段并进行编码, 融合语法和语义信息辅助生成代

码注释, 解决低频词问题, 并通过实验结果对比证实了

基于检索的神经网络源代码注释生成方法的效果和潜力.
但是由于注释生成系统内部的复杂性和现有技术

的局限性, 这仍然是一项挑战性的工作, 未来的研究工

作应该继续探索神经网络模型和其他模型之间的协同

作用, 更高效地表征源代码的结构信息和语义信息, 此
外测试数据集和注释质量评估模型的统一和改进也是

一个有价值的研究方向.
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