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摘　要: 经典的人工蜂群 (artificial bee colony, ABC) 算法面临着收敛速度慢、易陷入局部最优等不足, 因此基于

该算法来进行特征选择还存在很多问题. 对此, 提出了一种基于粒度粗糙熵与改进蜂群算法的特征选择方法

FS_GREIABC. 首先, 将粗糙集中的知识粒度与粗糙熵有机地结合起来, 提出一种新的信息熵模型——粒度粗糙熵;
其次, 将粒度粗糙熵应用于 ABC算法中, 提出一种基于粒度粗糙熵的适应度函数, 从而获得了一种新的适应度计算

策略; 第三, 为了提高 ABC算法的局部搜索能力, 将云模型引入到跟随蜂阶段. 在多个 UCI数据集以及软件缺陷预

测数据集上的实验表明, 相对于现有的特征选择算法, FS_GREIABC不仅能够选择较少的特征, 而且具有更好的分

类性能.
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Abstract: The classical artificial bee colony (ABC) algorithm is also faced with slow convergence speed, and it is easy to
fall into local optimality, so there are still many problems in feature selection based on this algorithm. Therefore, a feature
selection method based on the rough entropy of granularity and an improved bee colony algorithm, namely
FS_GREIABC, is proposed. Firstly, a new information entropy model, namely the rough entropy of granularity, is
proposed by combining the knowledge granularity and the rough entropy in the rough set. Secondly, the rough entropy of
granularity is applied to the ABC algorithm, and a fitness function based on the rough entropy of granularity is proposed,
so as to obtain a new fitness calculation strategy. Thirdly, in order to improve the local search ability of the ABC
algorithm, a cloud model is introduced into the following bee stage. Experiments on multiple UCI datasets and software
defect prediction datasets show that FS_GREIABC not only selects fewer features but also has better classification
performance than the existing feature selection algorithms.
Key words: granularity of knowledge; granularity of knowledge rough entropy; cloud model; artificial bee colony (ABC)
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近年来, 随着信息技术的飞速发展, 现实生活中出

现了非常多具有大量特征的数据集, 从而引发了高维

数据的处理问题. 高维数据的处理方法可以分为特征

提取和特征选择[1], 其中, 特征选择的主要目的是从原
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始特征集中选择出使得评估指标最佳的特征子集. 特
征选择保留了数据的原始特征, 具有良好的可解释性,
因此得到了广泛应用.

特征选择本质上是一个组合优化问题, 因此, 很多

学者利用各类智能优化算法来解决特征选择问题 .
Hancer等[2] 提出了一种基于改进蜂群算法的特征选择

方法, 该方法将遗传算子和非支配排序过程引入到蜂

群算法并应用到特征选择中. Mashhour 等[3] 提出了一

种基于萤火虫算法和卡方的特征选择方法, 该方法通

过用每次移动后改变的细胞卡方值模拟萤火虫位置,
并通过计算一组不同的适应度函数作为特征权重来模

拟萤火虫强度进而应用到特征选择中. 孙林等[4] 提出

了一种基于改进帝王蝶优化算法的特征选择方法, 该
方法使用差分进化算法中的变异操作替换帝王蝶算法

的迁移算子, 其次融入了自适应调整策略, 对每次种群

进行柯西变异, 然后引入 KNN 分类器构造适应度函

数, 最终获得最优特征子集.
作为一种处理不确定性的有效工具, 粗糙集理论[5,6]

在特征选择方面也可以发挥重要的作用. 很多学者利

用粗糙集理论来进行特征选择. 王锋等[7] 提出了一种

组增量式的粗糙特征选择算法. 江峰等[8] 利用粗糙集

的近似精度来定义近似决策熵, 并提出了一种基于近

似决策熵的特征选择算法. 董红斌等[9] 提出了一种基

于关联信息熵的特征选择算法. 王鹏等[10] 提出了一种

基于改进模糊决策粗糙集的最小化决策代价特征选择

算法. 然而, 基于粗糙集的特征选择方法还存在计算效

率低、性能难以满足要求等问题. 针对这些问题, 有不

少学者将粗糙集理论与智能优化算法结合在一起来进

行特征选择的相关研究, 从而可以有效发挥这两类方

法各自的优势. Tawhid等[11] 提出了基于粗糙集与二进

制鲸鱼优化的特征选择算法. Azar等[12] 提出了一种基

于粗糙集和灰狼算法的特征选择方法. Chen等[13] 将鱼

群算法与粗糙集结合在一起来进行特征选择 .  高薇

等[14] 提出了一种基于粗糙集与人工蜂群算法的动态特

征选择方法.
人工蜂群 (artificial bee colony, ABC) 算法作为一

种经典的群智能优化算法已被广泛应用于特征选择问

题. 人工蜂群算法是由土耳其教授 Karaboga等[15,16] 受

蜜蜂蜂群采蜜机制的启发而提出的 .  该算法运算简

单、具有较好的探索能力且参数较少, 因此引起了大

量的关注. 但是, 收敛速度较慢、容易陷入局部最优等

仍然是该算法在实际应用中面临的问题.
针对人工蜂群算法的不足, 本文将粗糙集理论[6]

引入到人工蜂群算法中, 并由此提出一种基于粒度粗

糙熵与改进蜂群算法的特征选择算法 FS_GREIABC.
FS_GREIABC算法的主要思路如下: 首先, 针对人工蜂

群算法中的适应度函数构建问题, 将粗糙集中的知识

粒度与粗糙熵有机地结合在一起, 从而得到一种新的

信息熵模型——粒度粗糙熵. 粒度粗糙熵中采用到的

粗糙熵能够有效度量知识的完备性, 但却不能有效度

量知识的粒度大小, 而知识粒度可以度量知识的粒度

大小, 两者有机地结合起来能够更加全面地对信息表

中的属性进行度量, 为后续的特征选择提供了一种更

加全面的度量机制; 其次, 人工蜂群算法的关键步骤之

一就是如何为算法选择一个合适的适应度函数, 我们

提出了一种基于粒度粗糙熵的适应度函数, 针对特征

选择中两个相互冲突的目标是必须完成所选特征的最

小数目和最大的分类精度, 我们利用粒度粗糙熵来构

造适应度函数能够更好地对特征子集进行评估; 第三,
为了提高人工蜂群算法的局部搜索能力, 考虑到云模

型具有稳定性和随机性等优势[17,18], 因此, 将云模型引

入到跟随蜂阶段, 并采用一维正态云模型来调整局部

搜索范围, 以增强算法的局部开采能力, 提高蜂群算法

的鲁棒性和收敛速度.
本文的主要贡献如下: (1) 提出了一种新的信息

熵模型——粒度粗糙熵 . 粒度粗糙熵将粗糙集中的

知识粒度与粗糙熵这两个基本概念结合在一起 , 既
考虑了知识的不完备性, 又刻画了知识的粒度大小,
是一种更加全面的不确定性度量机制. (2) 提出了一

种基于粒度粗糙熵的适应度函数 , 通过粒度粗糙熵

来计算每只蜜蜂的适应度值 , 从而为人工蜂群算法

提供一种新的适应度计算策略. (3)为了提高 ABC算

法的局部搜索能力 , 将云模型引入到人工蜂群算法

的跟随蜂阶段 , 采用一维正态云模型来改进跟随蜂

阶段的搜索策略.

 1   相关技术介绍

 1.1   粗糙集的相关概念

S = (U,A,V, f )

V =
∪

a∈A Va Va

a f : U ×A→ V

在粗糙集中, 信息表[6] 是一个四元组 ,
其中 U 表示非空有限的对象集; A 表示非空有限的属

性集; V 表示所有属性值域的并集, 即  (
是属性 的值域);  表示一个函数, 使得对
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a ∈ A x ∈ U f (x,a) ∈ Va任意 以及 , 都有 .
S = (U,A,V, f )

B ⊆ A

给定一个信息表 , 对于任意属性子

集 , 由属性子集 B 所确定的一个不可分辨关系如下:

IND(B) = {(x,y) ∈ U ×U : f (x,a) = f (y,a),∀a ∈ B}

IND(B) U U

U

U/IND(B)

其中,  是论域 上的一个等价关系, 它把 划分

成不同的等价类, 所有等价类的集合就构成了 上的一

个划分, 记为 .
S = (U,A,V, f )

B ⊆ A U/IND(B) = {X1,X2, · · · ,Xt}
IND(B) U B GK(B)

定义 1. 知识粒度[19]. 给定一个信息表 ,
对于任意属性子集 , 令
表示关系 对论域 的划分.  的知识粒度

被定义为:

GK(B) =

t∑
i=1

|Xi|2

|U |2

1 ⩽ i ⩽ t |Xi| Xi |U |
U

其中, 对任意 ,  表示集合 的势,  表示集合

的势.

B ⊆ A
1
|U | ⩽GK(B) ⩽ 1可以证明, 对任意 ,  .

S = (U,A,V, f )

B ⊆ A U/IND(B) = {X1,X2, · · · ,Xt}
IND(B) U B Er(B)

定义 2. 粗糙熵[20]. 给定一个信息表 ,
对于任意属性子集 , 令
表示关系 对论域 的划分.  的粗糙熵 被

定义为:

Er(B) = −
t∑

i=1

|Xi|
|U | log2

1
|Xi|

(1)

B ⊆ A 0 ⩽ Er(B) ⩽ log2|U |可以证明, 对任意 ,  .
 1.2   人工蜂群算法介绍

传统的人工蜂群算法的具体步骤如下.

Xi (1 ⩽ i ⩽ N) Xi

① 初始化种群. 假设随机产生 N 个初始解, 并且

为种群的第 i 个解.   可以用一个 D 维向

量来表示, 其中, D 是待优化目标问题的参数个数. 随
机获得初始解的过程如下:

Xi, j = Xmin, j+Rand(0,1)× (Xmax, j−Xmin, j) (2)

1 ⩽ i ⩽ N 1 ⩽ j ⩽ D Xmin, j

Xmax, j

其中,  ,  ;  为搜索解空间的下限;
为搜索解空间的上限.

Xi

② 计算适应度. 蜂群将位置替换为适应度最优的

位置. 雇佣蜂使用目标函数来评估每个解 的适应度,
适应度由式 (3)计算:

f iti =


1

1+ fi
, fi ⩾ 0

1+ abs( fi), fi < 0
(3)

fi Xi f iti Xi其中,  是  所对应的目标函数值, 而 则是 的适应度.

Xi

Vi

③ 雇佣蜂 (引领蜂) 搜索. 雇佣蜂对食物源进行领

域搜索, 产生候选解, 并计算候选解的适应度值. 具体

而言, 雇佣蜂基于贪婪策略来选择食物源, 保留适应度

最高的食物源. 根据当前的解 , 可以利用式 (4) 来计

算新的候选解 :

Vi, j = Xi, j+ ri, j(Xi, j−Xk, j) (4)

1 ⩽ i ⩽ N 1 ⩽ j ⩽ D

1 ⩽ k ⩽ N k , i ri, j

其中,  ,  ; k 与 j 为随机选取的两个下

标, 并且 ,  ;  是 [−1, 1] 区间内的一个随

机数.

pi

pi

④ 跟随蜂阶段. 在传统的人工蜂群算法中, 跟随蜂

采用轮盘赌的方式 (即按照一定的概率 ) 来选择已寻

找到较优食物源的雇佣蜂进行跟随, 然后根据雇佣蜂

搜索公式在其邻域内搜索新的食物源, 并择优保留食

物源. 选择概率 由式 (5)来计算:

pi =
f iti

N/2∑
i=1

f iti

(5)

1 ⩽ i ⩽ N pi Xi

f iti Xi

其中,  ,  为第 i 个食物源 (解)  所对应的概

率,  则是 的适应度.
pi

pi

由式 (6) 可知, 选择概率 与适应度成正比关系.
因此, 在进行特征选择时, 人工蜂群算法容易出现过早

收敛、收敛到局部最优等问题. 事实上, 经过多次迭代

之后, 当前较差的解也可能包含一些非常有用的信息.
为了避免过早收敛并保证物种多样性, 本文将采用一

种改进的基于轮盘赌的选择策略, 使得较差的解也具

有较大的选择概率. 在这种改进的选择策略中, 选择概

率 由式 (6)来计算:

pi =
1/ f iti

N∑
i=1

(1/ f iti)

(6)

probi 1 ⩽ i ⩽ N

Xi probi

⑤ 侦查蜂阶段. 侦查蜂基于概率  ( )
来选择一个食物源, 并且更新其位置信息. 每个食物源

的选择概率 由式 (7)计算得到:

probi =
0.9× f iti
max_ f it

+0.1 (7)

1 ⩽ i ⩽ N f iti Xi max_ f it其中,  ,  是 的适应度,  为最大适应度.

 2   基于云模型的跟随蜂搜索策略

云模型是李德毅院士等所提出的一种表示某个定
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Ã

Ex En He

Ex

En

He

x ∈ U

x µ(x) ∈ [0,1]

U → [0,1] ∀x ∈ U x→ µ(x) x

x

性概念 与其定量数值之间不确定性的转换模型[17,18].
云模型的数字特征有数值期望 、熵 和超熵 . 期
望 是云的重心位置, 是最能表现定性概念的点, 表示

在论域空间上分布的期望; 熵 是云的期望曲线宽度,
它的大小反映了在论域中可被模糊概念接受的元素数,
是对定性概念模糊度的度量; 超熵 是云滴的厚度, 反
映了云的熵的离散程度, 即熵的熵, 是对熵的不确定度

的度量. 云模型综合考虑了随机性和模糊性, 由定量到

定性, 用数字特征表示语言值. 再从定性到定量, 通过

云发生器来模拟随机性、模糊性以及二者之间的关联

性[19]. 假设 U 是用数值集合表示的定量论域, C 是 U
上的定性概念, 若定量值 是定性概念 C 的一次随

机体现,  对 C 的确定度 是具有稳定倾向性

的随机数, 即 ,  ,  , 则称 在论

域 U 上的分布为云, 每一个  称为云滴.
C(Ex,En,He)一维正态云算子 的计算步骤如下[21].

En He

Ei (1 ⩽ i ⩽ N)

① 生成以 为期望、 为标准差的正态随机数

.
Ex Ei

xi (1 ⩽ i ⩽ N) xi N

② 生成以 为期望、 为标准差的正态随机数

,  对应的是论域空间中的云滴,   是云滴

的总个数.
yi = exp(−(xi−Ex)2/2Ei2) yi xi

Ã

③ 计算 , 令 为 属于定

性概念 的确定度.

C(Ex,En,He)

xi j

人工蜂群算法的跟随蜂在搜索新的食物源时, 不
够稳定且随机性较大 , 当搜索次数迭代到一定的数

目后 , 便由于很难提高蜜源寻优的能力而陷入局部

最优, 降低了算法的求解精度. 由于云模型具有稳定

倾向性和随机性等优势 , 本文运用正态云模型对跟

随峰的搜索方式进行改进 , 以提高算法的局部开采

能力, 从而改善 ABC 算法求解精度低、收敛速度慢

的缺点, 提高 ABC算法的鲁棒性和收敛速度. 我们利

用一维正态云模型 在初始食物源附近

产生新的食物源, 即在跟随蜂阶段, 假设食物源位置

为 , 令:
Ex = xi j

En = −(Xmax, j−Xmin, j)(iter/iter_max)2+Xmax, j

He = En/10
(8)

Xmin, j Xmax, j

iter iter_max

其中,  为搜索解空间的下限,  为搜索解空间

的上限 ,   为当前迭代次数 ,   为最大迭代

次数.

 3   基于粒度粗糙熵的人工蜂群算法适应度

计算

人工蜂群算法的一个关键环节就是适应度的计算,
我们有必要为该算法选择一个合适的适应度函数. 本
节将在文献 [18] 中所提出的粗糙熵模型基础上, 进一

步提出一种新的信息熵模型——粒度粗糙熵, 并利用

粒度粗糙熵来构建人工蜂群算法的适应度函数. 粒度

粗糙熵不仅能够刻画出知识的粒度大小, 而且还可以

对知识的不完备性进行度量, 因此, 它非常适合于为人

工蜂群算法构建适应度函数.
下面, 我们首先给出粒度粗糙熵的具体定义, 并对

粒度粗糙熵的基本性质进行分析, 最后将粒度粗糙熵

应用于人工蜂群算法的适应度计算中.
S = (U,A,V, f )

B ⊆ A U/IND(B) = {X1,X2, · · · ,Xt}
IND(B)

GKEr(B)

定义 3. 粒度粗糙熵. 给定一个信息表 ,
对于任意属性子集 , 令
表示关系 对论域 U 的划分. 属性子集 B 的粒度

粗糙熵 被定义为:

GKEr(B) =GK(B)×Er(B) (9)

GK(B) B Er(B) B其中,  为 的知识粒度,  为 的粗糙熵.
从定义 3 可以看出, 粒度粗糙熵将知识粒度和粗

糙熵有机地结合在一起, 既考虑了知识的不完备性, 又
刻画了知识的粒度大小, 从而得到了一种更加全面的

不确定性度量机制.
下面, 给出粒度粗糙熵的一些基本性质.

S = (U,A,V, f ) U =

{x1, x2, · · · , xn} B ⊆ A B

GKEr(B)

定理 1. 给定一个信息表 , 其中

. 对于任意属性子集 ,  的粒度粗糙

熵 满足以下性质.
0 ⩽GKEr(B) ⩽ log2|U |1)  .

U/IND(B) = {{x1}, {x2}, · · · , {xn}} GKEr(B)2) 当   时 ,  
达到最小值.

U/IND(B) = {U} GKEr(B)3)当 时,  达到最大值.
证明:

IND(B) U U/IND(B) =

{{x1}, {x2}, · · · , {xn}}
1) 当 为 上的相等关系时, 即

时, 我们可以得到:
GK(B) =

t∑
i=1

|Xi|2

|U |2
=

|U |∑
i=1

12

|U |2
=
|U |
|U |2
=

1
|U |

Er(B) = −
t∑

i=1

|Xi|
|U | log2

1
|Xi|
= −

|U |∑
i=1

1
|U | log2

1
1
= 0

GKEr(B) =GK(B)×Er(B) = 0这时, 我们有:  .

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2023 年 第 32 卷 第 6 期

124 软件技术•算法 Software Technique•Algorithm

http://www.c-s-a.org.cn


GKEr(B)在上述情形下, 粒度粗糙熵 取得最小值 0.
IND(B) U U/IND(B) = {U}2)当 为 上的论域关系时, 即

时, 我们可以得到:
GK(B) =

t∑
i=1

|Xi|2

|U |2
=
|U |2
|U |2
= 1

Er(B) = −
t∑

i=1

|Xi|
|U | log2

1
|Xi|
= −|U ||U | log2

1
|U | = log2|U |

GKEr(B) =GK(B)×Er(B) = log2|U |这时, 我们有:  .
GKEr(B)

log2|U |
在上述情形下, 粒度粗糙熵 取得最大值

.
0 ⩽GKEr(B) ⩽ log2|U |根据上述证明, 可知 .

由于 2) 和 3) 的证明可以由 1) 的证明直接得到,
因此这里忽略具体过程.

S = (U,A,V, f )

B1 ⊆ A B2 ⊆ A U/IND(B1)≺U/IND(B2)

GKEr(B1) ⩽GKEr(B2)

定理 2. 给定一个信息表 , 对于任意两

个属性子集 ,  , 如果 ,
则 .

U/IND(B1) = {X1,X2,· · · ,Xm} U/

IND(B2) = {Y1,Y2,· · · ,Yn} U/IND(B1)≺U/IND(B2)

m ⩾ n {1,2, · · · ,m}
C = {C1,C2, · · · ,Cn}

证明 :  假设 ,  并且

. 由于 ,
我们可以得到:  并且存在一个集合 的

划分 使得下列公式成立:

Y j =
∪
i∈C j

Xi,1 ⩽ j ⩽ n

由定义 2, 我们可以得出:

Er(B2) = −
n∑

j=1

∣∣∣Y j
∣∣∣

|U | log2
1∣∣∣Y j
∣∣∣

= − 1
|U |

n∑
j=1

∣∣∣∣∣∣∣∣
∪
i∈C j

Xi

∣∣∣∣∣∣∣∣log2
1∣∣∣∣∣∣∣∣
∪
i∈C j

Xi

∣∣∣∣∣∣∣∣
= − 1
|U |

n∑
j=1


∑
i∈C j

|Xi|log2


1∑

i∈C j

|Xi|




=
1
|U |

n∑
j=1

∑
i∈C j

|Xi|log2

∑
i∈C j

|Xi|




m ⩾ n 1 ⩽ i ⩽ m |Xi| ⩾ 1

1 ⩽ j ⩽ n∑
i∈C j

|Xi|log2

∑
i∈C j

|Xi|

 ⩾∑
i∈C j

|Xi|log2|Xi|

由于 , 并且对任意 ,  , 因此, 我
们可以得出如下结论 :  对于每一个 ,  都有

.

根据上述结果, 我们可以进一步得出:

Er(B2) =
1
|U |

n∑
j=1

∑
i∈C j

|Xi|log2

∑
i∈C j

|Xi|




⩾
1
|U |

n∑
j=1

∑
i∈C j

|Xi|log2|Xi|


=

1
|U |

m∑
i=1

|Xi| log2 |Xi|

=−
m∑

i=1

|Xi|
|U | log2

1
|Xi|

=Er(B1)

U/IND(B1)≺U/IND(B2) GK(B1)⩽GK(B2)

GKEr(B1) =GK(B1)×Er(B1) ⩽GK(B2)

×Er(B2) =GKEr(B2)

另一方面, 根据文献 [17], 我们可以得出: 如果

, 则 . 这样, 根据

定义 3, 可以得出: 
.

传统的人工蜂群算法采用式 (4)计算适应度, 本文

则为人工蜂群算法提供一种基于粒度粗糙熵的适应度

函数, 具体定义如下:

1 ⩽ i ⩽ N Xi i

Bi Xi Xi

定义 4. 基于粒度粗糙熵的适应度函数. 假设当前有

N 个解 (食物源), 对任意 , 令 表示第 个解, 并且

令 为 所对应的属性子集. 解 的适应度由式 (10)计算:

f iti =
1

1+GKEr(Bi)
(10)

1 ⩽ i ⩽ N GKEr(Bi) Bi

f iti Xi

其中,  ,  是属性子集 的粒度粗糙熵,
则是 的适应度.

1 ⩽ i ⩽ N f iti
[(1+ log2|U |)−1,1]

由定理 1 可知, 对任意 ,  的取值范围为

.

 4   特征选择算法

本节首先给出一种计算粒度粗糙熵的算法 (即算

法 1), 然后给出特征选择算法 FS_GREIABC (即算法 2).

算法 1. 粒度粗糙熵的计算

S=(U,A,V, f ) B⊆A输入: 给定的信息表 , 任意属性子集 .
B GKEr(B)输出: 属性子集 的粒度粗糙熵 .

E(r)(B)=0 GK(B)=01) 初始化: 令 , 并且令 .
U/IND(B) U/IND(B)={X1

X2,··· ,Xt}
2) 通过计数排序的方法[8] 计算划分  (假设 ,

).
U/IND(B) Xi |Xi | 1⩽i⩽t3) 根据划分 计算每个等价类 的势 , 其中,  .

1⩽i⩽t4) 对任意 , 循环执行:
Er(B)=Er(B)− |Xi |

|U | log2
1
|Xi |

　　　令 .

1⩽i⩽t5) 对任意 , 循环执行:

GK(B)=GK(B)+ |Xi |2

|U |2
　　　令 .

GKEr(B) GKEr(B)=GK(B)×Er(B)6) 计算粒度粗糙熵 , 即令 .
B GKEr(B)7) 返回属性子集 的粒度粗糙熵 .
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算法 2. FS_GREIABC

S=(U,A,V, f )输入: 给定的信息表 .
输出: 最终选择的特征子集.

X1,X2,··· ,XN1) 初始化: 随机产生初始种群, 得到 N 个初始解 , 设置蜜

源个数 (雇佣蜂个数) FoodCount、观察蜂个数 OnlookerCount、最

大迭代次数 MaxIterCount 以及云滴数 nc.
2) 对信息表 S 进行离散化处理.

1⩽ j⩽FoodCount3) 对任意 , 循环执行:
GKEr(B j)4) 　根据算法 1计算种群中各只蜜蜂的粒度粗糙熵 ;

f it j5) 　根据式 (11)计算种群中各只蜜蜂的适应度值 .
1⩽t⩽MaxIterCount6) 对任意 , 循环执行:

1⩽ j⩽FoodCount7) 　雇佣蜂阶段: 对任意 , 各蜜源根据式 (5)依次更新.
8) 　跟随蜂阶段:

1⩽m⩽nc9) 　　对任意 , 循环执行:
10)　　　 根据式 (9) 计算各食物源一维正态云模型的参数 Ex、
En、He 并构造一维正态云模型;

Xi pi11) 　　　根据式 (7)计算选择蜜源 的概率 ;

Xi

12)　　 对任意 1≤k≤OnlookerCount, 循环执行: 选择较好的蜜源

进行跟随.
1⩽ j⩽FoodCount13) 　侦查蜂阶段: 对任意 , 循环执行: 选择放弃蜜源

并根据式 (8)产生新蜜源来替代旧蜜源.
14) 获得全局最佳蜜源 bestfood.
15) 对最佳蜜源进行 0-1编码.
16) 得到当前最优的特征子集并返回该特征子集.

 5   实验

 5.1   实验数据与实验设置

为了验证 FS_GREIABC算法的性能, 我们首先选取

了 10 个 UCI 数据集[22] 进行特征选择实验, 具体包括:
1) Heart; 2) German; 3) Diabetes; 4) Ionosphere; 5) Smart_
grid; 6) Sonar; 7) Musk2; 8) Spmbase_disc; 9) WDBC;
10) Dress. 这 10个数据集的详细信息如表 1所示.
  

表 1     10个 UCI数据集
 

数据集 属性个数 样本个数 类别个数

Heart 13 270 2
German 20 1 000 2
Diabetes 16 208 2
Ionosphere 34 351 2
Smart_grid 13 600 2
Sonar 60 208 2
Musk2 168 98 2

Spmbase_disc 57 4 601 2
WDBC 30 569 2
Dress 12 247 2

 
 

除上述 10个 UCI数据集之外, 为了将 FS_GREIABC
算法与实际应用更好地结合在一起, 我们还考虑将该算

法应用于软件缺陷预测领域. 当前软件的规模和复杂度

日益增长, 因此, 软件的可靠性备受关注. 在软件工程中,

如果可以找出软件系统中有可能存在缺陷的模块及其

分布, 对软件开发者合理配置资源以及提高软件质量将

起到至关重要的作用. 软件缺陷预测便是这样一种技术,
它对软件模块中是否存在缺陷进行预测, 能够根据历史

数据以及已经发现的缺陷等软件度量数据, 提前预测哪

些模块有出错的倾向. 合理地预测软件缺陷可以有效帮

助测试者快速定位并弥补软件缺陷, 从而达到显著减少

软件开发成本和提高软件可信度的效果.
当前的研究通常将缺陷预测的实现形式化为一个

机器学习问题, 很多机器学习技术被用于软件缺陷预

测. 然而, 现有的缺陷预测方法在实际应用中还存在许

多问题. 例如, 这些方法在高维数据情况下 (如存在大

量冗余、不相关的度量元), 预测精度不高, 而在实际

应用中高维的缺陷预测数据是非常普遍的[23].
针对软件缺陷预测中所存在的高维数据问题, 本

文尝试采用 FS_GREIABC算法来进行特征选择, 通过

对度量元进行有效降维, 从而提高软件缺陷预测模型

的性能. 我们选取了 5个来自于 Jureczko和Madeyski[24]

所整理的 Promise 数据集进行特征选择实验, 具体包

括: 1) Ant-1.3; 2) Camel-1.0; 3) Jedit-4.3; 4) Synapse-
1.0; 5) Log4j-1.0. 这 5个数据集的详情信息如表 2所示.
  

表 2     5个 Promise数据集
 

数据集 样本个数 属性个数 类别个数

Ant-1.3 125 21 2
Camel-1.0 872 21 2
Jedit-4.3 492 21 2

Synapse-1.0 157 21 2
Log4j-1.0 135 21 2

 
 

由于粗糙集理论更适合于处理离散型属性, 因此,
对于上述数据集中的连续型属性, 我们统一采用Weka
平台中所提供的等宽离散化算法进行了离散化处理,
其中, bins=5.

我们基于 Python语言实现了 FS_GREIABC算法,
实验所采用的硬件环境具体如下: 1.8 GHz Intel 处理

器、8.0 GB 内存. 我们将 FS_GREIABC 算法与以下

5 种具有代表性的基于智能优化技术的特征选择算法

进行了对比: 1) 哈里斯鹰算法 (HHO)[25]; 2) 樽海鞘算

法 (SSA)[26]; 3) 鲸鱼算法 (WOA)[27]; 4) Jaya 算法[28];
5)正余弦算法 (SCA)[29].

为了有效评价 FS_GREIABC 算法及其他对比算

法的性能, 本文分别采用了如下 3 种性能评价指标:
Accuracy、F1-score和 AUC. 其中, Accuracy代表分类

正确率, 正确率越高, 分类效果越好; F1-score 代表由
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Accuracy 和 Recall 的调和平均值, 取值范围为 [0, 1],
当 F1-score 取得 1 时, 代表模型的输出结果最好, 当
F1-score取得 0时, 代表模型的输出结果最差; AUC代

表 ROC曲线下方的面积, 用来判断二分类预测模型的

优劣, 其考虑了因数据不均衡而导致的预测偏差问题,
当 AUC越接近 1时, 代表模型的分类效果越好, 当 AUC
低于 0.5时, 代表模型的分类效果较差.

对于每一个实验数据集, 我们通过随机抽样的方

式将其划分成训练集和测试集, 其中, 70%的样本作为

训练集, 其余 30% 的样本作为测试集. 我们采用机器

学习中常用的一种分类算法——CART 在特征选择之

后的训练集上训练分类器, 并利用测试集来测试分类

器的分类性能 (即计算该分类器的Accuracy值、F1-score
值以及 AUC值). 此外, 我们还比较了不同特征选择算

法所选择的特征子集的大小.
在实验过程中, 我们发现, 对于 FS_GREIABC 算

法, 不同的参数会达到不同的效果. 通过多次实验, 我
们逐步调节 FoodCount、OnlookerCount、MaxIterCount、
nc 的值, 并选择能够获得最优实验结果的参数值. 最
终, 将 FoodCount 设置 40、OnlookerCount 设置为 40、
MaxIterCount 设置为 100、nc 设置为 500. 对于 5个对

比算法, 它们的参数均采用相关文献中所提供的参数

值进行设置.
 5.2   实验结果

图 1–图 3分别表示实验过程中在 Heart、Diabetes
以及 Ionosphere这 3个数据集上采用 500个云滴所构

造出的云模型示图.
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图 1    Heart数据集上的云模型示意图

 

En从图 1–图 3 可以看出, 熵 的取值越大, 则云滴

的取值范围越广, 相应地跟随蜂的搜索范围就越广; 反
之, 跟随蜂的搜索范围就越窄. 此外, 超熵的取值越大,
则云滴越厚, 相应地食物源的分布就越离散.
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图 2    Diabetes数据集上的云模型示意图

 

−1 0 1 2 3

指标值

0

0.2

0.4

0.6

0.8

1.0

确
定
度

期望: 0.77, 熵: 0.87, 超熵: 0.09, 云滴数: 500

 
图 3    Ionosphere数据集上的云模型示意图

 

表 3给出了在不同数据集上 6种特征选择算法所

选择的特征子集的大小.
  

表 3     不同算法所选择的特征子集的大小
 

数据集 FS_GREIABC HHO SSA WOA Jaya SCA
Heart 5 9 7 6 7 5
German 5 10 7 15 11 6
Diabetes 7 10 8 10 9 8
Ionosphere 7 14 15 15 18 8
Smart_grid 6 4 7 11 5 6
Sonar 22 20 24 26 31 23
Musk2 75 76 77 80 78 76

Spmbase_disc 17 27 26 30 34 18
WDBC 15 19 19 16 16 16
Dress 6 8 7 7 9 7
Ant-1.3 5 9 10 15 8 7
Camel-1.0 7 11 8 10 12 8
Jedit-4.3 4 8 7 9 6 6

Synapse-1.0 5 7 7 9 5 6
Log4j-1.0 5 6 10 6 7 8

 
 

从表 3 可以看出 FS_GREIABC 算法所选择的特

征数量在大部分数据集上都要少于或等于 5种对比算

法. 除了在 Smart_grid 和 Sonar 这两个数据集上要差

于 HHO 之外, FS_GREIABC 在其他数据集上都表现
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最好 (即其所选择的特征数量最少). 事实上, 在 Smart_
grid 和 Sonar 这两个数据集上, FS_GREIABC 的表现

也非常接近于表现最好的 HHO 算法. 因此, 从整体上

看, 相对于 HHO、SSA、WOA、Jaya、SCA这 5种对

比算法, FS_GREIABC算法能够获得更小的特征子集.
表 4–表 6分别给出了 6种特征选择算法在Accuracy

值、F1-score值以及 AUC值上的对比结果.
 
 

表 4     不同算法的 Accuracy值对比
 

数据集 FS_GREIABC HHO SSA WOA Jaya SCA
Heart 0.863 6 0.838 6 0.85 0.834 6 0.786 9 0.825 9
German 0.807 4 0.646 7 0.662 1 0.507 3 0.707 9 0.545 2
Diabetes 0.958 4 0.933 7 0.935 2 0.903 6 0.951 2 0.918 6
Ionosphere 0.985 6 0.933 7 0.947 8 0.969 1 0.924 8 0.968 7
Smart_grid 0.742 4 0.644 4 0.671 7 0.722 2 0.748 8 0.737 8
Sonar 0.871 0.792 8 0.791 8 0.777 8 0.841 2 0.816 3
Musk2 0.766 7 0.629 6 0.444 4 0.629 6 0.629 6 0.757 4

Spmbase_disc 0.904 7 0.908 7 0.892 8 0.833 7 0.891 1 0.894 2
WDBC 0.910 6 0.894 2 0.908 7 0.908 7 0.882 9 0.903
Dress 0.657 1 0.578 4 0.594 9 0.623 8 0.634 6 0.666 7
Ant-1.3 0.947 4 0.868 4 0.894 7 0.842 1 0.842 1 0.894 7
Camel-1.0 0.896 9 0.843 5 0.847 3 0.866 4 0.866 4 0.851 1
Jedit-4.3 0.986 5 0.979 7 0.973 0.979 7 0.979 7 0.973

Synapse-1.0 0.957 4 0.893 6 0.914 9 0.893 6 0.914 8 0.936 2
Log4j-1.0 0.902 4 0.829 3 0.829 3 0.878 0.853 7 0.878

 
 

表 5     不同算法的 F1-score值对比
 

数据集 FS_GREIABC HHO SSA WOA Jaya SCA
Heart 0.876 5 0.802 4 0.839 5 0.814 8 0.790 1 0.790 1
German 0.73 0.69 0.706 7 0.703 3 0.73 0.716 7
Diabetes 0.968 3 0.904 8 0.952 4 0.920 6 0.936 5 0.904 8
Ionosphere 0.971 4 0.943 4 0.934 0.943 4 0.915 0.924 5
Smart_grid 0.816 7 0.733 3 0.733 3 0.833 3 0.766 7 0.8
Sonar 0.888 8 0.730 2 0.793 7 0.841 3 0.714 3 0.761 9
Musk2 0.933 3 0.90 0.833 3 0.90 0.90 0.9

Spmbase_disc 0.924 7 0.913 0.898 6 0.840 6 0.913 0.913
WDBC 0.982 5 0.927 5 0.913 0.913 0.956 5 0.956 5
Dress 0.68 0.60 0.666 7 0.653 3 0.653 3 0.653 3
Ant-1.3 0.971 4 0.684 9 0.802 1 0.703 1 0.654 5 0.769 7
Camel-1.0 0.935 3 0.501 6 0.653 3 0.644 5 0.700 5 0.561
Jedit-4.3 0.746 6 0.494 8 0.493 2 0.494 9 0.494 9 0.493 2

Synapse-1.0 0.888 1 0.471 9 0.726 7 0.471 9 0.643 9 0.768 5
Log4j-1.0 0.857 6 0.740 3 0.740 3 0.796 0.801 6 0.828 7

 
 

从表 4看出, FS_GREIABC算法的 Accuracy值在

大部分数据集上都要高于或等于 5种对比算法. 除了在

Smart_grid 和 Dress 这两个数据集上分别低于 Jaya 和
SCA 算法之外, 在其余 13 个数据集上, FS_GREIABC
算法都具有最高的 Accuracy值. 事实上, 在 Smart_grid
和 Dress数据集上, FS_GREIABC算法的 Accuracy值
也只是略低于 Jaya和 SCA算法, 比其余 4个算法都要

高. 因此, 从 Accuracy这个评价指标来看, FS_GREIABC

算法的性能要优于 5种对比算法, 即 FS_GREIABC在

提升分类器的分类性能方面表现更好.
从表 5 可看出, FS_GREIABC 算法的 F1-score 值

在大部分数据集上都要高于 5种对比算法. 除了在 Smart_
grid 数据集上, 在其余 14 个数据集上, FS_GREIABC
算法都具有最高的 F1-score值. 事实上, 在 Smart_grid
数据集上, FS_GREIABC 算法的性能也是非常接近于

最优的算法. 因此, 从 F1-score 这个评价指标来看,
FS_GREIABC算法的性能要优于 5种对比算法.
  

表 6     不同算法的 AUC值对比
 

数据集 FS_GREIABC HHO SSA WOA Jaya SCA
Heart 0.858 8 0.841 7 0.85 0.830 6 0.786 1 0.827 8
German 0.654 8 0.654 8 0.651 5 0.541 2 0.695 2 0.561 9
Diabetes 0.977 3 0.933 7 0.947 4 0.921 1 0.960 5 0.927 4
Ionosphere 0.997 3 0.936 5 0.94 0.966 3 0.907 9 0.960 5
Smart_grid 0.826 5 0.649 5 0.665 1 0.710 5 0.811 0.782 2
Sonar 0.875 8 0.793 6 0.791 1 0.781 4 0.847 9 0.812 9
Musk2 0.896 0.6 0.48 0.7 0.88 0.7

Spmbase_disc 0.919 6 0.908 7 0.890 2 0.836 0.883 6 0.907 4
WDBC 0.925 4 0.892 0.904 2 0.904 2 0.896 8 0.898 5
Dress 0.678 6 0.579 2 0.598 5 0.625 7 0.633 7 0.665
Ant-1.3 0.834 8 0.651 0.671 8 0.703 1 0.635 4 0.734 3
Camel-1.0 0.698 7 0.523 3 0.628 3 0.611 7 0.667 9 0.555 9
Jedit-4.3 0.666 7 0.5 0.496 6 0.5 0.5 0.496 6

Synapse-1.0 0.888 1 0.5 0.688 1 0.5 0.6 0.7
Log4j-1.0 0.833 9 0.717 7 0.717 7 0.75 0.801 6 0.817 7

 
 

从表 6 可以看出, FS_GREIABC 算法的 AUC 值

在所有 15 个数据集上都要高于或等于 5 种对比算法.
除了在 German 数据集上, 在其余 14 个数据集上, FS_
GREIABC 算法的 AUC 值都要高于其他算法. 因此,
从 AUC 这个评价指标来看, FS_GREIABC 算法的性

能要优于 5种对比算法.
综合表 3–表 6中的实验结果, 我们可以得出: 本文

所提出的基于粒度粗糙熵与改进蜂群算法的特征选择

算法 FS_GREIABC具有更好的特征选择性能.

 6   结论

本文利用粗糙集理论和云模型来改进传统的人

工蜂群算法, 并由此提出一种新的特征选择算法 FS_
GREIABC. FS_GREIABC通过粒度粗糙熵来计算每个

解的适应度. 作为一种新的信息熵模型, 粒度粗糙熵不

仅可以对知识的不完备性进行度量, 而且还能够刻画

出知识的粒度大小. 此外, 为了提高人工蜂群算法的局

部搜索能力, FS_GREIABC 采用一维正态云模型来改

进跟随蜂阶段的搜索策略. 实验结果表明, FS_GREIABC
所选择的特征子集不仅更小, 而且基于这些特征子集
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所训练的分类器也具有更好的分类性能.
FS_GREIABC通过粒度粗糙熵来为人工蜂群算法

构建适应度函数. 由于粒度粗糙熵是基于经典的粗糙集

模型定义的, 该模型更适合于处理离散型属性, 因此, 对
于连续型属性, 必须提前进行离散化处理. 然而, 离散化

过程必然会带来信息的损失问题. 针对上述问题, 下一

步将考虑如何把本文所提出的特征选择方法推广到邻

域粗糙集或模糊粗糙集等扩展的粗糙集模型中, 这些模

型不需要经过离散化阶段就可以直接处理连续型属性.
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