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摘　要: 现有基于神经网络的电池荷电状态 (state of charge, SOC)预测研究大多把重点放在模型结构和相关参数的

优化上, 却忽略了训练数据的重要作用. 针对该问题, 文中提出了一种基于特征选择和数据增强的电池 SOC预测方

法. 首先, 方法根据原始电池充放电数据进行特征工程, 并使用排列重要性 (permutation importance, PI)方法选出对

模型预测最有帮助的 7个特征; 其次, 通过加入高斯噪声来扩大训练数据样本总量, 达到数据增强的目的. 实验使用

双向长短时记忆网络 (bidirectional long short-term memory, Bi-LSTM)作为预测模型, 使用 Panasonic 18650PF数据

集作为训练数据. 使用标准 Bi-LSTM进行预测时, 平均绝对误差 (mean absolute error, MAE)和最大误差 (max error,
MaxE) 分别为 0.65% 和 3.92%, 而在进行特征选择和数据增强后, 模型预测的 MAE 和 MaxE 分别为 0.47% 和

2.62%, 表明 PI特征工程与高斯数据增强方法可以进一步提升电池荷电状态预测模型的精度.
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Abstract: The existing research on battery state of charge (SOC) prediction based on neural networks mostly focuses on
the optimization of model structure and related parameters, ignoring the important role of training data. A battery SOC
prediction method based on feature selection and data augmentation is proposed to overcome this problem. Specifically,
feature engineering is carried out according to the original battery charge and discharge data, and seven features that are
most helpful to model prediction are selected by the permutation importance (PI) method; then, Gaussian noise is added to
expand the total number of training data samples and thereby achieve the purpose of data augmentation. In the
experiment, a bidirectional long short-term memory (Bi-LSTM) network is used as the prediction model, and the
Panasonic 18650PF dataset is adopted as the training data. When the standard Bi-LSTM model is employed for
prediction, the mean absolute error (MAE) and the maximum error (MaxE) are 0.65% and 3.92% respectively. After
feature selection and data augmentation, the MAE and MaxE of model prediction are 0.47% and 2.62% respectively,
indicating that the accuracy of the battery SOC prediction model can be further improved by PI feature engineering and
the Gaussian data augmentation method.
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精确的 SOC 预测作为电池管理系统中极其重要

的一环, 可以保障电池免受过充过放带来的损害. 然而,
锂离子电池是一个非常复杂的非线性系统, 它的荷电

状态无法直接测量, 只有通过可直接测量的电池端电

压、充放电电流和电池表面温度来对其进行估计. 此
外, 电池的健康状态、自放电行为都会对 SOC预测带

来不利影响. 因此, 如何准确预测锂离子电池的荷电状

态是一个值得研究问题.
SOC 是电池中所存储能量的相对度量, 定义为特

定时间点可从电芯提取的电荷量与总容量之比[1]. 目前

用来预测 SOC 的方法主要有 4 种: 安时计数法, 开路

电压法, 基于模型的方法和基于数据驱动的方法. 安时

计数法是使用最广泛的 SOC预测方法, 它的原理很简

单, 用电流的积分代表电量, 这种方法的缺陷也很明显:
如果电流测量不准, 计算误差会随着时间不断增加, 需
要不断的校准[2]; 开路电压法的原理是电池 SOC 与电

池开路电压有着单调的对应关系[3], 但是开路电压的测

量需要先将电池静置 2 h以上, 因此该方法不适合实时

预测 SOC[4]. 基于模型的方法是指建立电池的状态空

间模型, 常见的有卡尔曼滤波器及其变体[5,6], 粒子滤波

器[7], H 无穷滤波器[8]. 基于模型的方法可以获得较好

的预测效果, 但是这些模型需要大量的计算来进行参

数辨识, 而且在不同的环境下, 模型也要改变[9,10].
神经网络可以通过智能算法自动学习网络参数并

从中获取电池输入数据和 SOC之间的关系. 近年来进

行 SOC 估计的神经网络结构主要有径向基函数神经

网络 (radial basis function neural network, RBFNN)[11],
反向传播神经网络 (back-propagation neural network,
BPNN)[12] 等. 为了提升神经网络的预测精度, 需要进行

大量实验去寻找最优参数, 采用布谷鸟搜索, 粒子群优

化等算法可以快速寻找到神经网络相关参数的最优值[13].
为了解决传统神经网络中存在的梯度消失、过拟

合等问题, 基于深度学习的 SOC预测方法引起了学者

们的广泛关注. 常用于电池 SOC估计的深度学习模型

有卷积神经网络 (convolutional neural network, CNN)
和循环神经网络 (recurrent neural network, RNN)[14,15],
其中, RNN 的发展, 尤其是对门控循环单元 (gated re-
current units, GRU)和长短期记忆网络 (long short-term
memory, LSTM) 的研究, 为解决时间序列预测问题提

供了新的方向[16–19].
Chemali 等人使用 LSTM 训练了一个单一的网络

模型, 该模型可以准确预测不同环境温度下的 SOC, 在
固定的环境温度下, 模型的MAE为 0.573%, 在环境温

度从 10℃ 上升到 25℃ 的数据集上, MAE 为 1.606%,
证明了该深度学习模型是 SOC预测的强力工具[20]. 倪
水平等人提出了一种基于一维卷积神经网络与长短期

记忆网络结合的电池荷电状态预测方法, 该方法首先

通过一层一维卷积层从样本数据中提取出高级数据特

征, 之后再使用一层 LSTM 来预测 SOC 结果[21]. Bian
等人在 LSTM的基础上引入了双向循环结构和多层隐

藏层, 构建了 SBLSTM 模型, 该模型可以完全利用电

池的时间信息来预测 SOC[22].
数据和特征决定了机器学习的上限, 而模型和算

法只是逼近了这个上限而已. 然而, 现有的基于深度学

习的 SOC 预测研究大多把研究重心放在模型的选择

以及模型参数的优化上, 却忽视了数据本身的作用. 对
深度学习来说, 海量的适配数据通常较难获得, 因此文

中通过其他途径来优化数据, 继而提高预测的性能. 最
常见的优化数据方法有特征选择和数据增强. 特征选

择的目的是找到和预测目标关联性最强的特征, 这样

可以极大的提升模型的预测效果[23]. 数据增强也叫数

据扩增, 意思是在不实质性增加数据的情况下, 让有限

的数据产生等价于更多数据的价值.
因此 ,  本文在选定了双向长短时记忆网络 (Bi-

LSTM) 作为预测模型的基础上, 又采用了两种数据优

化的方法: 使用 PI 特征选择算法来选择特征, 使用加

入高斯噪声的方法来增强原始数据. 实验结果表明, 本
文提出的 PI 特征工程和高斯数据增强方法可以进一

步提升电池荷电状态预测模型的精度. 本文的剩余部

分组织如下: 第 1 节介绍本文使用到的模型和方法:
Bi-LSTM 模型、PI 算法、高斯数据增强. 第 2 节介绍

了电池数据的获取以及实验步骤. 第 3 节是实验结果

与分析. 第 4节作为总结.

 1   所用模型与方法介绍

 1.1   Bi-LSTM 模型

 1.1.1    LSTM结构

传统的前馈神经网络缺乏使用历史信息的能力,
历史信息在时间序列的数据中是非常重要的, 电池的

充放电数据就是很典型的时间序列数据. 因此, 建立一

个可以有效利用历史信息的神经网络模型来预测电池

的荷电状态是很有必要的. 循环神经网络 RNN满足这
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一要求, 但是普通的 RNN 由于反向传播时的梯度消

失问题, 无法捕捉长期的依赖信息. 为了解决该问题,
Hochreiter等通过添加存储单元结构, 提出了 LSTM循

环神经网络 [ 24 ] .  LSTM 循环神经网络的结构如图 1
所示.
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图 1    LSTM循环神经网络

 

LSTM的输入是一条序列 S={X<1>, X<2>, …, X<T>},
长度为 T, 序列中每一个元素是一个样本点 X=[x1, x2, …,
xn], n 是样本的维度即特征个数. 在电池荷电状态预测

中, 每个样本数据包含电流、电压、温度等 n 个特征,
T 个连续的样本构成一条序列, 序列中最后一个元素对

应的 SOC 值就是该条序列的标签. h 和 c 是隐藏层状

态, 每个 X对应一个输出 y, y 的计算公式为:

y<i> = g(Why× hi+by) (1)

其中, g 是激活函数, 根据具体情况选择使用哪个激活

函数; Why, by 是输出层的权重与偏置矩阵. 在电池荷电

状态预测中, y<T>是这条序列对应的最终预测值.
一个 LSTM由一个保存历史信息的记忆单元和控

制信息流动的门控机制组成 .  图 2 显示的是一个

LSTM 单元的结构, 其中包括输入门、遗忘门、更新

门和输出门. 输入门决定了当前输入的哪些信息可以

被记忆下来, 它的计算公式为:

it = σ(WxiX<t>+Whiht−1+ bi) (2)

遗忘门会根据过去的记忆信息来决定当前输入的

哪些信息是可以被忽略的, 其计算公式为:

ft = σ(Wx f X<t>+Wh f ht−1+ b f ) (3)

更新门用来控制 LSTM 单元的状态信息 c 的更

新, 更新方式如下:

c′t = tanh(WxcX<t>+Whcht−1+ bc) (4)

ct = ft ⊙ ct−1+ it ⊙ c′t (5)

最后通过输出门得到的输出与 ct 一起计算得到

ht, 计算公式如下:

ot = σ(WxoX<t>+Whoht−1+ bo) (6)

ht = ot ⊙ tanh(ct) (7)

σ

h⃗

在式 (2)–式 (7) 中,  是逻辑 S 型函数, 是激活函

数; W*和 b*分别代表各个门的权重矩阵和偏置矩阵;
代表元素积, tanh是一种可以将输入值归一化到 (−1,

1)之间的激活函数.
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图 2    LSTM单元结构

 

 1.1.2    双向 LSTM结构

h⃗
←
h
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RNN和 LSTM都是单向的, 这意味着他们只能访

问正时间方向的输入时间序列. 与单向 RNN 不同, 双
向 RNN (BRNN) 由两个独立的循环隐藏层组成, 一个

用于正向输入序列, 另一个用于反向输入序列, 如图 3
所示. 其中 使用正向输入序列计算,  使用反向输入序

列计算.  的计算公式为:

y<t> = g
(−→

h t,
←−
ht

)
(8)
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图 3    双向 RNN结构

 

使用这种特殊的结构, BRNN 能够以向前和向后

的方式捕获序列数据的时间依赖性, 然后将它们反馈

2023 年 第 32 卷 第 2 期 http://www.c-s-a.org.cn 计 算 机 系 统 应 用

Special Issue 专论•综述 47

http://www.c-s-a.org.cn


到同一输出层. BRNN可以使用与单向 RNN相同的算

法进行训练, 因为前向层和后向层之间没有交互作用.
通过将双向结构应用于 LSTM, 可以构造双向 LSTM
(Bi-LSTM).
 1.2   排列重要性 (permutation importance, PI)

使用神经网络方法来做回归任务时, 特征工程是

极其重要的一个环节, 有效的特征可以帮助神经网络

模型捕捉到输入与输出之间的关系. 锂离子电池是一

个复杂的非线性系统, 然而电池充放电实验中可以获

取到的原始数据只有电压、电流和温度, 仅仅有这些

是不够的. 此时就需要通过特征工程来根据原始数据

构造新的特征, 然而, 并不是所有的特征都能提高模型

的预测精度, 这就需要一种方法去找出对 SOC预测最

重要的几个特征. 本文使用 PI 方法来寻找重要特征,
使用该方法寻找重要特征的步骤如下.

Step 1. 用上全部特征训练一个模型.
Step 2. 在验证集上验证模型效果, 计算损失 lossraw.
Step 3. 将验证集的一个特征 f 对应的数据打乱, 再

次预测并得到损失 lossf.
Step 4. 将上述得分做差即可得到特征 f 对预测的

重要性: impf=|lossf–lossraw|.
Step 5. 依次将每一列特征按上述方法做, 得到每

个特征对预测的重要性.
Step 6. 最后根据计算得到的重要性来选取适合的

特征.
Step 7. 使用选出的特征再次训练一个模型, 并在

测试集上验证其效果.
该方法中的特征重要性计算是在模型训练好后进

行的, 所以不需要再训练其他的模型, 这大大节省了时

间. 将一个特征的数据随机打乱会降低模型在测试集

上的预测效果, 因为打乱后的数据就没有任何实际意

义了. 被打乱的特征越是重要, 那么预测的结果就越差,
而那些对预测效果影响不大的特征被打乱后, 模型的

预测效果也不会受到太大影响, 因此通过计算打乱数

据后的模型预测损失 lossf 与原损失 lossraw 的差值所

得到的 impf 可以表征特征 f 对模型预测的重要性.相对

于 PCA 和 EMD 等特征选择方法来说, PI 方法有两个

优点, 一是该方法可以获得每个特征对模型重要性的

数值度量, 让研究者可以直观地知道哪个特征重要以

及为什么重要. 二是在选出重要的几个特征后, 以后在

对新数据进行预测时, 只要将需要的特征制作出来就

可以直接进行预测了, 而 PCA方法则每次都需要制作

出所有特征再进行降维处理才能进行预测.
 1.3   高斯数据增强

在训练神经网络时, 往往会遇到过拟合的问题, 即
网络可以学习特定的输入示例及其关联的输出, 而不

是学习从输入到输出的一般映射. 这将导致模型在训

练数据集上表现良好, 而在新数据上表现不佳, 即泛化

能力很差.
目前解决过拟合的方法主要有两个方向. 一是对

神经网络做改动, 例如减少神经元个数、减少隐藏层

层数和降低学习率等, 这类方法是通过限制网络学习

训练数据的能力来增强泛化能力, 虽然有效, 但却无法

充分利用神经网络强大的学习能力.
二是对训练数据做改动, 最理想的方式是获取更

多更全面的数据, 但往往不容易实现. 一种合理的解决

方案是通过给训练数据添加噪声从而增加数据量. 添
加噪声意味着网络无法记住训练样本, 因为它们一直

在变化, 从而导致网络权重更小且网络更健壮, 泛化误

差更低. 噪声意味着从已知样本附近的域中抽取新样

本, 从而平滑了输入空间的结构. 这种平滑意味着训练

数据更易于网络学习, 从而导致更好, 更快的学习. 高
斯噪声常常用来增强训练数据, 高斯噪声是概率密度

函数服从高斯分布的一类噪声, 它的平均值为 0, 标准

差为 1, 概率密度函数为:

f (x) =
1
√

2π
e
(
− x2

2

)
(9)

在对训练数据添加噪声前会将训练数据进行归一

化, 本文使用最大最小值方法将训练数据的每一特征

列归一化到 [0, 1]之间. 之后在每一轮迭代训练开始前

对训练数据添加高斯噪声, 添加的高斯噪声的幅度要

合理的设置, 太小则新数据与原数据几乎相同达不到

数据增强的效果, 太大则新数据可能是现实情况中不

可能出现的数据, 这种数据是无效的. 在实验过程中需

要不断对噪声幅度进行调整来寻找最佳的幅度值.

 2   电池数据获取与实验步骤

 2.1   电池数据介绍

本文使用 Panasonic 18650PF 数据集[20] 来验证所

提方法的有效性. 所使用的电池的详细参数如表 1 所

示. 电池采用恒流恒压的方式进行充电, 一开始电流为
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1C (2.9 A), 电压为 4.2 V, 当电流降到 50 mA时停止充

电, 此时电池的 SOC 为 1. 然后, 使用驱动循环功率模

式 (drive cycle power profiles, 后称工况)对电池进行放

电, 直到电压降至 2.5 V. 在试验中使用了 9种工况, 包
括循环 1、循环 2、循环 3、循环 4、洛杉矶 92 (Los
Angeles 92, LA92)、公路燃油经济性驾驶计划 (highway
fuel economy test, HWFET)、补充联邦测试程序驾驶

计划 (supplemental federal test procedure driving schedule,
US06)、城市测功机驾驶计划 (urban dynamometer
driving schedule, UDDS)、神经网络 (neural networks,
NN). 循环 1–4 包括 US06、HWFET、UDDS 和 LA92
的随机混合. NN 由 US06 和 LA92 驱动循环的部分组

合而成, 其设计具有一些额外的动力学特性, 有助于训

练神经网络. 每种工况分别在 3 个不同的环境温度下

(0℃, 10℃, 25℃)进行放电实验并获取相应的数据, 用
来验证本文所提方法在不同环境温度下的有效性.
 
 

表 1     电池信息
 

属性 参数

额定容量 (Ah) 2.9
额定开路电压 (V) 3.6
最小/最大电压 (V) 2.5/4.2

 
 

各种工况都是模拟现实中电动汽车在不同情况下

的行驶特点, 不同工况的区别具体体现在电池放电时

端电流的曲线不同, 最终获取的电池数据中, 电流数据

是固定的, 只有电压和温度是在放电过程中实时测量

获得的. 记录数据的时间间隔为 1 s, 在不同的工况下,
放电所需时间大约在 6 000 s 到 10 000 s 之间. 图 4 显

示了 US06、LA92、UDDS 和 HWFET 这 4 种工况在

25℃ 下的电流曲线. 从图 4可以看出, 各个工况下的电

流曲线都表现出了极强的非线性.
Panasonic 18650PF数据集中的 9种工况并不能涵

盖现实中电动汽车的所有行驶情况, 为了能让本文提

出的模型能应用于现实, 本文选取 NN 工况下的数据

作为验证集, 包含 11 698条数据, US06工况和 HWFET
工况下的数据作为测试集来验证模型效果, 分别包含

4 806 和 7 595 条数据, 其余 6 种工况下的数据作为训

练集, 共有 80  924 条数据. 图 5 显示了 US06 工况在

0℃ 和 25℃ 下, 电流 (图 5(a))、电压 (图 5(b))、温度

(图 5(c))和电池剩余容量 (图 5(d))随时间的变化曲线.
在 25℃ 的情况下, 放电过程中是存在再生制动的, 而

0℃ 的情况下没有出现, 这是因为当温度低于 10℃ 时

进行充电会对电池造成较大伤害.
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图 4    不同工况下的电流曲线

 

 2.2   实验步骤

 2.2.1    数据处理与特征工程

原始数据包括电压、电流和温度, 数据的采集间

隔为 1 s, 每个温度下的数据总量大约为 100 000条. 根
据采集的数据进行特征工程 ,  共制作 n 个特征 [ f1,
f2, …, fn]. 此后还要将每个特征分别进行归一化, 本文

采用最大最小值归一化方法, 计算方法如下:
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xnorm =
x− xmin

xmax− xmin
(10)

其中, x, xmin, xmax, xnorm 分别代表原始值、该特征的最

小值、该特征的最大值和归一化后的值. 最后要构造

时间序列数据 ,  本实验设定一条序列的时间跨度为

50 s, 所以序列长度 Nseq 为 50.
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图 5    US06工况在 25℃和 0℃下测得的电池放电数据

 

 2.2.2    实验环境和 Bi-LSTM模型设置

本文使用 Python 的 PyTorch 库搭建 Bi-LSTM 模

型, 模型的各个相关参数设置如表 2所示. 实验硬件设

施使用 AMD Ryzen 7 5800U CPU @3.2 GHz, Windows 11
64 位操作系统, 16 GB 运行内存和 500 GB 硬盘. 编程

软件为 Jupyter Notebook.
 
 

表 2     Bi-LSTM模型参数设置
 

参数 值

学习率 0.005
隐藏层神经元个数 128

隐藏层层数 1
批处理大小 128
迭代次数 100
Dropout率 0.8

是否使用双向结构 是
 
 

 2.2.3    模型训练

本文使用 NN工况下测得的数据作为验证集, US06
和 HWFET 工况下测得的数据作为测试集, 其余数据

作为训练集. 每次训练都要将所有训练数据迭代 100次,
每次迭代训练包括以下 3个步骤.

Step 1. 读入所有训练数据并加入噪声, 这样可以

保证每次迭代训练的数据都不同.
Step 2. 模型训练.
Step 3. 在测试集上验证此时模型的效果, 计算各

个性能指标.
100 次迭代结束后, 取最后 10 次迭代的 MAE、

RMSE、MaxE的平均值作为该模型最终的效果.

 3   实验结果与分析

本文使用平均绝对误差 MAE, 均方根误差 RMSE
和最大误差 MaxE 来衡量模型预测的效果, 它们的计

算公式分别为:

MAE =
1
N

N∑
k=1

|yk − ŷk | (11)

RMSE =
1
N

N∑
k=1

√
(yk − ŷk)2 (12)

yk ŷk其中, N 是样本总数,  是样本的真实 SOC 值,  是该

条样本的预测值.
 3.1   使用 PI 寻找重要特征

本文一共根据原始数据制作了 14个特征, 主要分

为 3 类, 原始数据特征 [v, i, temp] 和 charge、导数类

特征 [dv, di, dtemp, d2v, d2i, d2temp] 和历史统计特征
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[
∫

vdt,
∫

idt,
∫

tempdt,
∫

chargedt]. 特征 charge 指前一

个采集时间点到当前时间的放电量. 导数类特征可以

捕捉电压、电流和温度的短期变化信息, 由当前时间

的值与前一个时间的值作差得到. 历史统计特征可以

捕捉电压、电流和温度的长期历史行为信息, 历史窗

口长度为 10 s.

v
∫

vdt

∫
chargedt

∫
idt∫

chargedt

∫
vdt
∫

chargedt
∫

idt

之后根据 PI 算法计算每个特征的重要性, 如图 6
所示. 从图中可以看出, 最重要的特征是 和 , 这比

较容易理解因为从图 5(b) 和图 5(d) 中就可以看出电

池电压曲线与 SOC 曲线有着相同的变化趋势. 其次,
,  charge ,   i ,   ,   temp 有较高的重要性 .

, charge 反映了在过去的一段时间 (10 s) 内

电池的充放电总量, 由于时间短, 使用安时积分法不得

不考虑的累积误差可以忽略不计. i, temp 作为可以直

接反映电池当前状态的数据, 对 SOC的预测有着不可

忽视的作用. 其余特征的重要性太小, 从 PI 算法的角

度来看, 这些特征对 SOC 预测几乎没有作用. 因此本

文选择 v,  ,  , charge, i,  , temp 这

7个特征来训练模型, 称为 PI特征. 表 3列出了模型在

不同的特征下的 SOC预测性能. 图 7显示了在不同特

征下模型的预测效果. 从表 3中可以看出, 当使用所有

特征时, 模型的预测效果相较于只用原始特征时已有

提升, 提升了 10.7%; 当使用 PI 特征时, 模型的预测效

果有更大幅度的提升, 提升了 20%. 这说明 PI 算法的

确可以从众多的特征中挑选出对 SOC 预测最重要的

特征, 同时也说明了无效的特征会降低模型的性能.
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图 6    各个特征的重要性

 

 3.2   高斯数据增强对模型预测的影响

本文中给训练数据加的高斯噪声服从标准正态分

布, 平均值为 0, 标准差为 1. 训练时, 在每一个 epoch
开始前都要重新读取数据并加入高斯噪声, 这样训练

集数据总量相当于原来的 100 倍. 加入了高斯噪声后

模型的预测结果如表 4 和图 8 所示. 从表 4 中可以看

出, 加入噪声的幅度不同, 对模型预测效果的影响也不

同.噪声幅度为 0.001 时, 模型预测效果并无明显提升,
这是因为新数据和原数据几乎一样, 这并没有达到数

据增强的目的, 相当于将一样的数据迭代 100次, 这与

寻常的训练方式并无区别. 噪声幅度为 0.005 时, 模型

的预测效果有了较大提升, MAE 值和 RMSE 值分别为

0.47% 和 0.68%, 相较于没有噪声的情况下提升了

9.6%, 6.8%, 这说明通过添加适当的高斯噪声得到的大

量额外数据可以弥补原始训练数据过少的缺点, 从而

提升 Bi-LSTM 模型的预测效果. 当噪声幅度增大到

0.01时, 模型的预测效果反而变差, 这说明加入的噪声

幅度不能过大, 这样会导致获取到的新数据失去现实

意义, 这种数据相当于异常数据, 会对模型预测产生负

面影响.
  

表 3     不同特征下模型的预测结果 (%)
 

工况 特征 MAE RMSE MaxE

HWFET
i, v, temp 0.65 0.90 3.26

PI 0.52 0.73 2.62
All 0.58 0.82 2.99

US06
i, v, temp 0.61 0.82 4.05

PI 0.56 0.72 2.63
All 0.59 0.78 3.00
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图 7    不同特征下模型的预测误差

  

表 4     高斯数据增强后的预测效果
 

工况 噪声幅度 MAE (%) RMSE (%) MaxE (%)

HWFET
无 0.52 0.73 2.62

0.001 0.51 0.73 2.64
0.005 0.47 0.68 2.61
0.01 0.58 0.79 2.87

US06

无 0.56 0.72 2.63
0.001 0.54 0.72 2.62
0.005 0.51 0.70 2.53
0.01 0.61 0.81 3.32
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图 8    数据增强后的模型预测误差

 

此外, 考虑到现实情况中电动汽车上的电流、电

压和温度传感器的精度会随着使用时间下降, 这将导

致各项数据无法准确测量. 所以进行了额外的实验: 给
测试集也加上高斯噪声来验证 Bi-LSTM 模型的鲁棒

性. 给测试集加的高斯噪声的幅度较大, 包括 [0.01,
0.05, 0.1], 因为数据集的数据已经归一化到 0 到 1 之

间, 所以加入噪声就相当于测量精度为 [1%, 5%, 10%],
测试结果如表 5所示.
  

表 5     测试集有噪声时的预测效果
 

工况 噪声幅度 MAE (%) RMSE (%) MaxE (%)

HWFET

无 0.47 0.68 2.61
0.01 0.62 0.91 4.56
0.05 0.91 1.20 5.42
0.1 1.32 1.68 7.92

US06

无 0.51 0.70 2.53
0.01 0.75 0.93 2.75
0.05 1.05 1.29 3.79
0.1 1.57 1.96 7.34

 
 

从表 5中可以看出, 测试集加入高斯噪声后, 模型

在测试集上的预测效果有所下降, 当高斯噪声的幅度

在 0.05 以内时, 模型预测的 MAE 维持在 1% 以内, 最
大误差在 5% 左右, 这是一个可以接受的值. 但当高斯

噪声的幅度达到 0.1 后, 即测量精度只有 10%, 模型在

测试集上的预测效果很差, 最大误差达到了 8%. 由此

可见, 在实际情况下, 即使锂离子电池的各项数据不能

准确测量, 但只要把精度控制在 5% 以内, 使用本模型

来预测 SOC都能达到较好的效果.
 3.3   不同环境温度下的 SOC 预测

温度对锂离子的电池荷电状态预测有着极大的

影响, 当环境温度固定时, 电池在充放电过程中表面

温度会随时间变化, 但整体上不会与环境温度相差太

大. 电池表面温度一方面可以作为 Bi-LSTM的一个输

入特征来预测 SOC, 此外电池表面温度还影响电池的

充放电策略, 比如当电池表面温度过低时给电池充电

会对电池造成损害, 因此应当避免在低温下进行充电.
本文研究了模型在 3 个固定的环境温度下的预测效

果, 分别是 0℃, 10℃, 25℃. 预测效果如表 6 所示, 预
测曲线和误差曲线如图 9所示. 从表 6中可以看出, 模
型在 3个不同温度下的预测效果有所不同, 在 HWFET
工况下, MAE 分别为 0.47%, 0.84%, 0.80%, MaxE分别

为 2.61%, 4.05%, 3.61%. 由此可见, 温度对模型预测效

果有着一定影响, 模型在低温 (0℃, 10℃)下的预测精

度要低于常温 (25℃) 下的预测精度 . 作为对比 , 文
献 [20] 中的 LSTM 神经网络在相同的数据集下的预

测结果分别是 0.774%, 0.782%, 2.088% 和 3.692%,
4.047%, 6.687%. 本文提出的方法获得了更好的预测

效果.
 
 

表 6     不同环境温度下模型的预测结果
 

工况 温度(℃) MAE (%) RMSE (%) MaxE (%)

HWFET
25 0.47 0.68 2.61
10 0.84 1.11 4.05
0 0.80 0.97 3.61

US06
25 0.51 0.70 2.53
10 1.09 1.41 5.20
0 0.85 1.10 4.62

 
 

 4   结论

∫
vdt
∫

chargedt

本文提出了一种基于特征选择和高斯数据增强

的锂离子电池 SOC 预测方法. 该方法的贡献主要有

3 个方面 . 1) 根据原始电池数据设计了大量额外的

特征 , 并使用 PI 特征选择算法选出最有效的 7 个

特征 , 它们是 v,  ,  , charge, i, temp, dv.

2) 引入高斯噪声的方法来增强训练数据 , 使数据构

成的输入空间更加平滑, 提升了 Bi-LSTM 模型的预

测效果. 3)通过预测加入了高斯噪声的测试集, 证明

了当测量数据与真实数据的误差在 5%以内时, 模型

依然有较好的预测效果, 即具备较强的鲁棒性. 本文

提出的 PI 特征工程与高斯数据增强方法可以为后

续研究者在预测 SOC 时提供新的数据改良途径, 从
而帮助研究者进一步提升模型的预测效果 . 将来的

工作重点围绕研究其他类型的噪声对原始数据的增

强效果 , 并通过其他型号的锂离子电池来验证提出

方法的有效性.
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