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摘　要: 能源分配问题往往与其所在区域环境有关, 能源分配的预测可以通过当地环境因素数据来推测之后对该区

域的能源分配数值, 最大程度上分配好能源. LSTM网络预测短期效果良好, 但预测较长时期的数据会导致误差积

累, 速度慢且准确性差; Informer 是近期新提出的能源预测算法模型, 速度快但在该任务上预测能力不够. 本文提

出 Conv1d-LSTM模型, 预测结果优于上述两个模型, 具有更低的平均绝对误差和均方根误差.
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Abstract: Energy distribution is often related to the local environment. Regarding energy distribution prediction, data on
local environmental factors can be availed to predict the value of energy to be distributed to the region, thereby
maximizing the extent of proper energy distribution. The long short-term memory (LSTM) network, despite its favorable
short-term prediction effect, is weakened by error accumulation, a slow speed, and poor accuracy when it is used for long-
term data prediction. As a new algorithmic energy prediction model recently proposed, Informer is fast but not sufficiently
capable of prediction in this task. This study proposes a Conv1d-LSTM model that achieves better prediction results than
those of the above two models with a smaller mean absolute error (MAE) and root mean square error (RMSE).
Key words: energy distribution; convolutional neural network (CNN); long short-term memory (LSTM); mean absolute
error (MAE); root mean square error (RMSE); deep learning

 
 

能源分配问题是地区发展需要面临的一个难题,
对于未来一段时间内地区的能源分配数值进行预测,
使得能源被充分利用, 既能保证该地区的发展, 还能减

少对环境造成的污染, 所以对于所需能源的具体值进

行预测是一项非常有必要的工作[1–3]. 而能源分配往往

需要考虑到该地区的气候环境因素, 同时还要将以往

能源分配的数值作为参考值, 这是典型的时序预测问题.

对于传统的时序预测, 有包括卡尔曼滤波预测[4]、

时间序列预测[5] 和差分整合滑动平均自回归模型预测[6]

等方法, 而此类传统方法预测精度低[7] 且预测耗时很

长. 利用神经网络预测能更快更好的解决上述问题, 循
环神经网络 (recurrent neural network, RNN) 作为最早

使用的算法结构容易出现梯度爆炸的问题, 而且其预

测的结果基本仅取决于过去超短时期的数据. 后续为
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了改进 RNN遗忘性大这一问题, 引入了传统的长短期

记忆网络 (long short-term memory, LSTM)这一种时间

循环神经网络, LSTM 的记忆门与遗忘门可以处理传

入的短期数据, 在预测问题上可以减缓梯度爆炸或者

梯度消失的问题; 虽然传统的 LSTM模型在相比 RNN
时有了很大的进步, 但仍然存在 3 个问题: (1) 预测多

元问题效果差. LSTM模型在面对多元预测问题上, 往
往都是将原始数据直接传入网络中生成对应的预测结

果; (2) 统计窗口小. LSTM 模型进行大量的数据预测

时, 很难将过去较长一段时期的数据纳入计算范围, 模
型投入过多的数据不但浪费算力甚至会影响结果的准

确性; (3) 时间复杂度高. LSTM 模型预测所花费的时

间随所需预测的数量的增加而变长 .  另一方面 ,
Informer模型[8] 常被用于预测能源分配问题, 该模型预

测速度快且在中长距离预测和多元预测问题上都有较

好的表现, 但在此任务上该模型效果不好.
本文针对上述问题, 提出了 Conv1d-LSTM 模型,

引入计算机视觉中的卷积核[9,10] 作为统计窗口, 提取出

结合了多元的环境因素与能源分配的数值的特征; 设
置较大的计算窗口可以让网络接收到更久远的信息;
采用并联多个 LSTM组件的方法可进行快速地长序列

预测. Conv1d-LSTM 模型面对多元数据集时, 相较于

其他经典算法有着更高的精度. 本文将采用平均绝对

误差 MAE (mean absolute error)、均方根误差 RMSE
(root mean square error)、平均绝对百分比误差 MAPE
(mean absolute percentage error) 和运行时长作为评价

指标. 通过实验发现, Conv1d-LSTM 模型较其他模型

具有更低的 MAE 和 RMSE, 在短距离预测 MAPE 仅为

4.4%, 同时在运行速度上也有着一定优势.

 1   算法结构

 1.1   输入与输出

 1.1.1    输入

Dt = (d0,d1,d2, · · · ,dm−1)

Xt = (Dt,Dt+1,Dt+2, · · · ,Dt+k−1)

原始数据 , D t 为 t 时刻该

地能源分配具体数值 d0 与当地环境因素相关数值

d1–dm–1 . 算法输入 , Xt 为

用于预测 t 时刻输出 Yt 的矩阵, 维度为 (k, m), k 为使用

的原始数据 Dt 的数量.
 1.1.2    输出

Ŷ = (Y0,Y1,Y2, · · · ,YP−1)

输出是未来 P 个连续时间预测的能源分配数值及

环境因素数值, 可以表示为 , 其中

Yt = (y0,y1,y2, · · · ,ym−1)每个 Yt 为 t 时刻模型的输出, 即 ,
y0 为预测的能源分配具体数值, y1–ym–1 为预测的环境

因素数值.
 1.2   算法结构

相较于传统的 LSTM模型, Conv1d-LSTM模型继

承了 LSTM 内部的结构, 仍然保留了遗忘门、输入

门、输出门等结构, 但输入序列不再从原始数据中直

接获得, 而是将多组能源分配的数值以及该区域的环

境因素数值传入卷积神经网络中.
如图 1 所示, 输入序列 Xt 通过多个卷积层和池化

层, 最后经过全连接层提取出特征向量 Lt , 将生成的特

征向量传入 LSTM的相关组件中.
 

输入 X
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列
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图 1    卷积神经网络 (CNN)提取数据特征

 

卷积层 Conv1d 中输入为 Xin (k, Lin), 输出为 Xout

(n, Lout), 其计算公式如下:

Xout =
WD ·D0+WD ·D1+ · · ·+WD ·Dk−1+b

n
(1)

Lout =
Lin+2∗ p− (ks−1)

s
+1 (2)

其中, WD 为卷积核的权值; D0–Dk–1 为 k 个原始数据;
b 为偏置量; Lin 为输入的矩阵的第二维度; n 为卷积核

数量, p 为填充数量; ks 为卷积核的尺度; s 为卷积核每

次移动的步长. Xout 为输出数值, Lout 为维度值.
6

6

卷积层计算方式如图 2, 假设输入为 Xin (3,  ), 设
p=1, ks=3, s=1, n=1, 则通过卷积层后输出 Xout 维度为

(1,  ).
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图 2    卷积层结构
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平均池化层和激活函数 ReLU 维度计算公式与卷

积层同理, 数值计算公式如下:

Pout =
P′in+Pin+P′′in

3
(3)

Rout =max(Rin,0) (4)

P′in Pin P′′in其中,  ,  ,  分别为输入的 3个相邻的数值; Rin 为

数据输入 ReLU激活函数的数值. Pout 为平均池化层输

出的数值, Rout 为数据通过 ReLU激活函数输出数值.
将输入 Xt 传入通过多层卷积池化以及全连接层的

卷积神经网络后获得长序列特征向量 Lt , 记为:

Lt =Conv1d (Xt) (5)

其中, 计算结果 Lt 为 t 时刻前 k 次能量分配的原始数

据通过卷积神经网络 (convolutional neural networks,
CNN) 提取出的特征参数, k 为超参数, 用于设定每个

特征包含多少组的数据.
LSTM模型如图 3, 将每个时刻通过卷积神经网络

生成的长序列特征 Lt 传入模型计算如下, 激活函数:

σ (x) =
1

1+ e−x (6)

tanh(x) =
ex − e−x

ex + e−x (7)

遗忘门 ft , 输入参数为前一时刻的隐藏状态 Ht–1

及特征向量 Lt:

ft = σ
(
W f · [Ht−1,Lt]+b f

)
(8)

输入门 it , 输入参数与遗忘门一样:

it = σ (Wi · [Ht−1,Lt]+bi) (9)

当前细胞状态 Ct , 输入参数由遗忘门的输出 ft 、

输入门的输出 it 、上一时刻细胞状态值 Ct–1 及特征向

量 Lt 组成:

Ct = ft ·Ct−1+ it · tanh(WC · [Ht−1,Lt]+bC) (10)

输出门 ot , 输入参数为前一时刻隐藏状态 Ht–1、

当前细胞状态值 Ct 及特征向量 Lt :

ot = σ (Wo · [Ht−1,Lt]+bo) (11)

更新后的当前隐藏状态 Ht :

Ht = ot · tanh(Ct) (12)

输出预测出的长序列值 Yt :

Yt = ot · tanh(Ct) (13)
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图 3    LSTM模型
 

 2   计算方法

 2.1   单步计算

 2.1.1    单步训练

Xt0 = (Dt0,Dt1,Dt2, · · · ,Dt9)

Dt = (d0,d1,d2, · · · ,d8)

模型单步训练流程如图 4, 假设输入 Xt0 由 10 个

原始数据 Dt0–Dt9 组成, 即 , 再

假设每条原数据 Dt 有 9条数据, 即 ,

由此可知输入 Xt0 维度为 (10, 9). 通过卷积神经网络提

取 Xt0 的特征生成特征向量 Lt0 , 向量长度为 L , 该值由

卷积神经网络最后的全连接层决定. 特征向量 Lt0 传

入 LSTM中得到预测值 Yt0, 维度为 (10, 9). Conv1d-LSTM
模型使用的损失函数为 MSELoss, 公式如下:

MSELoss (p, t) = (p− t)2 (14)
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图 4    Conv1d-LSTM单步训练
 

MSELoss (Yt0,Dt10)预测值 Yt0 与真实值 Dt10 通过

计算出损失值后通过反向传播训练模型, 后续如 Y t1

与 Dt11、Yt2 与 Dt12 同理, 直至模型收敛.
 2.1.2    单步预测

模型单步预测流程如图 5, 假设预测第 1个未知 Ŷ

值 Dt10, 则将 Dt0–Dt9 组成 1 个输入 Xt0 传入模型 , 即
可获得预测值 Yt0. 若预测后续值如 Dt11, 则将 Dt1–
Dt9和预测值 Yt0 组成 1 个输入 Xt1 传入模型 , 获得预

测值 Yt1. 按照此方法反复计算直到获得所有预测

值 .
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图 5    Conv1d-LSTM单步预测
 

 2.2   多步计算

 2.2.1    多步训练

由于单步训练的时间复杂度与 LSTM 一样, 长距

离预测时会导致模型性能下降严重, 故设计出一组并联

的 Conv1d-LSTM结构来提升模型性能. 模型多步训练

Xt0 = (Dt0,Dt1,Dt2)

Xt1 = (Dt1,Dt2,Dt3)

Dt = (d0,d1,d2, · · · ,d8)

流程如图 6, 假设一次性输入 Xt0 和 Xt1, 分别由 3 个原

始数据 Dt0–Dt2 和 Dt1–Dt3 组成, 即 ,

再假设每条原数据 Dt 有 9 条数据,

即 , 由此可知输入 Xt0 和 Xt1 维度

均为 (3, 9). 通过卷积神经网络提取 Xt0 的特征生成特
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MSELoss (Yt0,Dt4) MSELoss (Yt1,Dt5)

征向量 Lt0, Xt1 的特征生成特征向量 Lt1, 向量长度均

为 L. 特征向量 L t0 、L t1 传入 LSTM 中得到预测值

Yt0、Yt1, 维度均为 (10, 9). 该模型仍然使用的损失函

数 MSELoss , 但预测值 Yt0 所对应的真实值为 Dt4, Yt1

对应 Dt5, 故使用 和

计算出损失值, 最后通过反向传播训练模型, 后续如

Yt2 与 Dt6、Yt3 与 Dt7 同理, 直至模型收敛.

 2.2.2    多步预测

Xt0 = (Dt0,Dt1,Dt2) Xt1 = (Dt1,Dt2,Dt3)

Xt2 = (Dt2,Dt3,Yt0) Xt3 = (Dt3,Yt0,Yt1)

Ŷ

模型多步预测流程如图 7, 假设预测两个未知值 Dt4、

D t5 ,  则将输入 和

同时传入模型, 即可获得预测值 Yt0 、Yt1. 若预测后续值

如 Dt6、Dt7, 则将 和

同时传入模型, 获得预测值 Yt2、Yt3. 按照此方法反复

计算直到获得所有预测值 .
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图 6    Conv1d-LSTM多步训练
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图 7    Conv1d- LSTM多步预测
 

 3   实验分析

 3.1   实验数据集

为了评估 Conv1d-LSTM模型的性能, 本文使用了

从公开数据集 (rp5.ru) 下载的由比利时切维斯机场气

象站收集的当地相关数据. 该数据共 29 列, 其中 1 列

时间、1 列能源分配数值和 27 列环境因素, 环境因素

包括 1列光照度、24列从当地采集到的西北角至东南

角的气压和湿度数值以及 2 列匿名环境因素. 其采样
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时间间隔为 10分钟, 共 19 736行原始数据.
 3.2   实验配置

实验服务器配置 CPU: Intel Xeon E5-2620 v4,
GPU: GTX1080Ti×4 (显存 11 GB), 操作系统: CentOS
Linux release 7.6.1810 (Core), 训练和测试均在单块显

卡上进行, 软件使用 Python 3.8、PyTorch 1.7.0、cuda
10.1. 见表 1.
 
 

表 1     服务器配置和环境
 

配置 属性

CPU Intel Xeon E5-2620 v4
GPU GTX1080Ti×4

操作系统 CentOS Linux release 7.6.1810 (Core)
模型使用框架 PyTorch 1.7.0, Python 3.8, cuda 10.1

 
 

 3.3   参数选择

 3.3.1    普通参数

各个模型内部权值矩阵 W, 其内部数值分布是以

均值为 0, 标准差为 1 的正态分布; 损失值 Loss, 由于

L2 损失较 L1 损失对异常值更为敏感且惩罚更重, 故
本实验使用 MSELoss 为损失函数.
 3.3.2    超参数

统计窗口 train_window, 默认值为 92; LSTM组件

内部隐藏层大小 hidden_size, 默认值为 100; 优化器选

择 Adam[11], 学习率 learning_rate, 初始值为 0.001; 每批

次数据量 batch, 默认值为 32; 迭代次数 epoch, 默认值

为 100.
 3.4   实验过程

Ŷ

训练模型时, 全部使用超参数的默认值, 一批次输

入 124 个原始数据, 即统计窗口 92, 可截出 32 个连续

的原始数据片段, 使得传入 CNN 的 batch 数量为 32,
并获得相应的长序列特征. 将获得的长序列特征传入

LSTM 结构中, 同时传出对应的预测值 . 通过预测值

与真实值计算损失值 Loss, 使用反向传播[12] 机制训练

网络, 损失值 Loss在模型迭代训练 100次的变化如图 8
所示.

测试模型时, 以平均绝对误差 MAE (mean abso-
lute error),  均方根误差 RMSE   (root mean square
error) 和平均绝对百分比误差 MAPE (mean absolute
percentage error), 其具体表达式为:

MAE =
1
n

n∑
i=1

|yi− ŷi| (15)

RMSE =

√√
1
n

n∑
i=1

(yi− ŷi)2 (16)

MAPE =
100%

n

n∑
i=1

∣∣∣∣∣yi− ŷi

ŷi

∣∣∣∣∣ (17)

ŷi其中, n 为测试的样本数目; yi 和 分别为能量分配数

值预测值和真实值. 由上述公式可知, 模型的 MAE 和

RMSE 越低说明预测准确性越高, MAPE 越接近 0说明

模型越适合该任务, 若超过 100% 则说明该模型为劣

质模型.
 

0

0

0.002

0.004

0.006

0.008

20 40 60

Epoch

L
o
ss

80 100

 
图 8    损失值 Loss变化

 

 3.5   实验结果

实验选择传统 LSTM 模型 ,   In former 模型与

Conv1d-LSTM模型接收上述数据进行学习并预测后续

能源分配的具体数值, 分别预测未来间隔为 24次 (4 h)、
96 次 (16 h)、192 次 (32 h) 以及 216 次 (36 h) 的能源

分配数值, 比较其 MAE、MSE、MAPE 以及运行时长,
见表 2.
 
 

表 2     不同模型的实验结果
 

模型 模型指标 间隔24次间隔96次间隔192次间隔216次

LSTM

MAE 0.114 6 0.259 9 0.411 2 0.493 9
RMSE 0.152 0 0.469 1 0.735 3 0.827 7

MAPE (%) 15.05 74.15 210.7 283.62
运行时长 (s) 2.143 5.122 9.610 12.50

Informer

MAE 0.403 0 0.429 1 0.440 7 0.442 8
RMSE 0.750 3 0.767 7 0.768 7 0.800 2

MAPE (%) 203.4 231.4 245.6 237.1
运行时长 (s) 0.094 2 0.094 3 0.091 7 0.097 9

Conv1d-LSTM

MAE 0.033 8 0.123 5 0.241 4 0.293 9
RMSE 0.039 7 0.220 6 0.297 2 0.352 1

MAPE (%) 4.4 23.09 69.98 82.23
运行时长 (s) 0.266 5 0.283 3 0.274 7 0.294 4

 
 

如表 2 所示, 使用 Conv1d-LSTM 模型时, 间隔

24 次时的超短预测间隔平均绝对误差 (MAE) 仅为
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0.033  8, 其预测效果远好于 Informer 模型 ,  较传统

LSTM模型的效果也有小幅提升; 同样, Conv1d-LSTM
在中长预测间隔中, 如间隔 96次、间隔 192次、间隔

216 次时的 MAE、RMSE 均远低于 Informer 和 LSTM
模型, MAPE 也在始终保持在 100%以下.

运行时长用于记录训练好的模型从加载到最后预

测出结果的耗时. 传统的 LSTM 模型面对越来越长的

预测任务时, 运行时长也会随之变久, 而 Conv1d-LSTM
模型随着任务间隔变长所消耗的时间增多不明显, 相
较于传统的 LSTM模型有着速度上的绝对优势.
 3.6   预测波形

为了直观体现 Conv1d-LSTM 模型在预测问题上

的优势, 本文采用 Python 3.8 中的第三方库 matplotlib
绘制预测折线图, 数据由模型预测后直接导入该第三

方库. 图 9、图 10展示了预测未来 24次间隔的能量分

配值, 图展示了未来 192次间隔的能量分配值, 横坐标

为间隔次数, 纵坐标为能源分配数值, 能源分配数值为

原始数据放缩在 (−1, 1)区间内归一化后的数值.
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图 9    各模型 24次间隔预测图
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图 10    各模型 96次间隔预测图

 

如图 9、图 10 可知, Informer 模型在预测此类能

源分配任务时几乎没有波动, 从实验结果的 MAPE 远

高于 100%和展示的波形可以看出, Informer模型不具

备对该任务预测能力; LSTM模型在 24次间隔即短间

隔时预测能力较好, 但在 96次中长预测间隔中性能严

重下滑, 折线图中 LSTM的波形只会在 (−1.0, −0.7)之
间徘徊, 故在更长间隔的任务中 LSTM 模型也将不具

备预测能力; 本文提出的 Conv1d-LSTM模型, 在 24次
短间隔的预测结果与真实值接近, 且中长距离的预测

结果波形与真实数据波形走势接近, 仍然具有很好的

预测能力.

 4   总结与展望

 4.1   当前存在的问题

(1) Conv1d-LSTM 模型中运用了神经网络来进行

计算, 属于黑箱模型, 无法从原理上找到问题的突破口,
目前阶段主要是以计算出结果来对比真实值, 再利用

对比结果进行反推从而达到调优模型性能的目的.
(2) Conv1d-LSTM 的模型在该能源分配任务上效

果显著, 但其泛化能力还有待验证.
(3) 目前关于能源分配的问题还未有成熟的计算

体系, 难以从理论上构建更加有效的预测模型, 现阶段

仍需要组合搭建不同的网络来尝试解决此类问题.
 4.2   发展动向

(1) 随着“双碳”政策的提出, 越来越多的人重视能

源的相关问题, 也有更多的科研工作者投身该方向的

研究. 文中使用的 Informer 模型虽不适合本文的任务,
但该模型也是我国科研工作者提出的有关能源分配预

测的新算法模型.
(2) 未来的能源分配任务将会根据能源分配预测

的特点, 从数学角度出发, 寻找对能源分配具有高影响

力的环境因素, 通过对不同地方采集到的数据进行先

筛选归类, 再从算法的角度组合可用的模块或搭建合

适的模型.
 4.3   总结

能源分配的具体数值具有一定的规律性, 非常适

合用深度学习的方法来挖掘其内部各个数据间的关系,
故我们需要搜集大量的当地环境因素数据如温度、湿

度及 PM2.5 等. 本文提出的 Conv1d-LSTM用于进行能

源分配数值的预测, 拥有传统 LSTM 短距离的高精确

度, 同时还能通过扩大感受野来预测长期数值, 预测的

速度也不会因任务的长短不同而发生较大变化. 测试

结果也表明, 通过当地的环境因素数值及能源分配数

值来训练 Conv1d-LSTM模型, 能够准确地预测该地一

段时间内能源所需分配的具体数值, 能够达到节能或
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是充分利用能源的目的.
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