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摘　要: 随着信息技术的发展, 推荐系统作为信息过载时代的重要工具, 正扮演着越来越重要的角色. 基于内容和协

同过滤的传统推荐系统, 倾向于以静态方式对用户与商品交互进行建模, 以获取用户过去的长期偏好. 考虑到用户

的偏好往往是动态的, 且具有非持续性和行为依赖性, 序列化推荐方法将用户与商品的交互历史建模为有序序列,
能有效捕获商品的依赖关系和用户的短期偏好. 然而多数序列化推荐模型过于强调用户-商品交互的行为顺序, 忽
视了交互序列中的时间信息, 即隐式假设了序列中相邻商品具有相同的时间间隔, 在捕捉包含时间动态的用户偏好

上具有局限性. 针对以上问题, 文中提出基于自注意力网络的时间感知序列化推荐 (self-attention-based network for
time-aware sequential recommendation, SNTSR)模型, 该模型将时间信息融入改进的自注意力网络中, 以探索动态时

间对下一商品预测的影响. 同时, SNTSR独立计算位置相关性, 以消除可能引入的噪声相关性, 增强捕获用户序列

模式的能力. 在两个真实世界数据集上的大量实验表明, SNTSR始终优于一组先进的序列化推荐模型.
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Abstract: As information technology develops, recommendation system serves as an important tool in the era of
information overload and plays an increasingly important role. Traditional recommendation systems based on content and
collaborative filtering tend to model the interaction between users and items in a static way to obtain users’ previous long-
term preferences. Because users’ preferences are often dynamic, unsustainable, and behavior-dependent, sequential
recommendation methods model the interaction histories between users and items as ordered sequences, which can
effectively capture the dependencies between items and users’ short-term preferences. However, most sequential
recommendation models overemphasize the behavior order of user-item interaction and ignore the temporal information in
interaction sequences. In other words, they implicitly assume that adjacent items in the sequences have the same time
interval, which leads to limitations in capturing users’ preferences that include temporal dynamics. In response to the
above problems, this study proposes a self-attention-based network for time-aware sequential recommendation (SNTSR)
model, which integrates temporal information into an improved self-attention network to explore the impact of dynamic
time on the prediction of the next item. At the same time, SNTSR independently calculates position correlation to
eliminate the noise correlations that may be introduced and enhance the ability to capture users’ sequential patterns.
Extensive experimental studies are carried out on two real-world datasets, and results show that SNTSR consistently
outperforms a set of state-of-the-art sequential recommendation models.
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数据时代的到来, 海量的信息涌入人类社会, 随之

而来的就是信息过载. 推荐系统作为解决此类问题的

工具应运而生, 并得到快速发展. 传统的推荐方法包括

基于内容的推荐系统和基于协同过滤的推荐系统, 它
们更倾向于以静态的方式建模用户行为, 捕获长期偏

好. 而序列化推荐方法将用户-商品 (物品)交互视为动

态序列, 考虑序列的依赖关系以获取用户当前和最近

的偏好[1], 得到更精准的推荐.
考虑到现实世界的各种因素, 用户的偏好具有动

态性, 用户对某一商品的兴趣在不同时间段往往是不

同的. 尽管先前序列化推荐方法使推荐效果进一步提

升, 但是这仍不足以得到令人满意的结果. 它们过于强

调交互的顺序相关性, 这些模型中忽视了关键的时间

动态信息, 而这些信息就存在于不断演化的用户-商品

交互中, 并与序列模式共存[2]. 这就是说, 这些模型隐含

地假设了序列中所有相邻的商品具有相同的时间间隔,
对下一个商品的影响因素只包含前一个商品的位置与

编号, 这显然不够合理[3]. 例如, 用户在购买手机之后,
短时间内很有可能购买一个手机壳, 然而过了很长一

段时间, 用户可能已经购买过了或是已经不需要了, 对
手机壳的购买欲望大大降低.

近年来, 受到 Transformer 模型[4] 的启发, 自注意

力网络被用于各种推荐任务中, 并取得了良好的效果.
SASRec[5] 对历史交互序列进行建模, 在不使用任何循

环或者卷积操作的情况下, 模型表现出优异的推荐性

能. BERT4Rec[6] 采用深层双向自注意力对用户行为序

列进行建模, 利用 Cloze 任务双向训练目标, 进一步提

高了其在 SASRec 上的表现. 自注意力网络为每个历

史商品分配一个注意权重并聚合这些商品, 从而推断

出商品的序列嵌入关系. 自注意力权重体现了在某个

时间戳之前, 商品对当前状态的影响所占比重. 但是,
多数基于自注意力机制的序列化推荐任务也存在弊端.
首先, 自注意力网络要求用户的所有历史商品之间产

生交互, 时间与空间复杂度较高, 加大运行成本, 导致

推荐效率降低. 其次, 在自注意力机制中, 目前还没有

确定的位置嵌入的最优方法, 例如在 Transformer 中,
模型使用了不同频率的正余弦函数进行固定位置嵌入,

而 SASRec与 BERT4Rec, 将可学习的位置嵌入与商品

嵌入相加得到含有位置信息的嵌入; 在 TiSASRec模型[3]

中, 采用了两个可学习的位置嵌入分别表示自注意力

机制中的 key 和 value. 实际上, 商品与绝对位置之间

并没有呈现出强相关性, 这种处理可能会引入噪声相

关性并限制模型捕获用户序列模式的能力.
综合以上分析, 本文提出了一种基于自注意力网

络的时间感知序列化推荐 (self-attention-based network
for time-aware sequential recommendation, SNTSR) 模
型. 受 TiSASRec启发, SNTSR不仅考虑到 LightSANs[7]

中对用户兴趣进行低阶分解, 还将时间信息以不同形

式注入到自注意力网络中的 query和 key中, 以推断用

户在时间动态下的兴趣偏好. 在序列商品的位置嵌入

方面, 文中使用独立的位置编码, 单独计算位置相关性,
以避免引入混合相关性[8], 增强模型获取序列模式的能

力. 本文的主要贡献总结如下.
(1) 本文根据用户-商品交互序列中隐含的时间动

态信息, 将不同时间戳注入模型, 对序列交互中的关系

进行建模.
(2) 结合自注意力机制的特点, 提出了一种基于自

注意力网络的时间感知序列化推荐方法, 结合交互顺

序、时间信息、商品权重以及位置信息共同捕捉序列

模式, 进行精准推荐.
(3)本文提出的 SNTSR模型在两个真实世界公开

数据集上进行了大量实验, 结果表明 SNTSR模型在两

个评价指标方面始终优于一组先进的序列化推荐模型.

 1   相关工作

 1.1   序列化推荐

早期的序列推荐模型通常利用马尔可夫模型捕获

序列模式. 例如, Feng等[9] 先将马尔可夫链嵌入欧几里

德空间, 而后根据其欧几里德距离计算交互之间的转

移概率. Rendle 等[10] 提出的 FPMC 模型, 将矩阵分解

和马尔可夫链结合来建模序列行为和长期偏好. 此外,
高阶马尔可夫链更多地考虑到先前的商品[11]. 由于马

尔可夫链只考虑一个或多个最近的交互, 忽略了长期

的依赖, 因此难以捕捉用户的长期偏好. 近年来, 神经

计 算 机 系 统 应 用 http://www.c-s-a.org.cn 2023 年 第 32 卷 第 1 期

198 软件技术•算法 Software Technique•Algorithm

http://www.c-s-a.org.cn


网络逐渐被用于序列化推荐方法. 例如, 基于卷积神经

网络的 Caser模型[12], 将先前的某些商品的嵌入矩阵视

为“图像”, 通过卷积神经网挖掘商品间的转移. 循环神

经网络对整个用户序列进行建模[13], 得到了广泛应用.
其中, 长短期记忆网络 (LSTM) [14] 和门控循环单元

(GRU)[15] 都是 RNN的重要变体, 利用各种门控机制保

留重要特征, 保证信息在长期传播时不会丢失, 但是模

型训练时间可能会很长. 最近, 基于注意力模型[5,6,16]

的序列化推荐方法也开始被探索, 使得序列化推荐性

能进一步提升.
 1.2   注意力机制

深度学习中的注意力机制与人类视觉的注意力机

制类似, 即在诸多信息中把注意力集中在关键信息上,
忽略其他不重要的信息. 注意力模型被广泛使用在自

然语言处理[17] 和计算机视觉[18] 等不同类型的深度学

习任务中, Transformer也充分利用自注意力机制, 进一

步提高了多头并行性, 在机器翻译任务上取得了较大

进展. 为了提高推荐效率, 推荐系统在自注意力机制方

面进行了探索, 例如 Kang等[5] 受 Transformer启发, 使
用自注意力机制对序列化推荐方法进行优化; SHAN[19]

模型使用两层注意力网络, 第 1 层用来学习用户的长

期偏好, 第 2 层通过耦合用户长期和短期偏好输出最

终用户表示. 在本文中, 受到 LightSANs 模型启发, 其
将用户历史商品投影为固定的低阶潜在兴趣, 因此, 每
个用户的历史商品只需要与这些固定的潜在兴趣进行

交互就能建立真实的上下文感知, 而不是用户的所有

历史商品相互交互, 使得模型的时间空间复杂度与用

户历史序列长度成正比. 同时, 在对自注意力网络添加

位置信息时, 没有采用 SASRec 与 BERT4Rec 中将物

品嵌入与位置嵌入相加的方法, 而是单独进行位置相

关性的计算, 不需要商品参与, 以减少带给自注意网络

的随机性. 文中将时间信息融入到自注意力网络中, 相
比之前的注意力网络, SNTSR模型更具轻量性.
 1.3   融合时间信息的推荐

在实际推荐应用中, 用户交互的上下文信息会随

着时间而变化, 推荐领域一直在探索如何更充分地利

用时间信息.
TimeSVD++模型[20] 将整个时间周期内的时间动

态进行建模, 结合因子分解机和邻域模型进行推荐, 取
得了显著的效果. Xiong 等[21] 提出的贝叶斯张量分解

(BPTF) 算法, 在传统的基于因子的协同过滤算法中引

入时间特征, 从而学习潜在特征的全局演化. 在 MR-

TSSSM[22] 中引入时间概念, 将用户特征分为长期兴趣

和短期兴趣, 在新闻数据上取得了优异的性能. 此外,
序列化推荐模型也考虑到了时间信息对推荐性能的影

响. TIEN[23] 采用了交互时间间隔, 在短时间间隔内, 相
似用户的信息有助于识别目标用户的新兴趣. TiSASRec
将个性化时间间隔建模为两商品之间的关系, 对 SASRec
进行改进, 取得不错的效果. Wu等[16] 提出的基于上下

文的时间注意机制 (CTA), 是一种基于序列化神经结

构的注意力, 该模型通过学习来衡量用户历史行为的

影响, 这不仅包括它是什么行为, 还包括行为发生的时

间和方式. 文中我们将时间戳信息进行缩放处理, 将其

限制在商品编号的范围之内, 减少了时间戳过大引起

的异常信息, 由于对时间戳信息线性缩放, 因此时间信

息的损失比较小.

 2   SNTSR模型

 2.1   问题陈述

I = {i1, i2 , · · · , i|I|}
u ∈ U S u =

(S u
1,S

u
2, · · · ,S

u
|S u |) S u

t ∈ I T = (t1,

t2, · · · , t|T |) tx

(S u
1,S

u
2, · · · ,S

u
|S u |−1) (S u

2,S
u
3, · · · ,

S u
|S u |)

在序列化推荐方法中, 为了便于说明, 设 U 表示一

组用户集合,  表示一组商品集合. 对于

每一个用户 ,  都对应着一个历史交互序列

, 其中 . 同时, 时间戳序列

与行为序列相对应. 在某一时间戳 , 模型根

据之前交互的 x 个商品以及它们包含的时间信息, 对
下一个要交互的商品进行预测. 因此, 若模型的输入是

, 那么期望得到的输出为

. 结合 LightSANs方法, 我们考虑将时间信息融入

自注意网络中, 更充分地利用上下文信息, 提出 SNTSR
模型以更好地捕捉序列模式, 完成高性能推荐. SNTSR
模型主要分为 3 层: 包含时间信息的注意力层、位置

信息嵌入层和输出预测层. 图 1为 SNTSR模型总体框

架. 同时表 1列出了文中相关符号及其说明.
 2.2   包含时间信息的注意力层

 2.2.1    商品嵌入与时间嵌入

(S u
1,S

u
2, · · · ,

S u
|S u |−1) S = (S 1,S 2, · · · ,S n)

t = (t1, t2, · · · , tn)

M ∈ R|I|×d

E ∈ Rn×d msi ∈ Rd

受文献 [3]启发, 文中将输入的行为序列

变换为固定长度为 n 的序列 ,
其中 n 表示模型输入序列的最大长度. 若序列长度大

于等于 n, 则只考虑前 n 个交互商品; 若序列长度小于

n, 则在左侧添加填充商品直至长度为 n. 同样, 可以得

到固定长度为 n 的时间序列 . 之后创建

所有物品嵌入矩阵 , 其中 d 为潜在维度, 经过

查找检索前 n 项操作后得到最终的输入物品 (商品)嵌
入矩阵 , 其中 .
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图 1    SNTSR模型总体框架
 

E =


ms1

ms2
...

msn

 (1)

TK ∈ Rn×d,TV ∈ Rn×d

为了不同量级的特征能够进行线性计算和加权处

理, 避免出现数值计算问题, 我们首先将数值较大的时

间戳缩放至商品编号的范围之内. 而后创建两个不同

的可学习的时间嵌入矩阵 , 下标 K

和 V 分别对应自注意力网络中的 key与 value. 这种方

法更适合自注意力网络, 因为它不需要额外的线性变换.

 2.2.2    融合时间信息的自注意力网络

E WQ,WK ,WV

Q, K, V

TK TV

商品嵌入矩阵 经过线性投影 后得到

矩阵 分别表示自注意力网络中的 query, key

和 value. 本文对时间矩阵 和 进行 Hadamard 内积

运算, 以捕获更深层的时间相关性:

Tmix = TK ⊙TV (2)

Q Tmix

Q′ ∈ Rn×d

而后将 与 相加 ,  得到融合了时间信息的

:

Q′ = Q + Tmix (3)

K TK K′ ∈ Rn×d

V′ V

将 与 相加得到融合时间信息的 , 另
外, 保持 与 相等, 可得到式 (4)和式 (5):

K′ = K + TK (4)

V′ = V (5)

K′ K∗ ∈ Rk×d

Θ

接下来, 对兴趣值进行低秩分解以降低参数规模

并减少复杂度[7], 即将用户的 n 个历史交互商品投影

为 k 个潜在兴趣偏好, 只需要考虑这 k 个潜在兴趣. 结
合 LightSANs模型, 首先对 低秩分解, 得到 ,
其中,  为可学习参数矩阵.

K∗ = (Softmax(K′ ·ΘT))T ·K′ (6)

V′

V∗ ∈ Rk×d

对 执行相同的运算操作 ,  得到兴趣分解后的

:
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V∗ = (Softmax(V′ ·ΘT))T ·V′ (7)

Aitem ∈ Rn×k

进一步得到具有时间信息的上下文感知注意力权

重 :

Aitem = Softmax
(

Q′ · (K∗)T

√
d/h

)
(8)

其中, h 表示注意力头数, d 为向量的隐藏维度, 采用多

头注意力的目的在于更充分地融合用户兴趣与时间信息.
  

表 1     相关符号
 

符号 描述信息

U, I 用户集合与商品集合

S u 用户u的历史交互序列

T S u与 相对应的时间戳序列

n 输入序列最大长度

d 向量的隐藏维度

h 注意力头数

k 潜在兴趣数量

Θ 可学习的参数矩阵

Q′, K′, V′ Q,K,V经 变换得到

TK , TV 可学习的时间嵌入矩阵
Tmix 深层时间相关性

P, PK , PQ 包含位置信息的嵌入矩阵
Aitem 包含时间信息的上下文注意力权重
Apos 包含位置信息的注意力权重
Amix 最终上下文信息感知

M 所有物品嵌入矩阵

E 输入商品嵌入矩阵
 
 

 2.3   位置信息嵌入层

P ∈ Rn×d

由于自注意网络模型中不包含任何递归或卷积模

块, 因此它无法感知先前商品的位置信息, 这里位置信

息是指历史交互序列中, 商品之间是存在着前后顺序

的, 因此有必要在模型中加入位置信息嵌入模块. 由于

商品与绝对位置之间并没有表现出强相关性, 故文中

不采用将商品嵌入与位置嵌入相加这一常见方法, 而
是单独进行位置相关性的计算. 首先将位置序列进行

嵌入, 得到可学习的位置嵌入矩阵 . 之后对初

始位置嵌入矩阵进行线性变换:

PQ=P ·YQ (9)

PK=P ·YK (10)

YQ ∈ Rd×d YK ∈ Rd×d

Apos ∈ Rn×n

这里 和 都是可学习的参数矩阵.

接下来利用 Softmax 函数求出位置信息注意力权重

:

Apos = Softmax
PQ · (PK)T

√
d/h

 (11)

显然, 这里没有任何物品嵌入表示, 位置信息的注

意力权重完全独立于物品输入信息, 且在每个输入批

次中只需要计算一次, 这有助于减少计算成本.
 2.4   输出预测层

 2.4.1    最终上下文感知表示

Aitem V∗

V∗ Apos

V′ V′ V∗ V′

Amix ∈ Rn×d

将时间信息注意力权重 与低秩分解后的 相

乘, 即对 进行加权; 同时, 将位置信息注意力权重

与 相乘, 即对 进行加权; 最后将赋予权重的 与

线性相加, 得到最终的上下文信息感知表示 :

Amix=Aitem ·V∗+Apos ·V′ (12)

 2.4.2    输出预测

Al
mix

Fl

尽管自注意力机制能够用自适应权重聚合所有先

前的商品与时间信息嵌入, 但最终它仍然是一个线性

模型. 类似于 Transformer中的操作[7], 为了赋予模型非

线性性质, 本文在每个自注意力网络层 之后应用一

个全连接的前馈网络, 其中包含一个 GELU 激活函数,
可以对神经网络的输入进行随机正则化, 这里上标 l 指
的是自注意网络的第 l 层. 相比标准的 ReLU 激活函

数, GELU函数更为平滑, 得到结果 如下:

Fl = FFN
(
Al

mix

)
=GELU

(
Al

mixW1+b1
)
W2+b2 (13)

W1,W2 ∈ Rd×d b1,b2 ∈ Rd其中, l 代表了当前的注意力层,  , 
都是可学习的参数矩阵, 它们在物品之间共享, 但是在

不同层之间使用的参数是不同的.

FL
t

如文献 [5] 中所述, 在堆叠自注意层和前馈网络

后, 可能会出现过拟合、参数过多以及梯度消失等问

题, 结合文献 [3,5], 文中采用 Layer normalization、
Dropout 以及残差连接技术来缓解这些问题. 给定前

t 个物品, 将其进行编码后, 根据第 t 个商品的最后一层

输出 进行下一个商品的预测, L 表示注意力网络的

层数. 文中使用内积来评估用户对任意商品 i 的偏好分

数, 以预测下一个交互商品:

Ri,t = ⟨FL
t ,Mi⟩ (14)

Mi ∈ Rd其中,  是单个商品 i 的嵌入向量.
 2.4.3    损失函数

文中采用交叉熵损失对模型进行训练:

L = −log
exp

(
⟨FL

t ,Mg⟩
)

∑|I|
i=1

exp
(
⟨FL

t ,Mi⟩
) (15)

Mg其中,  表示真实交互商品的嵌入, |I|代表了所有物品

数量.
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 3   实验及分析

 3.1   实验设置

 3.1.1    数据集

实验所使用的数据集为 3个真实世界的基准数据

集 Amazon Books, Yelp 和 MovieLens-1M (以下简称

ML-1M). 数据集的统计信息如表 2所示.
  

表 2     数据集统计信息
 

Dataset #Users #Items #Actions Sparsity (%)
Amazon
Yelp

ML-1M

19 214
56 590
6 040

60 707
75 159
3 629

1 733 934
2 290 516
836 478

99.85
99.94
96.18

 
 

Amazon 数据集由文献 [24] 中引入, 其中包括了

从 Amazon网站上抓取的大型商品评价语料库, Amazon
的顶级产品类目被视为独立的数据集, 文中选择其中

的图书数据集. 该数据集非常稀疏.
Yelp 是美国商户点评网站, 包括了各地餐饮、购

物中心、酒店、旅游等领域的商户, 用户可在 Yelp网
站上对商户进行交流、评论、打分等. Yelp 公开数据

集是 Yelp 的业务、评论和用户数据的子集, 用于个

人、教育和学术目的, 该数据集同样非常稀疏, 时间跨

度非常大.
MovieLens 包含了大量用户对不同电影的评级数

据, 同时也包括电影的元数据信息 (电影风格类型、年

代等)和用户属性信息 (年龄、性别、职业等). Movie-
Lens数据集是一个用于评估协同过滤算法的经典基准

数据集, 其包含多个版本, 数据非常密集. 文中我们采

用版本ML-1M进行实验.
本文采用留一法来评估实验结果, 按照 8:1:1的比

例将数据集划分为训练集、验证集和测试集. 对于每

个用户, 将行为序列最后一个交互商品作为测试数据,
将倒数第 2 个交互商品作为验证集, 剩余部分作为训

练集, 该方法已在文献 [5,6,8,12]中得到广泛应用.
 3.1.2    评价指标

文中了采用文献 [7] 中两个常用的 Top-N 指标命

中率 (hit rate, HR)和归一化折损累计增益 (normalized
discounted cumulative gain, NDCG) 来评估推荐性能,
具体采用 HR@10 和 NDCG@10. HR@10 表示预测正

确的商品在 Top-10列表中出现的比率. 由于每个用户

只有一个测试商品, HR@10 将等价于 Recall@10, 且
与 Precision@10 成比例[5]. 指标的值越大, 推荐性能

越好.

 3.1.3    对比模型

本节将本文模型 (SNTSR)与一组较为先进的序列

化推荐模型进行对比, 以证明 SNTSR引入时间信息的

有效性.
(1) POP: 这是一种根据商品的受欢迎度进行商品

排名的最简单方法, 这里受欢迎度是根据交互次数来

判断的.
(2) FPMC[10]: 该模型将矩阵分解与一阶马尔可夫

链相结合, 既能捕获用户的长期偏好, 又能捕获商品间

的动态转换.
(3) GRU4Rec [13 ]: 该模型使用基于排序损失的

GRU 对用户行为序列进行建模, 以获取推荐物品的排

序分数, 实现了一种基于会话的推荐.
(4) NARM[25]: 在 GRU 的基础上加入了注意力机

制, 用于建模用户在每个会话中的序列行为.
(5) SASRec: 该模型利用自注意力机制, 在每个时

间步中自适应地为之前的商品分配权重, 在序列化推

荐任务中表现出了优异的推荐性能.
(6) BERT4Rec: 该模型利用深层双向自注意力对

用户行为序列进行建模, 并采用 Cloze 任务双向训练

目标, 进一步提高了推荐表现.
(7) LightSANs: 该模型引入低秩分解的自注意力

机制, 将用户历史行为序列映射成潜在兴趣, 在时间和

空间上线性缩放了用户的历史行为序列长度, 缓解了

过度参数化的问题.
 3.1.4    实现细节

本文所提模型和基线方法都是基于开源推荐算法

框架 RecBole[26] 实现的, 文中包含两层自注意力模块,
每层的注意力头数量都为 2. 优化器选择 Adam, 最终

在测试集上验证模型效果. 本文所提模型 SNTSR对应

的部分最优超参数设置如表 3所示.
 3.2   实验结果

SNTSR 与以上 6 种基线方法对比的实验结果如

表 4 所示, 文中对表现最好的结果进行了加粗. 同时,
将最好的结果与次好的结果对比得到提升率. 可以看

出在表 4 中, 基于注意力机制的推荐方法都优于其他

模型方法, 这是由于多头自注意力在捕捉用户行为序

列模式方面更有效率, 因此上下文感知表示更加准确.
由于 POP 方法仅考虑交互次数来判断商品的受欢迎

度, 考虑因素过于单一, 导致推荐效果比其他模型都差.
GRU4Rec 和 NARM 模型的推荐性能明显优于 FPMC
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方法, 这是因为神经网络方法相比于传统的基于马尔

可夫链方法, 前者拥有更多的参数来捕捉高阶转换以

及更强的能力以获取长期序列模式. 而 NARM方法的

性能优于 GRU4Rec, 是因为它使用了自注意力机制建

模序列行为. 另外, SASRec 和 BERT4Rec 都采用了自

注意力机制进行序列化推荐, 与前者从左向右编码用

户历史交互信息不同的是, BERT4Rec 采用双向自注

意力对序列进行建模, 它们的性能都要优于 NARM模

型. LightSANs 引入低阶分解的自注意力, 将用户的历

史商品映射到固定数值的潜在兴趣, 并独立进行位置

编码, 使得模型更加轻量化, 因此其性能要优于 SASRec
和 BERT4Rec.

本文提出的 SNTSR模型与其他模型相比, 其评估

指标 HR@10 和 NDCG@10 都为最高值, 而且在数据

集 Amazon Books 与 Yelp 上有比较明显的提升, 这表

明用户行为序列中隐含的时间信息是非常重要的. 引
入上下文时间信息, 模型可以学习到更多的序列模式,
提高推荐效果. 与表 4 中次优方法 LightSANs 相比,
SNTSR 以多种方式融合时间信息, 整个自注意力网络

部分既包含了商品嵌入信息, 又融入了可学习的时间

信息, 更充分地利用了上下文信息. 再将注入了时间信

息的用户历史商品投影为常数个低阶潜在兴趣, SNTSR
方法将注意力矩阵的复杂度由 O(n²) 变为 O(nk), 模型

性能得到进一步提升.
 
 

表 3     超参数设置
 

Dataset Learning rate Batch size Maximum sequence length Hidden dimension Latent interests Dropout rate Layer normalization
Amazon 0.000 3 1 024 150 64 15 0.5 1E–12
Yelp 0.001 1 024 100 64 10 0.5 1E–12

ML-1M 0.003 512 100 64 25 0.2 1E–12
 
 

表 4     不同模型的性能比较 (%)
 

Dataset Metric Pop FPMC GRU4Rec NARM SASRec BERT4Rec LightSANs SNTSR Improv.

Amazon
HR@10 3.95 7.97 8.08 8.16 8.43 8.10 8.86 27.28 207.90

NDCG@10 1.56 3.98 4.02 4.12 4.14 4.03 4.36 15.93 265.37

Yelp
HR@10 1.70 2.31 4.37 4.49 5.09 4.89 5.55 17.41 213.69

NDCG@10 0.82 1.08 2.15 2.29 2.76 2.62 2.91 9.40 223.02

ML-1M
HR@10 8.15 12.32 21.30 21.75 22.11 21.99 22.56 23.32 3.37

NDCG@10 4.04 5.89 10.91 10.98 11.21 10.99 11.45 12.47 8.91
 
 

 3.3   消融实验

考虑到本文模型引入序列中隐含的时间信息, 并
独立计算商品位置相关性, 因此我们通过消融实验对

模型的关键组件的有效性进行分析. 本文对两个部分

进行了消融实验, 实验结果如表 5所示, 同样我们对表

现最好的方法进行了加粗. 我们将 SNTSR位置编码部

分去掉, 保留时间信息, 得到的新模型表示为 SNTSR-P.
另一方面, 我们将 SNTSR去掉时间信息之后得到的模

型表示为 SNTSR-T. 为了公平比较, 两个新模型的超参

数设置与 SNTSR保持一致.
从表 5中可以看出, SNTSR-P模型效果逊于 SNTSR,

限制其性能的主要原因可能是, 由于一个用户历史行

序列中为可能对应着许多相同的时间戳 (某些行为只

有一个时间戳), 导致模型退化为没有任何位置信息的

自注意力网络, 模型无法感知先前行为序列的位置信

息, 推荐性能降低. SNTSR-T 模型性能最差, 相比于

SNTSR-P, SNTSR-T性能急剧下降, 这表明时间信息对

于提升模型性能起到重要作用. 性能最优的是本文提

出的 SNTSR 模型, 它合并了更加丰富的用户-商品关

系来计算注意力权重, 将时间信息融入注意力网络之

中, 同时进行独立位置编码, 推荐效果得到提高.
  

表 5     消融实验分析
 

Dataset Metric SNTSR-P SNTSR-T SNTSR

Amazon
HR@10 0.261 8 0.094 9 0.272 8

NDCG@10 0.151 9 0.045 5 0.159 3

Yelp
HR@10 0.164 1 0.056 3 0.174 1

NDCG@10 0.086 6 0.029 8 0.094 0

ML-1M
HR@10 0.222 8 0.204 5 0.233 2

NDCG@10 0.122 1 0.102 0 0.124 7
 
 

 3.4   重要超参数影响分析

本节主要讨论文中所提方法涉及的一些重要超参

数对模型效果的影响, 包括学习率 (learning rate) 和潜

在兴趣 (latent interests), 由于 Yelp 与 Amazon 都非常

稀疏, 因此我们选择 ML-1M 和 Amazon 数据集进行

研究.
(1) 学习率. 对于学习率的每个取值, 其他超参数

保持最优设置不变. 学习率的具体取值集合是{0.000 01,
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0.000 3, 0.001, 0.003, 0.01, 0.1}, 图 2 给出了不同学习

率对 HR 的影响效果. 可以看出, 两个数据集 HR@10
的变化趋势整体一致, ML-1M 和 Amazon在学习率分

别为 0.003 与 0.000 3 时取得最佳表现, 均在 0.1 处表

现较差, 原因是过大的学习率可能导致收敛困难, 甚至

直接跳过最优值.
 

0.04

10−5 10−4 10−3

ML-1M

Amazon

10−2 10−1

0.08

H
R
@
1
0

0.12

0.16

0.20

0.24

0.28

0.32

 
图 2    不同学习率对 HR的影响

 

(2) 潜在兴趣. 文中采用低阶分解自注意力将用户

的历史商品映射到固定数值的潜在兴趣, 因此, 采用不

同数值的潜在兴趣, 可能会产生不同的推荐结果. 实验

选取该参数的集合为{5, 10, 15, 20, 25, 30}, 其他超参

数保持最优设置不变, 实验结果如图 3所示.
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图 3    不同潜在兴趣值对 HR的影响

 

可以看出, Amazon数据集的 HR@10指标在 0.27
附近波动, 总体处于稳定, 在潜在兴趣为 15 时推荐性

能. 而ML-1M数据集在潜在兴趣值为 5时, HR@10值
最小, 之后随着潜在兴趣值的变大呈上升趋势, 并在潜

在兴趣值为 25时达到最大. 在同一潜在兴趣下, Amazon
的 HR@10 要远高于 ML-1M, 其原因可能是两数据集

的稀疏程度相差较大, 稀疏的历史商品映射到固定潜

在兴趣相比密集的用户商品映射到固定潜在兴趣, 其
变化更小.

 4   结束语

为了提高推荐系统的性能, 本文提出 SNTSR模型

探究了融合时间信息的自注意网络对序列化推荐的影

响. 首先, 考虑到用户历史商品之间的相互交互会带来

过高的时间空间复杂度, 对历史商品交互进行低秩分

解, 投影到常数个潜在兴趣上, 每个用户的历史商品只

需要与这些潜在兴趣进行交互就能建立真实的上下文

感知, 降低了参数规模并和复杂度, 同时优化了自注意

力网络. 其次, 将隐含于用户交互序列中的时间信息注

入自注意网络之中, 丰富了上下文信息, 提高推荐性能.
最后, 对位置信息独立进行编码, 解耦了位置嵌入, 使
模型拓展性进一步提升.

目前, 虽然模型运行时的时空复杂度得到降低, 但
是模型的规模较大, 如何在不提高时空复杂度的基础

上进一步缩小模型规模是下一步的研究重点. 同时, 未
来的工作还考虑提取更多的存在于用户交互序列中的

上下文信息, 增加对用户交互行为的刻画, 将其注入模

型以进一步提升推荐的准确性.
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