
 

 

随机占优在图像分割神经网络对比中的应用①
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摘　要: 在过去半个多世纪中, 随着计算机技术的发展, 神经网络已经在图像、语音、决策等众多领域取得了广泛

的应用. 不同学者为了提高神经网络的准确率设计了大量的网络结构, 神经网络也变得越来越复杂和多参数化. 这
使得神经网络的训练过程具有很强的非凸性, 相同的网络不同的初始参数往往会训练出不同的模型. 为了更精准地

描述两个网络的表现, 前人提出通过统计学方法—随机占优 (stochastic dominance)评估不同随机种子对同一网络

训练出的不同模型的表现的分布. 本文在此基础上认为, 不同模型在测试集中不同样本上的表现的分布同样值得关

注, 并将随机占优方法应用到不同模型在不同样本表现分布的对比中. 通过对图像分割应用中的网络进行实验, 本
文关注到不同网络训练出的两个模型其中一个尽管在表现分数上具有一定的优势, 但是其在测试集中不同样本中

表现出的离散度可能更强. 实际应用需要表现分数更好同时离散度尽可能小的神经网络模型, 随机占优方法可以有

效地对不同模型进行比较从而筛选出更适合的模型.
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Abstract: In the past half-century, with the development of computer technology, neural networks have been widely used
in many fields such as images, speeches, and decision-making. To improve the accuracy of neural networks, different
scholars have designed a large number of network structures, and thus neural networks have become more and more
complex and multi-parametric. As a result, the training process of neural networks has strong non-convexity, and different
initial parameters of the same network often train different models. To more accurately describe the performance of two
networks, predecessors proposed to evaluate the distribution of the performance of different random seeds on different
models trained by the same network through the statistical method of stochastic dominance. On this basis, this study
believes that the distribution of the performance of different models on different samples in a test set is also worthy of
attention, and thus the stochastic dominance method is applied to compare the distribution of the performance of different
models on different samples. Through the experiments on the networks applied in image segmentation, this study finds
that for the two models trained by different networks, although one of them has certain advantages in the performance
score, it may show stronger dispersion on different samples in the test set. The practical application, however, requires the
neural network model with a better performance score and dispersion as small as possible. The stochastic dominance
method can effectively compare different models for the selection of a more suitable one.
Key words: neural network; image segmentation; stochastic dominance; almost stochastic dominance; network evaluation
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 1   概述

神经网络是机器学习中的重要技术手段, 在图像

处理、语音识别、时间序列预测等领域有着广泛的应

用[1]. 在过去 20 年中, 随着计算机技术的发展, 神经网

络的结构、规模以及训练方法都得到了飞速的发展.
诸如卷积神经网络、循环神经网络等一系列技术的引

入使得神经网络的准确率取得了快速的提升. 但是由

于引入了大量非线性的结构, 神经网络的训练过程存

在非常强的非凸性, 这使得对神经网络准确性的评估

也变得更加复杂, 尤其是当神经网络的准确率越来越

高时, 其评分也都越来越接近极限[2].
对神经网络的评估主要是通过对比神经网络在训

练集以外的测试集上的表现. 通常会用损失 (loss)、准

确率 (accuracy)等函数作为神经网络的表现分数. 为此

在很多问题上, 大量学者和机构提供了很多公开的训

练集、验证集以及测试集 (如对于手写字体分类的

mnist[3], 对于自然分割问题的 Oxford-IIIT[4]). 由于神经

网络的训练是一个非凸问题, 不同的神经网络初始参

数可能最终得到的网络模型并不相同, 因此在评估神

经网络时, 通常会选择不同次训练中表现最好的模型

的表现分数来与其他网络对比. 但这个过程通常具有

较大的偶然性和不可复制性, Reimers 等[5,6] 指出通过

分析同一网络不同随机种子训练得到模型的表现分数

的分布能更稳定地比较分数接近的不同网络之间的优

劣. 在此基础之上, Dror等[7] 引入了随机占优 (stochastic
dominance)和几乎随机占优 (almost stochastic dominance)
来分析两个分数相近的网络分数分布的优劣. 随机占

优是一种基于不同随机变量的分布函数间关系得到排

序的检验. 最早明确地提出随机占优概念的是 Quirk等[8],
直到上世纪 60年代末 70年代初, Hadar等[9]、Hanoch
等[10] 一系列随机占优的经典论文发表后, 这一理论的相

关发展和应用逐步推广到金融、医学、工程等不同领

域中[11]. 随机占优理论弥补了均值-方差模型判断随机

变量分布的局限性. 通常评价两个神经网络时, 我们希望其

中一个神经网络分数的期望优于另一网络, 同时其标准

差也比另一网络小. 但实际上可能存在期望较优, 但是标

准差更大的情况, 随机占优可以很好地应对这种情况.
除了不同初始模型训练得到不同模型的分布值得

关注, 我们认为不同模型对于测试集中不同样本的表

现的分布也值得关注 .  尤其是在对于神经网络预测

精度的稳定性有要求的领域 (如图像分割、股票预

测)[12,13], 我们要求训练出的模型在对测试集进行预测

时具有较高的准确率且较小的标准差. 因此本文中进

一步将随机占优引入到图像分割问题中不同网络模型

在测试集中不同样本表现分布的比较中. 以图像分割

中常用的卷积编码器-解码器网络 (convolutional en-
coder decoder, 以下简称 CED)[14] 和 U-Net 网络[15]

为例, 本文先对比了两个网络在 500 个不同初始模型

训练之后表现的分布, 再进一步地对比了这些训练出

的模型在测试集中不同样本表现的分布. 结果显示尽

管不同初始模型训练得到的结果 U-Net 占优于 CED
网络, 但是 CED网络在测试集不同样本中表现的标准

差要小于 U-Net 网络, 这使得在本文的抽样测试对比

中, 半数以上的 CED网络模型在不同样本表现中的分

布占优于 U-Net网络模型. 因此本文认为, 不同模型在

测试集中表现的标准差应该引起网络对比中的重视,
通过随机占优方法可以更合理地对比不同的模型, 并
给出合适的选择.

 2   随机占优和几乎随机占优理论

 2.1   随机占优的定义

R

a ∈ R F(a) ⩽G(a)

Y ≻ X

F(a) ⩽G(a)

令随机变量 X、Y, 累积分布函数分别为 F、G, 且
F、G 都是定义在 上的连续函数. 当且仅当对所有的

, 都有 (不等号在某些 a 处严格成立)时,
称 X 随机占优于 Y (记作 ). 即对所有 a, X 中有更

高比例大于 a 的样本. 完全随机占优成立的条件非常

严格, 见图 1(a), 针对 a 的每一个值, 不等式

都要成立, 这在应用中几乎难以实现. 因此, 随机占优

的条件的放宽引起了更多关注[16].
Leshno 等[17] 提出了几乎随机占优的概念, 允许

G 在一些 a 处位于 F 的下方, 见图 1(b). del Barrio等[18]

则采用 L2-Wasserstein 距离来定义和检验几乎随机占

优. 接下来从分位数的概念开始介绍.
F−1(t) = inf{x : t ⩽ F(x)}, t ∈ (0,1)

X ≻Y ⇔ F−1(t) ⩾

G−1(t),∀t ∈ (0,1) F−1(t) <G−1(t)

AX AY

令 为概率密度函数

F对应的分位数函数, 随机占优可表示为: 
. 可以看出当 时, X 和 Y 间

随机占优不成立. 用分位数函数定义 和 :{
AX = {t ∈ (0,1) : F−1(t) <G−1(t)}
AY = {t ∈ (0,1) : F−1(t) >G−1(t)}

εw2del Barrio 等[18] 基于这些概念提出占优指数 来

定义一个随机变量占优于另一个随机变量的程度:

εw2 (F,G) :=

∫
AX

(F−1(t)−G−1(t))2dt

(w2(F,G))2
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w2(F,G) =
√∫ 1

0 (F−1(t)−G−1(t))2dt

0 ⩽ εw2 (F, G) ⩽

1

εw2 (F,G) = 1−εw2 (G,F)

其中,  是分布间的单

变量 L2-Wasserstein距离. 这个指数满足

, 其中 0表示 X 完全占优于 Y, 1表示 Y 完全占优于 X.
同时有 成立. 较小的指数值 (一
般定义在 0到 0.5之间)表示越接近完全随机占优.
 

C
D

F

X

G (X)

F (X)

C
D

F

(a) 随机占优

(b) 几乎随机占优

X

G (X)

F (X)

 
图 1    随机占优和几乎随机占优的示意图

 

同时, 随机占优具有传递性, 这意味着若分布 F 占

优于 G, G 占优于 H, 那么 F 占优于 H. 这样在比较多

个分布时, 可以大大减少比较次数[19].
 2.2   几乎随机占优的统计检验

εw2使用占优指数 , 可以制定以下假设检验问题, 来
检验几乎随机占优:

{
H0 : εw2 (F,G) ⩾ ϵ
H1 : εw2 (F,G) > ϵ

ϵ > 0 εw2 (F,G) ϵ对于提前给定的 , 若占优指数 比 小,
则拒绝原假设, 这意味着分布 F 以一定的偏差几乎随

机占优于 G.

Fn(t) =
1
n
Σn

i=1I(xi ⩽ t) Gm(t) =
1
m
Σm

i=1I(yi ⩽ t) I(·)

累积分布函数 F、G 可由经验分布函数估计得到:

;  , 其中 为

示性函数.
εw2 (F,G)del Barrio等[18] 证明了占优指数 的渐近正

态性, 并指出在没有更多假设的前提下, 若有:√
nm

n+m
(εw2 (Fn,Gm)− ϵ) < σ̂n,mΦ

−1(α)

α H0 α

ϵ Φ σ̂n,m

√
nm

n+m
(εw2 (F∗n,G

∗
m)−εw2 (Fn,Gm)) F∗n G∗m

Xn Ym X∗n Y∗m

则在显著性水平 下拒绝  (本文中 取 0.05). 其中,

为违规水平,  是标准正态分布函数,  是式

的方差估计值, 其中 、

是由原始样本 、 混合后抽取得到的样本 、 计

算而来.
1−α

ϵ

此外, 在置信水平为 下 F 几乎随机占优于 G 的

最小 为:

ϵmin(Fn,Gm,α) = εw2 (Fn,Gm)− σ̂n,mΦ
−1(α)

ϵmin(Fn,Gm,α) < 0.5 ϵmin (Fn,Gm,

α) ϵmin (Fn,Gm,α) =

0 ϵmin(Fn,Gm,α) ⩾ 0.5

若 , 可以称F优于G, 
的值则表明分布间的最大差距, 当
时, F 完全随机占优于 G. 然而, 若 ,

F 几乎随机占优于 G 不成立, 接受原假设.
σ̂n,m ϵmin (Fn,Gm,α) = 1−

ϵmin(Gm,Fn,α) α ϵmin (Fn,

Gm,α) = ϵmin(Gm,Fn,α) = 0.5

在 估计准确的前提下 ,  
成立. 因此, 对于给定的 值, 除非

, 我们都能得到一个算法

更优的结论.
 2.3   几乎随机占优的算法流程

A = {x1, x2, · · · , xn} B = {y1,y2, · · · ,ym}
现有来自两个神经网络模型 A、B 的评分集合:

,  , 几乎随机占优模

拟算法的伪代码如下:

A =[
x(1), · · · , x(n)

]
B = [y(1), · · · ,y(m)], x(i)

(1) 将两个集合中分值从小到大排列得到 :  
、 其中 表示第 i 小的值.

Fn Gm Fn(t) =
1
n
Σn

i=1I(xi ⩽ t)

(2 )  计算评分的经验分布函数 、 :  

.

F−1(t) = inf{x : t ⩽ F(x)}, t ∈ (0,1)

F−1
n (t) G−1

m (t)

(3) 用式 构造得分

的经验分布逆函数 、 .

εw2 (F,G)(4) 计算随机占优指数 , 实践中, 我们用黎
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∆ ∆

曼积分计算积分, 也就是将积分区间 (0, 1)分为长度为

的小区间, 每个区间的积分乘以 再求和.
σ Fn Gm

X∗n Y∗m

√
nm

n+m

(
εw2

(
F∗n,G

∗
m)−

εw2 (Fn,Gm
))

σ2

(5) 估计 : 从经验分布 、 中抽取足够的样本

,  , 对每一对样本计算表达式

的值, 将这些值的方差作为 的估计, 样本

越多, 精度越高.
1−α

ϵ

(6) 在置信水平 下模型 A 几乎随机占优于 B
的最小 为:

ϵmin(Fn,Gm,α) = εw2 (Fn,Gm)− σ̂n,mΦ
−1(α)

ϵmin(Fn,Gm,α) < ϵ当 时 ,  模型 A 几乎随机占优于

模型 B.

 3   图像分割

 3.1   图像分割简介

图像分割是神经网络的重要应用, 其主要任务是

把图片分割为若干个具有独特特征的区域, 是图像分

析以及计算机视觉等领域中的关键步骤[20]. 高精度的

图像分割在工业生产、医学图像处理以及科学研究等

诸多领域都具有重要的应用空间. 卷积神经网络 (CNN)
是图像分割任务中的重要实现手段. 本文以卷积神经

网络发展而来的 CED 和 U-Net 网络在 Oxford-IIIT
3.0.0 数据集[4] 中的表现为例, 展示随机占优在神经网

络比较中的应用. 两者的网络结构如图 2 所示, 其中

Conv Block表示由两个包含 3×3卷积核的卷积层组成

卷积块; Pooling Layer 为池化层; trConv Block 表示由

两组转制卷积 (transposed convolution) 组成的转制卷

积块; Upsampling Layer表示上采样层. 需要注意的是,
为通过随机占优直观地对比两组结果相近的神经网络

模型, 我们这里仅选用这两种在图像分类任务中经典

的神经网络结构, 且无需关注在网络参数和结果精度

上的优化.
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 (a) CED 神经网络结构

(b) U-Net 神经网络结构
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图 2    本文使用的 CED 神经网络结构和 U-Net神经网络结构
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Oxford-IIIT 数据集是一个宠物图像数据集, 包含

了 37 种宠物的图片, 每种宠物约 200 张图片, 并包含

了每张图片的宠物轮廓的标注信息. 我们分别以 0, 1,
2标注没有宠物的区域, 宠物的轮廓以及宠物所在的区

域. 在训练时, 我们把每一张图片转化为 128×128像素

的三通道图片, 并定义每一张图片的准确率 (accuracy)
为和标注完全一致的像素点占总的像素点的比例作为

本文对网络评分的主要参数. 如图 3所示, 图 3(a)为需

要进行图像分割的宠物图片, 图 3(b) 为标注后的轮廓

图片, 图 3(c)、图 3(d)则分别是两个模型预测的结果.
 

(a) Image (b) Mask

(c) CED predict (d) U-Net predict 
图 3    宠物图片实例及其轮廓标注

 

 3.2   应用随机占优对比网络模型预测结果的流程

{A1,A2, · · · ,An} {B1,B2, · · · ,Bm}
{A1,A2, · · · ,An} {B1,B2, · · · ,Bm}

{x1, x2, · · · , xn} {y1,y2, · · · ,ym}

传统的网络对比方法通常只关注网络预测结果与

正确标签的误差. Dror 等[7] 将随机占优引入到网络对

比中, 其主要流程为: 对于两个不同的网络结构 A 和 B,
分别由 n 个和 m 个随机初始模型训练得到 n 个和 m
个模型 和 ; 分别计算模型

和 在测试集中的评分 (对
应本文中的评分函数为测试集中每一图片预测准确率

的均值)为 和 ; 通过第 2.3节
中几乎随机占优算法评估两者间的占优关系即为 A 网

络和 B 网络的占优关系.
在实际应用中, 比较训练好的每个模型的表现同

样值得关注, 因此本文提出随机占优应用于比较两个训

{x1, x2, · · · , xn}
{y1,y2, · · · ,ym}

练好的图像分割网络模型 A 和 B, 流程如下: 分别计算

A 和 B 在测试集中每张图片中的准确率

和 ; 再通过几乎随机占优评估两个准确率

集合间的占优关系即为 A 模型和 B 模型的占优关系.

 4   实验与分析

 4.1   多次训练 U-Net 和 CED 网络之间的比较

我们首先重复 Reimers 等[5,6] 以及 Dror 等[7] 的方

法对这两个网络进行评估. 我们分别使用 500 组不同

的随机种子生成 500 组不同的初始模型对 U-Net 和
CED 网络各进行了 500次训练. 每次训练使用的优化

器均为 Adam优化器[21], 且参数完全相同, 每次训练最

大训练次数为 50次, 并设置了 accuracy稳定之后停止

训练, 每次训练最终保留验证集表现最好模型.
图 4展示了通过训练得到的 500个 U-Net和 CED

模型在测试集中准确率的分布对比, 表 1 展示了两个

网络得到 500 个模型准确率的均值、标准差、最大

值、最小值. 可以看出 U-Net网络表现的均值优于 CED
网络, 同时其标准差较小. 通过随机占优比较我们计算

出 U-Net 相对于 CED 的占优指数为 0, 这表明 U-Net
网络得到的模型的表现完全占优于 CED网络.
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u
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cy

0.880

0.875

0.870

CED

0.865

0.855

0.860

U-Net

 
图 4    在 Oxford-IIIT数据集中 500次初始模型训练对比

  

表 1     U-Net和 CED在测试集 500次得分的统计特征
 

统计特征 U-Net CED
均值 0.873 830 0.870 666
标准差 0.003 122 0.004 296
最大值 0.880 595 0.877 801
最小值 0.866 203 0.848 110

 
 

 4.2   U-Net 和 CED 不同模型在测试集不同样本表现

分布的对比

从不同随机种子的训练结果来看 U-Net网络的表

现明显是优于 CED网络的表现的. 但是我们发现, U-Net
网络训练出的模型对于训练集中不同样本的准确率的
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标准差 (0.8附近)要比 CED网络训练出的模型对于训

练集中不同样本的准确率的标准差 (0.7附近)更大. 这
意味着 U-Net 网络训练出的模型尽管表现分数更好,
但是也更加离散. 这里我们从 U-Net网络和 CED网络

中分别选出一个模型进行对比. 表 2 展示了这两个模

型在测试集不同样本中准确率的均值、标准差、最大

值和最小值. 从均值上看, U-Net 模型的表现仍然优于

CED 模型的表现, 但是在标准差上 U-Net 模型的表现

的离散程度要比 CED模型的离散程度更大. 通过几乎

随机占优, 我们可以得到 CED相对于 U-Net网络的占

优指数为 0.081 928, 此时 CED模型占优于 U-Net模型.
 
 

表 2     U-Net和 CED同一测试集得分的统计特征
 

统计特征 U-Net CED
均值 0.876 711 0.869 920
标准差 0.088 147 0.067 944
最大值 0.981 140 0.984 955
最小值 0.060 302 0.575 836

 
 

为了排除这种占优是一种偶然现象, 我们从训练

出的模型中有放回地随机选取了 500对模型进行对比.
图 5 展示了这 500 对模型中 CED 网络模型相对于

U-Net网络模型的占优指数的分布. 根据几乎随机占优

理论占优指数小于 0.5时 CED网络模型占优于 U-Net
网络模型, 而当占优指数小于 0.1时这种占优关系尤为

明显, 相反则 U-Net 占优于 CED 网络. 从抽样结果中,
共有 267 对 CED 网络占优于 U-Net 网络, 163 对占优

指数小于 0.1, 而占优指数大于 0.9的仅有 137对. 这显

然与网络之间的对比的结论相反. 因此我们认为不同

模型对于测试集中不同样本的表现的离散程度值得在

神经网络评估时的重视.
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图 5    500组抽样的 CED和 U-Net模型对的占优指数分布

在对神经网络结构和训练的研究中, 网络的占优

关系可以有效地减少随机因素对研究的影响. 但在实

际解决问题中, 模型的占优与否往往要比网络的占优

与否更重要. 尤其是随着神经网络的发展准确率越来

越接近 100% 的今天, 不同模型之间的差距越来越小,
模型在测试集中表现的离散度应引起足够的重视. 但
仍然需要值得注意的是, 通常在表现相近的网络或模

型 (如准确率差距小于 3%)中, 占优关系才可能和均值

的表现相反, 而在表现差距较大时, 占优关系大概率和

均值的表现是一致的.
 4.3   通过几乎随机占优筛选出更合适的模型

在上文中我们已经验证了随机占优可以有效地对

不同模型进行比较. 更进一步我们可以利用随机占优

的传递性筛选出更合适的模型, 对于 n 个训练好的模

型其具体流程如下:
(1) 挑选模型集合中排序前两个模型分别命名为

A 和 B;
(2) 通过随机占优对比 A 和 B 模型在测试集中评

分的表现, 保留其中占优的模型并命名为 A;
(3) 将集合序列中下一个模型命名为 B;
(4) 重复步骤 (2) 和步骤 (3) 直至所有模型都被比

较, 最后保留下的 A 模型即为 n 个模型中最优模型.
通过上述流程, 可以得到本文训练得到的 500 个

U-Net 模型中最优模型的评分均值为 0.880 197, 标准

差为 0.071 627; 本文训练得到的 500个 CED模型中最

优模型的评分均值为 0.877 677, 标准差为 0.062 972; 这
两者中 CED模型占优于 U-Net模型, 计算得到的占优

指数为 0.187514.

 5   结论与展望

如何精确地评估神经网络的表现是当下神经网络

的重要问题. 本文在 Reimers等[5,6] 以及 Dror等[7] 的工

作基础之上进一步将几乎随机占优引入到神经网络模

型在测试集中不同样本表现分布的对比中. 随机占优

可以有效地解决在评估不同分布的对比时均值和方差

结论不统一的问题. 通过图像分割的实验对比, 本文关

注到不同神经网络模型在测试集中不同样本表现的离

散性对于评估不同神经网络的重要性. 对于一些网络,
尽管不同次训练出来的模型总体的表现可能更好, 但
是其每个模型对于测试集不同样本表现的方差仍然可

能较大. 本文希望通过对随机占优方法的研究进一步
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提高神经网络对比的有效性.
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