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摘　要: 车辆检测是智能交通系统重要的一个研究方向. 针对监控视角下的车辆检测问题, 提出了一种改进 YOLOX
算法的车辆检测方法. 使用网络深度更小的 YOLOX_S模型, 对网络结构改进. 使用 GHOST深度可分离卷积模块

代替部分传统卷积, 在保证模型检测精度的同时减少模型参数; 将 CBAM注意力模块融合到特征提取网络中, 并添

加特征增强结构, 加强特征提取网络获得的特征图语义信息, 增强提取网络对目标的检测能力; 通过使用 CIoU_
loss优化损失函数, 提高模型边界框的定位精度. 测试实验结果表明, 改进后的网络识别准确率提升了 2.01%, 达到

95.45%, 证明了改进方法的可行性.
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Vehicle Detection Based on YOLOX
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(School of Electronic Engineering, Xi’an Shiyou University, Xi’an 710065, China)

Abstract: Vehicle detection is an important research direction for intelligent transportation systems. In terms of vehicle
detection from the monitoring perspective, a vehicle detection method based on an improved YOLOX algorithm is
proposed. The YOLOX_S model with a smaller network depth is used to improve the network structure. The GHOST
depthwise separable convolution module is adopted to replace some traditional convolutions, and model parameters are
reduced with the model detection accuracy ensured. The CBAM attention module is integrated into a feature extraction
network, and a feature enhancement structure is added to enhance the semantic information of feature maps obtained by
the network and strengthen the ability of the network in detecting targets. By using the CIoU_loss to optimize the loss
function, this study finds that the positioning accuracy of the bounding box of the model is improved. The test results
show that the detection accuracy of the improved network is increased by 2.01%, reaching 95.45%, which proves the
feasibility of the improved method.
Key words: target detection; YOLOX; attention mechanism; depthwise separable convolution; feature fusion

 

 1   引言

随着智能交通系统 (intelligent traffic system)的发

展和人工智能的出现[1], 实时检测道路上正在行驶的车

辆变得尤其重要, 车辆检测也是目标检测中的重要对

象之一. 目前我国已经建立多个无人驾驶示范区, 大力

研究无人驾驶系统. 通过车辆检测功能可以得到道路

上行驶车辆的种类、数量信息 ,  在无人车的车速控

制、安全驾驶、路径规划等方面起到关键作用, 这也

使得车辆检测有更高的准确度要求[2], 尤其是在雨雪恶

劣天气下的车辆检测任务.
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目标检测算法领域内研究方向分为传统目标检测

算法和基于深度学习的目标检测算法[3]. 传统目标检测

算法主要包括区域选择、提取特征和分类 3 个部分,
过程中需要大量人工设计提取特征, 面对多样性的目

标时效果较差.
基于深度学习的目标检测算法无需人工设计提取

特征, 泛化能力强, 鲁棒性好检测速度更快, 包括两阶

段 (two stage)目标检测算法和单阶段 (one stage)目标

检测算法. 2013年, Girshick提出了具有里程碑意义的

两阶段目标检测算法 R-CNN[4], 没有采用滑动窗口技

术, 使用基于启发式的区域提取方法选择候选框, 重复

合并两个可能性最大的小区域, 直到将图像合并为一

个区域后输出候选框. 然后引入 CNN操作提取候选区

域特征, 将提取特征融合输出并用 SVM 进行分类, 最
后通过边界回归框获得精确的区域信息. R-CNN 提高

了物体的检测准确度 ,  但提取特征过程花费时间较

长、数据量大因此效率较低.
Redmon等人提出了单阶段目标检测 YOLO算法[5].

与 R-CNN 系列算法中分别提取目标定位和目标分类

不同, 而是使用回归思想同时完成分类和定位任务, 并
且没有预选框结构检测速度更快, 但精度相比于 R-
CNN 系列并没有优势. YOLO 算法为学者们提供了新

的思想. Liu 等人借鉴了 YOLO 的回归思想和 Faster
R-CNN 的 Anchor 机制提出了 SSD 目标检测模型[6].
SSD 算法提取了不同尺度的特征图进行检测, 并采用

卷积核预测一系列边界框的类别分数和偏移量, 使得

网络在保证检测高准确度的同时, 提高了检测效率.
YOLO 作者将 YOLO 算法改进后提出了 YOLOv2 算

法[7], YOLOv2用检测数据集数据学习检测目标物体的

准确位置, 学习分类数据集数据提高检测物体种类, 可
检测对象种类达到 9  000 种, 并加入了多尺度图像训

练, 使网络在检测不同输入尺寸的图片时都有一个较

高的准确率. 同时使用锚点框来预测边界框, 大幅提升

了召回率. 之后作者再改进后提出了 YOLOv3[8]. 加入

了多尺度预测特征金字塔 (FPN)、使用加入残差结构

的 Darknet-53 网络和二分类交叉损失熵代替 Softmax
分类器, 提高了检测精度和检测较小目标的能力, 并且

大幅提高了检测速度.
随后 Bochkovskiy 等人提出了 YOLOv4 算法[9],

YOLOv4加入了大量改进措施, 与 YOLOv3比较, 在输

入端加入了 CutMix和Mosaic数据增强, DropBlock正

则化和 Class label smoothing, 对 Darknet-53 改进得到

CSPDarknet53主干网络、Neck部分添加 SPP和 PAN
结构. YOLOv4与以往的目标检测相比, 检测速度不落

后而识别准确度方面有大幅提升.
旷视科技在 2021 年根据 YOLO 系列算法的经验

提出了最新的 YOLOX算法[10], 选择 Anchor-free结构,
无须手动设计 anchor, 集成了 Focus、分离式的解耦头

结构、数据增强、标签分配等机制, 最终使 YOLO 算

法的检测性能获得了大幅提升.
本文提出一种改进的 YOLOX-S模型. 基于 YOLOX

模型, 通过 GHOST 操作代替部分卷积操作生成特征

图 ,  以实现减小网络参数量 ;  在 Neck 结构中添加

CBAM 注意力机制; 通过不同感受野提取一张图片的

信息实现强化特征图信息; 使用 CIoU作为边界框回归

的损失函数. 对不同道路情况监控视角下的车辆进行

识别.

 2   YOLOX原理

YOLOX 算法是由旷视科技发布的单阶段目标检

测算法, 结构如图 1所示, 分为输入部分、Backbone特
征提取、Neck特征融合、Prediction四部分.
 2.1   输入端

输入端包括 Mosaic 数据增强、Mixup 数据增强、

Focus 结构. Mosaic 数据增强每次读取 4 张图片, 然后

分别对 4 张图片进行缩放、翻转等操作, 最后组合在

一张图片上, 达到丰富图片的背景; MixUp是在Mosaic
基础上改变的增强策略, MixUp 把 2 张图片按一定的

融合系数融合在一起, 功能和Mosaic一样; Focus把一

张图片中每隔一个像素拿一个值, 切片获得 4 个独立

的特征层, 然后堆叠使通道扩充至 4倍.
 2.2   Backbone

Backbone 是 YOLOX 的主要结构, YOLOX 所使

用的主干特征提取网络为 CSPDarknet, 它具有多个重

要特点: 残差网络 (Residual)缓解深度神经网络中梯度

消失的问题; CSPBlock 可以提高卷积网络的计算能

力和学习能力并减少计算量; 使用 SiLU激活函数, SiLU
是 Sigmoid和 ReLU的改进版, 具有平滑、无上界由下

界和非单调的特性, 在深层网络中效果比 ReLU更好.
 2.3   Neck

Neck 特征融合结构的核心是特征金字塔 (feature
pyramid networks, FPN) 和路径聚合 (path aggregation
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networks, PAN) 结构[11,12]. 随着卷积层数的加深, 高层

检测大目标的类别特征丰富; 而低层检测大目标的位

置和小目标的类别特征更优, 常规的 FPN 层与低层向

上层的 PAN进行结合, 融合高低层的类别特征和位置

特征信息, 并与主干网络的检测层特征融合, 增强网络

特征提取能力.
 

Inputs(640, 640, 3)

Conv2D_BN_SiLU(320, 320, 64)

CSPLayer(160, 160, 128)

SPPBottleneck(20, 20, 1024)

Conv2D_BN_SiLU(160, 160, 128)

CSPLayer(80, 80, 256)

Conv2D_BN_SiLU(80, 80, 256)

CSPLayer(40, 40, 512)

Conv2D_BN_SiLU(40, 40, 512)

CSPLayer(20, 20, 1024)

Conv2D_BN_SiLU(20, 20, 1024)

Conv2d(20, 20, 512)

UpSampling2D(40, 40, 512)

Concat(40, 40, 1024)

CSPLayer(40, 40, 512)

Conv2d(40, 40, 256)

UpSampling2D(80, 80, 256)

Concat(80, 80, 512) CSPLayer(80, 80, 256)

DownSample(20, 20, 512)

Concat(40, 40, 512)

CSPLayer(40, 40, 512)

Concat(20, 20, 1024)

CSPLayer(20, 20, 1024)

CSPDarknet

Resblock_body×9

Resblock_body×9

Resblock_body×3

Resblock_body×3

Head

DownSample(40, 40, 256)

Neck

Focus(320, 320, 12)

YOLOHead

YOLOHead

YOLOHead

 

图 1    YOLOX结构

 

 2.4   Prediction
Predicton 是 YOLOX 网络的分类器和回归器. 通

过 Neck得到 3个有效特征层, 分别针对大、中、小型

目标进行识别. 每一个特征层可以看作是特征点的集

合, 每个特征点都有位置参数和通道数. Prediction 判

断特征点是否有物体与其对应 .  Prediction 主要由

Decoupled Head、Anchor Free、SimOTA、LOSS构成.
YOLOX 的 YOLOHead 与之前 YOLO 算法的

YOLOHead 不同, 此前版本的解耦分类和回归在一个

卷积内实现. 在 YOLOX 中的 YOLOHead 解耦分为两

部分分别实现, 如图 2, 第 1 部分是 class_output, 是对

目标框的类别预测的分数; 第 2 部分是 obj_output 和
reg_output, 分别是判断目标框内是否由物体和目标框

的坐标信息. 最后整合在一起得到特征信息.
YOLOX中使用 Anchor-free结构. 在此前的 YOLO

算法中使用的是 Anchor-Based 结构 ,  参数量只有

Anchor-Based的 1/3.
 

H×W×C

3×3 卷积
Conv2D_BN

_SiLU×2

3×3 卷积
Conv2D_BN

_SiLU×2

Conv

Conv

Conv

1×1 卷积
Conv2D_BN

_SiLU
Concat

H×W×num_class

H×W×1

H×W×4

 
图 2    YOLOHead

 

SimOTA 结构对特征点进行筛选, 得到正样本的

候选框. 定义一个 Cost 成本函数来代表每个真实框和

描框的关系. 筛选出中心点落在真实框的范围内或者

中心点在以真实框中心点为基准设置的正方形范围内

的描框, 筛选出的描框作为候选框. 计算每个真实框和
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对应描框的位置重合度, 将重合度最高的 10个候选框

与真实框的 IoU 加起来求得每个真实框的 k 值, 代表

每个真实框有 k 个特征点与之对应. 计算每个真实框

和当前描框的种类预测准确度. 通过位置重合度和种

类预测准确度计算 Cost成本函数, 将 Cost最低的 k 个

点作为真实框的正样本. 每个目标框和标签分配的正

样本计算 Loss.

Ci j = Lcls_loss
i j +γ×Lreg_loss

i j (1)

 3   改进的 YOLOX
 3.1   上采样算法改进

在 PAN结构中, 使用最邻近插值法完成上采样操

作, 最邻近插值法计算速度快, 但是采样效果不是很好,
为了减少检测特征在采样过程中的损失, 本文选择使

用双线性插值法进行上采样. 双线性插值法计算 4 个

点作为参考点, 增强上采样效果.
 3.2   引入 CBAM 注意力机制

注意力机制 (attention mechanism) 是机器学习中

常用的数据处理方法 ,  已经广泛应用在自然语言处

理、语音识别和图像识别等机器学习任务中. 在检测

网络中加入注意力机制, 可以获取有用的信息, 使检测

网络将更多注意力分配到需要关注的地方[13]. 注意力

机制分为通道注意力机制、空间注意力机制和混合域

注意力机制. 本文使用的 CBAM属于第 3种.
如图 3, 卷积注意力机制 (convolutional block atten-

tion module, CBAM)[14,15] 通过通道注意力模块 (channel
attention module, CAM) 和空间注意力模块 (spatial
attention module, SAM)来分别在通道和空间维度上学

习关注什么信息、在哪个位置关注信息, 重点关注重

要特征并抑制不必要特征.
 

Input feature

CAM SAM

Mc
Ms

Refined feature
 

图 3    CBAM结构
 

给定一个特征图 F∈RC×H×W, CBAM 首先从 F 中

推出一维通道注意力 Mc, F 与 Mc 相乘运算后推出二

维空间注意力 Ms, F 再次相乘得到输出特征图, 输出特

征图与输入特征图 F 拥有相同的维度. 计算公式为:

F′ = Mc(F)⊗F (2)

F′′ = Ms(F′)⊗F′ (3)

为了聚集空间信息和不同对象的特征线索以获得

更精确的通道注意力, 同时采用平均池化法和最大池

化法对输入特征图的空间维度进行压缩. 池化向量经

过多层感知器和一个隐含层, MLP 输出的特征向量进

行逐元素加法运算并通过 Sigmoid 激活后得到通道注

意力 Mc. 计算方式为:

Mc(F) = σ(MLP(AvgPool(F))+MLP(MaxPool(F))

= σ(W1(W0(Fc
avg))+W1(W0(Fc

max))) (4)

空间注意力目标是在哪个位置的信息部分, 是通

道注意力的补充. 得到的通道注意力 Mc 沿通道轴上应

用平均池化和最大池化操作, 生成的有效特征向量经

过卷积操作和 Sigmoid 激活之后得到空间注意力 Ms.
计算公式为:

Ms(F) = σ( f 7×7([AvgPool(F); MaxPool(F)]))

= σ( f 7×7([F s
avg; F s

max])) (5)

本文将注意力机制添加到特征融合结构中.
 3.3   改进损失函数

YOLOX 网络模型中边界框回归损失函数选择为

IoU loss或者 GIoU loss. GIoU loss定义如下:

GIoU = IoU − |C− (A∪B)|
|C| (6)

GIoU loss 使用相交尺度衡量方式, C 是包含 A 和

B 的最小矩形框, IoU=0 时, A 和 B 距离很远, GIoU 趋

于–1, 解决了边界框不重合时造成损失函数不可导, 和
两个预测框大小相同时 IoU 也相同, 出现 IoU loss 不
能正确反映相交情况的问题. 但是如果出现多个大小

相同的预测框在目标框内部时, 每个最小矩形框 C 相

同, A 与 B 并集也相同, 此时 GIoU loss 不能正确反映

预测框的相交情况.
本文采用 CIoU loss 作为边界框的回归损失函数,

解决了 GIoU 退化为 IoU 的问题[16]. CIoU loss定义如下:

CIoU = 1− IoU +
ρ2(b1+b2)

c2 +αv

α =
v

(1− IoU)+ v

v =
4
π2

(
arctan

wb1

hb1
− arctan

wb2

hb2

)2

(7)
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wb1 hb1 wb2 hb2

其中, b1 为预测框中心点, b2 为目标框中心点, c 是覆

盖两个框的最小方框的对角线距离. CIoU loss 中考虑

了预测框与目标框中心点的欧式距离, 预测框在目标

框的内部时, 预测框位置不同, 其中心点位置也不同,
CIoU loss 可以计算到.  ,  ,  ,  是预测框和目

标框的宽高, 当两个框中心点也重合的时候, 通过 v 也

考虑到了预测框和目标框的长宽比, 使定位框时更加

精准, 提高准确度.
 3.4   GHOST 模块代替卷积

如图 4, GOHST 模块的功能是对其中一个特征图

通过更轻量化的操作生成另外的特征图, 可以认为两

个相似的特征图是彼此的 GHOST[17]. 具体操作是, 将
普通卷积层分为两部分. 第 1 部分仍是普通的卷积层,
但是减少原本设置的卷积的通道数量, 生成输入特征

层的特征浓缩图. 第 2 部分对这些特征浓缩图进行深

度可分离卷积生成更多特征图. 在不更改输出特征图

大小的情况下, 与使用普通卷积神经网络生成所有特

征图的运算量相比, GHOST模块中运算所需的参数总

数和计算复杂度大幅降低.
 

Conv

Input

…

Identity

Linear operation

Output

 
图 4    GHOST结构

 

使用原始卷积神经网络时 ,  给定输入数据 X∈

RL×H×W, L 表示输入通道个数, H 和 W 是输入数据的高

度和宽度; 输出数据 Y∈RM×H'×W', M 是输出通道个数,
H'和 W'是输出数据的高度和宽度; f∈RL×k×k×M 是这一

层的卷积核, k×k 是卷积核的大小. 用于生成特征图的

卷积运算表示为 (为表示方便, 省略偏差项):

Y = f ×X


y1

y2

...
yM

 =


f11 f12 · · · f1L

f21 f22 · · · f2L

...
...
. . .

...

fM1 fM2 · · · fML




x1

x2

...

xL


(8)

GHOST模块操作是, 首先通过一次卷积生成 m 个

原始特征图 Y'∈Rm×h'×w', m≤M. f'∈RL×k×k×m 是使用的

卷积核, 其他超参数和原始普通卷积保持一致. 计算公

式为:

Y′ = f ′×X (9)

原始特征图能提供大部分的特征信息, 对原始特

征图应用运算得到 GHOST特征图. 计算公式为:

y′′i j = ϕi j(y′i ), ∀i = 1,2, · · · ,m, j = 1,2, · · · , s (10)

y′′i j

其中, y'i 是 Y'中的第 i 个原始特征图, Φij 是对第 i 个原

始特征图进行第 j 个线性运算, 得到第 j 个 GHOST 特

征图 . 通过操作后得到 m×s 个特征图, 表示为:

Y′′i j = [y11,y12, · · · ,yms] (11)

在本文中, GHOST模块添加到 Bottleneck模块中

代替 1×1 和 3×3 普通卷积, m=M/2, j=1, Φi 是 m 通道

上 3×3卷积核, 通过 m 个原始特征图得到 m 个 GHOST
特征图, 最后把原始特征图和 GHOST 特征图拼接得

到输出特征图.
 3.5   Enhance feature

Enhance feature 结构利用多分支扩张卷积增加模

型的感受野 (reception field), 学习每个特征图中的不同

接收域, 从而提高多尺度目标检测识别的精度[18]. 结构

如图 5.
 

Feature

map 

Dilation=3

Dilation=5 BN+ReLU

BN+ReLU

BN+ReLU

Enhanced

feature map

Dilation=1

 
图 5    Enhance feature 结构

 

多分支卷积层通过扩展卷积为输入特征图提供不

同大小的接收域, 然后将接收的信息融合相加, 得到丰

富特征信息的特征图. 多分支卷积层由扩张卷积层、

BN 层和 ReLU 激活层组成. 3 个并行分支的扩张卷积

卷积核为 3×3, 扩张速率分别为 1、3、5. 具体网络结

构如图 6.
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图 6    改进后的特征网络结构
 

 4   实验

 4.1   实验平台

本文实验环境是 Ubuntu 18.04.5 系统, 64 GB 内

存, CPU: E5-1650 V3 @3.5 GHz, RTX2080TI 显卡, 在
PyTorch 1.8.1、CUDA 10.2下测试.
 4.2   数据集

本文的数据来源于西安市内多条道路, 在道路不

同位置高点使用高清摄像头拍摄获得, 模拟多种位置

摄像机的拍摄角度. 数据集中的图片经过数据增强处

理, 模拟恶劣天气下的车辆检测情况, 增强后的天气效

果如图 7所示.
 

 
图 7    数据集样本

 

数据图片整理后使用 labelimg对图片中的车辆进

行标注, 标注 car 标签 15 395 个, bus 标签 1 432 个. 标

注内容包含目标物体的类别和目标框的坐标, 标注信

息存放在 XML格式文件中.
 4.3   训练设置

为了保证实验数据的可靠性 ,  训练最大轮次

(epoch)设置为 300次, 前 50次为冻结主干网络参数训

练, 初始学习率设置为 1E–3, 后 250 次为解冻主干网

络训练, 初始学习率设置为 1E–4.
 4.4   衡量指标

本文选用 mAP@0.5、视频帧率 FPS 作为模型评

估指标, mAP@0.5 评价指标与混淆矩阵 (confusion
matrix)、精确率、召回率有关. 测试结果可划分为 TP、
TN、FP、FN. 划分方式如表 1. 精确率 (precision,
P) 衡量算法错检程度, 定义为所有预测值为正样本的

目标中真实值为正样本的样本比例:

P =
T P

T P+FP
(12)

  

表 1     衡量指标
 

预测值
真实值

正样本 负样本

正样本 TP FP
负样本 FN TN

 
 

召回率 (recall, R)衡量算法漏检程度, 定义为真实

值为正样本的目标中预测值为正样本的样本比例:

R =
T P

T P+FN
(13)
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AP@0.5定义为混淆矩阵 IoU阈值取 0.5时, 对其

中一类的 n 个正样本的 P 值求平均计算, 计算公式是:

AP =
1
n

∑
n
i=1Pi (14)

mAP@0.5为 N 类的 AP@0.5求均值, 计算公式为:

mAP =

∑
AP

N
(15)

 4.5   结果分析

为了分析本文提出的改进方法对 YOLOX算法性

能的影响, 分 4次实验验证不同改进方法的效果, 测试

结果如表 2所示, “×”代表在算法模型中没有使用对应

的改进方法, “√”代表在算法模型中使用了对应的改进

方法. 由表中数据可以看到, 使用 GHOST 结构代替

Bottleneck 中的卷积结构, 可以保证在 mAP 有略微提

升的同时减小了一定的模型参数量, 也略微提升了 FPS
值. 边界框回归的损失函数改进为 CIoU_loss, 解决目

标框与预测框重合情况下 GIoU 退化为 IoU 的问题,
提高模型边界框的定位精度. 如图 8 可以看到, 使用

CIoU_loss, 使得训练前期损失值很快下降, 但在训练

20 轮左右后, 损失值下降趋于稳定, 在训练 50 轮后又

缓慢下降, 最终损失值低于未使用 CIoU_loss的网络模

型. 在为网络添加 CBAM 注意力机制时, 实验过多个

位置, 例如时将 CBAM 注意力添加到主干网络、SPP
结构中, 多次实验证明在特征融合结构中添加注意力

机制效果最好. CBAM 告诉模型分别在通道和空间维

度上学习关注什么、在哪里关注, 关注重要特征并抑

制不重要特征, 车辆检测任务较依赖位置信息, 所以添

加注意力机制能够实现更好的检测效果. 测试数据表

明, 添加注意力机制后, 对 bus 较大型的目标检测率有

0.69%的提升, 而对 car小目标车辆的提升为 0.12%.
 
 

表 2     测试结果
 

GHOST CBAM Enhanced 模型大小 (M) AP (%)
mAP (%) FPSBus Car

× × × 30.6 93.21 93.64 93.44 35.1
√ × × 29.6 93.37 93.92 93.59 36.4
√ √ × 30.1 94.06 94.04 94.05 35.4
√ √ √ 61.2 95.93 94.97 95.45 19.2
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图 8    Loss 曲线
 

Enhance feature 结构使用不同速率扩张卷积的多

分支结构实现更大的感受野, 用来获取多尺度物体信

息, 使网络能够学习到每个特征图中不同的接收域信

息, 提高了模型特征提取能力和特征融合能力. 测试结

果表明, 增加 Enhance feature结构, 使得 bus目标检测

率提高了 1.87%, car目标检测率提高了 0.93%, 但是此

结构增加了算法模型的参数量, 减慢了一定的运行速度.
图 9 给出了不同改进模型检测效果图, 检测结果

中可以看出, 改进后的 YOLOX检测图中, 目标检测框

的位置标记更能准确地包括到整个车辆; 检测到原始

YOLOX算法漏检到的车辆.

 5   结论

对于监控视角下的车辆检测问题 ,  本文基于

YOLOX模型, 提出一种改进的 YOLOX网络结构, 采
用 GHOST模型代替部分卷积, 减少一定参数量同时

提升 mAP; 结合 CBAM 注意力模块和特征增强结构

对特征融合结构改进, 较大幅度提高了网络性能; 使
用 CIoU_loss 作为回归损失函数, 提高回归精度. 实
验证明, 改进后的网络模型能实现高精度的检测, 并
且检测速度能满足使用 , 在智能交通系统中可以提

供有效且及时的交通信息 . 由于智能交通系统对于

传输速度、延迟性等的要求 , 下一步改进在保证目
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标检测高准确度的基础上, 减小网络结构, 提高传输

速度.
 

(a) YOLOX (b) 改进后的 YOLOX 
图 9    检测结果对比
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