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摘　要: 准确的命名实体识别是结构化电子病历的基础, 对于电子病历规范化编写有着重要的作用, 而现今的分词

工具对于专业的医疗术语无法做到完全正确的区分, 使得结构化电子病历难以实现. 针对医疗实体识别中出现的问

题, 本文提出了一种在命名实体识别领域中改进的 BiLSTM-CRF深度学习模型. 模型将文字和标签结合作为输入,
在多头注意力机制中使模型关注更多的有用信息, BiLSTM对输入进行特征提取, 得到每个文字在所有标签上的概

率, CRF在训练过程中学习到数据集中的约束, 进行解码时可以提高结果的准确率. 实验使用人工标注的 1 000份
电子病历作为数据集, 使用 BIO标注方式. 从测试集的结果来看, 相对于传统的 BiLSTM-CRF模型, 该模型在实体

类别上的 F1值提升了 3%–11%, 验证了该模型在医疗命名实体识别中的有效性.
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Abstract: Accurate named entity recognition is the basis of structured electronic medical records and plays an important
role in the standardized writing of electronic medical records. However, current word segmentation tools cannot
completely and correctly distinguish professional medical terms, making it difficult to achieve structured electronic
medical records. As for problems in medical entity recognition, this study proposes an improved deep learning model
based on BiLSTM-CRF in the field of named entity recognition. The model combines text and labels as input, which
makes the model focus on more useful information in the multi-head attention mechanism. BiLSTM performs feature
extraction on the input and obtains the probability of each text on all labels. CRF learns the constraints of the data set
during the training and improves the accuracy of the results after decoding. The experiment uses 1 000 manually labeled
electronic copies as the data set and the BIO for labeling. Compared with the traditional BiLSTM-CRF model, the
proposed model raises the F1 value in the entity category by 3%–11%, verifying its effectiveness in named entity
recognition of medical records.
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 1   引言

医疗电子病历[1] 现今在临床诊断中被广泛应用,
近几年伴随着机器学习、深度学习的快速发展, 结构

化电子病历得到了大众的关注. 由于难以将医生对病

症的描述进行统一, 使得结构化医疗术语无法建立. 具
体来说, 对于同一种疾病, 不同的医生在表达方式、中

文的繁简体, 英文字母的大小写上的区别, 导致在医疗

领域难以形成规范化的标准.
命名实体识别 (NER)是自然语言处理 (NLP)中信

息抽取任务的一种, 在 NLP 的基础建设中有着较为广

泛的应用. 结构化的电子病历需要实体的准确描述, 不
能存在歧义或表述不明. 中文由于没有明确的分隔符,
使得实体识别的难度大大增加. 就模型训练而言, 使用

词作为最小粒度还是字作为最小粒度会随着不同的应

用场景有不同的效果, 难以确定使用哪种方式最好.
就提高命名实体识别的准确率方面, 孟捷[2] 使用

条件随机场 CRF 先对文本进行分词, 之后对分词结果

进行属性标注, 并在词典中引入 ICD-10 标准, 使得实

体识别取得了较好的效果. 江涛[3] 提出了一种兼顾字

词并通过自注意力机制延长实体联系距离的 WC-
LSTM模型, 使用Word2Vec训练的 100维词向量嵌入

模型, 并与 Bi-LSTM 和 Lattice-LSTM 模型进行对比.
沈宙锋等人[4] 基于 XLNet-BiLSTM 模型, 通过对电子

病历的序列化表示, 使得一词多义的问题得到了更好

的解决. 王若佳等人[5] 在使用无监督学习的 AC 自动

机上对中文电子病历进行分词, 结合条件随机场和不

同的实体类别, 得到了较好的识别模板. Zhang 等人[6]

为解决中文实体的边界问题, 提出了一种基于单词方

法和基于字符方法进行识别的方式, 在研究中, 为解决

字符缺乏词级别信息和词边界信息, 使用了一种融合

自匹配词特征的神经实体识别模型, 并在训练集上取

得了不错的效果. Ji 等人[7] 提出一种句子级的基于多

神经网络模型的协同协作方法来进行实体识别, 通过

Word2Vec、GloVe、ELMo 对特定汉字嵌入预训练,
在 BiLSTM-CRF 和 CNN 模型上进行了模型测试. 李
丹等人[8] 提出了一种部首感知的识别方法, 该方法将

部首信息编码到字向量中, 利用 BiLSTM-CRF 结合

Bert模型, 使实体识别有一定的提高.
在过去的研究中, 大部分研究人员着重在于对文

字进行处理, 而对标签在文本的上下文中的作用以及

文本的预处理结果是否符合规范缺少关注. 查阅资料

中考虑到, 如果可以在研究文字的同时挖掘电子病历

标签中的隐含信息, 对于命名实体识别工作会有帮助.
例如, 病历中常用“宫颈癌”作为疾病术语, 那么在宫颈

一词中被预测为疾病的实体, 应该以 3 个字的可能性

较大, 不会出现诸如“宫颈的癌”或“宫颈的癌变”这样的

实体, 从而提高实体识别的准确性, 且多头注意力机制

使得模型在训练过程中关注模型感兴趣的部分, 对于

模型的训练有益. 基于以上描述, 本文以建立结构化电

子病历为目的, 从电子病历的实体识别开始研究, 提出

WT-MHA-BiLSTM-CRF模型, 该模型同时考虑文字和

标签中的信息. 为保证模型的可信性, 将实验结果与

BiLSTM-CRF[9], BiGRU-CRF, MHA-BiLSTM-CRF 模

型进行了对比.

 2   电子病历数据预处理

 2.1   类别定义

人工将实体分类分为以下 6个方面: 病症, 身体部

位, 手术, 药物, 化验检验, 影像检验. 在测试中发现, 如
果直接以中文作为类别标签, 会导致训练结果较差, 因
此本文将上述 6 个类别使用英文简写代替, 病症的标

签为 DISEASE, 身体部位的标签为 BODY, 手术的标

签为 OPERATION, 药物的标签为MEDICINE, 化验检

验的标签为 LAB-CHECK, 影像检验的标签为 IMG-
CHECK. 实验期望得到的实体识别效果如图 1所示.
 

 
图 1    电子病历实体对应关系图

 

 2.2   原始数据清洗

数据清洗的过程主要利用 Python 程序将原始文

本中的空格, 首尾标点符号以及一些错误符号进行删

除, 并检查人工标记的起始位置和终点位置的实体是

否标记有误, 例如起始位置开始过早或者终点位置结
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束过晚等情况. 为了防止标点符号的使用不一致情况,
本文将原始文本中的标点全部使用英文标点表示. 实
验发现, 没有进行过数据清洗的数据会比进行过数据

清洗的数据在训练结果上产生的误差在 10% 左右, 说
明对于原始数据进行清洗在模型训练中存在一定的作用.

 3   模型结构

本文提出的一种融合文字与标签的 WT-MHA-
BiLSTM-CRF模型结构如图 2所示. 在模型中, 输入层

获取电子病历的每个文字及文字对应的标签, 将文字

和标签分别建立字典, 得到每个字和标签对应在字典

中的序号, 即向量化表示后的结果, 将两者进行结合,

输入到 multi-head attention[10] 中, attention机制会使得

模型在句子中捕捉到更多的上下文信息, 其输出结果

是在 3 个维度上的加权整合, 并映射到模型设定的矩

阵维度上. 该输出的结果作为 BiLSTM 模型的输入,
BiLSTM 模型根据上下文信息, 计算每个字符在每一

个类别中的概率值大小. 基于 BiLSTM-CRF 模型抛弃

了 Softmax层并使用 CRF进行代替, CRF层在训练过

程中可以自主学习到一些约束规则, 这些约束可以保

证预测标签的合理性, CRF 层将 BiLSTM 层的输出结

果作为输入, 进一步约束, 得到更加准确的输出结果,
整体模型将 CRF 的输出作为最后的预测结果, 并与标

准结果进行比对, 计算预测的误差.
 

输出层

CRF 层

backward

+

forward

BiLSTM 层

多头注意力机制

特征结合

向量化表示

输入层

B-BODY

CRF CRF CRF CRF

I-BODY O O···

···

···

···

···

··· ···

Embedding Embedding

B-BODY I-BODY I-BODY 宫 颈 手 术O

Multi-head attention

 

图 2    WT-MHA-BiLSTM-CRF模型结构图
 

本文提出的模型相对于传统的命名实体识别模型

来说, 同时关注文字和标签中的信息, 使得输入信息更

加充分, 发现标签中的隐含信息对模型结果带来的价值.
 3.1   BiLSTM 模型

双向长短期神经网络 (BiLSTM)[11] 是一种为解决

循环神经网络 (RNN)中梯度消失或者梯度爆炸问题而

提出的模型, 它较好地解决了 RNN在长依赖训练过程

中的缺陷. 长短期神经网络 (LSTM) 是一种单向网络,
主要使用门机制[12] 来解决 RNN 中的长期依赖问题,
其模型结构如图 3 (图中 sig代表 Sigmoid函数)所示.
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Xt

tanh

sigtanhsigsig

Ct−1

ht

Ct

ht−1 ht

 
图 3    LSTM模型结构图

 

LSTM[13] 在隐藏单元中提出了 3 种门的概念: 输
入门, 输出门, 遗忘门. 式 (1) 和式 (2) 体现了输入门与

单元状态更新的计算公式:
it = σ (Wi · [ht−1, x]+bi) (1)

C̃t = tanh(WC · [ht−1, x]+bC) (2)

it W b

σ (·)

输入门用来确定当前输入中被保存状态的个数,
其中,  为输入门,  、 分别表示权重矩阵和偏置向量,

代表 Sigmoid 激活函数, tanh(·) 代表 tanh 激活函

数, 其表达式分别为式 (3)和式 (4)所示.

σ (x) =
1

1+ e−x (3)

tanh(x) =
sinh(x)
cosh(x)

=
ex − e−x

ex + e−x (4)

C̃t Ct

ft

输入门通过控制 来更新状态 ,  其计算如式

(5)所示, 其中,  代表遗忘门, 将在下面进行说明.

Ct = ft ∗Ct−1+ it∗ C̃t (5)

ht

ot

输出门将会决定传输多少个单元状态作为 LSTM
的当前输出值, 通过计算隐藏节点 来计算预测值和下

一个时刻的输入, 式中 代表输出值.

ot = σ (Wo [ht−1, x]+bo) (6)

ht = ot ∗ tanh(Ct) (7)

Ct−1 Ct

ft [0,1]

遗忘门负责上一个时刻的单元状态保存多少到当

前时刻, 表现为 中哪些特征将被用于计算 , 遗忘

门 中的每个值位于 中, 计算公式见式 (8).

ft = σ
(
W f · [ht−1, x]+b f

)
(8)

单元状态作为 LSTM 中的核心部分, 始终贯穿整

个计算, 其计算表达式为:

Ct = ft ×Ct−1+ it × C̃t (9)

本文使用的 BiLSTM 模型相对于 LSTM 模型来

说, 能够在未来上下文的预测中有较好的表现, 使得训

练不仅能够接受前文的序列也可以得到后续序列, 在
进行命名实体识别的过程中会有更好的效果.
 3.2   GRU 模型

门控循环单元 (GRU)也是为了解决循环神经网络

存在的长期依赖问题而提出的, 模型中使用了更新门

和重置门两种门机制, 使得模型在训练效果不变的同

时, 计算更加简单, 其计算过程如式 (10)–式 (13) 所示.
zt = σ (Wzxt +Uzht−1+bz) (10)
rt = σ (Wr xt +Urht−1+br) (11)

h̃t = tanh(Whxt +Uh (rt ⊙ht−1)+bh) (12)

ht = zt ⊙ht−1+ (1− zt)⊙ h̃t (13)

σ

zt

ht−1 ht h̃t

rt h̃t

ht−1

其中,  (·)、tanh(·)同上述描述, 代表哈达马乘积, 用于

计算两个阶相同矩阵的对应位置, 并将它们相乘得到

一个新矩阵,  代表更新门, 其作用是决定多少信息从

之前状态 保存到当前状态 , 以及在候选状态 中

得到多少信息.  代表重置门, 决定了候选状态 的计

算是否依赖于之前状态 .
 3.3   Multi-head attention 原理

由于单层的 attention所包含的信息可能不够支持

众多的下游任务, 因此 2017年谷歌推出的 Transformer
将其堆叠成 multi-head attention (MHA), 其本质是多次

的 self-attention[14] 计算. Attention 机制[15] 会使网络在

训练过程中更多的注意到输入包含的相关信息, 而对

无关信息进行简略, 从而提高训练的准确性.
Self-attention 对输入的每个词向量创建 3 个新向

量: Query、Key、Value, 这 3 个向量分别是词向量和

Q, K, V 三个矩阵乘积得到的, Q, K, V 三个矩阵是一个

需要学习的参数, 其定义如下所示:

Attention (Q,K,V) = Softmax
(

QKT
√

dk

)
(14)

√
dk其中,  是一个平滑项, 为了保证训练过程中梯度值

的稳定. MHA 根据 self-attention 的计算原理, 将原来

的一层提升为 h 层 (h 是一个超参数, 在模型中取 8),
其计算过程如图 4所示.

MHA定义如式 (15)所示:

headi = Attention
(
QWQ

i ,KWK
i ,VWV

i

)
MultiHead (Q,K,V) =Concat (head1, · · · ,headh)Wo

(15)
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WQ
i ,W

K
i ,W

V
i Wo

Rdmodel×hdV ,dmodel Concat ()

其中 ,   是需要训练的参数权重 ,   属于

代表了模型中 Q, K, V 的维度, 
代表拼接函数, 用于将多层的 Q, K, V 函数拼接起来.
 3.4   CRF 模型

X = (x1, x2, · · · , xn)

Y = (y1,y2, · · · ,yn) p (y|x)

条件随机场 (CRF)[16] 是一种较为经典的条件概率

分布模型, 通过观测序列 来计算状态

序列 的条件概率值 , CRF 的简

化定义公式如下:

Pw (y|x) =
exp(w ·F (y, x))

Zw (x)

Zw (x) =
∑

y

exp(w ·F (y, x)) (16)

w F (y, x)其中 ,   代表权值向量 ,   表示全局特征函数 .
CRF 模型可以自主的学习到文本中的约束, 例如在命

名实体识别[17] 中, I-标签的后面不会出现 B-标签, O标

签的后面不会出现 I-标签等, 这些约束会帮助训练结

果更加合理.
CRF模型通过式 (17)得到评估分数, 式中 Emit 代

表 BiLSTM输出的概率, Trans 代表对应的转移概率.

score (x,y) =
∑

i

Emit (xi,yi)+
∑

i

Trans (yi−1,yi) (17)

最后模型使用最大似然法来进行训练, 相应的损

失函数为:
−logp (y|x) = −score (x,y)+ logZ (x) (18)

Z (x)由于 无法直接计算, 因此使用前向算法进行

推导, 在深度学习框架中可以对损失函数进行求导或

者梯度下降的方法来优化, 使用 Viterbi算法进行解码,
从而找到最优结果.

 

··· ··· ···
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图 4    Multi-head attention计算过程图
 

 4   实验及结果分析

 4.1   实验数据集

实验过程中比较了 4 种模型的训练情况, 使用人

工标注过的 1 000 份数据集, 按照 6:2:2 的比例将数据

划分为训练集、验证集、测试集. 在实体识别中常用

的实体标注方式[18] 包括 BIO、BIOE、BIOES等, 本实

验使用 BIO 标注方式, 具体的标注情况与实体数量见

表 1 和图 5 所示. 根据第 2.2 节中所述, 数据集的准确

性对模型最终结果存在影响, 因此实验对原始数据进

行预处理, 主要包括中英文统一, 利用程序检查原始数

据集中是否有启始位置错误信息, 并针对错误信息进行修改.
 4.2   数据集评价指标

实验使用精确率 (结果中的 P 值)、召回率 (结果

中的 R 值) 和 F1 值作为模型评价指标, 其中精确率代

表在所有预测结果中为正确的个数在实际正确分类所

占的比例; 召回率代表所有预测正确的结果在实际正

确中的占比; F1 值使用加权和平均来保证两者在结果

中的作用, 由于综合考虑了精确率和召回率的结果, 因
此 F1的值往往作为实验结果的最有力的证明, 其值越

高说明实验的效果越好, 三者的计算过程见式 (19)–
式 (21).

P =
Tp

Tp+Fp
×100% (19)

R =
Tp

Tp+FN
×100% (20)

F1 =
2×P×R

P+R
×100% (21)

Tp Fp

FN

其中,  表示在测试集中正例被正确分类的个数,  代

表负例被错误分类为正例的个数,  表示正例被错误

分类为负例的个数. 
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表 1     数据标注表
 

类别 开始标记 中间标记 实体数量

病症 B_DISEASE I_DISEASE 4 212
身体部位 B_BODY I_BODY 8 426
手术 B_OPERATION I_OPERATION 1 492
药物 B_MEDICINE I_MEDICINE 1931

化验检验 B_LAB-CHECK I_LAB-CHECK 1 195
影像检验 B_IMG-CHECK I_IMG-CHECK 972
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图 5    实体数量图

 

 4.3   实验环境与结果

本文中命名实体识别模型基于 PyTorch 框架, 详
细实验环境设置见表 2所示.
  

表 2     训练环境表
 

项目 环境

操作系统 Windows 7
CPU i5-5200U@ 2.20 GHz
GPU Nvidia Tesla K80

Python版本 3.7.12
PyTorch版本 1.10.0+cu111

 
 

训练中模型的详细参数为: 每次训练选取的样本数

batch_size 值为 64, 学习率 lr 设定为 1E–4, 训练轮数

epoch设置为 30, 时序模型的网络层数设置为 1, 词向量

维数为 128, 使用 Adam优化器, 丢失率 dropout值为 0.5.
本文对 4种模型进行了测试来增强模型结果的说

服力, 4种模型定义如下.
(1) BiLSTM-CRF: 使用单层的 BiLSTM 网络, 并

将模型的输出结果直接作为条件随机场的输入计算最

终结果.
(2) BiGRU-CRF: 使用单层的 BiGRU模型, 将输出

结果投入 CRF计算.
(3) MHA-BiLSTM-CRF: 对字向量做 Embedding

后先进入 mutli-head attention模型中, 模型输出的结果

作为 BiLSTM模型的输入, 其结果作为 CRF层输入.
(4) WT-MHA-BiLSTM-CRF: 同时对字、标签做

Embedding, 将两者结合, 作为 mutli-head attention的输

入, 之后进入 BiLSTM 模型训练, 最终进入 CRF 层进

行训练.
表 3展示了 4种模型在各个实体上的精确率、召

回率和 F1值, 从结果来看, WT-MHA-BiLSTM-CRF在

大多数的实体分类结果上均有一定的提高, 与 BiLSTM-
CRF 模型的比较中, 在病症方面 F1 值提高了 3%, 身
体部位提高了 6%, 手术提高了 4%, 化验检验提高了

7%, 影像检验提高了 11%. 但是在药物的类别方面,
WT-MHA-BiLSTM-CRF 的结果与其他模型相比有些

下降, 初步分析原因是, 由于本文提出的模型是针对字

和标签同时作为模型的输入来进行训练 ,  并且经过

attention 机制的处理, 在实验过程中, 可能过度的对某

些字、标签产生了过度的关注, 而使得分类结果产生

了误差, 因而导致分类效果的下降, 在以后的研究中会

针对这一方面进行深入研究. 最后, 图 6 展示了 WT-
MHA-BiLSTM-CRF模型在各个实体中的预测结果.

 
 

表 3     实验结果表 (%)
 

模型
BiLSTM-CRF BiGRU-CRF MHA-BiLSTM-CRF WT-MHA-BiLSTM-CRF

P R F1 P R F1 P R F1 P R F1
病症 80.41 83.13 81.75 80.08 86.52 83.14 79.36 87.71 83.31 85.25 84.71 84.87

身体部位 87.95 72.39 79.41 89.67 74.68 81.42 82.47 80.94 81.70 83.48 87.48 85.50
手术 87.12 83.96 85.49 87.19 86.32 86.75 90.45 87.46 88.93 90.28 88.29 89.27
药物 95.44 88.05 91.60 92.14 93.76 92.94 96.46 92.92 94.67 94.58 87.44 90.86

化验检验 81.39 77.25 79.27 84.30 82.95 83.62 78.82 80.56 79.67 88.96 84.50 86.67
影像检验 78.79 78.67 78.73 89.49 87.00 88.19 83.99 85.91 84.86 84.75 95.79 89.86

 
 

 5   结论与展望

本文提出了一种结合字与标签同时训练的 WT-
MHA-BiLSTM-CRF模型, 用于解决结构化电子病历中

命名实体识别的问题. 传统的 BiLSTM-CRF 模型更多

的注重字在模型中训练产生的结果, 忽略了标签中可

能隐含的信息, 因此在训练输入之前, 将字和标签同时

做 Embedding处理. 并使用 mutli-head attention使模型

更多的注意力放在关键的字和标签上, BiLSTM 结合
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上下文得到每个字的类别概率, 模型的最后使用 CRF
对分类结果进行处理, 使得模型的预测输出更有说服

力. 从实验结果中可以看出, 该模型在大部分的类别识

别中均有提升. 对于个别类别来说, 考虑到模型的结果

中可能有部分信息被过度关注, 导致训练结果上有些

许问题, 在以后的研究中也会针对这个问题着重来处理.
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图 6    WT-MHA-BiLSTM-CRF模型各类别结果图
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