
 

 

Stacking 集成学习模型在混合式成绩分类预测中
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摘　要: 针对现有单一算法模型在成绩预测时存在泛化能力不强的问题, 提出一种基于多算法融合的 Stacking集成

学习模型, 用于混合式教学中学生成绩的预测. 模型以多项式朴素贝叶斯、AdaBoost和 Gradient boosting为初级学

习器, 逻辑斯蒂回归为次级学习器组成两层融合框架. 通过混合式教学过程中所产生的学习行为数据对模型进行验

证. 实验表明, Stacking集成学习模型在测试集上分类预测准确率达到 76%, 分别高于多项式朴素贝叶斯、AdaBoost、
Gradient boosting和逻辑斯蒂回归 4个单一算法模型 5%、6%、9%和 6%. 与单一算法模型相比, Stacking集成学

习模型有着较强的泛化能力, 能更好地预测学生成绩, 为混合式教学的学习预警提供参考.
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Application of Stacking Ensemble Learning Model in Blended Performance Classification and
Prediction
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Abstract: To tackle the problem that existing single algorithm models have poor generalization ability in performance
prediction, this study proposes a Stacking ensemble learning model based on multi-algorithm fusion for the prediction of
students’ performance in blended teaching. The model uses polynomial naive Bayes, AdaBoost and Gradient boosting as
primary learners and logistic regression as secondary learners to form a two-level fusion framework. The model is verified
by the learning behavior data generated in the process of blended teaching. Experimental results show that the
classification and prediction accuracy of the Stacking ensemble learning model on the test set reaches 76%, which is 5%,
6%, 9% and 6% higher than that of the four single algorithm models of polynomial naive Bayes, AdaBoost, Gradient
boosting and logistic regression, respectively. Compared with these single algorithm models, the Stacking ensemble
learning model has strong generalization ability, which can better predict students’ performance and provide a reference
for the learning warning of blended teaching.
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1   前言

混合式教学是一种线上与线下相结合的新兴教学

模式, 既通过在智慧教学平台上发布任务, 上传资源等

发挥教师的主导作用, 又通过学生线上自主学习、完

成任务等, 引导学生积极主动学习. 目前正被各大高校

积极推广[1]. 学生可以不受时空限制, 通过多种方式登

录学习平台学习, 所产生的学习行为数据被平台记录

保存[2]. 学习行为数据反映学生的学习状态和习惯. 而
日常的学习状态和习惯对最终的学习成绩有着重要影

响[3]. 混合式学习对学生的自觉性要求较高, 在实际实

施过程中, 学生的参与度受各种因素干扰而参差不齐[4,5].
因此, 如何利用平台记录的学习行为数据分析出学生

学习状态, 掌握学生的学习情况, 引导学生积极主动学

习, 成为教学管理中急需解决的问题.
通过对学生学习行为数据进行挖掘和分析, 可以

找出隐藏的规律, 进而对学生成绩进行分类预测, 及时

发现学困生并干预指导, 提高教学质量[6,7]. 近年来, 众
多学者基于在线学习行为数据对学习成绩预测的方法

进行了多方面探索. 喻铁朔等采用支持向量机回归对

成绩进行预测, 并在其基础上实现学业预警[8]. 吕品等

对比感知机, 支持向量机和神经网络等分类算法的预

测效果, 发现基于支持向量机的成绩预测模型具有更

高的准确率[9]. 王凤芹等利用登录次数, 视频观看时间

等 10个行为特征验证 K近邻优化算法在预测MOOC
学习成绩的有效性[10].

虽然通过优化算法和调节算法参数可以比原有的

单一算法模型具有更高的精度 ,  泛化能力也有所增

强[11,12]. 但由于线上线下相结合的学习行为数据相对复

杂多变, 异常值较多, 单一的预测算法有自身的局限性.
为了提高单一算法模型的泛化能力, 有学者尝试通过

融合算法来建立成绩预测模型. 贾靖怡等利用 MOOC
课程数据和 RapidMiner 大数据挖掘平台构建基于

AdaBoost 算法的学习成绩预测模型[13]. 宋洁通过实验

对比了 SVR、RF、GBDT 和 XGBoost 四种不同算法

模型在学习成绩预测中的效果, 最终得出具有集成特

点的 XGBoost 算法预测效果最佳[14]. 但 XGBOOST
和 AdaBoost属于同质算法的集成模型, 主要通过线性

化融合算法, 无法将各个算法的差异与优势相融合, 其
泛化能力仍需加强[15,16].

为提高模型的泛化能力, 充分发挥个体学习器的

优势, 本文采用 Stacking集成方法, 对多项式朴素贝叶

斯、AdaBoost、Gradient boosting 与逻辑斯蒂回归

4个异质学习器进行非线性组合, 构建两层 Stacking集
成学习模型, 基于超星平台的混合式教学中产生的数

据集. 通过对比 Stacking 集成学习模型与多项式朴素

贝叶斯、AdaBoost、Gradient boosting 和逻辑斯蒂回

归在数据集上的预测准确率、召回率、精确率和 F1
得分等评价指标, 验证 Stacking集成学习模型的有效性. 

2   Stacking集成学习预测模型

集成学习是通过一定的方式组合多个弱学习器,
构造出比单一学习器性能更好的强学习器. 常见的集

成学习方法有 Bagging, Boosting和 Stacking等. Bagging
和 Boosting 采用线性集成策略, 根据确定性算法组合

同质弱学习器形成强学习器. 与 Bagging 和 Boosting
不同的是, Stacking 采用非线性集成策略, 通过组合异

质学习器构成多层次强学习器, 高层学习器能够通过

低层学习器的输出结果对模型进一步泛化增强[17]. 

2.1   Stacking 集成学习算法原理

Stacking 集成学习算法是一种叠加式分层集成算

法, 以两层为例, 在第 1层中使用不同的初级学习器对

数据进行训练, 在训练数据集时, 为了避免因测试集比

例划分过小造成泛化能力不强问题, 通常采用交叉验

证方式进行训练. 然后将第 1 层产生的多次训练的数

据结果作为新的训练集和测试集, 第 2 层次级学习器

采用新的训练集与测试集进行训练和预测. 具体算法

如算法 1所示.

算法 1. Stacking集成学习算法

D={(x1,y1),(x2,y2),··· ,(xm,ym)} ς1,··· ,ςT
ς

输入: 数据集 , 初级学习器 , 次级学

习器

t=1,2,··· ,T1. 　for   do
ht=ςt(D)2. 　　 

3.　 end for
D′=∅4. 　

i=1,··· ,m5. 　for   do
t=1,··· ,T6. 　　for   do
zit=ht(xi)7. 　　　　

8.　　 end for
D′=D′∪((zi1,··· ,ziT ),yi)9. 　　

10. 　end for
h′=ς(D′)11.　 

H(x) = h′(h1(x),··· ,hT (x))输出: 最终分类器
 

2.2   两层 Stacking 集成学习成绩预测模型设计

Stacking集成学习模型采用的是多层次结构, 每一
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层的输出作为下一层的输入, 但构造的层数越多, 模型

越复杂, 训练的速度也会越慢. 因此, 本文选择采用两

层结构. 在第 1层, 为了保证模型的多元化, 初级学习器

选用多项式朴素贝叶斯, AdaBoost和 Gradient boosting
三种学习器, 其中多项式朴素贝叶斯为一种适用于离散

特征概率计算的学习器, AdaBoost和 Gradient boosting
为基于 Boosting 集成学习方式的学习器[18,19]; 在第

2 层, 为了防止发生过拟合现象, 采用简单的逻辑蒂斯

回归分类器作为次级学习器, 次级学习器对初级学习

器融合得到 Stacking集成学习模型. Stacking集成学习

模型中的个体学习器在训练过程中, 通过 sklearn 库

中的 GridSearchCV (网格搜索法) 选取个体学习器的

最优参数. 集成学习模型框架如图 1所示.
两层 Stacking集成学习模型的具体步骤如下:
步骤 1. 对学生的原始特征数据集进行预处理与特

征变换, 将目标特征即学生期末成绩转换为 0 和 1, 结
合皮尔逊相关性分析选择有效特征构建新的数据集[20].

步骤 2. 选择 AdaBoost, 多项式朴素贝叶斯和 Gra-
dient boosting作为初级学习器.

D

Di,

i ∈ {1,2,3,4,5}

步骤 3. 将经过特征工程处理过的混合式教学下产

生的学生特征数据集以一定比例切分为训练集 和测

试集 B. 并将处理好的训练集平均分为 5 份数据集

.

ai (i ∈ {1,2,3,4,5})
A1

B

pi (i ∈ {1,2,3,4,5}) pi

(i ∈ {1,2,3,4,5}) P1

步骤 4. 在第一层预测模型中, 将 3 个初级学习器

分别采用 5折交叉验证进行训练. 以 AdaBoost为例, 每
次交叉验证包含两个过程. 首先用其中的 4份数据集作

为 AdaBoost训练集进行训练, 剩下的 1份作为 AdaBoost
模型预测的测试集, 得到预测数据集 ,
将其整合为 1 列记为 . 然后再由上一步基于 4 份数

据集训练的 AdaBoost 模型对测试集 进行预测, 得到

预测数据集 , 再对 5 次预测的结果

按行相加取均值, 得到数据集 .

(A1,A2,A3) (P1,P2,P3)

(A1,A2,A3)

(P1,P2,P3)

步骤 5. 在 3个初级学习器完成训练及预测后会得

到 和 两个新的矩阵数据集. 在第

二层, 次级学习器逻辑斯蒂回归以 矩阵作为

训练集,  矩阵作为测试集, 以其为基础进行

训练, 得到最终预测结果, 即学生能否通过期末检测

(0不通过, 1通过).
 

特征工程

原始数据集

数据预处理
与特征变换

相关性分析
与特征选择

构建新的
数据集

训
练
集

测
试
集

AdaBoost

多项式朴素贝叶斯

Gradient boosting

初级学习器

5 折交叉
验证

5 折交叉
验证

5 折交叉
验证

5 次预测
平均

5 次预测
平均

5 次预测
平均

预测平均结果 1

预测平均结果 2

预测平均结果 3

新
训
练
集

新
测
试
集

逻
辑
斯
蒂
回
归

最终结果
学生能否
通过期末
检测 (通
过为1, 不
通过为 0)

次级学习器

预测结果 1 

预测结果 2

预测结果 3

 

图 1    Stacking集成学习模型框架
 
 

3   特征工程

特征工程指的是从原始数据集中提取实验特征的

过程, 提取的特征能够较好的描述数集的内容, 其一般

包括数据预处理和特征分析与选择等. 

3.1   数据集介绍

本文数据采集自学校超星平台与教务系统, 共 229名

学生, 近 6 万多条线上学习记录和 229 条学生线下成

绩记录. 数据集中学生特征共有 16 个维度, 分为学生

的基本信息特征和学习行为特征两类, 分别如表 1 和

表 2所示. 

3.2   数据预处理

由于混合式学习特征数据多样化, 需要根据数据
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与算法模型的特点, 对数据进行预处理. 数据预处理主

要包括不同考核标准特征数据的归一化和连续型数据

的离散化等. 本文在预处理过程中使用了 Python 中的

sklearn、pandas和 numpy等库.
 

表 1     学生基本信息特征说明
 

序号 特征名称 数据类型 特征含义

1 student_id varchar 学生的id编号索引

2 gender varchar 学生的性别

3 faculty varchar 所在的院系

4 class varchar 所在的开课班级

5 semester varchar 学期
 

表 2     学习行为特征说明
 

序号 特征名称 数据类型 特征含义

1 study_count int 登录超星平台学习课程内容的总次数

2 video double 登录超星平台观看课程视频的总时长

3 discussion int 讨论次数

4 chapter_quiz double 章节测验

5 answer_mark double 抢答得分

6 group_task double 分组任务

7 course_point double 课程积分

8 class_test double 参加随堂测验的评分

9 homework double 课后作业成绩评分

10 midterm double 期中考试卷面成绩

11 final_mark double 期末考试卷面成绩
 
  

3.2.1    归一化

每个开课班级在超星学习通上课程设置的任务

点、学习资源以及课堂活动等有所差别, 从而造成特

征的数值区间范围也不同, 需采用区间缩放法将数据

映射到同一区间. 区间缩放法是归一化的一种方式, 本
文利用特征数据的两个最值 (最大值和最小值)进行缩

放. 缩放公式如下.

xi
′ =

xi−min(x)
max(x)−min(x)

, i = 1,2, · · · ,m (1)

x m xi

i xi
′ xi max(x)

min(x)

其中,  为同一特征集合, 共有 个特征变量,  为该特

征集合中的第 个特征变量,  为 缩放后的值, 
为该集合特征变量的最大值,  为该集合特征变量

的最小值. 

3.2.2    特征转换

本文使用的数据集中的数据主要为 varchar (可变

字符型)、int (整数型)和 double (浮点型) 3种类型, 而
sklearn 库要求模型输入的数据类型必须是数值型数

据, 且本文采用的预测模型为集成分类预测模型, 其中

个体算法模型 AdaBoost和 Gradient boosting为树模型

结构, 为了保证模型输入数据类型的一致性, 需使用分

箱操作对连续型特征数据离散化. 为此, 本文通过 pandas

库中的 cut() 函数对表 2 的 11 个 int 型和 double 型数

据特征等宽划分离散化处理, 并对其进行数值型映射.
由于表 1 的 5 个特征数据为 varchar 型定性离散变量,
故直接将其映射为数值型变量. 

3.3   特征相关性分析

在使用模型对目标预测前, 通常需要先进行特征

选择, 通过特征选择可以移除不相关的特征, 降低计算

复杂度以及提高模型的可解释性. 为此, 本文通过皮尔

逊系数计算特征之间的相关性. 皮尔逊系数主要衡量

变量之间的线性相关性, 结果的取值区间为 [−1, 1],
−1 表示完全的负相关, +1 表示完全的正相关[21]. 实验

获取的数据共有 16个特征, 包括学生的基本信息特征

和学习行为特征, 在经过数据预处理后, 通过皮尔逊系

数计算特征之间的相关性系数, 并将相关性系数的结

果以热力图的形式输出, 其结果如图 2所示.
由图 2可以看出 semester, gender, faculty, class与

目标特征 final_mark之间的相关性系数小于 0.2, 相关

性较弱, 其中 semester 和 faculty 与目标特征的相关性

系数皆为 0, 无相关性. 与 final_mark 之间的相关性系

数大于 0.4的特征有 midterm, study_count, group_task,
其中特征 midterm 代表期中考试的成绩, 与目标特征

final_mark 的相关性最高, 达到了 0.46. discussion,
course_point, answer_mark, chapter_quiz等 7个特征与

final_mark 的相关性相对较一般. 故本文将相关性为

0 的无用特征 semester 和 faculty 删除, 保留 midterm,
group_task, class_test等 13个相对重要的特征. 

4   实验及结果分析

本实验在处理器为 Intel i7-8750U, 运行内存为

16 GB的电脑上进行, 操作环境是 64位的Windows 10
系统. 算法实现工具为 Pycharm, 编程语言为 Python
3.7.0. 算法实现过程中使用到 Python 的工具库有:
numpy、pandas、matplotlib、seaborn和 sklearn等. 将
数据集中的 229 条学生行为数据随机切分出 70%, 共
160 条作为模型的训练集, 剩余的 30% 作为模型的测

试集, 用于模型的验证. 

4.1   模型的泛化能力评估指标

本文的目的在于通过相关的学生特征来预测学生

能否通过期末检测, 将预测结果分为通过 (pass) 和挂

科 (failed) 两类, 这是一个二分类预测问题. 二分类预

测问题的混淆矩阵分析表如表 3所示.
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图 2    特征相关性系数矩阵热力图

 
 

表 3     混淆矩阵分析表
 

混淆矩阵
预测值

挂科学生 通过学生

真实值
挂科学生 TP (真挂科学生) FN (假通过学生)
通过学生 FP (假挂科学生) TN (真通过学生)

 
 

本文采用准确率 (A) ,  召回率 (R) ,  精确率 (P) ,
F1 得分 (F1) 4 个指标评价算法的预测结果. 准确率虽

然能够判断整体模型预测的正确率, 但相比于通过学

生, 本文更加关注真正挂科学生的预测情况, 因此应当

引入召回率作为评估指标, 但若只注重召回率的提升,

会减少成功预测真正通过学生的情况, 即会导致精确

率下降, 模型变得虚高[22]. 召回率与精准率是一对相对

矛盾的变量, 为此引入 F1 得分来平衡召回率与精确

率, 更为客观的对模型进行评价. 各项指标的计算方法

的公式如式 (2)–式 (5).

A =
T P+T N

T P+T N +FP+FN
(2)

P =
T P

T P+FP
(3)

R =
T P

T P+FN
(4)

F1 =
2P×R
P+R

(5)
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4.2   模型参数设置

超参数是模型在开始学习之前设置的函数参数,
选择合适的参数可以在一定程度上提高模型的分类能

力. 本文 Stacking集成学习模型中的个体学习器在训练

集中训练时, 采用机器学习库 sklearn中的 GridSearchCV
(网格搜索法), 以准确率 (A)作为各学习器预测效果的

评价标准, 在各学习器的所有候选的参数选项中循环

遍历, 并结合 5折交叉验证方式, 通过对比在测试集中

的预测效果, 寻找模型的最优参数. 各学习器的最优超

参数集及其预测准确率如表 4所示.
 

表 4     各学习器选择的最优超参数集
 

模型名称 超参数设置 准确率 (A)
多项式朴素贝

叶斯

alpha=1.0, fit_prior=True,
class_prior=None

0.71

AdaBoost
base_estimator=None, n_estimators=65,

learning_rate=0.05
0.70

Gradient
boosting

learning_rate=0.05, n_estimators=80,
max_depth=5,

min_samples_leaf =2,
min_samples_split=2

0.67

逻辑斯蒂回归 tol=0.000 1, max_iter=47 0.70
 
  

4.3   模型的泛化能力分析

集成学习的目的是通过一定的策略集合各个初级

分类器的优势, 取长去短, 提高分类器的分类效果, 因
此集成后的分类效果应好于单个基分类器的分类效果.
为验证所构建的 Stacking集成学习预测模型的预测性

能, 通过对比多项式朴素贝叶斯、AdaBoost、Gradient
boosting、逻辑斯蒂回归和 Stacking 集成学习预测模

型在数据集上的预测效果来验证本文所设计的模型的

优越性. 最后根据第 4.1节中的式 (2)–式 (5), 对各分类

器的分类效果通过准确率、召回率、精确率和 F1 得

分等评价指标对各模型的预测性能进行对比分析验证,
各指标结果如图 3、图 4和图 5所示. 在对比分析验证

过程中, 多项式朴素贝叶斯、AdaBoost、Gradient boosting
和逻辑斯蒂回归以及 Stacking集成分类器中的初级学

习器与次级学习器在训练与预测中所采用的参数如

表 4, 各参数为通过机器学习库 sklearn中的GridSearchCV
(网格搜索法)中搜寻的最优参数.

从图 3、图 4 和图 5 中可以看出 Stacking 集成学

习模型的各分类结果评价指标均明显高于多项式朴素

贝叶斯、AdaBoost、Gradient boosting 和逻辑斯蒂回

归 4个单一分类模型. 其中, 在召回率上, Stacking集成

学习模型在 Pass 类别中的召回率为 87%, 高于单一分

类模型中表现最好的多项式朴素贝叶斯 7%; 在 Failed
类别中的召回率为 65%, 比单一分类模型中表现最好

的模型 AdaBoost 高出 2%. 在 F1 得分上, Stacking 集

成学习模型在 Pass 类别中的 F1 得分为 80%, 分别高

于多项式朴素贝叶斯, AdaBoost, Gradient boosting 和

逻辑斯蒂回归 4个单一分类模型 4%、8%、7%和 7%;
在 Failed类别中的 F1得分为 71%, 分别高于多项式朴

素贝叶斯、AdaBoost、Gradient boosting 和逻辑斯蒂

回归 4个单一分类模型 9%、4%、13%和 6%. Stacking
集成学习模型的整体分类准确率为 76%, 分别高于多

项式朴素贝叶斯、AdaBoost、Gradient boosting 和

逻辑斯蒂回归 4个单一分类模型 5%、6%、9%和 6%.
 

(a) Failed 类别下各模型的召回率对比

(b) Failed 类别下各模型的精确率对比

(c) Failed 类别下各模型的 F1 得分对比

Stacking

多项式朴素贝叶斯

逻辑斯蒂回归

AdaBoost

Gradient boosting

模
型

0.55 0.60 0.65 0.70 0.75 0.80 0.85

召回率

0.65

0.58

0.63

0.63

0.60

Stacking

多项式朴素贝叶斯

逻辑斯蒂回归

AdaBoost

Gradient boosting

模
型

0.55 0.60 0.65 0.70 0.75 0.80 0.85

精确率

0.80

0.67

0.67

0.68

0.57

Stacking

多项式朴素贝叶斯

逻辑斯蒂回归

AdaBoost

Gradient boosting

模
型

0.55 0.60 0.65 0.70 0.75 0.80 0.85

F1 得分

0.71

0.62

0.65

0.67

0.58

 
图 3    Failed类别下各模型的评价指标对比
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Stacking

多项式朴素贝叶斯

逻辑斯蒂回归

AdaBoost

Gradient boosting

模
型

0.65 0.70 0.75 0.80 0.85 0.90

召回率

0.87

0.80

0.75

0.75

0.72

Stacking

多项式朴素贝叶斯

逻辑斯蒂回归

AdaBoost

Gradient boosting

模
型

0.65 0.70 0.75 0.80 0.85 0.90

精确率

0.75

0.73

0.72

0.71

0.75

Stacking

多项式朴素贝叶斯

逻辑斯蒂回归

AdaBoost

Gradient boosting

模
型

0.65 0.70 0.75 0.80 0.85 0.90

F1 得分

0.80

0.76

0.73

0.72

0.73

(a) Pass 类别下各模型的召回率对比

(b) Pass 类别下各模型的精确率对比

(c) Pass 类别下各模型的 F1 得分对比 
图 4    Pass类别下各模型的评价指标对比

 

从以上实验结果来看, 通过 Stacking 融合多项式

朴素贝叶斯、AdaBoost、Gradient boosting 和逻辑回

归分类模型能够有效弥补单一算法模型的泛化能力不

强问题, 这是由于 Stacking 集成学习模型通过学习几

个不同的初级学习器, 然后通过学习一个次级学习器

来组合初级学习器, 基于初级学习器的预测结果输出

最终预测结果. 从理论层面看, Stacking 集成学习模型

优于个体模型的主要原因是 Stacking集成学习模型可

以充分发挥各个学习器的自身优势, 对于个体学习器

在测试集中预测较差的部分采用舍弃策略, Stacking集
成学习模型采用多而不同的个体学习器, 取长补短, 可
以在一定程度上有效减少单一模型泛化性能不佳的风

险. 另一方面, 从模型优化角度看, 单一模型训练的优

化过程中, 模型往往会有陷入局部最小点的风险, 有的

局部极小点所对应的模型泛化性能可能较差, 而通过

多个基学习器运行之后进行结合, 可有效减少陷入局

部极小点的风险. 此外, 从图 3和图 4的 Failed类别与

Pass类别预测的同一指标两种类别之间差异性可看出

Failed 类别与 Pass 类别数据分布较不平衡, 混合式教

学过程中产生的数据一般分布较不平衡, Failed类别样

本数据较少, 而 Stacking 集成学习模型相比于个体学

习模型多了一层学习模型, 可以在同样训练数据下进

一步进行学习, 因此, 采用 Stacking集成学习方式后预

测精度有所提升. 本质上 Stacking 集成学习模型是通

过不同的方式分析数据, 然后根据学习器自生的算法

规则建立模型, 次级学习器能够根据初级学习器的输

出结果对模型进一步泛化增强, 当初级学习器得到了

错误的预测结果时, 次级学习器可以将错误纠正回来.
因此, 融合差异性大的个体学习器可以充分发挥不同

个体学习器的优势, 使得集成后的模型比单一算法模

型具有更强的泛化能力.
 

Stacking

多项式朴素贝叶斯

逻辑斯蒂回归

AdaBoost

Gradient boosting

模
型

0.65 0.67 0.710.69 0.750.73 0.77 0.79

准确率

0.76

0.71

0.70

0.70

0.67

 
图 5    各模型的准确率对比

  

5   总结

本文针对单一算法预测模型在学生成绩分类预测

中存在泛化性能不强的问题, 提出一种 Stacking 集成

学习模型, 其采用两层结构, 第一层通过融合多项式朴

素贝叶斯, AdaBoost 和 Gradient boosting 三个初级学

习器, 第二层次级学习器采用逻辑斯蒂回归分类模型.
基于超星平台与教务系统获取的学生相关特征数据,
通过特征的皮尔逊相关性分析选择有效特征, 通过实

验对 Stacking集成学习模型与多项式朴素贝叶斯, Ada-
Boost 和 Gradient boosting 和逻辑斯蒂回归进行比较.
结果表明, Stacking 集成学习模型的召回率, 准确率等
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各项预测性能指标皆高于单个初级学习器, 在混合式

教学的成绩分类预测中具有较好的应用价值. 但本文

训练的数据量不是足够大, 且所选取特征的相关性相

对较一般, 后期可以尝试加入提交作业时间先后等更

多相关性较强的特征, 以及积累更多的训练数据来提

高模型的总体分类预测效果.
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