
 

 

基于改进 UNet 网络的机制砂石粉分割量化方法①
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摘　要: 机制砂是机制砂混凝土的细骨料, 其质量优劣对机制砂混凝土的强度、工作性、耐久性等性能影响十分显

著, 而其石粉含量决定着机制砂的质量优劣. 由于传统的石粉检测方法程序存在繁琐、时间久、准确率低且难以量

化等难题, 本文提出了一种针对机制砂特征的改进型 UNet网络的机制砂石粉分割量化方法. 首先利用光学显微镜

设备对机制砂颗粒进行图像采集, 并使用对比度增强、查找表算法、低通滤波等对图像进行增强、去噪等预处理,
然后引入深度残差和注意力机制模块, 构建改进 UNet网络模型, 最终实现对机制砂中石粉部分的分割及量化计算.
结果表明: 本文构建的深度神经网络在机制砂训练集和验证集上的分割准确率高达 95.2%和 95.94%, 且在相同数

据上, 相比 UNet、FCN、Res-UNet方法, 分割效果提升显著.
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Abstract: Machine-made sand is the fine aggregate for machine-made sand concrete. The quality of machine-made sand,
determined by the stone powder content, has a significant impact on the strength, workability, durability, and other
performance of machine-made sand concrete. Considering that with low accuracy and long duration, the traditional stone
powder detection methods are cumbersome and difficult to quantify, this study proposes an improved UNet model based
on the characteristics of machine-made sand. First, optical microscope equipment is used to collect images of machine-
made sand particles, and these images are preprocessed by means of contrast enhancement, the look-up table algorithm,
low-pass filtering, etc. Then, the deep residual and attention mechanism module is introduced to build an improved UNet
model. Finally, segmentation and quantitative calculation are conducted on the stone powder in machine-made sand. The
results show that the segmentation accuracy of the deep neural network constructed in this paper on the machine-made
sand training dataset and the verification dataset is as high as 95.2% and 95.94%, respectively, and compared to the UNet,
FCN, and Res-UNet methods, this method has significantly improved the segmentation effect on the same dataset.
Key words: stone powder segmentation; deep residual structure; attention mechanism; UNet

 
 

机制砂是天然岩石经开采除土、人工机械破碎及

筛分得到的粒径小于 2.36 mm的颗粒碎块[1], 是机制砂

混凝土的细骨料, 其质量对机制砂混凝土的性能影响

十分显著, 特别的是机制砂生产过程中容易引入石粉,
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较高或较低的石粉含量对机制砂混凝土的强度、工作

性、耐久性和经济性都会有不良影响[2–5]. 目前对于机

制砂表面石粉含量的测定一般为亚甲蓝试验[6], 但该方

法需称重、搅拌、烘干、冷却等步骤, 程序繁琐且时

间久, 由于人为的观察、环境及其他因素, 导致该检测

方法的准确性和高效性难以保证.
故智能化、高效化的检测方法被迫切需求, 而就

当下技术的飞快发展, 机制砂表面的石粉检测也可以

利用图像处理的方法实现. 针对本文的分割对象, 具体

实现思路是对输入的机制砂图像进行分割, 需将石粉

区域和无石粉区域这两类 (即前景和背景) 分割开来,
这样就能够使用图像处理中的语义分割技术解决机制

砂表面石粉区域的检测及定量分析问题.
目前, 关于机制砂, 大多数人研究的是机制砂对混

凝土的影响, 而对于机制砂含泥量的检测还是比较少

的, 现在的检测方法依然停留在装置类检测和图像的

颜色转换, 韦健等人[7] 公开一种机制砂泥粉含量的快

速检测装置, 主要包括风干系统、两个点击搅拌系统,
内设小圆筛, 且两搅拌叶转动方向相反. 孟书灵等人[8]

可根据石粉密度, 颗粒形貌与机制砂细颗粒的不同, 使
用风选方法将机制砂细粉中石粉剔除, 以计算其石粉

含量, 使用的测定装置, 主要包括进料装置, 筛网、底

座装置和通风设置. 胡雪婷[9] 以传统吸蓝量测定方法

为核心, 利用图像处理代替人眼识别的功能, 通过嵌入

式微处理器与上位 PC 机通信, 研发集自动移液滴定,
图像采集识别, 分析等功能于一体的测定仪. 马旭梁等

人[10] 使用图像处理的方法, 对传统吸蓝量测定方法得

到原砂的浊液图像进行预处理并转换成 Lab颜色模型,
使用构建的数学模型扩算原砂的含泥量.

鉴于深度神经网络的诸多优点以及其在不同领域

的广泛应用. 如 2014年, Rahebi等人[11] 发现能够根据

对比度的差异来区分视网膜图像中的血管和非血管区

域, 并利用视网膜图像中的灰度共生矩阵法提取到的

特征进行训练 ,  得到一种合成视网膜图像的技术 .
2015 年, Ronneberger 等人[12] 提出一种训练所需数据

少且速度快的网络, 该网络包括收缩路径和扩展路径,
能够准确识别并定位特征信息, 取得了神经元结构分

割比赛中最佳成绩. 2018 年, 王达磊等人[13] 提出一种

检测并量化钢表面锈蚀的方法, 该方法分为上采样和

下采样两部分, 通过合适的分割准则实现图像图像中

锈蚀像素点和非锈蚀像素点的分类, 比传统方法效率

高, 且能实现锈蚀的定量分析. 2018年, Qin等人[14] 提出

快速下采样 FD-MobileNet, 该网络的下采样策略是在

12层中执行 32次下采样, 改善后的网络只有MobileNet
原始网络的一半层, 用于非常有限的计算预算, 能够降

低工作量, 并提高效率. 2019年, 柳小波等人[15] 针对传

送带矿石图像提出一种基于 UNet 和 Res_UNet 模型

的分割方法, 可以有效地避免粘连和边缘模糊对分割

结果的的不良影响, 以提高分割的准确性和有效性.
Fu 等人[16] 根据自我注意机制, 构建两层注意网络, 分
别是空间和通道维度, 并且两者的语义相关联, 即一种

双注意网络 (DANet)来捕捉更多的上下文内容来实现

场景分割任务. Feng等人[17] 结合多目标单发多盒检测

器 (SSD) 的优点, 提出一种基于深度卷积神经网络融

合模型的路面裂缝识别方法.
综上所述, 若将深度神经网络应用到机制砂石粉分

割, 将可以很好地解决机制砂石粉检测程序繁杂、效率

低、耗时间等问题. 故本文针对机制砂颗粒小、边缘模

糊、石粉分布不规律等特征提出一种改进的 UNet 分
割网络来解决机制砂石粉分割效率、准确率及量化难题. 

1   改进 UNet方法 

1.1   UNet 方法

传统的 UNet 网络结构如图 1 所示. 图 1 的左侧

是 4次下采样, 包括卷积和最大池化层来提取特征; 右
侧是上采样, 先进行反卷积还原图像尺寸和分辨率, 利
用跳跃连接与相应特征图融合后再进行卷积. 网络最

后一层 Sigmoid将特征向量映射到输出层. 具体如下:
1)激活函数 ReLU
原始的神经网络的输出都是输入的线性组合, 缺

乏复杂的映射关系, 而激活函数 ReLU 的引入会使之

增加非线性转换, 以增强网络的表达能力.
2)卷积层

可将卷积看做滤波操作, 卷积核即为滤波器, 卷积

与网络的训练相辅相成, 用于提取机制砂图像的数据

信息.
3)池化层

在卷积神经网络中, 为汇总提取到的特征平面, 池
化层是必不可少的. 在卷积层之间加入池化层, 把一块

区域压缩到一个值, 减少特征参数数量, 缓解模型过拟

合问题, 而且池化值不会受特征的位置影响, 具有平移

不变性; 不但能对输入的特征图进行压缩, 还可以更好
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地提取主要特征、简化网络计算的复杂度.
4)上采样和跳跃连接

每次下采样图像的尺寸和分辨率都会缩减, 为保

证模型的输出图像尺寸等于输入图像尺寸, 故会进行

相同次数的上采样. 上采样模块使用的是转置卷积, 通

过卷积运算来实现图像尺寸和分辨率的还原, 卷积运

算过程中有权重参数, 所以可训练、可学习.
UNet在 4次上采样过程中使用了跳层连接, 将反卷

积的输出与下采样同尺寸的特征图进行拼接, 使网络学

习到更多的特征, 有利于网络学习能力和准确率的提高.
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图 1    传统 UNet网络结构图
 
 

1.2   基于残差模块与注意力机制的 UNet 方法改进

本文模型针对机制砂颗粒小、边缘模糊、石粉分

布不规律等特征在 UNet网络基础上进行了改进: 加入

批量标准化 BN、优化卷积层、加入残差模块和注意

力模块. 基于改进的 UNet机制砂石粉图像分割方法主

要由下采样与上采样两大部分构成, 将 UNet原始的卷

积替换为组合卷积, 将残差模块加入网络的下采样部

分解决梯度消失现象, 跳跃连接部分加入注意力机制,
使得特征图在上采样过程中分别与下采样对应部分进

行同尺寸特征图融合. 此方法使得能够结合底层和高

层的信息提取集料特征, 同时对应编码器特征图包含

更多空间信息. 整体网络结构如图 2所示.
1)批量标准化 BN
BN层主要是对网络的数据进行归一化处理, 在网

络的每层输入前都加入 BN 层, 这样网络进行训练时,
每一层的数据分布都是稳定的, 某层数据的变化不会

被累加放大到下一层, 且该 BN 层是可学习、有参数

的, 能够有效提高网络的泛化能力. BN公式如下.

Y (k) = γ(k)X(k)+β(k) (1)

X =WY +B

X(k) = (x(k)−E[x(k)])
/ √

Var(x(k))

γ(k) β(k)

X(k)

其中, X(k) 是该层神经元的线性激活 , Y 是上

层神经元的输出,  是标

准差归一化结果, 然后再引入调节参数 和 , 对变

换后的 进行激活反变换, 增强网络的表达能力.
2)卷积层

卷积层贯穿着整个网络, UNet 网络的卷积层较单

一, 能够学习到的特征信息较少, 对于本文的机制砂图

像来说, 石粉散落不规律, 缺少对细微石粉特征信息的

学习, 故如图 3所示, 本文使用 3×3, 5×5, 7×7卷积核按

照并行地合并进行组合来代替原先单一的 3×3卷积核,
组合卷积的步长为 1, 此组合融合了不同尺寸的卷积

和, 能够学习到更大感受野范围内的特征信息.
3)深度卷积残差模块

在图像的分类与分割中, 为提升网络训练效果, 传
统方法一般是加深网络层, 但随着网络的加深会带来

严重的梯度消失问题, 网络学习率变低. 为解决此类问

题, 2016 年, He 等人[18] 提出的 152 层 ResNet, 使得卷

积网络在具有“深度”的同时不失高精准度, 是 ILSVRC
比赛的最佳识别网络. 原理是通过在浅层网络上添加
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y(x) = F(x)+ x

一个恒等映射, 直接跳过中间层传输到后面的网络层,
通过快捷连接将某段神经网络的输入叠加到其输出中

作为下层网络的输入, 输出 , 把学习的目

F(x) F(x)+ x标由 转换为 , 能够保证加深深度的同时不

会增加计算复杂度, 故而简化了网络训练, 并加快信息

的传递, 其中一个残差单元如图 4所示.
 

MR_block

MR_block

MR_block

MR_block

MR_block

UP_block

UP_block

CA

CA

CA

CA

UP_block

UP_block

2×2 Max pooling

2×2 Transposed conv

Sigmoid

Skip connection

3×3 Conv+BN+ReLU

 

图 2    改进的 UNet整体网络结构图
 

 

Input

3×3

5×5

7×7

Concat

 
图 3    组合卷积核 (Conv_Plus)

 

 

中间层

中间层

ReLU 激活函数

恒等
映射

ReLU 激活函数

x

F (x)

F (x)+x

 
图 4    残差单元

 

残差单元公式为:

y = F(x, {ωi})+ωsx (2)

F(x, {ωi})
ωi ωix

其中, x 和 y 分别为该层网络的输入和输出, 
为残差映射,  是卷积操作,  是将输入进行参数变

换, 使之与前面的输出形状相同.
为提高网络的泛化力, 从机制砂图像中提取出更

多细粉的细节信息及缓解复杂背景和细粉区域欠分割

的问题, 本文将 UNet的编码器和解码器中原有的卷积

层替换为优化后的残差模块, 结构如图 5(b)所示, 相对

于传统的残差模块, 深度卷积残差模块在每个卷积层

之前增加 BN 层和 ReLU 激活函数, 还在输入 X 上另

加一个 1×1 的卷积层和 BN 层. 这种在特征上所附加

的非线性变换可以让网络随深度增加而不退化, 有助

于解决梯度消失与梯度爆炸的问题, 还能促进特征信

息的传递, 进而提升网络学习率.
 

ReLU 激活

3×3 卷积

3×3 卷积

ReLU 激活

(a) 原始卷积模块 (b) 深度残差模块

BN+ReLU+Conv_Plus

x

1×1+BN

BN+ReLU+Conv_Plus

BN+ReLU+Conv_Plus

F (x)+x

F (x)

 
图 5    原始卷积模块和深度残差模块对比图

 

4)通道注意力模块

该模型在跳跃连接中加入注意力模块, 即在特征

图上采样的过程中, 先和下采样中对应的部分进行融

合, 在融合的过程中加入注意力机制, 使学习到的特征

图增加空间上的信息, 然后再进行上采样.
通道注意力模块的结构如图 6 所示, 通道注意力

模块的输入是下采样得到的尺寸为 H×W×C 的特征图,
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将其进行两次 Reshape 操作分别得到尺寸为 (H×W)×
C 和 C×(H×W)的特征图, 然后将这两个结果特征图进

行矩阵相乘, 此时得到的是尺寸为 C×C 的特征图, 同
样将 C×C 与 (H×W)×C 的特征图进行矩阵相乘得到与

原尺寸相等的特征图, 最终将此结果与原特征图相加

即为该注意力模块的输出.
 

H×W×C

C
×

(H
×
W

)

(H×W)×C

C
×
C

H×W×C

H×W×C

BN 

 
图 6    注意力模块

 

原始 UNet 为避免在下采样时丢失大量的空间精

确细节信息, 增加了跳跃连接部分, 但是这种直接将信

息合并的方法会导致大量低价值特征信息被学习. 故
本文在 UNet网络中加入通道注意力机制, 快速定位不

同通道的特征的高价值信息, 防止过拟合. 即在避免大

量重复计算低价值信息的同时, 减少网络训练时的硬

件资源开销, 提高网络的训练效率及泛化力. 

2   实验结果与分析 

2.1   数据采集与预处理

本文数据集选用的是含有石粉的机制砂图像, 即
天然岩石经开采除土、人工机械进行破碎及筛分得到

的粒径小于 2.36 mm 的颗粒碎块. 从图 7 可以看出机

制砂颗粒较小, 故采用光学显微镜采集设备, 如图 8所
示, 以 20倍放大倍数拍摄机制砂颗粒的景深图像.

共采集机制砂图像 60 张, 原始图像尺寸是 1536×
1024, 训练时将原图和标注图裁成 240 张 768×512 的

小图, 考虑到数据量不足的原因, 在送入网络前还会进

行一定量的平移、旋转、缩放等操作进行数据增广,
将数据集扩充到 1 200张. 针对增广后的数据集使用精

灵助手进行像素级标注, 得到高质量的机制砂图像标

注数据, 原始图像和 label标注图如图 9所示.
由于机制砂数据采集效果主要受背景环境, 采集

角度, 光照强度以及光照均匀程度影响, 带有强噪声的

数据对后期实验的特征提取部分有较大影响. 针对上

述问题, 本实验采用图像预处理方法对数据进行早期

处理. 实验选取了图像增强、查找表算法, 去噪等方法,
分别对机制砂数据进行处理, 具体如下:
 

 
图 7    机制砂颗粒实际尺寸图

 

 
图 8    光学显微镜采集设备

 

(a) 机制砂原图 (b) 机制砂 label 标注图 
图 9    机制砂原图和 label标注图

 

(1) 图像增强参数包括: 亮度、对比度、Gamma
值. 用来改善机制砂图像的清晰度, 增大石粉与背景特

征之间的差别, 亮度减弱、对比度增强、Gamma 值为

1.25, 如图 10(b) 所示, 图像增强后的效果是由这 3 个

参数共同作用的结果.

[Rmin,Rmax]

(2) 查找表的作用是提高图像的对比度和亮度. 其
原理是用新的灰度级值代替图像原来的灰度级值. 查
找表在指定的范围 上以下面的形式使用传

递函数 T(x):

T (x) =


Dmin, x ⩽ Rmin
f (x), Rmin < x ⩽ Rmax
Dmax, x > Rmax

(3)
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Rmin

Rmax Dmin

T (x) = x1.78

其中, T(x)是传递函数, x 是输入的灰度级值,  是指

定范围的最小值,  是最大值,  是动态 (dynamic)
最小值. 此处用的传递函数是幂值函数 , 目
的是减少黑暗区域的对比度.

(3) 由于显微镜的放大作用, 会有一些细微的背

景杂质存在 , 故需要去噪操作 . 主要包括坑洞填充、

腐蚀、去除小物体和快速傅里叶变换滤波器 . 其中

滤波器使用的是低通滤波器 , 图像信息通过的频率

会随着截断频率百分比增加而增多 , 保留的信息也

越多, 为保留较多的信息, 截断频率百分比是 80%, 能
够有效滤除划痕和一些背景杂质. 效果图如图 10(d)
所示.

 

(a) 显微镜拍摄原图 (b) 图像增强 (c) 查找表算法 (d) 去噪 

图 10    预处理效果图
  

2.2   模型训练

将预处理之后的机制砂图像按照 8:2 的比例划分

为训练集和测试集. 在训练过程中, 采用 Adam优化器

更新参数; 并用 Keras中的回调函数ModelCheckpoint
来保存最优模型, 训练和测试的 Bath_size都为 2, 共训

练 200轮.
对于本文的分割网络 (即像素级二分类问题), 使

用的是交叉熵损失函数, 有利于解决机制砂图像中石

粉相对于背景占比小及平滑梯度的问题. 网络的最后

一层是 Sigmoid函数, 将网络的输出映射到 (0, 1), 1是
机制砂图像中像素为石粉的部分, 0 是背景, 则交叉熵

损失函数的标准形式是:

loss = −(1/n)
∑

x
[y lna+ (1− y) ln(1−a)] (4)

其中, n 表示图像的总数量, x 表示机制砂图像, y 表示

机制砂图像中像素为石粉的部分, a 是预测为石粉的

概率.
训练集和验证集的准确率和 loss 曲线如图 11, 可

以看出经过 200 轮的训练后, 网络的训练集和验证集

准确率逐渐上升并分别趋于稳定值 95.2% 和 95.94%,
说明网络的学习能力较强, 且验证集的准确率高于训

练集, 表明模型并没有发生过拟合的现象且具有很好

的泛化性; 网络的训练集和验证集 loss 值逐渐下降并

分别趋于稳定值 0.12、0.13, 且下降的过程梯度变化较

平滑, 没有出现梯度消失与梯度爆炸的问题, 收敛效果

比较好 

2.3   评价指标

对于机制砂石粉的分割网络, 可将石粉区域的检

测理解为对输入图像上的每个像素点进行分类, 共分

成两类: 一类是石粉, 另一类为背景, 主要工作是判断

每个像素点是否为石粉, 并将预测结果与实际的 label
标注图做对比.
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图 11    训练集和验证集的准确率和 loss 曲线

 

为评价该图像分割算法的性能, 将预测的结果与真

实的标签作对比, 采用 3个评价指标: 精确率 (Precision)、
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准确率 (Accuracy)、召回率 (Recall). 精确率是被正确

预测为石粉的像素数占预测石粉像素总数的比例. 准
确率是被正确预测为石粉的像素数占机制砂图像像素

总数的比例, 召回率和准确率越大越好. 召回率是被正

确预测为石粉的像素数占石粉像素总数的比例.
由于最后一层是 Sigmoid 操作, 故预测的结果是

一张概率图, 本文在与其相应的 label图做对比时进行

了 OTSU 阈值分割操作, 使评价参数的结果更接近于

实际值. 表 1为本文模型的混淆矩阵.

Precision = T P/ (T P+FP) (5)

Accuracy = (T P+T N)/ (T P+FP+T N +FN) (6)

Recall = T P/ (T P+T N) (7)

其中, 真阳性 (TP) 表示将石粉预测正确的像素点数;
真阴性 (TN) 表示将背景预测正确的像素点数; 假阳性

(FP)表示将背景预测错误的像素点数; 假阴性 (FN)表
示将石粉预测错误的像素点数. 

2.4   原始图像测试

本文在测试时利用滑动窗口来弥补机制砂图像边

缘较弱部分的预测, 窗口尺寸为 256×256, 步长为 64.
其中部分分割结果图如图 12(d)所示, 白色部分即为机

制砂石粉部分, 黑色部分即为背景, 从左到右分别是机

制砂图像, 石粉 label标注图, 原始 UNet石粉预测二值

图, 本文模型石粉预测二值图, 本文预测图二值图叠加

到 label 标注图的效果, 红色部分是石粉预测图, 绿色

部分是石粉 label标注图, 其叠加的颜色为黄色. 从图 12
中可以明显看出原始的 UNet 对石粉分割的结果与标

注图相比缺少了大量细节特征信息, 甚至还有一些误

检信息, 而该模型的分割效果与标注图很接近.
 

表 1     二分类混淆矩阵
 

石粉 (预测) 非石粉 (预测)
石粉 (真实) 真正类 (TP) 假正类 (FN)
非石粉 (真实) 假反类 (FP) 真反类 (TN)

 

(a) 机制砂图像 (b) 石粉 label 标注图 (c) 原始 UNet 石粉预测图 (d) 本文模型石粉预测图 (e) 本文叠加图 

图 12    模型预测效果图
 

本文与传统的 UNet、FCN、ResUNet方法进行对

比[19,20], 对比结果如表 2 所示, 从准确率 (Accuracy)、
召回率 (Recall)、精确率 (Precision) 性能的比较可以

看出本文算法对机制砂石粉分割的结果有很大幅度的

提升, 更加接近石粉的实际分布情况. 

2.5   机制砂石粉量化分析

传统的检测方法只能对机制砂石粉进行定性分析,
本文的检测方法在定性的基础上进一步实现了定量分
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a1

b1

a1/b1

析的功能. 将预测图送入本文模型, 可从预测输出结果

中得到每张图像的石粉区域的像素总数, 记为 , 如
图 13(b)所示; 然后将对应的测试图的原图进行形态学

处理, 包括图像增强、Gamma 运算、孔洞填充、去除

小物体等, 得到了机制砂区域的像素总数, 记为 , 如
图 13(c)所示, 此时该图像的石粉面积占机制砂的面积

的比例即为该图像的石粉含量 (百分比) 为 . 为反

映整批机制砂的石粉含量, 使用式 (8), 即所有石粉占

所有机制砂像素的比例, 如下所示.

F = (a1+a2+a3+ · · ·+an)/ (b1+b2+b3+ · · ·+bn) (8)

an

bn

其中, n 表示该批次机制砂图像的数量,  为第 n 个机

制砂图像的石粉像素数量,  为第 n 个机制砂图像中

机制砂的像素数量.
 

表 2     本文模型与其他模型对比 (%)
 

方法 准确率 召回率 精确率

UNet 55.22 63.34 68.87
FCN 56.31 65.78 69.65

ResUNet 63.24 75.62 72.68
本文算法 68.41 83.82 79.40

 

(a) 原图 (b) 石粉预测结果 (c) 机制砂区域 
图 13    原图及结果图

 

依次测得每个机制砂图像的石粉像素数量, 表 3
为部分石粉区域的定量分析值. 此时, 该批次机制砂的

石粉含量难以量化的问题被迎刃而解.
 

表 3     部分石粉区域定量分析 (%)
 

机制砂图像 真实石粉含量F 预测石粉含量F
1 29.73 32.06
2 32.58 29.87
3 28.32 27.74
4 33.07 33.23
5 32.40 31.92
6 33.28 32.51
7 33.34 32.59
8 31.66 30.79
9 31.63 31.02
10 30.58 29.87
11 30.81 30.53
12 31.00 30.64

 

3   结论

本文以机制砂表面附着的石粉为研究对象, 基于

深度神经网络对机制砂石粉图像分割与量化问题展开

研究, 主要结论如下:
1) 利用光学显微镜采集机制砂图像, 并进行图像

增强、查找表算法等预处理, 优化网络的卷积层、引

入残差模块和注意力模块部分, 使得该网络模型训练

集和验证集准确率达到了 95.20% 和 95.94%, 实现对

机制砂石粉的准确分割, 能够替代繁琐、效率低的传

统亚甲蓝检测方法.
2)针对传统的检测方法只能对机制砂石粉进行定

性分析的问题, 而本文的检测方法能够实现对机制砂

石粉含量的定量分析, 即石粉含量百分比, 通过该指标

来体现机制砂质量的优劣.
本文对机制砂石粉进行准确分割与量化对机制砂

应用领域具有重要意义. 但由于机制砂数据集不够完

善且颗粒比较小, 石粉区域较难分辨, 使得人工标注的

结果会有一定的误差, 因此丰富数据集和改进人工标

注结果是之后的工作重点.
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