
 

 

基于控制输入长短期记忆网络的关系抽取方法①

马瑛超,  张晓滨

(西安工程大学 计算机科学学院, 西安 710048)
通信作者: 张晓滨, E-mail: xiaobinzhangcn@126.com

摘　要: 目前基于传统深度学习的关系抽取方法在复杂语境下抽取较为困难, 且未考虑语境中非目标关系对关系抽

取所带来的影响. 针对这一问题, 本文提出了控制输入长短期记忆网络 CI-LSTM (control input long short-term
memory), 该网络在传统 LSTM的基础上增加了由注意力机制和控制门阀单元组成的输入控制单元, 控制门阀单元

可依据控制向量进行关键位置上的重点学习, 注意力机制对单个 LSTM 的输入的不同特征进行计算. 本文通过实

验最终选择使用句法依存关系生成控制向量并构建关系抽取模型, 同时使用 SemEval-2010 Task8关系数据集以及

该数据集中具有复杂语境的样本对所提方法进行实验. 结果表明, 相比于传统的关系抽取方法, 本文所提 CI-LSTM
在准确率上有进一步提升, 并在复杂语境中具有更好的表现.

关键词: 关系抽取; 长短期记忆网络; 门控制; 句法依存关系

引用格式:  马瑛超,张晓滨.基于控制输入长短期记忆网络的关系抽取方法.计算机系统应用,2022,31(3):282–287. http://www.c-s-a.org.cn/1003-
3254/8342.html

Relation Extraction Method Based on Control Input Long Short-term Memory
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Abstract: At present, traditional deep learning-based relation extraction methods are unable to extract relations in
complex contexts and fail to consider the impact of non-target relations in a context on relation extraction. In response,
this study proposes a control input long short-term memory (CI-LSTM) network that adds an input control unit composed
of an attention mechanism and a control gate valve unit to the traditional LSTM network. The control gate valve unit can
perform focused learning on key positions according to the control vector, and the attention mechanism calculates the
different features of the inputs of a single LSTM network. After experiments, this study finally chooses to use syntactic
dependency to generate control vectors and build a relation extraction model. An experiment is then conducted on the
SemEval-2010 Task8 relation data set and the samples in the data set with complex contexts. The results show that
compared with the traditional relation extraction method, the CI-LSTM network proposed in this study achieves further
improvement in accuracy and better performance in complex contexts.
Key words: relation extraction; long short-term memory network (LSTM); gate control; syntactic dependency

 
 

关系抽取[1,2] 任务是指对实体间的相互关系进行

抽取, 其目标是在给定实体对的情况下识别并判断目

标实体对之间的特定语义关联. 作为信息抽取[3] 的核

心技术之一, 关系抽取能够帮助计算机从自然文本中

识别出实体之间蕴含的语义关系. 知识图谱[4] 作为第

三代人工智能的基石, 当下正处于高度发展的阶段, 其
构建和应用的过程中都离不开关系抽取的帮助, 并且

抽取任务完成的精确度会在一定程度上影响到知识图
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谱构建的质量及其上层应用的效果优劣. 随着自然语

言处理技术的不断发展, 关系抽取的效果也获得了一

定的提升, 但面对海量的网络文本, 尤其是丰富多变的

语言环境时, 目前关系抽取的效果依旧不能满足当前

发展的需求. 

1   关系抽取

目前, 可通过以下两类方法来实现关系抽取, 1)基
于机器学习的方法[5–7]; 2) 基于深度学习的方法. 前者

主要指通过由文本能够容易得到的浅层特征 ,  如词

性、句法等特征信息, 从而完成关系抽取的工作; 后者

则是利用深度神经网络将文本的浅层特征转换为更高

级的语义特征. 相较于第 1类方法, 第 2类方法能有效

地解决人工特征选择、特征提取误差传播两大主要

问题.
第 2类方法在早期由卷积神经网络 (convolutional

neural networks, CNN) 和循环神经网络 (recurrent
neural networks, RNN) 为代表. 其中 Zeng 等人[8] 首次

借助了 CNN, 用于抽取文本中所包含的词或者句子级

别的特征, 最终通过 Softmax 层进行关系分类, 从而得

到了较好的层级. Xu 等人[9] 将句法特征融入到 CNN
中, 并在数据集 SemEval-2010 Task8进行实验. 准确率

相较于仅使用 CNN 进行抽取的模型提高了 4.1%, 验
证了该方法在关系抽取任务上的有效性. 除使用 CNN
作为特征提取网络外, Socher 等人[10] 采用 RNN 用于

关系抽取, 实验结果表明 RNN在该类任务中具有良好

的表现. RNN 虽然能很好地学习到文本序列的深层知

识, 但相应地也会存在梯度爆炸等弊端.
针对上述弊端, 研究者们通过不断的改进和完善,

提出了 RNN的变体: 长短期记忆网络 (long short-term
memory, LSTM). 其通过“门”机制控制信息的传递, 在
RNN 的基础上解决了长距离依赖以及梯度爆炸问题.
Xu 等人[11] 将文本的浅层特征进行融合, 应用 LSTM
完成关系抽取, 实验证明该方法优于传统的 CNN 方

法. Zhang 等人[12] 进一步使用 LSTM 的变体双向长短

期记忆网络 (Bi-LSTM) 模型进行抽取, 其最佳的实验

结果相较于传统方法准确率提高了 14.6%, 可见 Bi-LSTM
模型在关系抽取中能获得更为优异的结果.

随着深度学习的发展, 研究者们试图寻找一种新

的结构以帮助模型在学习的过程中对部分特征进行强

化学习, 此时注意力机制 (attention)[13] 逐渐步入人们的

视野. 它是由 Treisman 等人[14] 提出的选择算法, 该算

法通过注意力机制对特征的关键部分进行重点学习,
对于深度学习网络的学习过程有积极意义. 王红等人[15]

将 attention引入到 Bi-LSTM中完成关系抽取, 在实验

过程中取得了优秀的成绩. 但基于注意力机制的模型

仅通过对输入特征的控制进行计算, 未考虑模型神经

元之间特征的相关性. 并且在复杂的语意环境下, 这类

模型也容易受到文本中非目标实体对关系语义的干扰,
从而影响方法的性能.

鉴于上述不足, 本文提出了控制输入长短期记忆

网络 CI-LSTM (control input long short-term memory),
该网络在传统 LSTM的基础上增加了由注意力机制和

控制门阀单元组成的输入控制单元, 控制门阀单元可

依据控制向量进行关键位置上的重点学习, 注意力机

制对单个 LSTM的输入的不同特征与目标实体对信息

进行计算, 从而对特征的关键部分进行可控制的选择

学习, 有效提升了关系抽取的性能. 

2   基于控制输入 LSTM的关系抽取方法 

2.1   输入控制单元

为使网络能够有选择进行学习, 本文受门控机制

的启发设计出输入控制单元 ,  输入控制单元结构如

图 1.
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图 1    输入控制单元结构
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由图 1可以看出, 输入控制单元包含两部分.
第一部分为依靠控制向量和门控机制的门阀控制

单元, 该单元能够根据控制向量对当前时刻的输入进

行有选择地进行控制. 首先门阀控制单元依据当前时

刻的输入和前一时刻的细胞状态计算控制门权重, 然
后根据控制向量和控制门权重对输入进行计算.

ct = σ(Wc · [ht−1, xt]+bc) (1)

x′t = xt · ct
x_ct (2)

其中, ct 为输入控制门的控制信息, x't 为更新后的输入信

息, x_ct 为控制向量, Wc 和 bc 为记忆门的权重及偏置值.
第二部分进行特征级别的注意力机制的计算, 本

文选择聚焦式注意力机制将经过门阀控制单元计算出

的输入与实体信息进行注意力机制的计算, 公式如下:

ai = S o f tmax(s(xi,q)) (3)

其中, ai 为第 i 个特征的注意力权重, s 为注意力打分

函数, xi 为 t 时刻第 i 个输入特征, q 为作为 key 的实体

特征.
在特征级别的注意力计算中, 输入为 t 时刻输入特

征的值, q 为实体信息的表示, 文本在选择注意力打分

函数时使用双线性模型, 公式如下:

s(xi,q) = xiWTq (4)

其中, W 为可训练参数, 维度与 q 相同.
x̃t最终输入控制单元输出的结果 为:

x̃t = a · x′t (5)

其中, x't 为注意力模块的输入, a 则代表注意力的权重

矩阵. 

2.2   输入控制 LSTM
在 LSTM 中, 最为关键的部分是由细胞状态 C 以

及 3 个门 (即记忆门 i、遗忘门 f 与输出门 o) 组成, 在
时间 t 流入模型的信息由 LSTM 控制单元加以处理,
有选择地留下或舍弃 C 的部分信息, 并经由计算后传

递给下一控制单元. 为使得网络能够在学习上下文特

征时能够对输入进行有选择地学习, 本文在原有 LSTM
结构中引入输入控制单元. 输入控制 LSTM 控制单元

结构如图 2所示.
其中, 遗忘门将计算对前一时刻传入的细胞状态

进行遗忘的数值, 这一部分的计算过程如式 (6)所示:

ft = σ(W f · [ht−1, xt]+b f ) (6)

其中, ft 为遗忘门的控制信息, 用于减少 t−1 时 C 中的

信息, Wf 和 bf 则分别为遗忘门的权重及偏置值.
记忆门将决定输入的特征有多少能进入新的细胞

状态, 记忆门的计算过程如式 (7)所示:

it = σ(Wi · [ht−1, xt]+bi) (7)

其中, it 为记忆门的控制信息, Wi 和 bi 为记忆门的权重

及偏置值.
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图 2    CI-LSTM细胞结构

 

输入控制单元依据输入信息和控制向量来实现对

输入信息的管理, 即对输入的信息有选择地遗忘. 输入

控制门与记忆门的控制机制不同之处在于输入控制门

的控制机制仅作用于输入信息, 这种控制方式能够更

为直接的作用于输入信息本身, 从而在不影响记忆门对

细胞状态控制的同时, 对输入特征进行有选择地学习.
进一步地, 根据遗忘门和记忆门的控制信息对细

胞状态进行更新, 更新过程如下:

Ct = ft ×Ct−1+ it × tanh(WC · [ht−1, x̃t]+bC) (8)

其中, Ct 为新的细胞状态, Ct−1 为前一时刻的细胞状态,
Wc、bc 分别反映计算临时细胞状态的权重及偏置值.

输出门将计算哪些信息将被输出, 这一过程如下

所示:
ot = σ(Wo · [ht−1, x̃t]+bo) (9)

ht = ot × tanhCt (10)

其中, ot 为该门的控制信息, Wo、bo 则分别反映该门的

权重及偏置值. 

2.3   基于控制输入 LSTM 的关系抽取模型

本文将关系抽取分为 4 层, 分别为预处理层、编

码层、学习层以及输出层.
预处理层主要作用在于生成控制向量 ,  并依据

BERT的需要进行预编码. 其中控制向量的生成本文选

择依靠句法依存树辅助完成, 句法依存树[16] 是文本中

句法关系和语法关系的一种表现形式, 通过句法依存

树能够很清晰地将词与词之间的依存关系表现出来.并
且通过句法依存树能够将句子中主干部分进行提炼,
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从而弥补语句中表达不清楚的问题.
本文选择以句法依存树所生成的最短依存路径作

为控制向量生成的方式. 首先本文借助工具生成句子

的句法依存树, 并以两实体为两端来寻找最短依存路

径, 最后基于该路径按原本句子中词的位置生成控制

向量. 如图 3所示.
 

语句 People

Entity Entity

ROOT
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控制向量

 

图 3    句法依存树的关系表示
 

控制向量的生成计算如式 (11)所示:

x_ci =

{
1, wordi < D
0, wordi ∈ D (11)

其中, x_ci 为文本中 i 位置的控制向量, wordi 为文本

中 i 位置的单词, D 为最短依存路径.
由于自然语言处理中神经网络不能直接输入文本,

需要将文本转化为向量的数据 .  因此编码层使用

BERT[17] 作为模型的编码层, BERT模型自推出以来就

备受自然语言处理界的青睐, 该模型以其优秀的性能

已经逐步取代 Word2Vec、ELmo 成为语言模型中不

可或缺的一部分.
学习层以双向的控制输入 LSTM 结构进行学习.

其中实体信息表示本文通过记录实体开始位置, 并从

编码层截取实体出现位置的编码向量作为实体信息的

表示. 同时将首实体与尾实体的拼接作为实体信息的

表示输入到控制输入 LSTM中帮助输入控制单元的注

意力计算.
输出层以一个全连接层和 Dropout层作为中间层,

Dropout层可以在一定程度上减少过拟合的现象, 最后

通过 Softmax 函数进行判断关系类别的判断. CI-LSTM
模型结构如图 4所示. 

3   实验分析 

3.1   实验数据

为验证所提模型的效果, 本文采用 SemEval2010-
task8 数据集作为实验语料进行测试. 该数据集包含

10类关系, 共 10 717条数据. 其中包括 8 000条训练数

据和 2 717条测试样本. 样本关系分布如表 1所示.
除 SemEval2010-task8 数据集外, 本文同时选取

150条 SemEval2010-task8数据集测试数据中存在多种

语义关系的样本作为复杂语境下的实验样本.
本文评价指标采用准确率 P、召回率 R 以及

F 值, 各指标的具体定义为:

P =
TP

TP+FP
(12)

R =
TP

TP+FN
(13)

F =
2×P×R

P+R
(14)

其中, TP 表示模型对输出类型判断正确的数据条目;
FP 表示模型对输出关系判断错误的数据条目; FN 表示

模型对输出关系判断错误但实际正确的条目.
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图 4    基于 CI-LSTM的关系抽取模型结构图
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表 1     SemEval2010-task8数据集样本关系分布
 

关系类型 样本个数

其他关系 (others) 1 864
因果关系 (cause-effect) 1 331

整体与部分关系 (component-whole) 1 253
实体与目标关系 (entity-destination) 1 137
实体与来源关系 (entity-origin) 974

生产者与产品关系 (product-producter) 948
成员与集合关系 (member-collection) 923
实体与主题关系 (message-topic) 895

内容与包含关系 (content-container) 732
工具与使用者关系 (instrument-agency) 660

 
  

3.2   参数设置

本文实验基于 Keras深度学习框架, 采用 Adam优

化算法训练模型, 并使用最小化交叉熵的方法进行最

优参数的选取. 为方便模型的对比, 在后续试验中, 模
型的公共参数均按照最优参数进行实验, 并同样使用

BERT_BASE作为编码层, 模型的最优参数设置如表 2.
 

表 2     模型最优参数设置
 

模型参数 值 模型参数 值

初始学习率 0.001 控制向量维度 128
文本最大长度 128 LSTM神经元个数 64

Bert维度 768 批处理样本个数 8
网络迭代次数 4 Dropout系数 0.5

 
  

3.3   控制向量生成方式实验

为验证以句法依存树作为控制向量的生成标准的

可靠性, 本文以单词相对于实体的位置作为控制向量

的生成依据进行了实验. 依据位置的控制向量生成即

将文本以实体为界限分为三段式, 在实体之间的信息

视作关键信息, 处于两实体两侧的信息视作非关键信

息. 以实体位置进行控制向量的生成如图 5所示.
 

 
图 5    基于实体位置生成控制向量

 

实验结果如表 3所示.
 

表 3     实验结果对比 (%)
 

编码方式 P R F
本文方法 73.95 72.18 73.05

基于位置的方法 70.11 69.23 69.67
 
 

实验结果表明依据句法依存树的控制向量生成方

式在关系抽取中与本文提出的基于输入控制 LSTM结

构结合能够更好地对关系特征进行学习. 

3.4   实验结果

为验证本文模型在关系抽取的效果 ,  本文分别

对本文模型和 RNN、CNN、LSTM、Bi-LSTM、

Attention-LSTM 模型进行实验对比, 实验结果如表 4.
 

表 4     SemEval2010-task8数据集实验结果 (%)
 

模型 P R F
RNN 66.77 43.97 53.02
CNN 67.24 55.24 60.73
LSTM 73.81 65.40 69.35

Bi-LSTM 73.35 66.80 69.92
At-LSTM 73.36 70.29 71.79
CI-LSTM 73.95 72.18 73.05

 
 

从表 4中可以看出, 相较于 RNN、CNN, CI-LSTM
的在 F 上分别提升了 20.03%、12.32%, 这是因为 CI-
LSTM 内部采用以 LSTM 的结构来学习语句的特征,
而 LSTM 相对于 CNN 和 RNN 具有更为优秀的结构.
相比于 LSTM模型和 Bi-LSTM, CI-LSTM的 F 值分别

提升了 3.7% 和 3.13%, 这是因为 CI-LSTM 在传统

LSTM 的基础上增加了控制输入单元, 输入控制单元

的引入能够使模型能够对关键部分的特征进行重点学

习, 并且针对实体信息的特征级注意力的计算能够帮

助模型学习到专注于当前实体对的语义关系信息. CI-
LSTM 相较于 Attention-LSTM 效果提升了 1.26%. 这
是因为相对于 Attention机制自动的计算句子各个部分

的权重, 在训练过程中容易受到其他关系的干扰, 而
CI-LSTM 可以根据控制向量的值进行选择性的学习,
从而增加了复杂语境下的关系判断精度.

为验证本文模型在复杂语境下的性能, 本文使用

SemEval2010-task8中选取出的语句中包含多种关系的

样本进行单独的测试. 复杂语境实验结果如表 5所示.
 

表 5     复杂语境模型实验结果 (%)
 

模型 P R F
LSTM 73.81 65.40 69.35

Bi-LSTM 73.35 66.80 69.92
CI-LSTM 72.36 70.29 71.31

 
 

这一结果表明本文提出的 CI-LSTM 相较于传统

的方法能够在复杂语境下进行更好的关系抽取任务. 

4   结论与展望

本文针对当前传统深度学习关系抽取方法在复杂
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语境下所存在的文本中其他关系对目标关系抽取产生

干扰的问题提出了 CI-LSTM 网络 .  该网络在传统

LSTM 的基础上增加了由注意力机制和控制门阀单元

组成的输入控制单元, 其中控制门阀单元可依据控制

向量进行关键位置上的重点学习, 而注意力机制则对

单个 LSTM 的输入的不同特征与实体对信息进行计

算. 本文通过句法依存关系进行控制向量的生成, 并以

控制输入 LSTM作为学习层, Softmax 函数作为判断关

系的方式进行关系抽取模型的构建. 在 SemEval2010-
task8 任务数据集上进行实验, 由实验结果可以看出

CI-LSTM优于其他方法, 能得到更好的关系抽取效果.
另外, 本文通过对 SemEval2010-task8中具有复杂语境

的数据进行了再次的验证, 实验结果表明, 相对于传统

深度学习方法, 本文所提方法对复杂语境下的关系抽

取更具有效性. 在后续的研究中, 可以考虑如何在减少

参数量的同时根据控制向量进行更好的选择学习, 以
及在控制向量生成的方法上进行改进.
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