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摘　要: 随着计算机硬件性能的提高, 目前在个人终端上也开始出现使用预训练机器学习模型进行推理的运用.

Caffe是一款流行的深度学习框架, 擅长图像分类等任务, 但是在默认状态下只能单核运行, 无法充分发挥异构并行

计算设备的计算能力. 深度学习对于计算性能的要求较高, 如果能并行化以充分使用所有计算设备, 就能提升计算

速度和使用体验. 由于 CPU和 GPU的计算性能之比在不同模型下存在差异, 因此不能简单将任务均分到多个计算

设备. 而任务拆分过多或者需要等待多设备完成任务后同步的调度算法会引入更多开销. 因此, 还需要设计合适的

调度算法减少设备空闲时间, 才能获得更好的性能. 已有一些提高 Caffe并行表现的方法, 但是对于具体平台有限

制且使用难度较高, 无法简单充分利用异构并行计算设备的计算能力. 本文将 Caffe接口扩展, 使得自定义程序可

以调用异构并行平台的多核或多计算设备使用 Caffe 进行深度学习推理. 接着将目前已有的多种调度算法运用到

此类任务上并考察了运行效果. 为了减少已有调度算法的同步开销, 本文提出了先进先出调度和快速分块调度两种

新的算法. 测试表明, 使用快速分块调度算法结合异构并行计算设备, Caffe的推理速度相比只使用单个 CPU核心

或者单个 GPU都大幅提升. 而且, 相比已有调度算法中表现最好的 HAT算法, 本文提出的快速分块调度算法在MNIST

和 Cifar-10两个数据集上分别减少了 7.4%和 21.0%的计算性能浪费.
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Abstract: With the development of computer performance, pre-trained machine learning models are used for inference on
personal devices. Caffe is a popular deep learning framework featuring image classification. However, it can only infer
using one CPU core or one GPU if without customization, which limits the computing power of heterogeneous parallel
computation devices. Deep learning is a demanding task for a computation device. For a better user experience and faster
inference, it is important to fully use all computing cores of the device via parallelization. Considering the CPU-to-GPU
performance ratio may vary on different deep learning models, tasks should not just be equally assigned to all computing
cores. It should be noted that more overhead will be introduced if the tasks are divided into too many portions or
synchronized scheduling algorithms are used. Thus, a well-designed scheduling algorithm able to reduce idle time is
crucial for better performance. Some approaches have been developed to improve Caffe performance on heterogeneous
parallel computation devices, whereas there are some limits on the platform hardware and usage. As a result, it is difficult
to fully utilize the performance of these devices. This study reports the work on the improvement of Caffe interface and
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the proposed new algorithms. Caffe interface is extended to enable customized programs to use multiple computing cores
or devices of a heterogeneous parallel platform for deep learning inference with Caffe. Some existing scheduling
algorithms are ported and tested. To avoid synchronization overhead, two novel asynchronous scheduling algorithms,
async-FIFO and fast-split, are proposed. All scheduling algorithms are tested and results show that the Caffe inference
performance of heterogeneous parallel computation devices adopting fast-split is significantly faster than that in the case
where only one computing core is adopted. Fast-split on average reduces performance waste by 7.4% and 21.0% on
MNIST and Cifar-10 datasets, respectively, compared with the current best heterogeneous parallel scheduling algorithm
HAT.
Key words: scheduling algorithm; Caffe inference acceleration; fast-split scheduling algorithm; scheduling on heterogeneous
parallel platform; deep learning performance optimization

 
 

1   引言

随着计算机硬件性能提升, 多核心 CPU 已经成为

主流, 越来越多云服务器开始使用 GPU加速机器学习

等计算任务. 性能较高的个人计算机一般是多核 CPU+
单个独立 GPU的模式. 依靠计算机性能的发展, 擅长图

形相关机器学习任务的深度学习发展迅速, 不仅在云

服务器上作为 API 提供, 在用户客户端上也已出现使

用预训练模型进行数据处理的需求和实现[1], 例如相册

根据图片内容进行分类、相机检测拍摄场景类型等[2].
由于深度学习一般运算量大且处理的数据多是图像

等复杂数据, 所以有必要让程序充分并行化且尽可能利

用硬件加速, 来提升运算速度和用户使用体验. 为了提

高硬件利用率, 需要同时使用 CPU的多个核心和 GPU
执行任务. 由于在实际应用中 GPU在执行不同类型任务

时相对 CPU的速度并不成固定比例, 如果将任务简单

地按照固定比例分配给 CPU和 GPU, 无法在不同类型

的任务上均能充分利用硬件, 所以需要使用恰当的任

务调度算法在运行时进行任务分配以均衡硬件的负载.
Caffe[3] 是一款使用广泛的深度学习框架, 主要面

向图像分类任务, 主要优点是速度极快. 在目前的主流

深度学习框架中, Caffe的速度、编程工作量、稳定性

比较均衡[4], 而且模块化设计便于调用和扩展. 通过部

署已经提前训练好的 Caffe模型, 可以在毫秒级对输入

的新数据完成推理. Caffe的使用流程是先用已标注的

数据进行较慢的训练, 然后使用训练结果进行较快的

推理. 在实际使用中, 生产环境和普通用户终端一般都

是使用预训练模型执行推理任务. 如果已经有训练好

的 Caffe 模型, 需要使用 Caffe 的 Python 或者 C++、
Matlab 接口[5] 编写程序, 然而在默认情况下只能使用

单个 GPU或者单个 CPU核心进行推理. 在使用 BLAS
编译 Caffe 后可以提升多 CPU 核心上的并行效果. 不
过直接部署 Caffe 无法简单同时使用多核心 CPU 和

GPU甚至多 CPU、GPU加速推理速度.

为了提高 Caffe在异构并行计算设备上的表现, 目

前有一些提高 Caffe并行表现的研究. 例如英特尔的修

改版 Caffe可以在多处理器多核多线程 (NUMA架构)

CPU计算平台, 尤其是使用特定 Xeon Phi处理器的平

台上大幅提升 Caffe的性能[6]. 英伟达的 gpu-rest-engine

项目[7] 可以让使用英伟达 GPU进行运算的 Caffe提供

低延迟的 REST API图像分类微服务. 还有 AMD修改

的 OpenCL版 Caffe[8], 经过 AMD优化并测试, 在 AMD

的 CPU、GPU、APU 等多核异构的计算设备上训练

和推理的速度都有提升, 且训练速度的提升倍数更大[9].

还有结合特定平台上的编译工具进行编译并扩展到分

布式服务器来提高 Caffe 运算速度的研究[10]. 这些提

高 Caffe并行表现的方法对于平台有一定限制, 且很多

需要自行编译, 使用难度较高, 无法简单充分利用异构

并行计算硬件的计算性能.
为了使部署的 Caffe 能充分使用异构并行计算平

台上的所有计算设备, 本文做了以下工作.

(1) 为了使部署的 Caffe 调用更灵活, 本文封装了

Caffe 的部署程序接口[11], 并扩展了功能, 使之可以在

初始化运行后通过本地环回提供服务, 接收并根据预

训练模型执行推理任务.
(2) 分析并总结了现有的几种异构调度算法, 将这

些算法应用到在异构并行计算平台上加速 Caffe 执行

典型图像分类任务. 通过分析实验数据和观察已有调
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度算法的不足之处, 提出了两种新的调度算法, 并进行

了相应的实验和数据分析. 

2   目前已有调度算法

对于并行化的任务, 任务调度算法决定了负载均

衡的效果和各个计算节点的利用率. 由于 GPU和 CPU
执行不同任务的速度之比并非固定且 GPU性能随着负

载变化性能会有微小变化[12], 还考虑到任务调度、同步

带来的开销, 需要合适的任务调度算法才能进一步提高

模型的推理速度. 当前使用的几种主流调度算法[13] 如下. 

2.1   静态调度

r = [r1,r2, · · · ,rn]

wi

静态调度是一种简单的调度算法, 此算法直接将

任务按照固定比例分配到不同的运算核心. 假设总任

务数量为 W ,  用户指定的 n 个计算设备工作量比例

, 则第 i 个计算设备在开始时分配任务

数量 为:

wi =W · ri∑
i

ri

(1)

wi

由于通常无法知道各个设备在未知任务上的计算

能力, 所以只能将任务均匀分配给各个设备, 此时第

i 个计算设备在开始时分配的任务数量 为:

wi =
W
n

(2)

由于 CPU 核心和 GPU 之间的运算速度比例在不

同运算任务上不同, 所以不可能存在一个固定的比例

在所有运算任务上都能自始至终充分利用所有核心. 

2.2   快速调度

考虑到静态调度无法根据不同运算核心的性能区

别分配任务, 快速调度将任务执行分成以下两步.
第 1 步为小规模测试, 给所有计算核心分配相同

的数量较小的任务, 并等待这些核心执行完毕.
第 2 步为正式执行, 根据之前第 1 步各个核心的

执行时间, 可以计算出各个核心的执行速度. 根据核心

的速度之比将剩下的所有任务按照这个比例分配给相

应核心.

v = [v1,v2, · · · ,vn] w剩余
wi

假设第 1步小规模测试得出各个设备的计算性能

, 此时剩余任务数量为 , 则第 2步
正式执行中第 i 个设备分配到的任务数量 为:

wi = w剩余 ·
vi∑
i

vi

(3)

这种调度方法优点是任务没有划分很多, 所以引

入的额外开销很小. 缺点是第 1 步分配的任务数量会

影响到最终效果. 如果分配过少, 偶然误差更大, 更有

可能因为速度估测不准导致第 2 步分配效果不好; 如

果分配过多, 虽然估测更加精准, 但是等待第 1步结束

的同步时间更长, 浪费了速度更快的计算设备的计算

能力. 

2.3   分片调度

分片调度将任务分成等量的小块, 第一次将小块

任务等量分配给各个计算单元. 之后每一次等待前一

次所有运算完成得出运算速度后按照相应比例分配后

续小块.

v = [v1,v2, · · · ,vn]

wi

假设某次同步时得出上一轮各个设备的计算性能

, 每一个小块包含的任务数量为 w, 则
第 i 个设备分配到的任务数量 为:

wi = w · vi∑
i

vi

(4)

此算法优点是对于各个计算设备的计算能力估测

更准确. 缺点是如果小块偏小, 等待计算完毕同步的时

间会积少成多; 如果小块偏大, 刚开始各个设备之间任

务完成的时间差距更大, 导致计算能力的浪费. 

2.4   HAT 调度

HAT 调度相比分片调度, 在每一次分片时考虑上

一次的任务执行情况, 如果上一次各个计算设备的任

务执行时间已经很接近或者剩下任务不够多, 就直接

把剩余所有任务按照比例分配, 否则把分片大小扩大

一倍按照比例分配.
此方法的优点是减少了同步开销, 还避免了开始

时各个计算设备计算能力的差异导致完成时间差距

过大. 

3   算法设计

目前已有的快速调度、分片调度、HAT 调度算

法, 由于存在等待各个计算设备任务完成来统计计算

性能这一同步步骤, 会带来开销. 为减少同步开销, 本

文提出以下两种无需等待同步的调度算法. 

3.1   先进先出调度

此调度算法设计思想来自常见的先进先出算法.
将固定任务数量的小块分配给各个计算设备. 假如用

户定义的小块大小是 c, 则第 i 个设备分配到的任务数
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wi量 为:
wi = c (5)

如果某个设备计算完毕则立即再分配任务小块,
直到所有任务完成. 此方法没有等待各个设备同步的

开销, 能充分利用所有设备的计算能力.
先进先出调度中的小块始终大小相等, 对于前期

来说分片过多会造成更多开销, 而在最后结尾部分很

容易各个设备结束时间差别过大. 因此, 本文进一步提

出下面的快速分块调度算法. 

3.2   快速分块调度

ws

vi

v =

[v1,v2, · · · ,vn] w剩余

此算法同时吸收了分片算法估测计算设备性能准

确的优点和 HAT分块数量少的优点. 首先将固定的任

务小块 分给各个计算设备, 如果某设备完成了小块

任务但此时不是所有设备都完成过至少一次小块任

务, 就再次给该设备相同任务数量的小块, 直到所有设

备都至少完成过一次小块任务. 每次小块任务完成, 都
统计出该设备的计算性能 . 之后按照设备计算性能

给每个空闲设备分配剩余任务的固定比例. 考虑到后

期任务会分配过少, 所以剩余任务少于 100 时则分配

全部剩余任务. 假设已得出所有设备的计算性能

, 固定比例为 r, 当前剩余工作量为 .
则给空闲设备分配的任务数量为: wi = w剩余 · r ·

vi

max(v)
, w剩余 ⩾ 100

wi = w剩余, w剩余 < 100
(6)

每个计算设备的程序流程如图 1所示. 

4   接口扩展

Caffe 的使用流程是先用已标注的数据进行较慢

的训练, 然后使用训练结果进行较快的推理. 在实际使

用中, 生产环境和普通用户终端需求的多是推理任务.
Caffe默认只能使用 GPU或者单个 CPU进行推理. 为
了解决重复初始化 Caffe 带来的开销和提高 Caffe 推
理对异构并行硬件的利用率, 本文编写了封装的 Caffe
部署程序 (后续简称服务端), 提供简洁高效的调用接

口且易于部署.
为了能够一次初始化 Caffe 并载入预训练模型后

多次推理, 且可以通过程序分配任务便于后续使用自

定义调度算法, 采用了本地环回网络通信, 服务端通过

UDP和调用程序通信. 通信时通过 UDP发送 JSON数

据, 数据可以包括执行的命令和参数等, 便于扩展.

开始

无剩余任务?

结束

Y

Y

N

N

所有设备都
完成过 ws?

分配 wi, 计算 vi

分配 ws, 计算 vi

 
图 1    快速分块调度流程图

 

为了使服务端的部署更加便捷, 使用了 Caffe 的
Docker 版. 运行时, 可以通过 Docker 启动参数直接使

用某个特定的 CPU 核心[14]. 由于即使使用 GPU 版进

行 Caffe 推理也需要 CPU 分配任务处理数据, 会大量

占用一个 CPU 核心, 所以服务端需要预留一个 CPU
核心用于工作在 GPU模式的 Caffe. 

5   实验测试和分析

使用本文编写的服务端, 自定义程序可以便捷地

调用 Caffe 进行推理. 本节给出有关测试结果, 实验环

境配置参数列于表 1.
实验使用 MNIST[15] 和 Cifar-10[16] 这两个经典的

图像分类任务数据集. MNIST 数据集为单通道灰度

28×28图片, Cifar-10数据集为三通道彩色 32×32图片.
测试时这两个数据集均预处理为 Caffe 推理支持的

numpy 格式的.npy 文件且载入内存, 避免磁盘读取缓

存带来的误差.
 

表 1     实验环境配置表
 

环境 参数

CPU Intel i5 4460 4核心4线程 3.4 GHz

GPU Nvidia GTX1050 2 GB显存

内存 8 GB×2 DDR3 1 600 MHz
CUDA 驱动 CUDA版本11.2 驱动版本460.39
操作系统 Ubuntu 18.04 64位

 
 

首先, 测试了不使用并行化而只使用 CPU 单核或

者单个 GPU在MNIST和 Cifar-10数据集上进行推理

的速度, 总任务数量为 10 000, 得到的每秒执行推理任

务数列在表 2中.
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表 2     每秒执行的推理任务数
 

每次提交任务数
MNIST Cifar-10

CPU单核 GPU CPU单核 GPU
10 000 1 191.9 2 714.4 397.2 2 475.2
1 000 1 187.2 2 711.7 396.9 2 448.4
100 1 181.9 2 568.2 397.0 2 441.1
10 1 140.1 2 441.5 393.1 2 195.5
1 953.8 1 798.6 364.2 1 652.9

 
 

结果表明, 每次提交的任务数过少会因为开销导

致性能下降. 而且, 对于不同任务, CPU和 GPU的性能

之比不是恒定的.

根据表 2数据, 得到 Caffe推理速度与每次提交任

务数的变化关系, 见图 2. 可以看到, 无论是 CPU 和

GPU, 如果每次提交任务数偏少都会因为开销导致性

能下降, 且 GPU下降更明显. 从图 2中可以看出, 如果

任务拆分到 1 000个左右作为一次提交, 对性能的影响

不大, 如果小于 100 个左右, 影响就较大, 出现性能明

显下降. 因此, 后面实验测试异构并行计算平台的 Caffe

推理调度算法时, 避免将任务拆分到小于 100 个任务

的小块.

0
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任
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图 2    Caffe推理速度和每次提交任务数的关系图

 

接下来在异构并行平台测试了几种调度算法对

MNIST和 Cifar-10数据集上的 Caffe推理任务的加速

效果. 考虑到某些算法的参数可变, 实验中针对这些参

数的意义, 在其合理范围内取了多个典型值, 以测试不

同参数下的运行效果. 不同算法中可变参数的含义和

取值列于表 3.
 

表 3     调度算法的参数和实验取值
 

算法 参数含义 实验取值

快速调度 第一步各个核心分配任务数 250、500、1 000、2 000
分片调度 每个小块的任务数w 1 000、2 000、5 000
HAT调度 初始时的小块大小s 500、1 000、2 000

先进先出调度 每个小块的任务数 500、1 000、2 000、3 000
快速分块调度 最快核心获得的任务比例r 25%、33.3%、40%、50%

 
 

分别使用上文中的各种调度算法及按表 3的参数

取值, 在 MNIST 和 Cifar-10 数据集上进行 Caffe 推理

(测试的任务数均为 100 000)并计时, 根据完成任务所

用时间计算出每秒推理数, 即推理速度, 总结在图 3和
图 4 中. 图中同一调度算法从左到右的几个推理速度

分别对应表 3 中从左到右的参数取值. 为了便于比较,
同样任务数下只使用 CPU 单核和单个 GPU 的推理速

度也画在图中.
从图 3 和图 4 都能看到, 使用能在运行时根据运

算设备性能动态分配任务的调度算法 ,  例如快速调

度、分片调度、HAT调度、先进先出调度、快速分块

调度算法, 相比不将推理过程并行化或者简单地静态

分配, 都能大幅提升推理速度. 实验中发现, 计算机的

各个计算设备占用率基本维持在满载, 且各个设备任

务完成的时间差异不大, 说明上述能在运行时动态分

配任务的调度算法都成功使用异构并行设备的计算能

力, 提高了 Caffe推理的速度.
图 3 和图 4 也给出了对于同一算法改变可调参数

后的推理速度的变化. 可以看出, 对于分片调度、HAT
调度和快速分块调度这 3 种算法, 参数改变产生的差异

更小. 分析其算法原理可以知道, 这几种算法通过更多分

片能更准确地度量各个计算设备的当前计算能力, 从而

更加准确地分配任务. 相比之下, 快速调度由于只通过一

次小规模测试来度量各个计算设备的计算能力, 无法适

应随着计算设备负载变化而出现的性能变化. 先进先出

调度由于分块大小固定, 如果分块过小, 会带来更多开销;
如果分块过大, 每个计算设备最后任务完成时间可能差

异较大导致某个设备任务完成时间远晚于其他设备.
比较性能表现较好的几个调度算法, 本文提出的快

速分块调度算法不仅性能表现顶尖, 而且即使改变可变
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参数, 性能变化不大, 更不会出现明显下降. 说明快速分

块调度算法不仅具有提升推理速度的优势, 还有很好的

鲁棒性, 不容易因为缺乏经验对可变参数的设定不准而

导致推理性能明显下降. 根据算法原理, 可以推测出, 由
于快速分块调度算法前期分块较大后期分块较小, 相比

HAT 算法更不容易造成每个计算设备最后任务完成时

间较大差异, 同时分块不会过多, 所以性能和 HAT算法

一样较为优秀且总体表现好于 HAT算法.
根据实验数据, 将同一算法在实验中取不同参数

得到的推理速度数据求平均值作为该算法的平均推理

速度, 比较各算法在两个数据集上的平均推理速度, 总
结在表 4 和表 5 中. 表中数据是所在列的算法和所在

行的算法平均推理的速度的比较, 例如 127.7%对应的

意思是单 GPU 推理速度比单 CPU 快 127.7%. 可以看

出使用能在运行时根据运算设备性能动态分配任务的

调度算法对 Caffe深度学习推理速度的提升很大, 其中

快速分块调度算法表现最好.
以 CPU和 GPU单核计算性能乘以相应核心数量,

作为理论最高性能. 定义某一算法的性能与理论最高

性能的差别为 :  差别=(理论最高性能−某种算法性

能)/理论最高性能. 差别越小, 表示该算法的表现性能

越好. 图 5 将实验中得到的几种在运行时分配任务的

调度算法的性能数据与理论最高性能的差别做了比较.
结果表明, 快速分块调度表现最好, 与其余 4个调度算

法中表现最好的 HAT算法相比, 快速分块调度算法与

理论最高性能的差别在 MNIST 和 Cifar-10 这两个数

据集上分别减小了 7.4%和 21.0%, 表明该算法对计算

设备性能的利用率更高.
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图 3    不同调度算法下 Caffe在MNIST

数据集上的每秒推理数
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图 4    不同调度算法下 Caffe在 Cifar-10

数据集上的每秒推理数
 

表 4     各种调度算法在MNIST数据集上推理速度表现比较 (%)
 

单CPU 单GPU 静态调度 快速调度 分片调度 HAT调度 先进先出调度 快速分块调度

单CPU — 127.7 262.3 359.9 366.8 374.2 353.4 378.1
单GPU −56.1 — 59.1 102.0 105.0 108.2 99.1 109.9
静态调度 −72.4 −37.1 — 27.0 28.9 30.9 25.2 32.0
快速调度 −78.3 −50.5 −21.2 — 1.5 3.1 −1.4 4.0
分片调度 −78.6 −51.2 −22.4 −1.5 — 1.6 −2.9 2.4
HAT调度 −78.9 −52.0 −23.6 −3.0 −1.5 — −4.4 0.8

先进先出调度 −77.9 −49.8 −20.1 1.4 3.0 4.6 — 5.4
快速分块调度 −79.1 −52.4 −24.2 −3.8 −2.4 −0.8 −5.2 —

 
  

6   总结和展望

为了在异构并行计算平台上提升 Caffe 框架的

深度学习推理速度 , 本文扩展了 Caffe 的部署程序 ,
使用户可以自定义编程调用 Caffe推理. 然后将已有

的异构调度算法扩展了多设备支持 . 针对已有调度

算法的不足 , 提出了能够减少同步等待的先进先出

算法、能够同时减少同步等待且减少分块次数的快

速分块调度算法. 测试结果表明使用扩展的 Caffe部

署程序, 已有的快速调度、分片调度、HAT 调度等

算法 , 以及本文提出的先进先出调度、快速分块调

度算法都能大幅提高推理时异构并行计算硬件的利

用率 . 其中快速分块调度表现优秀稳定 , 在 MNIST
和 Cifar-10数据集上推理速度相比 CPU单核分别提

升了 378% 和 736%, 相比单 GPU 分别提升了 110%
和 34%; 相比已有最好的 HAT 调度算法 , 在 MNIST
和 Cifar-10这两个数据集上分别减小了 7.4%和 21.0%
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的计算性能浪费.
在将来的研究中, 可以探索深度学习模型中使用

的神经网络类型或者输入数据规模如何造成 CPU 和

GPU 的推理速度差异. 根据神经网络类型、输入数据

规模等信息更快地选择出合适的调度算法参数来优化

推理速度的提升.
 

表 5     各种调度算法在 Cifar-10数据集上推理速度表现比较 (%)
 

单CPU 单GPU 静态调度 快速调度 分片调度 HAT调度 先进先出调度 快速分块调度

单CPU — 523.20 262.10 631.20 708.20 713.30 666.60 736.40
单GPU −84.00 — −41.90 17.30 29.70 30.50 23.00 34.20

静态调度 −72.40 72.10 — 101.90 123.20 124.60 111.70 131.00
快速调度 −86.30 −14.80 −50.50 — 10.50 11.20 4.80 14.40
分片调度 −87.60 −22.90 −55.20 −9.50 — 0.60 −5.10 3.50
HAT调度 −87.70 −23.40 −55.50 −10.10 −0.60 — −5.70 2.80

先进先出调度 −87.00 −18.70 −52.80 −4.60 5.40 6.10 — 9.10
快速分块调度 −88.00 −25.50 −56.70 −12.60 −3.40 −2.80 −8.40 —
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图 5    不同调度算法性能相比理论最高性能的差别百分比
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