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摘　要: 跨域目标检测是最近兴起的研究方向, 旨在解决训练集到测试集的泛化问题. 在已有的方法中利用图像风

格转换并在转换后的数据集上训练模型是一个有效的方法, 然而这一方法存在不能端到端训练的问题, 效率低, 流
程繁琐. 为此, 我们提出一种新的基于图像风格迁移的跨域目标检测算法, 可以把图像风格迁移和目标检测结合在

一起, 进行端到端训练, 大大简化训练流程, 在几个常见数据集上的结果证明了该模型的有效性.
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Abstract: Cross-domain object detection is a new research direction, which aims to solve the problem of generalization
from training set to test set. In the existing methods, using image style transfer and train the model on the converted data
set is an effective method. However, this method has the problems of not end-to-end training, low efficiency, and tedious
process. Therefore, we propose a new cross domain target detection algorithm based on image style migration, which can
combine image style migration and target detection to carry out end-to-end training, and greatly simplify the training
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目标检测是计算机视觉领域最基础也最重要的问

题, 在现实生活中具有广泛的应用, 如自动驾驶[1], 视频

监控[2], 人脸识别[3], 所谓目标检测, 就是在图像中检测

到物体的位置和类别. 随着深度学习的蓬勃发展, 基于

卷积神经网络 (CNN) 的方法[4–9] 在目标检测标准数据

集[10–12] 上取得了明显进步. 尽管效果显著, 却只是在标

注好的干净的数据集上进行实验, 而真实世界中目标

检测要面临的情况要更加复杂, 数据的视角, 外观, 背
景, 光照等方面的差异导致训练好的模型难以落地使

用 ,  即训练数据称为 (源域) 和测试数据 (称为目标

域) 分布不同, 导致训练好的模型泛化性较差, 这一问

题称为域偏移问题.
为了处理这个问题, 一个具有吸引力的办法是无

监督域适应[13], 即将在源域上训练的模型用于目标域,
却不需要对目标域进行数据标注. 最近, 基于图像风格

迁移的域适应方法[14,15] 取得了不错的结果, 这一类方

法基于图像风格迁移[16], 基本思想是利用图像风格迁

移技术将有标签的源域数据转换为目标域风格, 然后

在转换后的源域图像上进行训练, 这样便相当于在有

标签的目标域数据集上训练模型, 最后, 将训练好的模

计算机系统应用 ISSN 1003-3254, CODEN CSAOBN E-mail: csa@iscas.ac.cn
Computer Systems & Applications,2021,30(1):194−199 [doi: 10.15888/j.cnki.csa.007756] http://www.c-s-a.org.cn
©中国科学院软件研究所版权所有. Tel: +86-10-62661041

① 基金项目: 安徽省重点研发计划 (201904a05020035)
Foundation item: Key Research and Development Program of Anhui Province (201904a05020035)
收稿时间: 2020-06-06; 修改时间: 2020-07-07; 采用时间: 2020-07-10; csa在线出版时间: 2020-12-31

194 软件技术•算法 Software Technique•Algorithm

http://www.c-s-a.org.cn/1003-3254/7756.html
http://www.c-s-a.org.cn/1003-3254/7756.html
mailto:cas@iscas.ac.cn
http://dx.doi.org/10.15888/j.cnki.csa.007756
http://www.c-s-a.org.cn


型用于目标域即可.
然而, 上述基于图像风格迁移的方法有几点缺陷:

1) 这些方法通常将先进行图像风格迁移, 然后再对迁

移后的图像进行训练, 流程繁琐. 2) 图像风格迁移网络

和检测网络分开训练, 训练速度慢, 同时两个网络无法

共享数据, 不能充分利用数据.

为了处理上述问题, 本文设计了基于图像风格迁

移的端到端跨域检测网络. 在该网络中我们设计了两

个模块, 包括图像风格迁移模块, 和目标检测模块. 其

中图像风格迁移模块采用比较流行的风格迁移方法,

对源域图像进行风格转换. 目标检测模块采用通用的

Faster R-CNN[4] 网络对转换后的图像进行检测.
本文设计的网络在 4个标准数据集上取得了相当

甚至超过最佳方法的结果.

1   相关工作

1.1   目标检测

目标检测网络通常分为两阶段方法[4–6] 和单阶段

方法[7–9]. 两阶段方法在第 1 阶段通常采用区域候选网

络[4](RPN)和区域池化模块[4](ROI Pooling)提取目标特

征, 然后在第 2 阶段采用全连接层对提取的目标特征

进行分类和位置回归. 单阶段网络省去了第 1阶段, 直

接回归输出目标的类别和位置, 网络流程的简化加快

了检测速度, 当然, 在追求速度的同时也牺牲了精度.

然而, 这些方法通常用于常规检测, 即训练集和测试集

来自于同一数据域, 无法处理域偏移问题. 在本文中,

我们选取 Faster R-CNN 作为基础检测器, 并且结合图

像风格迁移技术改善其泛化性能.
1.2   跨域目标检测

DA Faster[17] 是跨域目标检测的开山工作, 该方法

在图像级别和目标级别分别设计判别器达到域适应的

目的. DTPL[14] 采用图像风格迁移技术, 通过 CycleGAN[18]

将源域图像转换为目标域风格的图像, 并在转换后的

带标签图像上训练检测器. DM[15] 对 CycleGAN 损失

函数进行修改, 生成多个中间域图像, 并训练多域判别

器. 在 MAF[19] 中, 通过在图像级特征层面设置多层判

别器对检测器达到域适应. FAFR-CNN[20] 将少样本与

跨域目标检测相结合, 专注于少样本情况下的域迁移.

与上述方法相比, 本文方法的不同之处在于将图像风

格迁移和目标检测放到一个端到端的框架中.

1.3   生成对抗网络

生成对抗网络 (GAN)[21] 由 GoodFellow 等人于

2014年发明, 并引发了无数的后续相关研究. 主要的变

体有条件生成对抗网络[22](cGAN), DCGAN[23], WGAN[24]

等. DCGAN用卷积神经网络代替原始 GAN中的全连

接层, 能够生成更清晰的图像. cGAN 在网络的输入中

加入条件, 从而可以控制输出的类别. WGAN 修改了

原始 GAN的目标函数, 使得训练更加稳定.
1.4   图像风格迁移

基于深度学习的图像风格迁移算法可按照数据输

入分为两类, 一类是需要成对数据的算法, 以 Pix2Pix[25]

为代表, 这一系列还有 Pix2PixHD[26], Vid2Vid[27]. 其中,
Pix2Pix利用成对数据作为输入, 即一一对应的源域风

格数据和目标域风格数据, 利用生成器将源域数据进

行转换, 然后利用判别器对真实目标域数据和虚假数

据进行判别. Pix2PixHD 是 Pix2Pix 的高清版本, 采用

多层金字塔以生成高清图像. 而 Vid2Vid是 Pix2Pix的
视频版本, 用以生成视频. 另一类是无需成对数据的算

法, 以 CycleGAN 为代表, 这一系列还有 StarGAN[28].
CycleGAN 无需成对数据, 输入源域图像和目标域图

像, 利用生成器 GA将源域图像转换为目标域风格, 并
利用判别器 DA 进行判别, 同时将生成的虚假图像利

用生成器 GB 转换为原来风格, 并约束图像尽可能还

原. 对于目标域图像, 同样存在上述循环. StarGAN 相

比于 CycleGAN, 可以解决多个域之间的风格转换, 主
要改进在于判别器不光进行真假判断, 同时也对数据

所属的域进行分类.

2   基于图像风格迁移的端到端网络

如图 1所示, 我们的网络主要由两个模块组成, 一
个是图像风格迁移模块, 另一个是目标检测模块. 关于

检测模块我们采用常见的 Faster R-CNN 网络, 下面重

点阐述图像风格迁移模块的设计.
2.1   图像风格迁移模块

图像风格迁移模块部分共有 4 个组成部分, 分别

是源域到目标域的生成器 G-A2B, 目标域判别器 DB,
以及对称的目标域到源域的生成器 G-B2A, 源域图像

判别器 DA. 我们用 A 指代源域图像, B 指代目标域图

像, fake_B 代表生成的虚假目标域图像, fake_A 代表

生成的虚假源域图像, 其中, G-A2B 负责将 A 转换为

fake_B, 并由判别器 DB 对真实的图像 B 与 fake_B 进
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行判别, 同时为了保证 fake_B 在图像内容上仍保留原

图像 A 的内容, 对 fake_B 再次转换, 并对转换后的

fake_A与 A进行内容一致性约束.
上面是 A 到 B 的一次循环, 与之对称, B 到 A 也

有相同的生成器转换与判别器判别流程, 这样的循环

生成网络可以保证生成器在保证内容不变的条件下对

图像风格进行改变, 值得注意的是, 由于空间有限, 在
图 1中并没有画出 B到 A的对称流程.

 

A

内容一致性损失

Fake_A

Fake_B

G_B2A

G_A2B

B

DB

Faster R-CNN

判别器损失

检测损失

 

图 1    基于图像风格迁移的跨域目标检测框架

 

两个生成器具有相同的网络结构, 采用编码器-解
码器网络, 即对输入图像先压缩缩小分辨率, 再上采样

还原分辨率. 具体地, 编码器网络采用 3 层卷积, 每层

卷积后有相应的池化层, 图像分辨率缩小为 1/8, 解码

器部分, 采用转置卷积进行上采样, 同样有 3层转置卷

积, 将图像还原为输入分辨率. 所有卷积层采用 3x3卷
积核, 池化层步长为 2, 采用 max pooling 池化. 判别器

部分, 采用 3 层全连接网络, 输出为 2 分类输出, 损失

函数采用二值交叉熵损失. 另外, 为了保证转换后的图

像仍保留原图像的内容, 对转换后的图像输入生成器

进行还原, 还原后的图像与原图像间采用 L1损失进行

内容一致性约束. 所以, 在图像风格迁移模块, 存在

4 个损失, 分别是两个判别器的分类损失, 以及两个内

容一致性损失, 损失函数如下:

LDA = log(1−DA( f ake_A))+ log(DA(A)) (1)

LDB = log(1−DB( f ake_B))+ log(DB(B)) (2)

LCA = |A− f ake_A| (3)

LCB = |B− f ake_B| (4)

2.2   目标检测模块

对于转换后的源域图像, 利用已有的检测器进行

训练, 由于源域图像有标签, 这样便相当于在有标签的

目标域图像上进行训练 .  目标检测模块采用常见的

Faster R-CNN检测器, 检测器采用两阶段设计, 第一阶

段采用 RPN网络提取候选区域, 第二阶段提取候选区

域特征并进行分类和位置回归 .  网络基础特征提取

(backbone) 部分采用 ResNet[29]. 网络的损失函数定义

如下:

Ldet = J(x,y) (5)

其中, J 代表 RPN网络的分类和回归损失, 以及检测器

最后分类器和回归器的损失, x 和 y 代表输入和标签.
2.3   总目标函数

网络的总目标函数即包括图像风格迁移部分的损

失和检测器损失:

Ltotal = α(LDA+LDB+LCA+LCB)+Ldet (6)

α其中,  是判别器损失和内容一致性损失的权重因子.
在实验部分我们会详细说明网络的训练细节.

3   实验分析

在这一部分, 我们阐述使用的数据集, 评估场景,
基线方法和实验细节, 然后给出实验结果分析.
3.1   数据集

我们利用下列几个数据集构建域适应场景并执行

了实验. (1) PASCAL VOC[11]. 这个数据集包含 20类常

见物体, 我们将 PASCAL VOC 2007和 2012的训练集

和验证集用于训练, 作为源域, 总共 15  000 张图片.
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(2) WaterColor[30]. WaterColor 包含 2K 张水彩风格图

像, 6类物体, 属于 PASCAL VOC的 20类物体的子集.
1K张用于训练, 1K张用于测试. (3) Sim10K[31]. 这个数

据集由合成的驾驶场景图像组成, 共 10K张图像, 我们

将其作为目标域, 并只对汽车目标进行检测. (4) City-
Scape & FoggyCityScape[32,33]. CityScape中的图像由车

载相机捕捉而来, FoggyCityScape是利用 CityScape添
加雾噪声得到. 两个数据集规模相同, 包含 2975 张训

练集, 500张测试集.
3.2   评估场景

本文共建立 3个域适应场景, 包括: (1)场景 1. PASCAL
VOC 到 WaterColor, 用于捕捉真实数据到艺术风格数

据的偏移. (2)场景 2. CityScape到 FoggyCityScape, 用
于捕捉正常天气到雾天的偏移. (3) 场景 3. Sim10K 到

CityScape, 用于捕捉合成图像到真实数据的偏移.
3.3   基线方法

我们的方法以两阶段检测器 Faster R-CNN 为基

础, 同时也与一些目前的跨域检测方法包括 DA Faster[17],
DTPL[14], DM[15], MAF[19], FAFR-CNN[20], ST[34], Strong-
Weak[35], SCDA[36] 进行比较, 这些方法的结果引用于文

献 [35,36].
3.4   实现细节

α

在实验中, 我们设置 batch size 为 1, 初始学习率

为 0.001, 每 5个周期乘以 0.1, 共训练 20个周期. 优化

器采用随机梯度下降 (SGD), 动量设置为 0.9, 权重衰

减设为 0.0001. 对于所有实验, 我们采用 PASCAL VOC
的阈值 0.5 作为评估标准. 关于超参数, 设置 =0.2. 所
有场景基础网络部分都采用 ResNet.
3.5   结果

在这一部分, 我们展示在 3 个场景的实验结果并

作出详细分析.
场景 1. 考察真实图像与艺术风格图像的域适应.

采用 PASCAL VOC作为源域, WaterColor作为目标域

实验过程中, 将 ResNet在 ImageNet[10] 上预训练, 然后

作为基础特征网络. 候选区目标的数目是 128, 每个维

度是 2304.表 1 表明我们的方法超出所有方法至少

1.0 MAP, 表明该方法在真实图像到艺术风格图像这种

域偏移较大的场景上表现良好, 尤其相比于 DTPL 和

DM 这两个同样采用风格迁移技术的方法, 我们的方

法流程更简单, 效果更好. 同时可以看到, DA Faster相
比于 Faster R-CNN提升有限, 而 DTPL和 DM等基于

图像转换的方法效果突出, 表明对于域风格差异较大

的场景, 图像转换可以起到良好作用.
 

表 1     PASCAL VOC到WaterColor的域适应结果
 

Method Bike Bird Car Cat Dog Person MAP
Faster RCNN 68.8 46.8 37.2 32.7 21.3 60.7 44.6
DA Faster 75.2 40.6 48.0 31.5 20.6 60.0 46.0

ST 75.6 45.8 49.3 34.1 30.3 64.1 49.9
DTPL 76.5 54.9 46.0 37.4 38.5 72.3 54.3
DM − − − − − − 52.0

Strong-Weak 82.3 55.9 46.5 32.7 35.5 66.7 53.3
Ours 95.3 51.9 49.1 39.0 48.9 62.3 55.3

 
 

场景 2. 这个场景中考察正常天气到雾天下的表

现. 我们用 CityScape 作为源域, FoggyCityScape 作为

目标域. 如表 2 所示, 我们提出的方法与表现最佳的

DM 相差无几. 这一结果表明我们的方法在两个域不

相似和相似时都能表现良好. 在这一设置中, DA Faster
和 FAFR-CNN 相比于 Faster R-CNN 分别带来 7.3 和

11.0MAP. 相比于 Strong-Weak, 我们的方法在这一场

景下表现不如场景 1, 这表明在域偏移较小时关注全局

对齐就能有效缓解域偏移.
 

表 2     CityScape到 FoggyCityScape的域适应结果
 

Method Bus Bicycle Car Bike person Rider Train Truck MAP
Faster RCNN 22.3 26.5 34.3 15.3 24.1 33.1 3.0 4.1 20.3
DA Faster 25.0 31.0 40.5 22.1 35.3 20.2 20.0 27.1 27.6
FAFR-CNN 29.1 39.7 42.9 20.8 37.4 24.1 26.5 29.9 31.3

SCDA 33.5 38.0 48.5 26.5 39.0 23.3 28.0 33.6 33.8
MAF 28.2 39.5 43.9 23.8 39.9 33.3 29.2 33.9 34.0

Strong-Weak 36.2 35.3 43.5 30.0 29.9 42.3 32.6 24.5 34.3
DM 30.8 40.5 44.3 27.2 38.4 34.5 28.4 32.2 34.6
Ours 44.5 34.6 43.9 24.5 30.6 40.2 34.2 26.4 34.2

 
 

场景 3. 这里, 我们评估我们的方法在合成图像到

真实图像上的域适应效果. 我们采用 Sim10K 作为源

域. 至于目标域, 我们采用 Cityscape. 两个域都是驾驶

场景, 但是在光照, 视角上有明显不同. 相比于场景 2,
域偏移更大. 结果展示在表 3. 在这一场景中, 我们的方

法相比于 Strong-Weak DA 有 1.4MAP 的提升 ,  与
FAFR-CNN效果相当. 仅低于最好的方法 SCDA.
 

表 3     CityScape到 SIM10K的域适应结果
 

Faster DA Faster FAFR-CNN SCDA Strong-Weak Ours
Car 34.6 38.9 41.2 43.0 40.1 41.5
 
 

3.6   消融试验

这一部分, 我们执行一些消融试验以分析一些超

参数和模型中不同模块的影响, 所有实验采用 PASCAL
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VOC到WaterColor这一场景.
α的影响结果展示在表 4中, 我们采用场景 2进行实

验. 我们尝试了不同的参数设置, 发现最好的结果是 0.2.
 

α表 4     权重因子 的影响
 

α Bike Bird Car Cat Dog Person MAP
0.2 95.3 51.9 49.1 39.0 48.9 62.3 55.3
0.5 93.0 51.8 43.6 36.5 48.6 58.3 52.9
0.7 91.6 49.4 41.8 37.3 48.6 55.7 51.7
1.0 89.7 48.9 41.4 36.0 44.7 51.5 49.6

 
 

4   结论与展望

在本文中, 我们提出来一个新颖的方法, 可以将图

像风格迁移与目标检测放在一个统一的框架中, 并进

行端到端的训练, 简化了训练流程. 在标准数据集上的

实验验证了所提出方法的有效性. 后面的工作中我们

会把重点放在图像风格迁移模块的改进以及寻求风格

迁移模块与检测模块如何更好地融合, 更好地提高在

目标域上的泛化性能.
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