
 

 

基于卷积神经网络的短文本情感分类①

代　丽,  樊粤湘,  陈　思

(浙江理工大学 经济管理学院, 杭州 310018)

摘　要: 近年来, 卷积神经网络模型常常被用于文本情感分类的研究中, 但多数研究都会忽略文本特征词本身所携

带的情感信息和中文文本分词时被错分的情况. 针对此问题, 提出一种融合情感特征的双通道卷积神经网络情感分

类模型 (Dual-channel Convolutional Neural Network sentiment classification model fused with Sentiment Feature, SFD-
CNN). 该模型在构造输入时以一条通道构造融合情感特征的语义向量矩阵以获取到更多的情感类型信息, 以另一

条通道构造文本字向量矩阵以降低分词错误的影响. 实验结果表明, SFD-CNN模型准确率高达 92.94%, 要优于未

改进的模型.
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Abstract: In recent years, the convolutional neural network model is often used in the research of text emotion
classification. However, most of researches ignore the emotional information carried by the text feature words themselves
and the wrong segmentation of Chinese text. Aiming at this problem, a Dual-channel Convolutional Neural Network
sentiment classification model fused with Sentiment Feature (SFD-CNN) is proposed. In the model, one channel is used to
construct the semantic vector matrix of emotional features to get more emotional type information, and another channel is
used to construct the text word vector matrix to reduce the impact of segmentation errors. The experimental results show
that the accuracy of SFD-CNN model is as high as 92.94%, which is better than that of the unmodified model.
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随着Web2.0和移动设备通讯地不断发展, 越来越

多的人喜欢在微博、购物网站等社交平台上参与互动

与交流, 互联网上的文本信息也因此呈现出迅猛增长

的趋势. 大量文本信息通常体现了个人的观点和情感

的表达, 若能够利用分析技术准确挖掘出其中所包含

的信息价值并充分利用, 无论是对国家在舆情控制方

面还是对企业在决策制定方面都有着巨大的作用. 因
此, 在当前充斥着海量文本数据的网络环境下, 文本情

感分析是一项十分重要的工作.
面对文本情感分析问题, 很多学者都提出了十分

有效的方法. 根据研究的思路不同, 主要可以分为基于

情感词典的方法和基于机器学习的方法[1,2]. 基于情感

词典的方法需要构造一个较为完善的词典对文本特征

词进行情感色彩地判断, 比较适合应用于传统的规范

性文本, 而对于网络上的频现新词和缩略词的短文本

分析效果则不够理想, 需要耗费大量的人力、时间以
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及财力等诸多成本去更新、维护词典; 而基于机器学

习的方法则需要人工构造特征, 无法得到文本包含的

句法和语义信息, 是一种较为浅层的研究方法, 无法学

习复杂的函数, 泛化能力较弱[3,4]. 随着互联网中的海量

文本信息和语言多样化的表达的变化, 以上这两种方

法已经难以有效地解决企业决策的需求了. 在 2006年
Hinton等人提出了深度学习方法经过改进以后能够较

好地弥补上述方法的缺陷, 它是一种端到端的技术, 无
需人工参与便能够以大脑处理信号的机制自发的从原

始数据中学习到特征信息, 从而从更高层面上对文本

进行抽象表达[5]. 深度学习还被广泛地运用到中文分词[6]、

机器翻译[7] 等 NLP 领域中. Kim 首次运用深度学习中

的卷积神经网络模型 (Convolutional Neural Network,
CNN)实现了英文文本的情感分类, 实验的最终效果要

明显优于传统的机器学习算法[8]. 文献 [9]在普通 CNN
基础上提出了动态池化, 构建了 DCNN 模型来学习句

子结构以优化情感分类器的性能. 文献 [10]在 CNN模

型中引入注意力机制 (Attention Mechanism)构建WACNN
模型, 在 MR5K 和 CR 数据集上证明了此方法可提高

模型的情感分类准确率. 文献 [11]将 CNN模型同长短

期记忆神经网络模型 (LSTM) 进行结合, 采用了联合

深度学习方法对影视评论进行情感分类, 此方法对训

练语料存在着极大的依赖性. 文献 [12] 研究了不同表

达方式的文本对 CNN模型情感分类性能的影响.
基于以上分析发现, 很多学者在基于 CNN模型进

行改进后对文本进行情感分类研究时只考虑了特征词

语语义信息对文本情感分类的作用, 而忽略了词语本

身所具备的与情感信息紧密相关的特征影响, 如词语

本身的情感色彩、词性等. 此外, 对于中文文本数据的

研究都需要经过分词操作, 不同于英文文本中各词语以

空格形式隔开, 中文文本中各词语是连接在一起的, 这
就导致对中文文本分词时存在着分词错误的问题, 从而

进一步影响词向量的训练质量. 因此, 本文将在经典 CNN
模型的基础上, 提出了一种融合情感特征的双通道卷

积神经网络模型 SFD-CNN (Double channel Convolutional
Neural Network model fused with Sentiment Feature), 在
设置实验文本数据的向量化的同时考虑了文本特征词本

身的情感信息和分词错分的影响, 从而获取更多的情

感信息, 以期在情感分类任务中达到更好的分析效果.

1   词向量模型

在使用相关算法对文本数据进行情感分类时需要

先把文本转换成数值型使其能被工具识别. 在进行文

本数值化表示时应当满足以下要求: 该表示方法既可

以很好地表示文本语义内容又可以将各文本内容区别

开来. 目前, 常用的文本表示模型有布尔模型、向量空

间模型 (Vector Space Model, VSM)以及词向量模型等[13].
布尔模型较为简单, 也容易让人理解, 但是其只关注某

项特征是否在文本中出现过, 而忽视了其与上下文词

语之间的相关性; 向量空间模型在一定程度上表达了

特征词项间的语义信息, 但其维度大小同文本特征集

个数线性相关很容易造成维度灾难. Hinton 提出的

Word Embedding (词向量)方法正好弥补了上述方法的

不足.
词向量主要思想就是将词语从高维稀疏的空间中

映射至低维空间, 并在这一过程中充分考虑词语的语

义信息, 非常适合用来表示文本的抽象特征[14]. 2013年,
Google工程师Mikolov等人将词向量训练工具Word2Vec
进行了开源, 由此词向量逐渐为人们熟知. Word2Vec
中主要包含了两种训练词向量的模型: CBOW 模型与

Skip-Gram 模型, 这两种模型都是基于 Bengio 的 3 层

神经网络语言模型 NNML 而提出的. 相比于 NNML,
Word2Vec对词向量的训练结果进行了一定的优化, 同
时还通过采用 Negative Sampling或 Hierarchical Softmax
等方法使得模型的计算复杂度在一定程度上得以降低[15].
CBOW 模型与 Skip-Gram 模型都是由 3 层结构构成:
输入层、映射层和输出层, 其模型结构如图 1所示.
 

输入层 输入层映射层 映射层输出层 输出层
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w (t)

w (t+2)

w (t−2)

w (t−1)

w (t+1)

w (t+2)

 
图 1    CBOW和 Skip-Gram模型

 

从图 1 可以看出 , CBOW 模型是以输入某一词

语的上下文词向量来计算词向量的. 而 Skip-Gram模

型的思想则与 CBOW 模型相反, 其是通过输入某一

词语向量来计算出其上下文词语的词向量 . 但它们

总体上的思想相同, 即上下文相似, 其目标词汇也会

相似[16].
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2   融合情感特征的双通道卷积神经网络情感

分类模型

综合考虑现有的情感分类研究常常忽略特征词本

身所携带情感信息和中文分词总存在着被错分两方面

问题, 本文对经典 CNN 模型加以改进, 构造了一个融

合情感特征的双通道卷积神经网络情感分类模型, 以
期在情感分类任务中达到更好的效果. 具体的改进措

施如下: 首先在预先训练好的语义词向量上加入该特

征词语自身所携带的情感信息特征, 使得融合后的特

征词向量更能准确表达其所含有的情感信息; 然后在

原有的 CNN模型基础上构造出另一条输入通道, 并把

相应的以中文文本中最小单位字为基础训练出来的字

向量为输入源, 以使模型能够在解决分词错误问题的

同时又能进一步地从不同方面提取到更多的有用信息

特征.
2.1   融合情感特征的词向量

以词向量表示的文本所包含的原始文本信息是 CNN
模型进行情感分类的基础, 为了进一步丰富词向量所

携带的文本情感信息, 本文将在词语的语义向量 上引

入会对文本情感类别判定产生一定影响的诸如词语的

情感极性、词性等相关情感特征, 形成融合情感特征

(sentiment feature)的词向量. 对于额外的情感特征信息

本文将使用一个 维的向量 来表示, 各维度分别代表着

某一情感特征属性, 而且只有 0、1两个取值, 0表示该

词语没有该维度相对应的特征, 1代表的含义则与 0相
反. 其中, 各情感特征设计方法如下.

1) 词语情感极性特征. 词语情感极性特征是针对

那些本身就能够表达某些情感的词汇. 因为词汇所携

带的情感信息在一定程度上会影响句子的情感倾向性.
对于词语这一情感特征的提取, 本文主要是依据情感

词典. 而情感词典的形成主要是以现有情感词典资源

为基础, 然后向其中加入一些未包含在内而在网络中

进行商品评论时又常用的情感词语, 具体形成过程如

图 2所示.
2) 词语词性特征. 在无监督的情感识别或抽取的

任务中, 许多学者通常都是以形容词、动词、副词、

名词及其相应的短语作为特征来展开研究的. 涂海丽

也指出上述词性的词语在对中文文本进行情感分析时

发挥着十分重要的作用[17]. 所以本文也将以上谈及的

词性纳入词语的情感信息特征当中, 并借助 jieba分词

中的词性标注功能对实验文本数据在进行分词的同时

也进行词性的标注, 然后在构造情感特征向量时对词

语的这些特征进行数值化表示.
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图 2    新情感词典形成过程

 

3) 否定词特征. 否定词语在情感分析任务中发挥

着十分重要的作用, 它的使用甚至能使文本情感倾向

发生彻底转变. 对于否定词的判别, 本文将借助 HowNet
情感词典中的否定词表.

4) 转折词特征. 包含有转折词的评论文本语句通

常表达的情感信息都是不单一的. 转折词将文本分成

了前后两个部分, 它们所要表达的含义往往是相对或

者相反的, 而且后部分分句一般才是表达者的重心. 邸
鹏等也通过实验证明了对转折句式的考虑提高了基于

NB算法的情感分类器的精度[18]. 因此本文将转折词也

作为词语的情感属性特征, 并结合文本语料整理出常

用的转折词表.

x

xsen

经过前文内容的分析, 代表特征词项 额外的情感

特征信息向量可以简单地被表示成一个 8 维的向量:
[ 积极情感词, 消极情感词, 形容词, 副词, 动词, 否定

词, 转折词, 名词 ], 而各维度下的具体取值则分别代表

着该特征词项 是否拥有此情感属性: 取值为 1说明其

本身具备有此属性, 取值为 0 则相应地表示其不含有

此属性. 词语情感特征向量 的示例如图 3所示.
 

 
图 3    词语情感特征向量示例图
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xexpand

得到词语的情感特征向量后, 便需要将其与相应

的词语语义向量进行融合. 本文采取前后串接操作将

两者融合, 得到拓展后的词向量 . 具体的表达式

如式 (1)所示.

xexpand = x⊕ xsen (1)

x其中,  可通过词向量模型训练文本语料库后获得.
2.2   字向量

xunigram对于字向量 的获取, 同样采用词向量模型

对分词后的评论文本数据进行训练, 不同的是此处的

分词操作不是将评论文本划分为由若干词语构成的序

列, 而是将它们划分成了由一个个单独的汉字构成的

序列. 经模型训练后便可得到这些单字词汇相对应的

字向量, 其中字向量的维度大小与相对应文本的词向

量维度保持一致.
2.3   模型结构

在前面两小节的介绍下, 本文基于卷积神经网络

算法所设计的情感分类模型结构如图 4 所示. 模型由

输入层、卷积层、池化层以及输出层构成.
 

评
论
文
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通
道
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x=n×v xsen=n×8
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通
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W3

W4

W5

W4
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图 4    SFD-CNN模型结构

 

xexpand xunigram

n = 215,

N = 446 v

1) 输入层: 此层的作用主要是将评论文本数据用

Word2Vec训练出来的向量数值化, 在本文所提出模型

中主要表现为将评论文本分别转换成融合情感特征的

词向量矩阵 和字向量矩阵 , 并把它们分别

作为模型两个通道的输入. 在此次研究中, 由于评论文

本集经过预处理后最大的文本词序列长度为 215, 转换

为单个字序列的最大长度为 446, 因此设置

,  的具体取值则依据文本向量化后的维度而

定. 若假设文本向量化后的维度取值为 100, 则设置

v = 100. 对于文本长度低于设定数值的其他文本序列,
本文将进行后向补零操作, 使其等于规定的长度.

2) 卷积层: 卷积层的作用就是通过对输入的文本

矩阵进行卷积运算获取能够代表文本信息的特征, 降
低向量的维度. 在经典的 CNN 结构中, 该层一般只含

有一种类型的卷积核, 由于本文研究的是文本数据, 前
后的特征词语都存在着一定的联系, 为了能够同时获

取不同粒度下文本所表现的特征, 本文将在模型各通

道下的文本矩阵上使用窗口大小不同的卷积核组合.
如在图 4 所示的模型中采用的是窗口大小分别为 3、
4、5的卷积核组合对评论文本进行卷积操作.

3) 池化层: 池化层是以卷积层输出的特征图为输

入的, 本文在该层分别对两个通道下的特征图进行最

大池化处理, 得到更低维度的文本特征, 然后将两个通

道下池化后的文本特征进行拼接形成最能代表文本的

最终特征向量.
4) 输出层: 输出层的功能则是根据池化层输出的

最终特征向量对文本进行情感类别的划分, 本文在此

层主要是将池化层后得到的特征图以全连接的形式进

行连接然后输入到 Softmax 分类器中, 将文本分别划

分为积极情感和消极情感两种类别.
此模型分类结构在预先训练好的语义词向量中融

入了情感信息特征, 从特征词本身所携带的情感信息

和正确识别中文分词方面出发进行了改进和综合分析,
即在原有的 CNN 模型基础上构造了另一条输入通道,
并把相应的以中文文本中最小单位字为基础训练出来

的字向量为输入源, 以使模型能够在解决分词错误问

题的同时又能进一步地从不同方面提取到更多的有用

信息特征, 从而得到了在情感分类任务中更好的预期

效果.

3   实验及分析

3.1   实验环境

本文在进行情感分类实验时的环境主要如下: 操
作系统是 64 位的 Windows 10 家庭中文版, CPU 为

Intel core i5-8250U, RAM为 8 GB, 使用的编程语言为

Python3.6, 主要涉及到的类库有 Tensorflow、sklearn、
numpy等, 开发工具为 Pycharm.
3.2   实验数据

在本文此次研究中, 所使用到的数据可分成两部

分: 一部分是用来训练和测试情感分类器模型的评论
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文本数据, 并且带有情感色彩标注. 另一部分则是用来

训练词语语义向量的大规模无标记的 Wiki 中文数据

集. 其中, 评论文本数据是通过 Python 语言编写相应

爬虫程序从京东商城的官网上获取的, 主要包括了手

机、笔记本电脑、水果、书籍、服装、洗发水 6个领

域的评论文本, 共有 12 000条, 并且各领域下积极评论

和消极评论都为 1000条; 而Wiki中文数据集是从Wiki
官网上下载的中文压缩包, 大小为 1.64 GB. 文献 [19]
指出使用大规模的文本语料集训练出来的词向量较符

合中文语言模型; 文献 [20] 也表明通过此种方法训练

出来的词向量可以使模型的性能得到有效改善. 因此,
本文将使用 Word2Vec 工具中的 Skip-Gram 模型训练

Wiki 中文数据集以获得高质量的词向量, 然后以此对

评论文本中的特征词项初始化.
经过对语料库的训练后, 便可以得到相应维度下

的词语特征语义向量, 各词向量间在语义上具有一定

的关联性. 如在维度为 100的情况下, 根据训练后的词

向量模型, 可获取到词语“购买”的语义相似词列表和

对应的相似度, 具体如表 1所示, 该词语的向量表达如

图 5 所示. 接下来, 则在语义向量的基础上根据 2.1 小

节介绍的方法构造融合情感特征的词向量, 同时根据

2.2 小节的介绍使用 Skip-Gram 模型训练评论文本的

字向量.
 

表 1     “购买”语义相似词列表
 

相似词 相似度

出售 0.802 053 451 538 0859
支付 0.793 145 060 539 2456
预付 0.781 974 792 480 4688
退款 0.777 636 528 015 1367

进行拍卖 0.772 633 612 155 9143
收取 0.768 705 487 251 2817
全款 0.768 330 693 244 9341
购物券 0.764 482 498 168 9453

 
 

 

 
图 5    “购买”词向量表达式

3.3   实验参数

实验时对模型中各个参数值的设定直接影响着实

验结果, 为了使模型达到较好的性能, 就需要对模型中

的各个参数进行不断地调整与优化. 表 2 展示了本文

在进行调优时的各参数取值范围和最终的取值. 其中,
参数取值范围表示在研究卷积神经网络模型不同参数

对中文文本情感分类效果的影响时所取的数值, 模型

参数值则是依据网格搜索的调参方法得到的本文所提

出模型分类准确率最高时的取值. 各参数在本文实验

数据集中的表现具体如图 6所示.
 

表 2     模型参数
 

参数 参数取值范围 模型参数值

卷积核大小 [1,2,3]、[2,3,4]、[3,4,5] [1,2,3]
卷积核数量 32、64、128 64
隐藏层个数 32、64、128、256 128
向量维度大小 50、100、150、200 100
批训练大小 8、16、32、64 16

Dropout失活率 0.1、0.3、0.5、0.7、0.9 0.5
 
 

3.4   实验设置及结果分析

为了验证本文所提出模型的有效性, 本小节将依据

传统的卷积神经网络模型、融合情感特征信息的卷积

神经网络模型、双通道卷积神经网络模型以及本文所

提出模型在相同的评论数据集上进行文本情感分类实

验, 而且各模型的参数值设定一致, 如表 2 所示. 此外

还会将经典传统机器学习方法支持向量机的实验结果

纳入对比分析范围中. 其中, 各模型的实验介绍如下所示:
1) 支持向量机模型: 记为 SVM. 此模型的输入文

本以预先训练好的词向量初始化.
2) 传统的卷积神经网络网络模型: 记为 CNN. 此

模型为典型的 CNN 模型, 只有一个输入通道, 并使用

本预先训练好的词向量对实验文本数据初始化.
3) 融合情感特征信息的卷积神经网络网络模型:

记为 SF-CNN. 此模型结构同典型 CNN 一致, 但在对

实验文本数据进行初始化时会加入文本特征的情感信息.
4) 双通道卷积神经网络模型: 记为 D-CNN. 此模

型具有两个输入通道, 其中一个输入通道初始化文本

数据的方式同 CNN模型, 另外一个则以预先训练好的

字向量来初始化文本数据.
5) 本文所提出模型: 记为 SFD-CNN. 此模型结构

与 D-CNN相同, 其中一个输入通道的文本初始化方式

同 SF-CNN 模型, 另一个通道则是以预先训练的字向
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量来初始化文本.
上述模型在同一评论文本数据集上进行十折交叉

验证, 并以 10次实验结果的平均值来衡量模型的情感

分类性能, 最终的实验结果如表 3所示.
 

0.9300

0.9280

0.9260

0.9240

0.9220

0.9200

[1, 2, 3] [2, 3, 4] [3, 4, 5]

(a) 卷积核大小

0.9245

0.9240

0.9235

0.9230

0.9225

0.9220

32 64 128

(b) 卷积核个数

0.9300

0.9290

0.9280

0.9270

0.9260

0.9250

0.9240

0.9230

32 64 128 265

(c) 隐藏层大小

0.9300
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0.9240

0.9220

0.9200
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0.9280

0.9260

0.9240

0.9220

0.9200
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(d) 向量维度大小
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(e) 批训练大小

0.9300

0.9280

0.9260

0.9240

0.9220

0.9200

0.9180

0.1 0.3 0.5 0.7 0.9

(f) Dropout 失活率 

图 6    模型参数取值对准确率的影响
 

表 3     不同模型情感分类实验结果
 

模型
积极类 消极类

准确率
精准率 召回率 F1值 精准率 召回率 F1值

SVM 0.8571 0.8913 0.8739 0.8868 0.8513 0.8687 0.8713
CNN 0.8860 0.9368 0.9102 0.9339 0.8782 0.9045 0.9075

SF-CNN 0.9070 0.9202 0.9216 0.9208 0.9308 0.9112 0.9120
D-CNN 0.9160 0.9357 0.9254 0.9349 0.9137 0.9238 0.9247
SFD-CNN 0.912 30 0.9513 0.9309 0.9500 0.9075 0.9277 0.9294

 
 

为了更为清晰地表达各实验结果的对比情况, 将
表 3 中的数据图形化 ,  具体情况如图 7 所示 .  其中 ,
Precision+代表积极类文本的精准率, Recall+代表积极

类文本的召回率, F1+代表积极类文本的 F1值; Precision−
代表消极类文本的精准率, Recall−代表消极类文本的

召回率, F1−代表消极类文本的 F1 值; Accuracy 代表

文本的整体准确率.
结合表 3 和图 7 的实验结果可知, 常用的传统机

器学习方法中基于词向量的 SVM 模型情感分类性能

最差, 而且比同样基于词向量的 CNN 模型准确率低

了 2.15%. 这是因为 CNN 模型比 SVM 模型具有更高

的学习能力, 可从词向量中提取到更为抽象的深层次

语义信息. 可见, 本文提出使用卷积神经网络模型对中

文短文本进行情感分析是有效可行的. 对比 CNN 和

SF-CNN两个模型的结果易知, 融入特征词语情感信息

的 SF-CNN 模型性能相较于 CNN 模型有所提升, 其
在 F1+、F1−和准确率上的取值分别高于 CNN 模型

的 1.14%、0.67%、0.45%. 这表明在文本特征词语的

语义向量中融入的情感信息在模型进行情感分类时为

其提供了额外的有效信息, 使模型能够提取到更为有

用的、辨别情感类别的文本特征. 对于双通道输入的

D-CNN模型来说, 其 F1+、F1−和准确率分别为 92.54%、

92.38%、92.47%, 所达到的情感分类效果也要优于

CNN 模型, 主要是由于该模型从字向量方面在一定程
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度上弥补了中文分词错误对模型带来的不利影响, 而
且以双通道的形式输入文本信息, 可以提取到更为全

面的敏感信息. 进一步, 从图 7中易知, SFD-CNN模型

的情感分类性能最为优越, 无论是在 F1+、F1−的值上

还是准确率上, 其值都要比其他模型大. 这说明综合考虑

SF-CNN 模型和 D-CNN 模型的改进之处可进一步提

升情感分类效果. 与最初的 CNN 模型相比, 其 F1+值
提高了 2.07%, F1−值提高了 2.32%, 准确率提高了 2.19%.
 

0.96

0.94

0.92

0.90

0.88

0.86

0.84

0.82

Precision+ Precision−Recall+ Recall−F1+ F1− Accuracy

SVM CNN SF-CNN SFD-CNND-CNN 
图 7    各 CNN模型实验结果对比图

4   结论

本文针对在情感分类研究中传统机器学习模型的

缺陷, 提出使用深度学习中的卷积神经网络模型来实

现对短文本的情感分类, 同时也针对以往研究中文本

情感特征提取的不足以及忽视分词错误对情感分类的

影响, 对经典的卷积神经网络模型进行改进, 提出一种

融合情感特征的双通道卷积神经网络模型 SFD-CNN,
并设置对比试验, 将其与 CNN、SF-CNN、D-CNN 以

及 SVM 模型进行比较. 最终的实验结果表明 SFD-
CNN 模型的情感分类性能最优, 无论是准确率还是

F1+、F1−值都要高于其他模型. 由于本文所使用的

CNN 模型都是单层结构, 无论是卷积层还是池化层都

只有一层 ,  所以接下来可以进一步研究多层结构的

CNN模型对文本情感分类的效果.
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