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摘　要: 随着数据维度的增加, 传统聚类算法会出现聚类性能差的现象. SubKMeans是一种功能强大的子空间聚类

算法, 旨在为 K-Means 类算法搜索出一个最佳子空间, 降低高维度影响, 但是该算法需要用户事先指定聚类数目

K 值, 而在实际使用中有时无法给出准确的 K 值. 针对这一问题, 引入成对约束, 将成对约束与轮廓系数进行结合,
提出了一种基于成对约束的 SubKMeans聚类数确定算法. 改进后的轮廓系数能够更加准确的评价聚类性能, 从而

实现 K 值确定, 实验结果证明该方法的有效性.
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Abstract: With the increase of data dimension, the traditional clustering algorithm will have poor clustering performance.
SubKMeans is a powerful subspace clustering algorithm, which aims to search the best subspace for K-Means algorithm
and reduce the impact of high dimensions. However, the algorithm requires users to specify the number of clusters K
value in advance, and sometimes it can not give accurate K value in actual use. In order to solve this problem, the pairwise
constraint is introduced, which is combined with the silhouette coefficient. A SubKMeans algorithm for determining the
number of clusters based on the pairwise constraint is proposed. The improved silhouette coefficient can evaluate the
clustering performance more accurately, so that the K value can be determined. The experimental results proves the
effectiveness of the proposed method.
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聚类是一种无监督学习方法, 它根据样本间相似

度把样本划分到若干簇[1]. K-Means算法是聚类算法的

一种典型代表, 它因其简单而又有效的特性备受欢迎,
并且在十大经典数据挖掘算法中排名第二[2]. 该算法根

据用户指定的 K 值, 基于某种距离度量方式, 把样本划

分为 K 个不同的簇, 使得簇内样本相似性高, 簇间样本

相似性低[1]. 高维数据空间中数据分布稀疏且存在着大

量无关属性, 数据的重要结构信息会隐藏在海量的噪

声数据中, 因此使用 K-Means 算法在高维数据上进行

聚类很难发现数据的内在结构, 使得聚类效果差 [3,4].
然而在现实的聚类分析应用场景中, 数据维度通常很

高, 比如图片视频或文本数据, 其维度一般为千万级,
甚至更高. 针对这一问题, Mautz 等人于 2017 年提出

了 SubKMeans 算法[5], 该算法能够将数据映射到子空
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间中进行聚类, 降低维度影响, 提升 K-Means类算法聚

类性能.
SubKMeans算法将数据空间划分为一个包含有大

部分重要信息的子空间和一个基本不包含重要信息的

子空间, 通过映射矩阵能够把数据投影到包含有大部

分重要信息的子空间中进行聚类, 从一定程度上减轻

“维度灾难”对 K-Means类算法的影响. 但是 SubKMeans
算法只是对经典 K-Means 类算法的一种扩展, 它依然

会受到 K-Means类算法固有缺陷的限制[6]. SubKMeans
算法是无监督聚类算法, 需要用户事先指定 K 值, 而在

现实中部分数据集的种类数是未知的, 这给使用者带

来巨大的困扰, 因此 SubKMeans算法的聚类数确定研

究具有重要的现实意义.
现有的子空间聚类算法可以划分为硬子空间聚类

和软子空间聚类[7,8]. 硬子空间聚类把所有属性都看成

同等重要, 按照搜索子空间方式的不同, 可以进一步划

分为自底向上的子空间聚类算法和自顶向下的子空间

聚类算法. 软子空间聚类算法认为每个属性对于每个

簇的贡献程度不一样, 因此给每个属性赋予不同的权

重. 文献 [9] 和文献 [10] 中提出基于惩罚机制的竞争

学习来逐步合并聚类簇, 消除冗余聚类, 最后为子空间

聚类确定聚类数目. 文献 [11] 基于类内紧凑性和类间

分离性提出了一种新的聚类有效性指标, 通过在 K 的

取值范围内得出最佳指标值来为子空间聚类确定 K
值. 文献 [12] 把现有的 K 值确定方法分为 3 类, 分别

为传统方法、基于合并分裂方法和基于进化的方法.
传统方法把最佳聚类有效性指标对应的 K 值作为最

佳 K 值. 基于合并分裂的方法根据聚类有效性指标的

值是否更优来决定是否合并或分裂 ,  达到稳定时的

K 值即为最佳 K 值. 基于进化的方法使用特定的编码

方式将可能的划分方式编码到个体或染色体中, 通过

遗传变异的方式得到适应性最好的个体, 把该个体对

应的 K 值作为最终 K 值.
为解决 SubKMeans聚类数确定问题, 考虑到现实

中有时能获取到类似成对约束之类的监督信息, 参考

文献 [13] 中成对约束与轮廓系数的结合方法, 用成对

约束改变轮廓系数计算方式, 并用成对约束的满足度

给轮廓系数加权. 将改进后的轮廓系数作为聚类有效

性评价指标, 通过尝试不同的 K 值来找到一个最佳指标

值, 把该最佳指标值对应的 K 值作为最佳 K 值. 第 1节
介绍 SubKMeans算法, 第 2节介绍改进的 SubKMeans

算法, 第 3节对改进算法进行实验并分析实验结果, 第
4节对所做工作进行总结.

1   SubKMeans算法简介

SubKMeans 算法又称子空间 K 均值算法, 它通过

寻找数据的最佳子空间来发现数据的隐藏结构, 降低

维度影响, 使得 K-Means 类算法在高维数据上也能够

有不错的表现[5]. 它的主要思想是: 假设在一个数据集

中大部分重要的信息会隐藏在某一个维度更低的子空

间中, 而其它的子空间能够提供的有用信息很少. 根据

这一假设把数据空间划分为两个子空间, 包含大部分

重要信息的子空间称为聚类子空间, 基本不包含重要

信息的子空间称为噪声子空间[5]. 为了提高聚类性能,
挖掘出数据的内在结构, 需要把数据映射到聚类子空

间上进行聚类.
D = {x1, x2, · · · , xn} ∈ Rd×n

{Ci}Ki=1

给定数据集 , 其中 n 是数

据集 D 的规模, d 是样本的维度. 假设要把数据聚为

K 个簇 , 在经典 K-Means 算法中, 最优化目标是

使得每个样本到其聚类中心点的距离总和最小[1,5], 即
优化下式:

K∑
i=1

∑
x∈Ci

∥x−ui∥2 (1)

ui ∥·∥其中,  为第 i 个簇的簇中心,  表示欧几里得范数.
SubKMeans算法需要将样本映射到聚类子空间中进行

聚类, 两个样本在聚类子空间中的距离可以通过式 (2)
计算.

dist(xi, x j) =
∥∥∥PT

CVTxi−PT
CVTx j

∥∥∥2 (2)

PC ∈ Rm×d m < d V ∈ Rd×d

PT
CVTx

PC

其中,  , m 为聚类子空间维度且 , 
是一个维度为 d 的正交矩阵. 通过 能够将样本

x 映射到聚类子空间中,  定义为:

PC =

[
Im
Od−m,m

]
(3)

Im Od−m,m ∈ Rm×(d−m)其中,  是维度为 m 的单位矩阵,  为

零矩阵. 重新定义样本间距离计算公式后, SubKMeans
优化目标可以表示为:

K∑
i=1

∑
x∈Ci

∥∥∥PT
CVTx−PT

CVTui
∥∥∥2+∑

x∈D

∥∥∥PT
NVTx−PT

NVTuD
∥∥∥2
(4)

PN ∈ R(d−m)×d uD ∈ Rd×1其中,  , (d−m)为噪声子空间维度, 
为数据集 D 的列均值. 将式 (4) 展开, 利用矩阵迹的特
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性, 可以表示为:

Tr
(
PC PT

CVTS iDV
)
+Tr
(
VTS DV

)
(5)

S iD =

 K∑
i=1

S i

−S D (6)

S i =
∑
x∈Ci

(x−ui) (x−ui)T (7)

S D =
∑
x∈D

(x−uD) (x−uD)T (8)

VTS DV S D

VTS DV

Tr
(
VTS DV

)
S iD

S iD

其中, Tr 表示矩阵的迹, V 是一个正交矩阵, 根据正交

矩阵的特性, 可知 相乘后, 只改变矩阵 特征

向量的方向, 不改变其特征值本身. 因此对于任意的正

交矩阵 V,  的特征值是常量. 矩阵的迹是其所有

特征值之和, 所以 是一个常量, 在式 (5) 中

可以忽略. 令矩阵 V 为 特征分解后的特征向量, 并
且这些特征向量按照特征值的大小进行升序排序, 最
小的 m 个特征值对应的特征向量将数据映射到聚类子

空间中, 其它 (d−m) 个特征值对应的特征向量将数据

映射到噪声子空间中, 令 m 为 特征分解后特征值中

小于 0 的个数, 可解决 (4) 的最优化问题. 使用式 (2)
计算样本距离, 不断迭代更新簇中心, 更新矩阵 V 和子

空间维度 m, 算法最终趋于稳定得到固定维度的聚类

子空间和聚类簇. SubKMeans算法框架如算法 1所示.

算法 1. SubKMeans算法

输入: 数据集 D, 聚类数量 K
{C1,C2,··· ,CK }输出: 聚类簇 , 正交变换矩 V, 聚类子空间维度 m

m=⌊d/2⌋ ⌊⌋1) 初始化聚类子空间维度  // 表示向下取整

uD2) 计算数据集列平均

S D3) 采用式 (8)计算数据集的散列矩阵

ui, i=1,2,··· ,K4) 随机产生初始聚类中心

5) 随机矩阵执行 QR分解产生正交矩阵 V
6) While(簇中心改变)

x∈D7)　for each 
8)　　采用式 (2)计算样本到簇中心的距离

9)　　将样本划分到距离最近的簇

10)　end for
ui11)　更新簇中心

S i12)　采用式 (7)计算簇的散列矩阵

V,ε=eig(S iD)

ε

13)　更新矩阵 // eig 表示特征分解, V 为特征分解后的特

征向量,  为特征值

m=|{e|e∈ε,e<0}| ||14)　更新维度  // 表示取集合中元素个数

15) end while

虽然 SubKMeans 算法能够自动确定聚类子空间

维度, 但需要用户指定聚类数量 K. 聚类数的确定是实

际应用中的一个重大问题, 因为在实际的应用场景中,
需要聚类的数据往往是未知数据, 我们不知道哪些数

据应该分配到同一类中, 对于给出的 K 值, 我们也无法

验证其是否是当前数据的准确 K 值.

2   基于成对约束的 SubKMeans 聚类数确定

算法

轮廓系数是一种常用的聚类有效性指标, 可用于

确定 K 值. 在轮廓系数的计算方式中, 聚类的轮廓系数

为数据集中所有样本的轮廓系数的平均值, 其把每个

样本看成同等重要, 把该指标作为聚类有效性指标用

于确定聚类数量时, 往往效果不好. 而在实际的聚类过

程中, 存在部分样本对簇的贡献程度不一样的情况. 为

了体现这种差异, 基于文献 [13], 本文引入成对约束, 用

轮廓系数的满足度给单个样本和整个聚类进行加权,

并将违反的成对约束作为惩罚项, 改进轮廓系数的计

算方式, 为 SubKMeans算法提出一种成对约束与轮廓

系数结合的 K 值确定方法, 称为 Constrained Weighted

SubKMeans, 简称 CSWKM. CSWKM算法把改进后的

轮廓系数作为一种新的聚类有效性指标, 在 K 的取值

范围内, 计算出各个 K 值时的指标值, 把最佳指标值对

应的 K 值作为最佳 K 值. CSWKM算法框架如下算法 2

所示.

算法 2. CSWKM算法

输入: 数据集 D, 成对约束 Cst, 最大迭代次数 Count
{C1,C2,··· ,CK }输出: 聚类簇 , 正交变换矩 V, 聚类子空间维度 m, 聚类

数量 K

K=Kmin Kmax1) for   to 
2)　SubKMeans 算法 //迭代时需判断迭代次数是否超过限制

3)　if (簇迭代次数小于 Count)
4)　　采用式 (13)计算出此次划分的轮廓系数

5)　if(计算得出的轮廓系数小于 0)
6)　　令轮廓系数为 0
7)　else
8)　　令此次划分的轮廓系数为 0
9) end for

Kmin Kmax

CSWKM需要分别计算出各个 K 值时的轮廓系数

值, 把最大轮廓系数对应的 K 值作为最终 K 值. 在计

算单个 K 值的轮廓系数时, 需要迭代更新簇中心点、

更新矩阵 V 和子空间维度 m, 同时在进行迭代时需要

先判断当前迭代次数是否超过最大迭代次数, 若超过,
则停止迭代.  一般取 2,  根据经验为样本数量
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{C1,C2, · · · ,CK}的平方根取整, 算法输出部分中, 簇 、

V 和 m 对应于最佳 K 值的簇、V 和 m. 与 SubKMeans
算法相比, CSWKM 算法对簇的迭代次数进行了限制,
计算了每次簇划分后对应的轮廓系数值.
2.1   簇迭代次数限制

CSWKM 算法不同于 SubKMeans 算法, CSWKM
算法需要尝试 K 值范围内的每个 K 值. 由于 CSWKM
算法中对簇的个数进行了限制, 强制每个簇里面的样

本个数必须大于 5, 在实验中发现当给出的 K 值与实

际的 K 值相差较大时, 会出现划分簇的迭代次数过多

或者不收敛的现象. 为了解决这一问题, 给簇的迭代加

上次数限制, 使得超过迭代次数的 K 值划分认为是不

合适的划分, 直接令此次 K 值划分的簇轮廓系数为 0,
一般情况下令迭代次数为 50.
2.2   轮廓系数

轮廓系数是目前使用最为频繁的聚类有效性评价

指标之一, 其要求同一个簇内样本间距离小, 相似性高,
不同簇间距离大, 相似性低[13,14]. 聚类的轮廓系数为数

据集中所有样本的轮廓系数平均值, 单个样本 x 的轮

廓系数计算公式如式 (9)所示:

S i (x) =
b (x)−a (x)

max(a (x) ,b (x))
(9)

a (x)

b(x)

其中,  表示样本 x 与其所属簇的其他样本之间的平

均距离, 为类内距离,  表示样本 x 到其他簇的平均

距离中的最小值, 为类间距离.
单独使用轮廓系数作为聚类有效性评价指标效果

并不理想, 基于样本对簇的贡献程度不同, 本文引入监

督信息对轮廓系数进行改进. 监督信息可以分为两类,
一类是数据样本类别标签, 另一类是数据样本之间的

成对约束信息. 成对约束一般是指 must-link 与 cannot-
link 两种关联约束关系, 正关联约束关系 must-link(x,y)
表示样本 x 和样本 y 属于同一类, 负关联约束关系 cannot-
link(x,y)表示样本 x 和样本 y 属于不同类. 由于成对约

束信息获取成本低, 容易得到, 因此本文使用的监督信

息为成对约束. 为了体现出各个样本对簇的贡献大小,
我们认为成对约束满足程度高的样本对簇的贡献程度

更大, 应该赋予更高的权重. 但是当两个样本成对约束

满足程度一致时, 其对簇的贡献程度也可能不一样. 文
献 [15] 认为不同的成对约束的包含的信息不一样, 应
该区分对待. 因此我们把未得到满足的成对约束之间

的平均距离作为一个惩罚项, 用来体现当成对约束满

足程度一致时, 样本对簇的贡献程度.

a (x)

a (x)

在 must-link 约束关系中, 距离更大的约束包含的

信息更多, 违反后应该受到更大惩罚, 应使得其轮廓系

数更小. 根据轮廓系数计算方式, 通常类内距离越大轮

廓系数越小. 在不考虑权重的情况下, 对同一个样本来

说, 违反约束后, 其轮廓系数值应该更小, 因此改进后

的类内距离不应该比原先的类内距离小. 所以令改进

后的类内距离为 与惩罚项两者中的最大值[13], 如
式 (10)所示,  表示为改进时的类内距离.

a(x)′ =max(a (x) ,avg (x, xML)) (10)

xML

avg (x, xML) xML

其中,  表示与样本 x 具有正关联约束关系但在实际

划分簇的过程中没有划分到同一个簇的样本集合 ,
表示样本 x 到集合 的平均距离.

b (x)

b (x)

在 cannot-link 约束关系中, 距离更小的约束包含

的信息更多, 违反后应该受到更大惩罚. 根据轮廓系数

计算方式, 一般类间距离越小轮廓系数越小, 同理, 应
该使得改进后的类间距离为 与惩罚项两者中的最

小值[13], 如式 (11)所示,  表示未改进前的类间距离.

b(x)′ =min(b (x) ,avg (x, xCL)) (11)

xCL

avg (x, xCL)

xCL

其中,  表示与样本 x 具有负关联约束关系但在实际

划分簇的过程中划分到同一个簇的样本集合, 
表示样本 x 到集合 的平均距离.

改进后的单个样本轮廓系数如式 (12) 所示. 此时

可能会出现轮廓系数为负数的情况, 而轮廓系数不为

负数, 因此令小于 0的轮廓系数为 0.

S i(x)′ =
b(x)′−a(x)′

max
(
a(x)′,b(x)′

) (12)

加权的方式分为划分权重与样本权重. 划分权重

是从整个聚类划分的角度出发, 为在此次 K 值划分中

满足的约束关系个数占总约束关系个数的比例. 样本

权重是从单个样本的角度出发, 若样本 x 具有约束关

系, 则其样本权重为样本 x 满足的约束关系个数占样

本 x 总约束关系个数的比例. 若样本 x 没有约束关系

但其所在的簇里面其它样本具有约束关系, 那么其样

本权重为簇中满足的约束关系个数占簇中总约束关系

个数的比例. 若样本 x 本身没有约束关系并且其所在

的簇中其它样本也没有约束关系, 那么其样本权重为 1.

S I (D)

S i(x)′ w (x)

把划分权重与样本权重结合起来, 聚类的轮廓系

数计算公式如式 (13)所示,其中 表示聚类轮廓系

数,  为单个样本 x 的轮廓系数,  为样本权重,
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|D|为数据集 D 中的样本个数, weight 为划分权重.

S I (D) =

∑
x∈D

w (x)S i(x)′

|D| weight (13)

3   实验与分析

实验阶段使用 6 个 UCI 数据集和 1 个 UCR 数据

集, 如表 1所示. Wdbc、Seeds、Iris、Wine、Vertebral
column、Glass Identification、Breast Tissue 来自于

UCI 数据集, Plane 来自于 UCR 数据集, Wdbc 表示的

是 Breast Cancer Wisconsin (Diagnostic) 数据集. 每组

数据都采用了标准化 (将一组数的每个数都减去这组

数的平均值后再除以这组数的均方差) 的预处理方式,
采用结合成对约束的轮廓系数作为聚类有效性评价指

标, 聚类准确性使用标准互信息 (NMI).
表 2是 CSWKM算法对比实验的结果, 在 CSWKM

√
n

算法对比实验中 ,  迭代次数 Count 取 50, 聚类数量

K 的最大取值范围为 向下取整, n 表示数据集的规

模, Pre_K 表示实验重复 100 次时, 算法选出的最佳聚

类数与原数据集中种类数一致的次数, “无”表示算法

迭代 10 000 次后未收敛, 括号中的数字为成对约束的

对数, NMI 的值为 10 次十折交叉验证的平均值. 把仅

仅使用轮廓系数而不加成对约束作为聚类有效性评价

指标, 用来为 SubKMeans确定 K 值的算法称为 SIKM.
 

表 1     数据集相关信息
 

数据集 样本 属性 类数

Wdbc 569 31 2
Seeds 210 7 3
Iris 150 4 3
Wine 178 13 3

Vertebral Column (Column) 310 6 3
Glass Identification (Glass) 214 9 6

Breast Tissue (BT) 106 9 6
Plane 210 144 7

 

表 2     CSWKM、SIKM和 SubKMeans算法对比
 

数据集
CSWKM SIKM SubKMeans

NMI(10) Pre_K(10) NMI(100) Pre_K(100) NMI Pre_K NMI
Wdbc 0.548 84 0.568 100 0.565 99 0.566
Seeds 0.724 74 0.785 100 0.596 0 0.785
Iris 0.713 17 0.700 62 0.737 0 0.685
Wine 0.890 78 0.915 92 0.729 26 0.915
Column 0.366 35 0.362 23 0.367 0 0.341
Glass 0.423 10 0.463 27 无 0 0.470
BT 0.650 8 0.693 10 0.448 0 0.678
Plane 0.882 16 0.897 24 0.775 6 0.879

 
 

从表 2中 CSWKM与 SIKM算法的对比实验数据

中可以明显看到 CSWKM 算法的 K 值确定准确率不

论在成对约束对数为 10或 100时, 均要高于 SIKM算

法, 预测 K 值更加精准, 使得 NMI系数也要高于 SIKM
算法. 这一结果表明结合成对约束后的轮廓系数更能

够表示聚类性能, 验证了 CSWKM算法在确定 K 值上

的有效性. 在 Glass 数据集上, 由于有一类只有 9 个样

本, 在进行十折交叉验证的时候会出现有的簇中无法

满足样本数大于 5的要求, 导致不收敛, 而 CSWKM算

法对簇的迭代次数进行了限制, 因此不会出现不收敛

的现象. 从 10对成对约束与 100对成对约束的实验结

果中可以看到, CSWKM 算法的 NMI 系数随着预测

K 值准确率的提高而提升, 由于在大多数的数据集中

预测的 K 值准确率不能达到百分百, 因而 NMI系数普

遍要比 SubKMeans算法低. 当 K 值预测准确率达到百

分百时, CSWKM算法的 NMI系数不低于 SubKMeans
算法, 可以从 Wdbc 和 Seeds 数据集的实验结果中看

出. 在部分数据集上, 可能聚为其它簇的效果要更好,
因而预测 K 值准确率虽然没有达到百分百, 但是CSWKM
算法的 NMI系数还是要高于 SubKMeans算法.

4   总结与展望

针对 SubKMeans 算法需要用户指定 K 值的问题,
提出了一种基于成对约束的 SubKMeans 聚类数确定

算法. 将成对约束运用到轮廓系数中, 首先用成对约束

改进轮廓系数的计算方式, 其次用成对约束的满足程

度给轮廓系数加权, 将改进后的轮廓系数作为聚类有

效性评价指标, 在 K 的取值范围内根据最佳指标值挑

选出对应的最佳 K 值, 有效的解决了 SubKMeans算法

在确定聚类数量方面的难题. 最后, 通过在 UCI和 UCR
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数据集上进行实验, 对比没有使用成对约束改进轮廓

系数的 SIKM算法和 SubKMeans算法. 实验结果表明,
CSWKM算法的 K 值确定准确率和聚类效果优于 SIKM
算法, 验证了 CSWKM 算法的有效性. 并且 CSWKM
算法在给出 100对成对约束时, 聚类效果优于 SubKMeans
算法. 未来的工作将致力于如何把子空间信息作为确

定 K 值的一个考虑因素.
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