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摘　要: 理解地理空间位置的空间相关性, 对于地理信息检索、推荐系统, 城市交通管理, 居民出行模式探究等应用

研究具有重要支撑作用. 为更具体表义空间位置及其关联关系, 本文基于多种居民出行轨迹数据, 提出一种基于深

度学习的空间位置向量化表示方法, 而后通过空间位置向量的向量运算, 可计算得到空间位置的关联程度. 首先将

长、短距离出行轨迹进行匹配连接, 构建大规模交通网络, 覆盖多种出行模式, 得到对不同位置间空间关联信息的

完整识别. 然后基于图神经网络模型, 本文提出融合位置特征与轨迹信息的空间向量化表示方法, 并优化其训练学

习中节点采样方法, 提高空间向量的表达能力. 最后以北京市共享单车轨迹数据与公共交通路网数据进行实证分

析, 实验结果表明基于本文提出方法生成的空间向量在空间位置的关联分析、聚类分析中相比 DeepMove等已有

方法拥有更好的效果.
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Abstract: Understanding the spatial correlation of places plays an important role in geographic information retrieval and
recommendation systems, urban traffic management, and resident travel pattern exploration. In order to represent the
places and their spatial relationships specifically, we propose a deep learning-based vectorization method for places. The
correlation between places can be calculated by the place vectors. Firstly, the trajectories of long-distance and short-distance
are matched and connected to build a large-scale traffic network, which could cover multiple travel modes and obtain a
complete cognition of spatial relations. Then we propose a spatial vectorization method which is based on graph neural
network and combines place features and trajectory information. Besides, we improve the representation ability of latent
representations for places by optimizing a node sampling method. Finally, the empirical analysis is performed on the
shared bicycle track data and public traffic data in Beijing. The result demonstrates that the proposed method outperforms
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the existing methods such as DeepMove on place correlation analysis and cluster analysis.
Key words: spatial correlation analysis; spatial representation; graph neural network; trajectory data

 

空间位置作为重要的空间特征, 常用于目的地预

测与推荐, 城市功能规划, 交通管控系统, 交通流量预

测、位置分类等应用. 传统的空间位置表示方法与空

间向量化表示方法, 常将其经纬度坐标与兴趣点 (Points
Of Interest, POI)信息将空间位置映射为 ID 类型, 其中

经纬度用来精确地描述空间位置, 兴趣点为空间位置

增添了大量属性特征. 但是, 传统的空间位置表示方法

只保留了自身经纬度与 POI 的信息, 缺少了空间位置

间隐含的时空关联信息, 难以理解空间位置和推断空

间位置间的关联关系.
融合空间位置的时空关联信息与其周边 POI 信

息, 将有助于提高空间向量的表达效果. 居民出行轨迹

数据能够为结合两种信息的空间分析提供可靠的数据

支持. 居民的出行轨迹可体现居民的出行模式与活动

规律, 同时也反映出空间位置之间的关联, 是制定城市

交通管理方案的关键. 随着 GPS定位技术的快速发展,
可收集到大规模轨迹数据, 使得轨迹数据能够被用于

更加细粒度地分析空间位置的时空关联关系. 当今的

大规模轨迹数据, 包括机动车轨迹与非机动车轨迹, 已
能够支持机器学习、深度学习等对于数据量的需求,
并且能够为空间位置及其关联关系的理解、表示与推

理学习提供可能性.
另一方面, 随着深度学习在自然语言处理、计算

机视觉等领域的迅猛发展, 研究者已在空间分析中引

入了深度学习方法[1]. 近些年提出的空间上下文理解模

型中, 考虑空间位置与其临近位置之间的关系, 结合自

然语言处理中的词向量模型, 使用神经网络将词生成

固定长度的向量表示, 该词向量表示能包含该词的语

义与上下文信息, 最终生成结合空间邻接关系的空间

位置向量化表示[2,3]. 但这些方法仅关注了空间的静态

特征, 尚未考虑到居民在空间之间的轨迹移动, 从而缺

失了居民出行的时空模式关联信息.
在使用深度学习技术处理复杂的关联关系时, 一

个有效的模型是图神经网络[4]. 图神经网络因其能够处

理图结构形式的数据引起广大关注[5]. 借助图神经网络

算法能够为更加复杂的图结构中的节点生成低维向量

表示, 该向量表示既包含了节点的类别特征, 又聚合了

节点在复杂图网络中的邻域特征[6]. 交通网络以图结构

形式存在, 因此, 交通网络常使用图神经网络解决流量

预测问题[7,8] 与出发地、目的地预测[9] 等问题. 围绕空

间向量化表示任务, DeepMove 基于出租车轨迹数据,
使用图神经网络中的随机游走方法与Word2Vec方法,
为交通网络中的 POI节点生成含有邻域关联信息的向

量化表示[10]. 但是 DeepMove 仅使用了简单的图神经

网络, 未使用节点自身特征, 难以聚合邻域节点特征.
另一方面, 这些研究只基于单一的轨迹数据, 而没有考

虑不同出行方式之间的联系. 例如, 居民从住所前往公

司, 通常会产生从住处到地铁站的骑行轨迹、从地铁

站到公司所在地的地铁轨迹、公交站点之间的公交轨

迹, 通过综合这些轨迹才能发现住处和公司所在地之

间存在的轨迹关联, 而对不同类型的轨迹分别处理则

会遗漏大量信息.
本文提出基于图神经网络的空间位置向量化表示

方法, 综合公交线路轨迹、地铁线路轨迹与大规模共

享单车轨迹数据构建多源交通网络. 同时, 针对不同源

交通轨迹数据的集成, 本文提出一种针对不同类型轨

迹数据的集成方法: 将长距离出行与短距离出行进行

匹配连接, 以更全面地覆盖不同位置之间的空间关联.
使用本文方法生成的空间位置的向量化表示, 能够综

合空间特征、邻域特征与时空关联特征. 相较于其他

已有方法, 本文提出的空间向量化表示方法能够学习

到空间位置的关联关系.
本文首先围绕着不同类型轨迹数据的网络构建展

开讨论; 其次介绍融合 POI 与轨迹信息的空间向量化

表示方法; 然后设计实验以验证本文提出的空间向量

化表示方法的有效性; 最后讨论针对空间位置向量化

表示任务, 有待探索的研究方向.

1   多源交通轨迹数据网络构建

1.1   多源交通轨迹数据

相较于公交车与地铁等交通方式, 近年来共享单

车的流行为人们的出行方法提供了新的选择. 共享单

车因其更加灵活与便捷的特点, 使得共享单车轨迹数

据相较于其它交通轨迹数据, 具有覆盖范围更广, 数据

规模更大, 采样密度更高, 位置精度更高等特点. 由于

共享单车在城市交通中的占比逐步增大, 能够从一定
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程度上更加细粒度地描述城市居民的短距离出行模式,
因此本文采用公共交通路网数据 (包括公交线路与地

铁线路), 与共享单车轨迹数据相结合的方式, 共同构

建大规模交通网络. 融合了共享单车轨迹数据与公共交

通线路的交通网络能够更完整地体现居民的出行模式.
为了解居民的短距离出行模式, 本文统计了共享

单车轨迹数据分布. 居民在工作日与非工作日一天内

不同时间段的出行分布图如图 1 所示, 可发现在工作

日期间的早晚上班高峰时刻, 居民对于共享单车出行

的需求非常大; 周末的出行需求量较为平均. 此外, 在
剔除了异常轨迹距离后, 骑行轨迹距离分布图如图 2
所示. 可发现, 当出行距离小于 2 公里时, 居民更倾向

选择共享单车出行.
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图 1    不同时段内共享单车出行量分布图
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图 2    骑行轨迹距离分布图

 

对共享单车轨迹数据进行分析后可发现, 利用共

享单车轨迹数据与公共交通路网数据相结合的方式构

建大规模交通网络, 融合多种交通方式的出行轨迹, 能
够覆盖居民针对不同出行需求与出行距离的交通轨迹.

目前通过互联网开源数据, 可获取到大量免费的

共享单车轨迹数据以供研究者使用. 本文使用摩拜共

享单车开源数据集, 涵盖了北京市居民于 2017年 5月
14 日至 2017 年 5 月 21 日的骑行轨迹, 样本量共计

3 214 096条. 为避免异常数据的影响, 剔除了骑行距离

大于 5 公里的轨迹. 此外, 通过数据爬取技术, 获取北

京市公共交通路网数据, 具体包括公交车线路数据与

地铁线路数据

1.2   集成不同类型轨迹数据的网络建模

为综合不同类型的轨迹数据, 识别居民完整的出

行模式, 本文将长、短距离出行轨迹进行匹配连接. 对
不同类型轨迹数据的匹配方法如下:

第 1 步. 使用 GeoHash[11] 技术将共享单车轨迹数

据与公交交通路网数据中的地点经纬度向量成固定长

度的字符串. 该字符串由空间位置的经纬度向量得到,
并且其长短可用于划分空间位置的大小. 本文具体使

用长度为 7位的 GeoHash字符串.
第 2 步. 使用共享单车轨迹中的出发地与目的地

作为节点, 轨迹作为边, 标记边的类型为共享单车出行,
居民在此出发地与目的地的出行次数作为边的权重,
以构建大规模交通网络.

第 3步. 针对公共交通路网数据, 以公共交通站点

作为节点, 线路作为边, 依据公共交通的类型作为边的

类型, 构建大规模交通网络.
第 4 步. 通过以上步骤, 合计产生 10.5 万个节点.

通过百度地图开放平台, 获取交通网络中的每个节点

的 POI 信息, 经过 one-hot 处理后, 作为节点的属性特

征; 获取每个节点的交通拥堵信息, 经过离散化处理后,
作为节点的拥堵特征.

图 3为使用该方法对长、短距离出行轨迹进行匹

配的一个示例, 例如从图中 A-B, B-C, C-D分别为某居

民从住处到公交站的骑行轨迹, 公交运行轨迹, 从公交

站到公司的骑行轨迹, 通过匹配以上 3 段轨迹可识别

出 A到 D点的实际关联.
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公交路线
地铁路线 

图 3    长、短距离出行轨迹匹配示例

2   融合 POI与轨迹信息的空间向量化方法

本章节首先给出交通网络的形式化定义; 然后介

绍本文提出的 POI 与轨迹信息融合模型; 最后说明基

于该模型的空间向量化表示方法.
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2.1   形式化定义

G = (V,E)

n = |V | X ∈ Rn×D

xv xv ∈ RD,

∀v ∈ V

文中常见符号的定义如表 1 所示. 使用

表示交通网络,  表示节点的个数. 使用 
表示节点特征矩阵,  表示节点 v 的特征, 其中

, 表示矩阵 X 的第 v 行第 j 列, 即节点 v 的第 j
个特征. G 与 X 作为图神经网络模型的输入.
 

表 1     符号定义
 

符号 含义

G 交通网络

V 空间位置节点集合

E 边集合, 即不同类型的交通轨迹

n 空间位置节点个数

Nv 节点v的邻居节点

X ∈ Rn×D 节点特征矩阵

xv ∈ RD 节点v的特征

Yv 节点v的标签
 
 

2.2   POI 与轨迹信息融合建模

为了在神经网络模型中结合空间位置节点的

POI信息与轨迹关联信息, 本文基于 GraphSAGE模型[12]

提出融合建模的方法. GraphSAGE 模型能够通过对目

标节点的邻居进行随机采样得到子图, 再对子图进行

卷积, 替代了直接对全图进行卷积的方式, 大大降低了

计算和内存的压力. 此外, GraphSAGE 模型通过学习

聚合函数 (aggregator)的方式, 把邻居节点的特征聚合

到中心节点自身. 当学习得到聚合函数后, 聚合函数能

够泛化到新的节点或者新的网络上, 即使是在训练过

程中出现未知的节点, 模型也能推断出其向量化表示.
这一做法替代了直接学习网络节点的向量化表示, 泛
化能力更强, 是一种归纳式 (inductive)学习算法.

基于 GraphSAGE 的向量化表示学习方法在每次

迭代中进行以下 3个步骤:
第 1 步. 对图中的每个节点采样固定数量的邻居

节点作为该节点的邻居节点集合;
第 2步. 通过模型学习的聚合函数 (aggregator)对

采样得到的邻居节点集合进行聚合, 以把邻居集合节

点的特征信息聚合到中心节点上, 得到新的节点向量;
第 3 步. 通过聚合邻域特征得到的节点的向量向

量化表示用于损失计算, 更新权重矩阵 W.
算法 1 为具体的向量化学习方法. 在算法 1 中,

K 为图卷积的层数, 表示每个节点聚合 K 阶邻居. 在外

层循环的第 k 次迭代中, 对于每个节点 v 首先通过聚

合函数 Agg 来对节点 v 的邻居节点的 k–1层 embedding
向量进行聚合, 得到节点 v 第 k 层的邻居聚合 embedding,

再将节点 v 的 k–1 层得到的向量拼接起来接入全连接

网络层, 最终得到节点 v 在第 k 层的向量化表示.

算法 1. 基于 POI与轨迹信息融合建模的空间向量化表示算法

G=(V,E) Wk ,∀k∈K输入: 图 ; 节点特征矩阵 X; 图采样深度 K; 权重矩阵 ;
非线性激活函数 f; 聚合函数 Agg; 邻居节点采样函数 S.

φv,∀v∈V输出: 节点的向量化表示

步骤:
h0

v← xv_,∀v∈V

for k=1···K do:

for v∈V do:

hk
(S (v))←Agg

(
h(k−1)

i , ∀i∈S (v)
)

　　

ok
v=CONCAT

(
h(k−1)

v ,hk
S (v)

)
　　

hk
v← f
(
Wk · ok

v
)

　　
end

hk
v ←

hk
v

||hk
v ||2
,∀v∈V　

end
φv= hK

v , ∀v∈V

2.3   空间向量化表示学习方法

已有的 Place2Vec 研究通常使用 POI 的语义特征

与空间特征以生成 POI 的向量化表示. 但具体的某个

空间位置通常存在多个 POI, 例如在商场与餐厅, 住宅

区与超市大多会同时出现, 难以使用单独的 POI 来表

示空间位置. 本文提出的方法通过构建大规模多源数

据交通网络与 POI与轨迹信息融合方法直接得到细粒

度空间位置的向量化表示. 基于章节 1.2中使用公共交

通路网数据与共享单车轨迹数据构建的大规模交通网

络中, 边具有各自的类型与权重, 各节点的邻居数分布

不均匀. 因此, 针对空间位置向量化表示任务, 须对图

神经网络中的采样方法与聚合方法加以修改, 以适应

交通网络的特性. 具体的, 考虑到使用多源数据构建的

交通网络的边都具有类别、权重等特征, 并且根据图 2
中对共享单车轨迹数据的统计分析, 可发现居民在短

距离出行时更倾向于选择共享单车出行. 因此本文提

出一种基于出行距离长短的采样方法, 示意图见图 4(a).
对目标节点 v 的第 k 层邻居采样过程中, 当 k=1时, 即
一阶采样函数, 优先采样边类型为共享单车轨迹的邻

居节点, 当 k=2 时, 即二阶采样函数, 优先采样边类型

为公共交通线路的邻居节点.
经过采样函数后, 节点的邻居节点集合是无序的,

因此聚合函数不仅需要有很强的表征学习能力, 还具

有对称性 (symmetric)要求, 即函数的输出与输入聚合函

数的节点顺序无关. 本文使用文献 [12]中提出的 GCN
aggregator作为聚合方法, 将不同层级的邻域中的邻居
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节点的特征聚合起来, 并且将聚合后的邻域节点特征

与目标节点特征拼接结合后, 传递到全连接网络中. 其
中节点的聚合过程如图 4(b) 所示. 利用图神经网络的

反向传播机制, 最终得到节点的向量化表示.
 

(a) 邻域节点采样

k=1 k=1

k=2 k=2

(b) 邻域节点信息聚合

一阶采样函数

二阶采样函数

一阶聚合函数

二阶聚合函数

共享单车轨迹

公交路线

地铁路线

 

图 4    交通网络中采样与聚合操作示意图

 

为了在无监督学习过程中得到更有效的空间位

置向量化表示 , 使用图神经网络中的无监督损失函

数, 该损失函数的优化目标是最大化正样本的概率,
使得邻居节点的向量化表示更加相近; 同时最小化

负样本的概率 , 使得没有共同交点的节点的向量化

表示相异:

Jg(zv) = − log( f (zT
v zi))−QEin∼pn(i) log( f (zT

v zin )) (1)

zv(v ∈ V)

in ∼ pn(i)

Wk ( ∀k ∈ K )

式 (1)中,  为图神经网络的输出, 即空间位置

的向量化表示; i 为与 v 共同出现在一组随机游走上

的节点;  表示 in 服从对 i 的负样本采样分布;
Q 定义为负样本的个数. 对此, 使用随机梯度下降学

习方法与 Mikolov 等 [13] 提出的负采样学习优化算

法 , 用于更新图神经网络的权重矩阵 与

聚合函数中的参数 . 当 k=2, 使用 GCN 聚合方法 , 网
络中节点规模为 104 左右时 , 本文提出方法的整体

参数规模为 105 左右 . 此外 , 由于空间位置包含多个

POI, 可通过空间位置的向量化表示经过加权聚合操

作后得到 POI的向量化表示. 具体的, POI的向量化

表示 pi 可定义为:

pi =

∑n

j=1
wi jφ j∑n

j=1
wi j

(2)

φ jwij 为位置向量  在 pi 中的权重. 当使用平均权重

时, wij = 1. 其中, 本文使用 tf-idf统计方法计算权重 wij
[14],

用以度量位置与 POI的相关程度.

3   实验分析

为了验证本文提出的空间位置的向量化表示方法

的有效性, 我们分别对空间位置向量化表示、由空间

位置向量化表示加权聚合得到的 POI向量化表示进行

评估. 为了直观地理解空间位置的向量化表示, 部分向

量聚类结果采用可视化方式展现.
3.1   评价指标

使用空间位置向量化表示间 (vi, vj)的 Cosine距离[15]

以定义空间位置的相似度 Sspace:

S splace(vi,v j) = cos(vi,v j) =
vi · v j

||vi|| · ||v j||
(3)

空间位置向量化表示的距离 dplace 则为:

dplace(vi,v j) = 1− S (vi,v j) (4)

相似的, 由空间位置向量化表示经过加权聚合操

作得到的 POI 向量化表示, 其相似度 Spoi 定义为 POI
向量化表示的 Cosine距离. 此外, 使用轮廓系数评估向

量化表示的聚类结果[16]. 轮廓系数 s(i)为:

s(i) =
b(i)−a(i)

max(a(i),b(i))
(5)

其中, a(i) 表示样本 i 到同簇其他样本的平均距离; b(i)
则为样本 i 到其他簇的最小平均距离; s(i) 的值域在

[−1, +1] 之间. a(i) 度量类内距离, b(i) 度量类间距离.
当 a(i) <<b(i) 时 ,  即类内距离远小于类间距离 ,  则
s(i) 接近于 1, 表明聚类效果愈好. 反之, 当 a(i) >>b(i)
时, 即类内距离远大于类间距离, 则 s(i) 接近于−1, 表
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明聚类效果愈差, 样本 i 更应该被分类到其他簇. 本文

使用平均轮廓系数以评估整体样本的聚类结果.
3.2   实验结果与分析

3.2.1    空间位置关联分析

基于使用本文提出的向量化表示方法所生成的

128 维 POI 向量化表示, 计算 POI 之间的相似度 Spoi.
POI-POI 相似度矩阵如表 2 所示. 具体的, 可发现写字

楼与企业园区, 科研机构与高等院校, 住宅区与购物中

心的关联度更高, 其向量间的 Cosine 距离也较小. 此
外, 由于使用多源交通数据构建网络, 也能使得向量含

有居民行为模式特征, 例如机场的 POI 向量与写字

楼、高等院校的 POI 向量的距离较小, 而与超市、公

园的 POI 向量的距离较大 ,  表明其关联程度较低 .
POI 关联性结果可验证本文提出的向量生成方法符合

POI 之间的关联程度愈高, 其间的 Cosine 距离愈小这

一规律, 表明使用本文方法能够得到有效且可信度高

的向量化表示.
为对比验证本文提出的向量方法的有效性, 将本

文方法生成的 POI 向量与其他的已有方法进行对比.
对比方法分别包括 DeepMove [10], Node2Vec [17], 其
POI 的相关性关联热力图如图 5 所示. 对比发现, 使用

本文方法得到的向量能够关联 POI的空间位置特征与

居民的行为模式特征; POI 向量间的相似度基本符合

先验知识, 并且区分度高, 优于已有方法.
 

表 2     POI-POI相关性 (Cosine距离)矩阵
 

POI类型 写字楼 企业园区 银行 科研机构 高等院校 住宅区 购物中心 超市 公园 图书馆 投资理财 机场 度假村 停车场 服务区

写字楼 0.0000 0.0023 0.0014 0.0108 0.0045 0.0007 0.0025 0.0049 0.0057 0.0756 0.0930 0.1393 0.3239 0.5386 0.6786
企业园区 0.0023 0.0000 0.0022 0.0091 0.0069 0.0021 0.0051 0.0093 0.0080 0.0672 0.1027 0.1525 0.3409 0.5300 0.6883
银行 0.0014 0.0022 0.0000 0.0104 0.0065 0.0009 0.0024 0.0055 0.0056 0.0719 0.1008 0.1444 0.3326 0.5324 0.6880

科研机构 0.0107 0.0089 0.0102 0.0000 0.0098 0.0089 0.0110 0.0113 0.0131 0.0983 0.1003 0.1535 0.3135 0.5395 0.6711
高等院校 0.0045 0.0067 0.0064 0.0098 0.0000 0.0043 0.0060 0.0072 0.0093 0.0855 0.0898 0.1456 0.2962 0.5636 0.6760
住宅区 0.0007 0.0021 0.0009 0.0091 0.0043 0.0000 0.0020 0.0043 0.0050 0.0759 0.0944 0.1410 0.3218 0.5415 0.6856
购物中心 0.0025 0.0050 0.0023 0.0110 0.0060 0.0020 0.0000 0.0037 0.0075 0.0814 0.0942 0.1411 0.3230 0.5403 0.6743
超市 0.0049 0.0092 0.0055 0.0114 0.0073 0.0043 0.0038 0.0000 0.0076 0.1015 0.0867 0.1407 0.2959 0.5575 0.6823
公园 0.0060 0.0083 0.0058 0.0139 0.0098 0.0051 0.0079 0.0079 0.0000 0.0904 0.1018 0.1470 0.3150 0.5407 0.7112
图书馆 0.0870 0.0762 0.0815 0.1144 0.0987 0.0865 0.0942 0.1162 0.0992 0.0000 0.2363 0.2366 0.4872 0.5250 0.7807
投资理财 0.1023 0.1114 0.1094 0.1116 0.0992 0.1029 0.1043 0.0949 0.1069 0.2260 0.0000 0.2131 0.2634 0.6961 0.7047
机场 0.1476 0.1593 0.1508 0.1644 0.1548 0.1479 0.1504 0.1483 0.1486 0.2178 0.2051 0.0000 0.3509 0.6700 0.5825
度假村 0.5120 0.5312 0.5185 0.5010 0.4700 0.5035 0.5139 0.4652 0.4752 0.6694 0.3784 0.5238 0.0000 1.0000 0.8628
停车场 0.8514 0.8259 0.8302 0.8624 0.8943 0.8473 0.8596 0.8765 0.8156 0.7213 1.0000 1.0000 1.0000 0.0000 1.0000
服务区 1.0000 1.0000 1.0000 1.0000 1.0000 1.0000 1.0000 1.0000 1.0000 1.0000 0.9437 0.8105 0.8043 0.9322 0.0000
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图 5    分别使用本文提出的向量化表示方法、Node2Vec与 DeepMove方法生成 POI向量的相关性热力图
 

为验证本文提出的多源数据构建大规模交通网

络方法与交通网络采样方法的有效性 , 设置多组对

比实验分别对模型、交通网络数据源、采样方法加

以评估 . 基于 K-means 聚类方法对 POI 向量进行聚

类操作, 其超参数 K 为聚类类目, 可表征为 POI的类

目. 在已有基于兴趣点 (POI)大数据的研究综述中表

明沈阳市有 21 个 POI 类目 [18], 由于 POI 类目受多种

人为主观分类因素影响, 因此可认为 K 值应在 5~20
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范围内浮动 . 为避免聚类类目 K 值选取不当对实验

结果造成的干扰 , 本文将 K 分别设定为 5、10、15、
20 以评估不同 POI 聚类类目下的聚类效果 , 其中

K 值越大, 类别越细致. 并且每个 K 值分别进行 5 次

实验取平均值 . 使用平均轮廓系数对 POI 向量聚类

效果进行评估 . 表 3 给出了使用多种对比模型的实

验结果 , 其中涉及的对比方法均使用融合了长、短

距离轨迹的交通网络. 实验结果表明, 当 POI聚类类

目 K=15、K=20时, 由于本文提出方法相较于对比方

法, 既能够聚合了邻居节点的信息, 又能够利用空间

位置自身的特征, 改善 DeepMove[10] 与 Node2Vec[17]

方法仅使用网络中的节点序列特征这一问题 , 因此

当 POI 分类类目较细致时 , 使用本文提出方法生成

的向量能够保留更加细粒度的特征 , 其聚类效果优

于对比方法 . 表 4 对比了不同采样方法的实验结果 ,
实验结果表明在多数 K 值下 , 使用本文提出的路网

采样方式生成的向量 , 其聚类效果都优于使用图神

经网络中随机采样方式 . 表 5 对比了不同数据源的

实验结果 , 实验结果表明 , 当 K 值较小时 , 使用代表

长距离出行的公共交通线路所构建的交通网络 , 生
成的向量聚类效果更好, 但当 K 值逐步增大时, 使用

长、短距离融合的交通网络所生成的向量 , 其聚类

效果比较稳定, 当 K=10、K=15 时, 优于仅使用长距

离出行轨迹或短距离出行轨迹构建的交通网络 . 因
此可推断得出, 当 POI分类较为粗泛时, 长距离轨迹

能区分不同功能区域 , 因此长距离轨迹构建的网络

效果较好, 当 POI分类较为细致时, 融合长、短距离

的出行轨迹能够捕捉到更加细粒度并且相对完整的

出行模式 , 因此构建的交通网络所涵盖的信息更加

丰富, 效果更优.
 

表 3     不同向量化方法的实验结果对比 (轮廓系数)
 

模型 K=5 K=10 K=15 K=20
融合模型 0.5137 0.3254 0.4984 0.3035
Node2Vec 0.3466 0.1579 0.193 0.265
DeepMove 0.7991 0.4988 0.4525 0.2698

 
 

表 4     不同采样方法的实验结果对比 (轮廓系数)
 

采样方法 K=5 K=10 K=15 K=20
路网采样 0.5137 0.3254 0.4984 0.3035
随机采样 0.4701 0.4369 0.3923 0.2853

 
 

表 5     不同数据源的实验结果对比 (轮廓系数)
 

交通网络数据源 K=5 K=10 K=15 K=20
多源数据-长、短距离融合 0.5137 0.3254 0.4984 0.3035
共享单车轨迹-短距离出行 0.5139 0.4122 0.4013 0.2811
公共交通线路-长距离出行 0.6601 0.6317 0.4488 0.2543

 
 

3.2.2    空间位置聚类分析

首先, 利用 K-means (K=8)对空间位置向量进行聚

类分析, 其中每个类别的轮廓系数如图 6(a)所示. 为了

更加直观的反映聚类结果, 使用 t-SNE[19] 方法将空间

位置向量从 128 维空间降维至低维空间, 降维后的空

间向量化表示的聚类结果如图 6(b) 所示, 不同的颜色

表明不同的类. 本文结合低维空间向量化表示的可视

化映射图作为一种直观的评价方式. 通过观察图 6 可

发现, 使用本文提出的空间向量化表示方法得到的空

间位置向量, 映射在低维空间后, 有较为明显的类间边

界, 能够验证本文提出的空间向量化表示方法的有效性.
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图 6    聚类分析结果

4   结论与展望

本文提出了一种基于图神经网络的空间向量化表

示方法. 基于共享单车轨迹数据与公共交通线路数据,
将长、短距离出行轨迹进行匹配连接, 构建大规模交
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通网络, 该交通网络能够覆盖多种出行模式. 提出了融

合 POI 与轨迹信息的空间向量化表示方法, 综合位置

自身的空间特征与其邻域的特征, 并优化节点采样方

法, 提高了空间向量化表示的表达能力. 以北京市的共

享单车轨迹数据与公共交通路网数据为实例, 经验证

本文提出的空间向量化表示方法能够综合空间特征、

邻域特征与居民出行模式, 该向量可作为空间特征用

于交流流量预测, 交通调度与管理, 地理画像, 位置推

荐等实际应用中.
在未来的工作中, 将进一步研究融合多源数据, 例

如出租车, 网约车数据, 以构建大规模的交通网络. 以
及当网络规模增大时, 如何提升模型性能, 使其能够处

理更大规模的交通网络.
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