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摘　要 :  在学习了已有的检测与分类算法以后 ,  设计了一种将改进的高斯混合模型 (GMM) 与分类网络

(GoogLeNet)融合的方案用于车辆的检测和分类. 针对高斯混合模型存在模型初始化速度慢和计算复杂的问题, 改
进了初始化模型的算法提升初始化效率. 运用五帧差法做车辆初提取, 在提取到的车辆区域上运用高斯混合模型获

得车辆图片, 把五帧差法和高斯混合模型结合起来减小了建模的区域, 提升了检测速度, 提高了系统实时性. 最后使

用 GoogLeNet对车辆分类. 实验证明相较于现有的车辆检测分类方法, 本文所提方法在检测速度和分类准确性上

都有很大提升, 满足了现实场景下对监控视频的车辆检测和分类的实时性要求.
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Abstract: Having studied the existing detection and classification algorithms, we design a scheme of fusion of improved
Gaussian Mixture Model (GMM) and classification network (GoogLeNet) for vehicle detection and classification. In view
of the inaccurate initialization and complex computation of GMM, we improve the algorithm of initialization models to
increase the initialization efficiency. The five-frame difference method is used to execute the preliminary vehicle
extraction. In the extracted vehicle area, GMM is used to get vehicle images, the five-frame difference method is
combined with GMM to reduce the area of modeling and to increase the speed of vehicle detection and improve the real-
time performance of the system. At last, we use GoogLeNet to execute the vehicle classification. The results show that the
proposed methods have greatly improved the detection speed and recognition accuracy, and satisfy the real-time
requirement of vehicle detection and recognition for surveillance video in real scenario.
Key words: vehicle detection; GMM; object recognition; classification network; real-time performance

 

中国经济高速发展带来机动车数目的急剧增加,

造成道路交通中堵车和交通事故现象呈上涨形势, 改

善交通治理策略逐渐提上日程. 随着科技的进步, 诞生

了智能交通理念, 即通过分析道路交通信息得出科学

的治理策略, 车辆检测作为智能交通工作的基础成为

了研究的热点. 最早有帧差法[1] 和光流法[2] 进行车辆

检测, 这两种方法原理简洁, 运算快速, 但是在应对复

杂的道路状况时会出现检测偏差. 后来出现了基于统
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计的模型方法, 运用最多的是基于多态高斯分布的背

景模型法[3], 该方法能够很好的应对各种变化, 能在复

杂的道路场景里提取出运动车辆的图片. 随着现代深

度学习理论的产生和成熟, 围绕着目标检测问题诞生

了很多检测算法, 主要有: RCNN算法[4]、Mask-RCNN
算法[5]、Fast-RCNN 算法[6]、SPP-Net 算法[7]、Faster-
RCNN算法[8]、R-FCN算法[9], Singh[10] 改进了 R-FCN
算法, 实现了多类别的检测, Hu 等[11] 创建的的关系网

络刷新了检测的精确度, Cai 等[12] 创建了级联 RCNN
将其扩展到多段. 深度学习技术在目标检测中获得了

不俗的成绩, 但是却太依赖于高性能硬件, 训练模型也

需要花费大量时间, 因此本文在车辆检测阶段不采用

深度学习的方法, 选择高斯混合模型法来进行车辆检

测, 传统的高斯混合模型法由于初始化模型速度慢、

计算量大在实时性上表现不佳, 本文对高斯混合模型

法做了改进, 降低了模型计算量, 提高了检测实时性.
车辆分类属于目标识别问题. 目标识别问题解决

方案主要有两种, 一种是采用手动设计图像特征, 如HOG
特征[13], 然后使用分类器做分类. 另外一种是使用深度

学习技术做分类, 主要是运用卷积神经网络 (CNN) 做
目标识别. 2012年 AlexNet网络[14] 模型在图像识别的

应用中取得了巨大成功, 使得 CNN成为了目标识别的

主流方法, 因此本文采用深度学习技术, 使用GoogLeNet[15]

分类网络对车辆进行分类.

1   基于高斯混合背景模型的目标检测

1.1   建立和维护背景模型

在实际的道路场景里有很多不可控的变量会导致

场景背景发生改变, 给背景模型的建立和维护增加了

难度. 目前主要有以下 3个方面引起背景发生变化:
(1) 光照突然变化. 例如突然转换光源, 场景背景

像素发生剧烈变化, 导致检测结果出现差错.
(2) 物体阴影. 运动物体由于光线投影产生阴影,

阴影属于背景但是却始终伴随着运动目标, 导致背景

和目标的界限变得模糊, 增加了检测的难度.
(3) 动态的背景. 现实场景中的背景区域存在运动

变化的现象, 可能是周期性的运动, 也可能是不规则的

运动, 比如树叶的不规则晃动, 信号灯的规律闪烁.
为解决上述 3 方面带来的背景变化问题, Stauffer

等[16] 首次利用高斯混合模型进行视频监控的前景检

测, 取得了较好的效果. 此后, 高斯混合模型经过不断

发展和完善, 成为目标检测领域的经典模型.
1.2   高斯混合模型

在真实的监控环境下, 道路两侧摄像头拍摄到的

视频影像中会夹杂很多的噪声, 一般我们认为从监控

设备引入的噪声服从正态分布, 对于输入的每一视频

帧, 按照式 (1)进行预处理.

h (x,y) =
1

2πσ2 e−
x2+y2

2σ2 (1)

xt

用 k 个高斯分布组合表示每个背景像素, 假设 t 时
刻的背景像素为 , 由 k 个高斯分布如式 (2)表示:

f (xt) =
k∑

i=1

wi,t∗η
(
xt,µi,t,Σi,t

)
(2)

ui,t

xt xt

ui,t xt

其中,  是第 i 个高斯分布在 t 时刻的均值向量. 将像

素值 与组合分布中的 k 个高斯分布做比较, 当 和

满足式 (3)时, 认为 属于其中一个高斯分布.∣∣∣xt −ui,t
∣∣∣ < δ∗Σi,t (3)

δ xt

α xt

ui,t

ρ = α/wi,t

通常取 3. 若 属于其中的一个高斯分布, 则将该

高斯分布的参数按式 (4)更改, 剩下 k–1个高斯分布的

参数则按式 (5)衰减, 其中 表示模型的学习率. 与 相

符的高斯分布的 和 σi,t
2 按照式 (6)和式 (7)更新, 其

他 k–1个高斯分布则保持不变,  表示参数的学

习率.

wi,t = (1−α)wi,t−1+α (4)

wi,t = (1−α)wi,t−1 (5)

ui,t = (1−ρ)ui,t−1+ρxt (6)

σ2
i,t = (1+ρ)σ2

i,t−1+ρ
(
xt −ui,t−1

)T (xt −ui,t−1
)

(7)

p = wi,t/σi,t, 我们将 k 个高斯分布按 P 值排序, 选
择前 B 个分布作为背景模型, 如式 (8)所示:

B = argmin b
{
Σb

t wi,t > V
}

(8)

式中, V 通常取 0.75.

xt

xt

建立好了背景模型, 当新的视频帧输入系统, 将像

素值 与背景模型中的 B 个高斯分布进行比较, 如果

属于其中的一个分布则认为其是背景, 反之则认为是

运动目标.
1.3   改进模型初始化算法

高斯混合模型法初始化背景模型时最常用的方法

是用视频开始的帧图像作为背景来初始化模型的参数

值, 当视频的开始部分只有背景时, 该方法能很好的进

行下去, 但如果视频一开始就出现了运动目标, 该方法
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(K +1)2

(K +1)2

会把运动目标设置为背景, 故本文提出新的初始化方

法, 使用视频前 4,9,16,···, 帧图像, K 是高斯混

合模型中包含的高斯分布的个数, 将 帧图像的

像素值作为第 K 个高斯分布的平均值, 再初始化方差

和相同的权值. 具体步骤如下:
(K +1)2

f1, f2, f3, · · · , fk
(1) 将视频输入系统, 并提取前 4,9,16,···, 帧

图像, 做预处理降低图像中的噪声, 记作:  ;
fi(2) 将 的像素值作为第 i 个高斯分布的均值, 初

始化一个方差, 并赋权值为 1/N;
(3) 输入下一帧图像, 用建好的背景模型检测车辆.
试验分析: 图 1 是用传统高斯混合模型初始化的

背景模型图像, 可以看出使用传统方法得到的背景模

型图像模糊难辨, 与真实的场景背景有着十分大的差

别, 基于这样的背景模型检测车辆, 检测结果往往会不

准确. 图 2是改进方法的初始化的背景模型图像, 相比

于图 1, 这幅背景模型图像显的十分清晰, 能够正确的

表现场景的背景, 由于初始化的背景模型的图像是由

多个高斯分布的权重和均值之积组合得到的, 造成了

图像中出现车辆重影的现象, 不影响车辆的检测.
 

 
图 1    传统高斯混合模型背景图像

 

 
图 2    改进的高斯混合模型背景图像

1.4   改进建模区域

通过实际观察可以看出, 在视频帧中运动车辆只

占了图像的小部分区域, 图像的大部分区域都是没有

发生变化的背景区域, 为这些背景区域的像素建立模

型是不必要的, 由此带来的计算过程也是浪费计算资

源, 故本文提出新的建模方法, 通过对视频帧的初提取,

先把包含汽车的区域提取出来, 然后使用高斯混合模

型法在提取到的图像上进行建模, 缩小了建模区域, 减

少了建立背景模型过程耗费的时间, 提高了车辆检测

的实时性.

对视频帧进行初提取得到包含车辆的区域, 初提

取的精度影响着后续检测结果的精度, 当初提取出现

漏检时, 后续的检测也一定会漏检, 因此初提取要能

正确提取出包含车辆的区域, 同时初提取的速度要快,

不能耗费过多时间, 因此选择帧差法做车辆的初提取.
常用的帧差法有两种, 分别是两帧差法和三帧差法,

但两帧差法会出现“重影”和“空洞”现象, 在实际应用

中面对复杂场景无法正确检测出目标, 三帧差法可以

消除“重影”, 但是依然存在“空洞”现象和部分物体轮

廓不连续.

通过对本文采集的视频的研究, 发现在大部分情

况下, 车辆从在视频里出现到占据视频的中心, 大多是

经过 5 帧, 因此本文在发现这种现象后, 提出用相邻

5帧图像进行运动车辆的初提取. 工作流程如下:

ft ft ft+2第 1 步. 假设当前帧为 , 将 与 按像素点逐一

相减, 得到二值图像 B1.

ft+2 ft+4第 2步. 将 与 按像素点逐一相减, 得到二值

图像 B2.

第 3 步. 对 B1 和 B2 取并集, 在经过形态学处理

和填充, 得到车辆区域 B3.

分别使用两帧差法、三帧差法和本文提的五帧差

法对拍摄的视频进行前景提取, 如图 3所示.

通过实验结果可以直观的看出, 本文的方法相较

于传统的两帧差法和三帧差法, 在前景提取精度上有

了很大的提升, 并且检测速度快, 非常适合应用于对前

景的初提取.

使用五帧差法得到提取好的车辆区域图像, 在初

提取的车辆图像上运用高斯混合模型法获得最终的车

辆图像. 改进后的结合五帧差法的高斯混合模型的车

辆检测算法的工作流程如图 4.
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(a) 原始图像 (b) 两帧差法

(c) 三帧差法 (d) 五帧差法 
图 3    差分法仿真图

 

 

输入视频 

图像预处理 

高斯混合背景建模 

提取车辆二值图像 

形态学处理 

车辆二值图像 

B3 区域提取模块 

 
图 4    改进的高斯混合模型算法

 

改进后的基于高斯混合模型的检测方法步骤如下:

(1) 使用五帧差法对输入的视频进行前景区域初

提取, 得到前景的二值图像, 通过形态学操作得到前景

区域.
(2) 使用改进的背景模型初始化方法, 对前景区域

的像素建立背景模型.

(3) 建立完背景模型, 用当前帧减去背景图片得到

目标的二值图像, 并更新模型相关参数.

(4) 对得到目标二值图像进行形态学操作, 得出最

终的目标区域.

(5) 对下一帧重复上述步骤, 直至算法完结.

2   GoogLeNet分类网络

谷歌公司 2014年提出来 GoogLeNet分类网络, 并
在当年的图像分类竞赛中取得了第一名, 刷新了图像

识别的最好成绩. GoogLeNet 网络运用了模块化设计,
提出了新的网络单元结构 Inception, 网络整体是由多

个网络单元结构按照一定次序组合而成, 图 5是 Inception
模块的设计图.
 

 

 

 

Previous layer 

Filter concat

1×1 Conv 3×3 Conv 3×3 Pool5×5 Conv

 
图 5    Inception模块

 

不同的卷积神经网络会选择不同大小的卷积核构

建卷积层, 每一卷积层会使用同一大小卷积核来对特

征图进行卷积计算, Inception 模块最大的创新是在一

个卷积层中采用了多个卷积核, 不同卷积核会提取不

同的图像特征, 在模块最后将这些特征有机融合形成

下一层的特征图, 这样融合多特征的设计延深了网络

宽度, 提高了对图像识别的精度, 但计算复杂度也随之

增加, 降低了识别速度. 为了解决计算成本高的问题,
在模块的设计上做了创新, 图 6是改进后的模块. 新模

块最大的特点是对 1×1 卷积核的巧妙运用, 在进行卷

积计算和池化操作之前先用 1×1卷积核来降低特征图

维度, 这样在下一层的卷积计算中运算次数会降低一

个量级, 从而有效的降低了计算成本. 经过模块有序组

合而成的 GoogLeNet网络层数达到 22层, 相比于之前

的网络模型有大幅度的提升.

3   实 验
本文所提的车辆检测和车型分类方法基于 OpenCV

和 TensorFlow 实现, 试验所用的视频包含了不同天气

和光照的复杂场景, 实验环境的信息如表 1.
3.1   实验系统架构

根据交通视频把车辆型号分成 4 类分别为: car、
bus、motor 和 truck, 系统要实现的就是检测到交通视
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频里的车辆然后识别出车辆是上述 4种类型中的哪一

种, 为了实现这一功能, 我们设计的系统工作流程为:
先通过系统的运动车辆检测模块将视频里的运动车辆

检测出来, 然后人工标注好图片的类别, 训练目标分类

模块, 使用该模块执行分类任务, 系统架构如图 7.
 

Filter concat

3×3 Conv 5×5 Conv 1×1 Conv

1×1 Conv 1×1 Conv

1×1 Conv

3×3 Pool

Previous layer

 
图 6    改进的 Inception模块

 

表 1     实验环境信息
 

类型 名称 性能

处理器 Intel Xeon Silver 2.10 GHz
内存 DDR3L 32 GB
显卡 Tesla V100 16 GB
系统 Ubuntu16.04 —

开发框架 TensorFlow —
 
 

 

输入 输出

训练

输出 测试

运动目标
检测模块

检测区域
图像

运动目标
分类模块

运动目标
分类模块

人工标注

交通视频

分类类别

 
图 7    系统架构图

 

3.2   试验数据集

本文以厦门市各路段摄像头拍摄的监控视频为系

统实验数据, 所有的视频均为现实场景下的真实监控

视频, 通过车辆检测模块总共截取了 50 000 张不同类

型的车辆图片. 其中各种车型对应的数量见表 2.
 

表 2     车辆检测模块检测结果
 

类型 car bus motor truck 总计

数量(张) 20 000 16 000 4000 10 000 50 000

将得到的全部图片按照 1:1 划分为测试集和训练

试集 ,  训练集中 car 10 000 张 ,  bus 8000 张 ,  motor
2000张, truck 5000张. 由表 2可知, 由于 motor数量比

其他车型的数量少了很多, 如果直接用原始的数据集

训练分类模型得到的模型分类准确性会有很大的偏差,
所以要进行数据集扩充, 将 2000 张 motor 图片使用图

像处理技术增加到 10 000 张, 对其他 3 种车的图片执

行相同的操作. 扩充后的数据集如表 3 所示. 4 类车型

样本图片如图 8所示.
 

表 3     运动目标分类模块数据集
 

车型 训练集 测试集 类测比

car 10 000 10 000 2/5
bus 10 000 8000 8/25
motor 10 000 2000 2/25
truck 10 000 5000 1/5
合计 40 000 25 000 1

 

car

bus

truck

motor

 
图 8    4种车型样本

 

3.3   实验结果及分析

针对基于监控视频的车辆检测和分类的问题, 本
文改进了高斯混合模型算法, 并用 GoogLeNet 网络做

车辆分类, 在实验中设计实现了算法. 由于实验效果需

要对比, 在车辆检测阶段, 本文使用 Faster R-CNN 和

YOLO 对相同的视频做了实验 [17], 实验结果对比如

表 4所示.
 

表 4     车辆检测结果对比
 

算法 准确率(%) 召回率(%) 速度(f/s)
本文算法 97.4 89.8 45
YOLO 89.3 81.0 40

Faster R-CNN 88.9 83.5 10
 
 

表 4 给出了检测阶段的数据, 结果表明相比于深

度学习的方法, 本文所提方法在检测准确率和检测速
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度上都更加优秀.
在车型分类阶段, 本文训练了 GoogLeNet 模型进

行分类, 同时也训练了经典的 AlexNet模型用作对比[18].
在实验中我们对原始数据集进行了扩充, 但得到的训

练集也只有 40 000 张图片, 数据集过小会导致模型过

拟合现象, 因此在实验中采用了迁移学习[19] 技术, 将经

典模型卷积层的参数直接迁移到试验模型上作为模型

初始化参数. 使用 ImageNet数据集训练好的 GoogLeNet
模型和 AlexNet 模型能够很好的提取图像的特征, 因
此在实验中用训练好的模型的参数作为试验模型的初

始化参数, 然后使用自采集的训练集 finetune[16] 试验模

型. 图 9为 4种车型的分类结果, 从置信度上可以看出

分类的准确性非常高.
 

transportclass is car. 

prob is 1.0000

transportclass is motor. 

prob is 1.0000

transportclass is truck.

prob is 0.9579

transportclass is bus. 

prob is 0.9762

 
图 9    车型分类结果

 

表 5展示了 GoogLeNet模型和 AlexNet模型在分

类准确率上的对比, 可以看出 GoogLeNet 不仅在分类

准确率上比 AlexNet 稍高一些, 而且在运算时间上比

AlexNet 降低了 22%. 试验证明, GoogLeNet 分类网络

在基于监控视频的车型分类上具有很好的实用性.
 

表 5     车型分类结果对比
 

车型
GoogLeNet AlexNet

分类/测试 正确率 分类/测试 正确率

car 9923/10 000 0.992 9891/10 000 0.989
bus 7712/8000 0.964 7696/8000 0.962
motor 1962/2000 0.981 1960/2000 0.980
truck 4635/5000 0.927 4675/5000 0.935
合计 24 232/25 000 0.9692 24 222/25 000 0.9689

时间(s) 845.3 1 083.7

4   结 语
本文针对公路交通监控视频中车辆检测和车型分

类的具体应用场景, 改进了高斯混合模型建立背景模

型的方法, 提升了系统的实时性, 并和 GoogLeNet分类

网络结合起来. 通过建立背景模型和背景相减法得到

运动车辆, 然后使用训练好的分类模型对车辆进行分

类. 在具体场景的实验中, 该算法取得了较快的检测速

度和分类准确率, 比现有方法更加适合公路监控视频

这一应用场景, 具有很高的实用价值.
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